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ZADANIA LOKALIZACYJNE Z KRYTERIUM MINIMALIZACJI NAJ-
GORSZEJ SREDNIEJ WARUNKOWEJ

Streszczenie. Praca dotyczy zagadnien lokalizacyjnych z kryterium minimalizacji
najgorszej sredniej warunkowej. Kryterium to stanowi parametryczne uogélnienie
minimalizacji maksymalnej odleglosci biorace pod uwage wielkosé¢ zapotrzebowa-
nia odpowiadajacego najwiekszym odleglosciom. Dla ustalonego poziomu tole-
rancji reprezentujacego czes¢ (procent) sumarycznego zapotrzebowania bierzemy
pod uwage odpowiednia porcje (kwantyl) najwiekszych odleglosci i minimalizujemy
ich §rednia. W pracy pokazano, ze rozwazane kryterium moze by¢ implementowane
za pomoca dodatkowego uktadu prostych nieréwnosci liniowych.

LOCATION PROBLEMS WITH THE MINIMIZATION OF THE CONDITIONAL
MEAN DISTANCE

Summary. Classical approaches to location problems are based on the mini-
mization of the average distance or the minimization of the maximum distance to
service facilities. In this paper we investigate a parametric solution concept based
on the minimization of the conditional mean distance which allows us to take into
account the portion of demand related to the largest distances. Namely, for a
specified portion (quantile) of demand we focus on the group of the corresponding
largest distances and we minimize their average. It is shown that such an objective
may be modeled with a number of simple linear inequalities.

1. Wprowadzenie

Wiele modeli optymalizacyjnych zostalo sformutowanych dla zagadnien lokaliza-
cyjnych. Szeroki przeglad modeli mozna znalezé w [4, 6, 8]. Wiekszo$¢ analiz koncentruje
sie na dwoch gléwnych kryteriach optymalizacji: minimalizacji $redniej odleglosci i mini-
malizacji maksymalnej odleglosci. Minimalizacja $redniej odleglosci jest traktowana jako
kryterium maksymalizacji efektywnosci rozwazanego systemu jako calosci. W rezultacie

“peryferyjni” klienci o niskich wielkosciach zapotrzebowania maja niewielki wplyw na
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wybér lokalizacji. Minimalizacja maksymalnej odleglosci jest utozsamiana z dazeniem
do réwnego traktowania klientéw niezaleznie od wielkosci zapotrzebowan [9]. Moze ona
jednak prowadzi¢ do sytuacji, gdy o wyborze lokalizacji decyduje polozenie pojedynczego
klienta reprezentujacego dowolnie mala cze$é catkowitego zapotrzebowania [7], co w kon-
sekwencji powoduje znaczne pogorszenie sredniej efektywnosci calego systemu.

Poszukujac kompromisowych koncepcji rozwiazan zagadnien lokalizacyjnych Halpern
[5] wprowadzil parametryczny model oparty na minimalizacji (wypuktej) kombinacji linio-
wej Sredniej i maksymalnej odleglosci. Zadania lokalizacyjne, a w szczegélnosci dyskretne
zadania lokalizacyjne, nie naleza jednak do klasy zadan programowania wypuklego. Dla-
tego w wielu przypadkach model Halperna nie generuje istotnie réznych lokalizacji kom-
promisowych [10].

Inna koncepcje poszukiwania kompromisowych lokalizacji wprowadzit Slater [13]. Za-
proponowal on minimalizacje sumy &k najwiekszych odleglosci. Przy k£ = 1 model ten
redukuje sie do minimalizacji maksymalnej odleglosci, przy k réwnym liczbie klientéw
jest on z kolei rownowazny minimalizacji sredniej odleglosci. Poczatkowo model ten byt
stosowany tylko do zadan lokalizacji na drzewach [13, 1, 2], ale nastepnie opracowano al-
gorytmy obliczeniowe dla zadan lokalizacyjnych na dowolnych grafach [12, 14]. Ostatnio
zostalo pokazane [11], ze minimalizacja sumy k najwiekszych odlegtosci moze byé¢ mo-
delowana za pomocg prostego ukladu dodatkowych nieréwnosci liniowych, co otworzyto
mozliwosci do szerszego stosowania tego modelu do réznych zagadnien lokalizacyjnych.

Model Slatera jest ograniczony do zadan nie uwzgledniajacych réznych wielkosci za-
potrzebowania. W tej pracy rozwazajac grupe najwiekszych odleglosci odpowiadajacych
zadanej porcji zapotrzebowania wprowadzamy parametryczne ugélnienie modelu Slat-
era dla wazonych zadan lokalizacyjnych (z wagami reprezentujacymi wielkosci zapotrze-
bowan). Dokladniej, dla okreslonej porcji zapotrzebowania [ bierzemy pod uwage
odpowiednia porcje (kwantyl) najwieszych odleglosci. Ich $rednia, nazywana najgorsza
srednia warunkowa, podlega minimalizacji. Zgodnie z ta definicja nasz model wprowadza
usrednianie odleglosci ale ograniczone do ustalonego kwantyla najwieszych odleglosci.
Gdy wartos¢ parametru 3 zbliza sie do 0, to odpowiednia najgorsza $rednia warunkowa
zbiega do najwiekszej odleglosci. Z kolei dla 8 = 1 odpowiednia najgorsza $rednia warun-

kowa jest zwykla sredniag odlegloscia.
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2. Model

Dyskretny problem lokalizacyjny mozna sformutowaé nastepujaco. Dany jest zbiér
I = {1,2,...,m} klientéw (jednostek przestrzennych) oraz zbiér n potencjalnych
lokalizacji obiektéw. W szczegdlnosci moze to byé podzbiér (lub caly zbiér) punktéw
reprezentujacych klientéw. Ponadto dana jest liczba p (p < n) obiektéw do lokalizacji.
Decyzje mozna tu opisa¢ poprzez zmienne binarne z; (j = 1,2,...,n) réwne 1, gdy ma
by¢ uzyta j—ta lokalizacja, a 0 w przeciwnym przypadku. Zmienne decyzyjne z; musza
spelnia¢ ograniczenia
n
Y zj=p, z;€{0,1} dla j=1,2,...,n (1)
j=1
W standardowym problemie lokalizacyjnym (bez ograniczen pojemnosciowych) zaklada
sie, ze wszystkie potencjalne obiekty wykonuja ten sam rodzaj ustugi i kazdy klient jest
obstugiwany przez obiekt najblizej usytuowany. Jednakze w wielu problemach lokaliza-
cyjnych zbior dopuszczalny () ma bardziej ztozona strukture. Decyzje przydziatu sa zwykle
modelowane przy uzyciu dodatkowych zmiennych decyzyjnych z;; (1=1,2,...,m;j =
1,2,...,n) réwnych 1, gdy lokalizacja j—ta jest uzyta do obstugi i-tego klienta, a 0 w

przeciwnym przypadku. Zmienne przydzialu musza spelnia¢ nastepujace ograniczenia

n
ri =1 dla i=1,2,....,m (2)
7j=1
x;jng dla +=1,2,....m i j7=12,...,n (3)
xng{O,l} dla +=1,2,....m i j7=12,...,n (4)
Nastepnie zaktada sie, ze dla kazdego klienta 2 = 1,2, ..., m jest zdefiniowana funkcja

fi oceniajaca rozlokowanie obiektow. Jest ona miarg satysfakcji :—tego klienta z danego
rozlokowania obiektéw. Funkcje f; moga by¢ interpretowane jako (abstrakcyjnie zdefinio-
wane) odleglosci i minimalizowane. Przy jawnym uzyciu zmiennych przydzialu funkcje

oceny f; moga by¢ zapisane w postaci liniowej
n
fZ(X) = Z d”l‘;] dla 7= 1,2,...,m (5)
j=1

gdzie wspélczynnik d;; (i = 1,2,...,m;j = 1,2,...,n) wyraza odleglo$¢ i-tego klienta

od lokalizacji j. Zatem dyskretny problem lokalizacyjny moze by¢ sformulowany jako
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nastepujacy wielokryterialny problem minimalizacji

min {f(x) : x€Q} (6)

gdzie f(x) = (f1(x), ..., fm(x)) jest wektorowa funkcja celu o sktadowych postaci (5). Jej
wartosci y = f(x) nazywamy dalej (wynikowymi) odleglosciami. Bedziemy zakladaé,
ze zbiér dopuszczalny () zawiera ograniczenia (1)-(4) i ewentualnie inne dodatkowe
ograniczenia.

Typowe problemy lokalizacyjne zawieraja dodatkowe wagi w; > 0 reprezentujace za-
potrzebowania poszczegélnych klientow na dana ustuge. Na przyklad, calkowite wagi
moga by¢ interpretowane jako liczby jednostkowych klientéw w tym samym punkcie sys-
temu. Teoretycznie mozna zakladac¢, ze zadanie zostalo sprowadzone do postaci z jed-
nakowymi wagami (i w konsekwencji bez wag). W przypadku calkowitych wag taka
transformacja polega na zwielokrotnieniu odpowiednich klientéw. Podobnie mozna przek-
sztalci¢ problem z dowolnymi wymiernymi wagami. W praktycznych sytuacjach taka
transformacja prowadzi do drastycznego wzrostu wymiaru zadania (liczby klientéw m).
Dlatego koncentrujemy sie na modelach pozwalajacych bezposrednio uwzglednia¢ wagi.
Poniewaz wagi opisuja faktycznie odpowiednie rozktady odleglosci, bedziemy stosowali je

w znormalizowanej postaci
m
w; =w;/ Y w; dla i=1,2,...,m (7)
i=1

zamiast oryginalnych wartosci w;. W problemie bez wag przyjmujemy wszystkie w; = 1,
czyli znormalizowane wagi w; = 1/m.

Klasyczne modele koncentruja sie na minimalizacji $redniej odlegloéci lub minima-
lizacji maksymalnej odlegloéci. Oba te kryteria sa bezposrednio okreslone dla zagad-
nien lokalizacyjnych z wagami reprezentujacymi wielkosci zapotrzebowan poszczegdlnych
klientow. Dokladnie, srednia odleglo$¢ wyraza sie wzorem

m
ply) =2 @iy
i=1
i jej minimalizacja jest réwnowazna minimalizacji sumarycznej odleglosci 21", w;y;.

Natomiast, maksymalna (najwieksza) odlegto$¢ wyraza sie wzorem

M(Y) = max y;

i=1,....,m
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czyli jest catkowicie niezalezna od wielkosci wspélczynnikéw wagowych.

Naturalnym uogélnieniem maksymalnej wartosci M (y) jest najgorsza $rednia warunk-
owa zdefiniowana jako wartos$¢ srednia w ramach ustalonego kwantyla najwiekszych (na-
jgorszych) wynikéw. W najprostszym przypadku jednostkowych zapotrzebowan mozna
wyréznié¢ k najwiekszych odleglosci (k najgorzej obstugiwanych klientéw) i zdefiniowaé
odpowiednia najgorsza Srednia, warunkowa jako srednia tych k& wyréznionych odleglosci.
Matematycznie mozna to sformalizowa¢ wprowadzajac przeksztalcenie © : R™ — R™
porzadkujace nierosnaco wspélrzedne wektoréw wynikowych odleglosci, czyli O(y) =

01(y),02(y), - --,0m(y)), gdzie 0;(y) > Os(y) > --- > 0,,(y) oraz istnieje permutacja

7 zbioru I taka, ze 0;(y) = y,4) dla i = 1,2,...,m. Najgorsza $rednia %—Warunkowa
M (y) jest wtedy okreslona wzorem
1 k

M%(y):EZ 0;(y), dla k=1,2,...,m. (8)
i=1

Minimalizacja funkcji (8) jest réwnowazna modelowi Slatera z minimalizacja &
najwiekszych odleglosci.
Wielkos$é 6 (y) reprezentuje najwieksza odleglo$é i moze byé wyrazona za pomoca

optymalizacji z dodatkowymi nierénosciami liniowymi
Oi(y)=min ¢t pw. y; <t dla i=1,2,...,m

Podobne wzory moga by¢é wprowadzone dla dowolnego 6(y), ale wymagaja
one uzycia zmiennych binarnych prowadzac do mieszanego zadania programowania

catkowitoliczbowego [15]. Mianowicie dla dowolnego k£ = 1,2,..., m prawdziwy jest wzér

Or(y) =min t  pw. y; <t+Sz, z€{0,1} dla i=12,...,m

m 9
Y z<k-1 ®)
=1

gdzie S jest dostatecznie duza stata (wieksza od mozliwe]j réznicy miedzy poszczegélnymi
odlegtosciami y;).

W szczegélnych przypadkach £ = 11 k = m mamy Mi(y) = 6i(y) = M(y) i

Mm(y) = =30, 0i(y) = 5 X% v = u(y), co wyraza najgorsza $rednia warunkows

m m

w postaci klasycznych wzoréw. Wykorzystujac zaleznosci (9) mozemy wprowadzié
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model obliczeniowy mieszanego zadania programowania catkowitoliczbowego dla dowol-

nego M (y). Mianowicie dla dowolnego k = 1,2, ..., m prawdziwy jest wzér
. 1 &
Mi(y) = min (t+ EZ d;)
m =1
p-W.

v <t+d;, di >0 dla i=1,2,...,m (10)
d; < Sz;, Z,E{O,l} dla 7=1,2,....m
Y z<k-1
=1

z dostatecznie duza stala S.
Wzér (10) moze by¢ tatwo uogélniony do definicji dowolnej najgorszej $redniej warunk-
owej. Mianowicie dla dowolnego poziomu tolerancji 0 < 8 < 1 odpowiednia najgorsza

Srednia f-warunkowa Mp(y) wyraza sie wzorem

Mg(y) = min (t+ <> wd;)
=1
p-w
i <t+d; di >0 dla i=1,2,....,m (11)

d; < Sz, 216{0,1} dla +=1,2,....m
Z w;z; <
=1

Dzieki skoniczonej liczbie klientéw (i = 1,2,...,m) problem (11) jest dobrze zdefin-
iowany. Jest to problem mieszanego programowania catkowitoliczbowego, ale jak
pokazuje nastepujace twierdzenie zmienne binarne (i odpowiednie ograniczenia) moga by¢
pominiete w (11), co prowadzi do modelu obliczeniowego w postaci zadania programowa-

nia liniowego.

Twierdzenie 1. Dla dowolnego wektora odlegtosci y € R™ z odpowiednimi wagami w;
it dowolnego poziomu tolerancji 0 < B < 1, odpowiednia najgorsza Srednia [S—warunkowa

jest okreslona nastepujgcym zadaniem optymalizacyi
1 m
Mg (y) = min {t+EZ wid; © oy <t+d;, d; >0, dla i=1,2,....m}. (12
i=1

Dowdd: Rozpatrzmy (t,dy,...,d,) bedacy takim rozwiazaniem optymalnym (12), ze
liczba dodatnich wspélrzednych d; jest minimalna. Niech I, = {i : d; > 0}
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Zdefiniujmy z; = 1 dla¢ € I, 12 = 0dla¢ & I;. Jezeli >0, wiz < B, to
otrzymujemy rozwiazanie problemu (11). W przeciwnym przypadku, wprowadzajac
t=t+A,d=d—-Adaiel,d =ddai¢glI iA = ming,d;, mamy
Bt + ™, wid; < Bt + >, wid;. OtrzymaliSmy zatem rozwiazanie optymalne (12) z

liczba dodatnich wspétrzednych d; mniejsza niz |1 |, co koniczy dowdéd. a

7 twierdzenia 1 wynika, ze zagadnienie lokalizacyjne z kryterium minimalizacji naj-

gorszej Sredniej warunkowej moze by¢ sformutowane nastepujaco

1 m

min {¢ + BZ wid; © x€Q; fi(x)<t+d; d; >0, dla i=1,2,...,m} (13)
i=1

W szczegdlnym przypadku jednostkowych zapotrzebowan i poziomu tolerancji § = k/m

ze wzoru (13) wynika nastepujace sformutowanie
1 m
min {t+EZ di © x€Q; fi(x)<t+d;, d; >0, dla i=1,2,...,m}
i=1

ktére pokrywa sie z ostatnio wprowadzonym [11] sformulowaniem obliczeniowym dla
modelu Slatera. Zatem twierdzenie 1 i sformulowanie (13) stanowia uogélnienie tych

wynikow.

3. Wyniki eksperymentow

Minimalizacja najgorszej S$redniej warunkowej realizuje kompromis pomiedzy
minimalizacja najwiekszej a Sredniej odleglosci. Tablica 1 pokazuje charakter tego
kompromisu. W tablicy przedstawione sa procentowo Srednie rozkltady odleglosci (tzn.
y; = fi(x) dlai = 1,2,...,m) generowanych przez kompromisowe lokalizacje otrzymy-
wane w wyniku minimalizacji najgorszej sredniej warunkowej My ze zmieniajacym sig
parametrem 5. Wyniki sa badane dla 10 dyskretnych probleméw umiejscowienia trzech
obiektéw (p = 3) wsréd potencjalnych lokalizacji klientéw n = m = 50. Dla okreSlenia
potencjalnych lokalizacji i polozenia klientéw generowano losowo (rozklad jednostajny) 50
punktéow o catkowitych wspoétrzednych od 0 do 100. Dla okreslenia odleglosci miedzy punk-
tami najpierw zostaly obliczone odleglosci euklidesowe (norma l,), a nastepnie zaokraglone
do wartosci catkowitych. Kazdy wiersz tablicy przedstawia procentowy rozklad wynikéw

dla danego 8 wyznaczony jako $rednia z 10 zadan.
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Tablica 1. Procentowe rozklady wynikéow

Kryterium Procentowy rozktad wynikéw (n = m = 50, p = 3)

0-5 6-10 11-15 16-20 21-25 26-30 31-35 36-40 41-45 46-50 51+
M 8.0 7.6 10.6 13.2 158 18.6 134 102 2.6 0.0 0.0
My o6 8.6 6.2 100 13.8 17.0 18.0 156 88 2.0 0.0 0.0
Mo 9.0 5.8 10.0 16.6 158 196 142 74 1.6 0.0 0.0
My 86 6.2 11.0 16.2 184 21.0 10.8 54 2.2 0.2 0.0
M3 8.6 7.8 104 156 194 206 96 52 26 0.2 0.0
My, 9.0 80 11.6 16.8 206 17.6 80 56 1.6 08 0.4
My 5 8.8 86 14.0 200 180 146 64 52 20 14 1.0
My 7 90 9.2 16.0 196 16.0 138 54 52 26 2.0 1.2
M, =pu 10.2 11.2 16.0 16.6 13.8 126 82 56 34 1.6 0.8

Halpern [5] wprowadzil parametryczny model minimalizacji kombinacji liniowej

najwiekszej i sredniej odlegtosci
Hy(y) =AM(y) + (1= Ap(y), dla 0<A<1 (14)

Zaréwno kryterium H,(y) dla 0 < A <1, jak i kryterium Mpz(y) dla 0 < 8 < 1 stanowia
narzedzia do poszukiwania kompromisowych lokalizacji pomiedzy minimalizacja maksy-
malnej a $redniej odleglosci. W odréznieniu od kryterium Halperna, funkcja Mz(y) nie
jest kombinacja liniowa i dzieki temu jest lepiej dostosowana do syskretnych zagadnien
lokalizacyjnych, gdzie model Halperna jest zawodny [10]. Przeprowadzili$my serie ekspery-
mentéw dla weryfikacji tej tezy.

Dla ustalonej macierzy odlegtosci miedzy klientami i danej liczby obiektéw p poszuki-
waliSmy kompromisowych lokalizacji minimalizujac kryterium Mpg ze zmieniajaca sie
warto$ciag parametru [ i odpowiednio minimalizujac kryterium H, ze zmieniajaca sie
wartoscia parametru A. Badania objely 25 losowo generowanych macierzy odlegtosci (10
dla m =25, 10 dla m =50 i 5 dla m =100) oraz 5 macierzy z biblioteki probleméw
testowych OR-Lib [3] (pmedl, pmed2, pmed3, pmed4 i pmed5, dla m =100). Dla danej
macierzy odleglosci i danej liczby obiektow p = 1,2, 3 wyznaczaliSmy po 12 rozwiazan op-

tymalnych dla obu modeli zmieniajac 5 od 0.01 do 1.00 i odpowiednio A = 1 — 3. Wsréd
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nich 2 rozwiazania reprezentowaly odpowiednio minimalizacje najwiekszej i sredniej od-
leglosci. Wyniki eksperymentu sa zawarte w tablicy 2 przedstawiajacej Srednie liczby

wyznaczonych réznych optymalnych lokalizacji dla poszczegélnych rozmiaréw zadan.

Tablica 2. Srednie liczby réznych optymalnych lokalizacji obiektow

Rozmiar Ro6zne lokalizacje Ro6zne lokalizacje

zadania | (zmieniajac S w Mp) | (zmieniajac A w H))
p=1 p=2 p=3|p=1 p=2 p=3
m = 25 24 3.7 4.5 2.0 24 2.6
m = 50 2.2 4.8 5.7 2.0 24 2.9
m = 100 3.6 5.1 6.2 2.1 2.8 3.1

Okazuje sie. ze operujac parametrem A w modelu Halperna nie otrzymujemy zbyt
wielu réznych lokalizacji. Na przyklad, przy lokalizacji pojedynczego obiektu (p = 1)
w modelu Halperna 10 réznych posrednich wartosci A nie wygenerowalo zadnej kom-
promisowe]j lokalizacji w 10 instancjach probleméw o rozmiarach m = 25 i m = 50.
Wprowadzony model minimalizacji najgorszej sredniej warunkowej okazal sie znacznie

skuteczniejszy w generacji kompromisowych lokalizacji.
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Recenzent:
Abstract

Classical approaches to location problems are based on the minimization of the average
distance (the median concept) or the minimization of the maximum distance (the center
concept) to the service facilities. The median solution concept is primarily concerned with
the spatial efficiency. Since the median concept is based on averaging, it often provides so-
lutions where remote and low—population density areas are discriminated against in terms
of accessibility to facilities, as compared with centrally situated and high—population den-
sity areas. On the other hand, locating a facility at the center may cause a large increase
in the total distance thus generating a substantial loss in spatial efficiency. In this paper
we introduce a compromise solution concept which is a parametric generalization of the
center concept taking into account the portion of demand related to the maximum dis-
tances. Namely, for a specified portion of demand we take into account the entire group
of the corresponding maximum distances and we minimize their average. Such an objec-
tive, called the conditional mean, is shown to be much more effective in modeling various
compromise location preferences than the classical cent-dian approaches (especially, in the
case of discrete location problems). Minimization of the conditional mean, similar to the
standard minimax approach, may be modeled with a number of simple linear inequalities.
Our limited experiments with the use of a simple general purpose MIP code show that
minimization of the conditional mean usually needs a computational effort larger than
that for the median solution but smaller than that for the center. Certainly, large-scale
real-life location problems will require some specialized algorithms.



