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WST ↪EP

Problem optymalizacji portfela inwestycji finansowych jest zazwyczaj forma-
lizowany w postaci dwukryterialnego modelu średniej i ryzyka, gdzie oczekiwana
(średnia) stopa zwrotu jest maksymalizowana, a pewna skalarna miara ryzyka jest
minimalizowana. W klasycznym podejściu Markowitza [9] jako miar

↪
e ryzyka

przyjmuje si
↪
e odchylenie standardowe lub wariancj

↪
e, co prowadzi do zagadnie-

nia programowania kwadratowego. Sam Markowitz wskazywał na potencjalnie
wi

↪
eksze możliwości wykorzystania modelu w przypadku wynikowego zadania

programowania liniowego (PL). Postać PL problemu optymalizacji portfela jest
bardzo istotna dla rzeczywistych aplikacji finansowych, gdzie przy konstrukcji
portfeli rozpatruje si ↪e znaczn ↪a liczb ↪e ograniczeń i bierze pod uwag ↪e koszty trans-
akcyjne [4].

Dokonano wiele prób maj
↪
acych na celu linearyzacj

↪
e procedury optymalizacji

portfela inwestycji przez odpowiedni dobór miary ryzyka. Odchylenie przeci
↪
etne

było bardzo wcześnie rozważane w analizie portfelowej (zob. [19] i cytowane tam
prace), podczas gdy niedawno Konno i Yamazaki [5] wprowadzili i analizowali
kompletny model wyboru portfela inwestycji z wykorzystaniem tej miary ryzyka.
Yitzhaki [22] wprowadził model średniej i ryzyka wykorzystuj ↪acy średni ↪a różnic

↪
e

Giniego jako miar
↪
e ryzyka. Young [23] analizował model PL opieraj ↪acy si

↪
e

na ryzyku zdefiniowanym przez najgorszy przypadek (podejście minimaksowe).
Wszystkie powyższe modele PL można traktować jako szczególne przypadki wie-
lokryterialnego modelu programowania liniowego opartego na krzywych Lorenza
[11]. Rozwój badań w dziedzinie analizy portfelowej prowadzi do powstawania
nowych miar ryzyka (por. [7,8] i cytowane tam prace) i odpowiednich modeli PL.

Celem tej pracy jest systematyzacja różnych modeli programowania linio-
wego. W szczególności wprowadzone jest jednolite wyróżnienie miar ryzyka i
odpowiednich miar bezpieczeństwa. Przedstawione jest ścisłe powi ↪azanie wszyst-
kich miar z kryteriami przeci

↪
etnego niedoboru stanowi ↪acymi podstaw

↪
e relacji do-

minacji stochastycznej drugiego rz
↪
edu. Sformułowane s ↪a zadania PL dla wyzna-

czania optymalnych portfeli rynkowych w poszczególnych modelach.

∗ Praca cz
↪
eściowo wykonana w ramach grantu PBZ-KBN-016/P03/99 “Metody matematyczne w

analizie rynków i instrumentów finansowych w Polsce”.
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1. MODEL ŚREDNIEJ I RYZYKA

Rozważane w tej pracy modele maj
↪

a zastosowanie przy rozwi
↪

azywaniu
różnych zagadnień zarz ↪adzania w warunkach ryzyka. Dla ustalenia uwagi sku-
piamy si

↪
e tu jednak na jednookresowym zagadnieniu wyboru portfela inwesty-

cji finansowych określonym nast
↪
epuj ↪aco. Na pocz ↪atku okresu inwestor określa

podział kapitału pomi
↪
edzy wybrane inwestycje. To znaczy, konstruowany jest

portfel określony wielkościami udziałów poszczególnych inwestycji. W danym
okresie, poszczególne inwestycje generuj ↪a różne stopy zwrotu. Zatem wynikowa
stopa zwrotu z całego zainwestowanego kapitału zależy od przyj ↪etej na pocz ↪atku
struktury portfela, czyli od udziałów poszczególnych inwestycji. Inwestor jest
oczywiście zainteresowany maksymalizacj

↪
a stopy zwrotu

Dla matematycznego sformułowania problemu przyjmujemy nast
↪
epuj

↪
ace

oznaczenia. Przez J = {1, . . . , n} b
↪
edziemy oznaczać zbiór dost

↪
epnnych wa-

lorów (inwestycji, papierów wartościowych). Dla każdego waloru j ∈ J jest
określona jego przyszła stopa zwrotu w postaci zmiennej losowej Rj . Zmienne
decyzyjne xj (dla j ∈ J ) reprezentuj ↪a udziały poszczególnych walorów w port-
felu inwestycji. Wektor zmiennych decyzyjnych x = (xj)j=1,...,n b

↪
edziemy na-

zywać portfelem. Każdemu portfelowi x odpowiada zmienna losowa R(x) =
∑n

j=1 Rjxj , która reprezentuje przyszł ↪a stop
↪
e zwrotu z portfela.

Aby właściwie reprezentować portfel inwestycji, zmienne decyzyjne xj musz ↪a
spełniać odpowiednie ograniczenia definiuj ↪ace zbiór dopuszczalny P . Najprost-
sza definicja zbioru dopuszczalnego ogranicza si ↪e do wymagania sumowania si ↪e
udziałów do jedności i warunków nieujemności udziałów (bez możliwości tzw.
krótkiej sprzedaży). To znaczy,

P = {x = (x1, . . . , xn)T :

n
∑

j=1

xj = 1, xj ≥ 0 dla j = 1, . . . , n}. (1)

W wielu przypadkach pojawiaj ↪a si
↪
e jednak pewne dodatkowe ograniczenia na

zmienne xj . Na przykład określonego typu fundusze mog ↪a inwestować tylko
pewne cz

↪
eści kapitału w określone typy walorów. Ponadto dla pewnych ograni-

czeń dogodniejsze może być operowanie wielkości ↪a zainwestowanego kapitału,
a nie tylko relatywnymi udziałami. Dlatego można założyć, że zbiór P jest dowol-
nym (ograniczonym) wielościennym zbiorem wypukłym.

Zgodnie z koncepcj ↪a Markowitza [9] problem optymalizacji portfela inwesty-
cji jest formalizowany w postaci dwukryterialnego modelu średniej i ryzyka:

max{[µ(x),−%(x)] : x ∈ P}, (2)

gdzie jedna funkcja celu µ(x) wyrażaj
↪

aca średni
↪

a (oczekiwan
↪

a) stop
↪
e zwrotu z po-

tfela jest maksymalizowana, a druga funkcja celu %(x) wyrażaj ↪aca pewn ↪a skalarn ↪a
miar

↪
e ryzyka jest minimalizowana.

Wybór optymalnego portfela inwestycji powinien być realizowany w oparciu o
zmienne losowe Rj odzwierciedlaj ↪ace przyszłe stopy zwrotu dla poszczególnych



MODELE PROGRAMOWANIA LINIOWEGO . . . 437

walorów. B
↪
edziemy zakładać, że znane s ↪a realizacje rjt zmiennej losowej Rj

przy poszczególnych scenariuszach t = 1, . . . , T . Do tego celu opracowywane
s ↪a odpowiednie prognozy np. w postaci T scenariuszy z określonymi prawdo-
podobieństwami pt (gdzie t = 1, . . . , T ) [1]. Najprostsz

↪
a wersj

↪
a tego podejścia

jest tzw. technika danych historycznych polegaj
↪

aca na przyj
↪
eciu T okresów histo-

rycznych i odpowiadaj
↪

acych im realizacji stóp zwrotu jako odpowiednich scena-
riuszy o jednakowych prawdopodobieństwach pt = 1/T . Lepsze wyniki daje na
ogół zróżnicowanie prawdopodobieństw zgodnie z zasadami prognozowania [20].
Należy podkreślić, że wszystkie rozważane w tej pracy modele dopuszczaj ↪a różne
wartości prawdopodobieństw pt.

Realizacje stóp zwrotu portfela R(x) przy poszczególnych scenariuszach s ↪a
liniowymi funkcjami portfela x, zgodnie ze wzorem:

yt =
n

∑

j=1

rjtxj dla t = 1, . . . , T. (3)

Wartość oczekiwana (średnia) zwrotu portfela µ(x) może być wyrażona jako li-
niowa funkcja realizacji yt:

µ(x) =

T
∑

t=1

pt yt =

T
∑

t=1

pt

n
∑

j=1

rjtxj

Analogicznie, miary ryzyka mog ↪a być wyrażane jako funkcje realizacji yt i w
przypadku przedziałami liniowych funkcji wypukłych mog ↪a być obliczalne za
pomoc ↪a programowania liniowego. Najprostsze miary ryzyka obliczalne przez
PL wykorzystuj

↪
a wzory podobne do wariancji σ2(x) = E{(R(x) − µ(x))2},

używaj
↪

ac wartości bezwzgl
↪
ednych zamiast kwadratów. W szczególności odchy-

lenie przeci
↪
etne od średniej jest określone jako δ(x) = E{|R(x) − µ(x)|}. Dla

dyskretnych zmiennych losowych opisanych przez realizacje yt, miara δ(x) =
∑T

t=1 |yt − µ(x)|pt jest wypukł ↪a, kawałkami liniow ↪a funkcj ↪a x i dlatego jej
wartość dla danego portfela x (ustalonych yt) jest obliczalna jako wartość opty-
malna zadania PL:

δ(x) = min

T
∑

t=1

(d−t + d+
t )pt

p.o. d−t − d+
t = µ(x) − yt, d−t , d+

t ≥ 0 dla t = 1, . . . , T.

(4)

Zauważmy, że dzi
↪
eki dodatnim prawdopodobieństwom pt w rozwi ↪azaniu optymal-

nym zadania (4) spełniony jest warunek komplementarności d−
t d+

t = 0.
Konno i Yamazaki [5] wprowadzili model optymalizacji portfela inwestycji

(model MAD) oparty na mierze ryzyka δ(x). Wcześniej Yitzhaki [22] badał model
średniej i ryzyka (model GMD) wykorzystuj

↪
acy średni

↪
a różnic

↪
e Giniego:

Γ(x) =
1

2

T
∑

t′=1

T
∑

t′′=1

|yt′ − yt′′ |pt′pt′′ (5)
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jest obliczalna przez zadanie PL. Zauważmy, że wzór (5) stanowi odpowied-
nik wzoru na wariancj ↪e σ2(x) = 1

2

∑T
t′=1

∑T
t′′=1 (yt′ − yt′′)

2 pt′pt′′ . Należy
podkreślić, że mimo podobieństwa wzorów matematycznych, miary odchylenia
przeci

↪
etnego i średniej różnicy Giniego stanowi

↪
a odr

↪
ebne miary ryzyka alterna-

trywne w stosunku do wariancji.
Model Markowitza jest cz ↪esto krytykowany jako niezgodny z aksjomatami

wyboru w warunkach ryzyka. Aksjomatyczne modele wyboru w warunkach ry-
zyka prowadz

↪
a do porz

↪
adku cz

↪
eściowego określonego przez relacje dominacji sto-

chastycznej [21]. Relacje dominacji stochastycznej pozwalaj
↪

a porównywać nie-
pewne zyski (zmienne losowe) na podstawie przebiegu odpowiednich skumulowa-
nych funkcji rozkładów. Jako pierwsz ↪a funkcj

↪
e F (1) przyjmuje si

↪
e prawostronnie

ci ↪agł ↪a dystrybuant
↪
e rozkładu zysków F

(1)
R (η) = FR(η) = P{R ≤ η} dla η ∈ R.

Druga funkcja jest określona przez całk
↪
e jako F

(2)
R (η) =

∫ η

−∞
FR(ξ) dξ. Wyraża

ona również przeci
↪
etny niedobór do bież

↪
acego celu η ∈ R [13]:

F
(2)
R (η) = E{R ≤ η}E{η − R|R ≤ η} = E{max{η − R, 0}} dla η ∈ R.

Odpowiednia (słaba) relacja dominacji stochastycznej drugiego rz
↪
edu (SSD) przyj-

muje postać: R′ �
SSD

R′′, gdy F
(2)
R′ (η) ≤ F

(2)
R′′ (η) dla wszystkich η ∈ R.

Mówimy, że portfel x
′ dominuje x

′′ w sensie SSD (R(x′) �
SSD

R(x′′)), gdy
F

(2)
R′(x)(η) ≤ F

(2)
R′′(x)(η) dla wszystkich η, z przynajmniej jedn ↪a nierówności ↪a

ostr
↪

a. Portfel dopuszczalny x
0 ∈ P nazywamy SSD efektywnym, gdy nie ist-

nieje inny portfel dopuszczalny x ∈ P dominuj
↪

acy portfel x
0 w sensie SSD.

Jeżeli R(x′) �
SSD

R(x′′), to R(x′) jest preferowane w stosunku do R(x′′) we
wszystkich modelach preferencji zakładaj ↪acych maksymalizacj

↪
e stóp zwrotu i uni-

kanie ryzyka (tzw. awersj
↪
e do ryzyka). Odpowiada to wi

↪
ekszej oczekiwanej

użyteczności dla wszystkich rosn ↪acych i wkl
↪
esłych funkcji użyteczności. Dla-

tego kluczowe znaczenie dla modeli wyboru portfeli inwestycji jest ich zgodność
z relacjami dominacji stochastycznej drugiego rz

↪
edu.

Określenie ryzyka za pomoc ↪a wariancji, jak to ma miejsce w klasycznym mo-
delu Markowitza, w ogólnym przypadku może prowadzić do wyborów zdomino-
wanych stochastycznie przez inne rozwi ↪azania dopuszczalne (por. [13] i cytowane
tam prace). Niestety jest to wspólna wada wszystkich modeli typu Markowitza
wykorzystuj ↪acych pewne miary dyspersji jako miary ryzyka. W przypadku dowol-
nej miary dyspersji %(x) może si ↪e zdarzyć, że R(x′) �

SSD
R(x′′) i jednocześnie

%(x′) > %(x′′). Zauważmy, że pozbawiony ryzyka portfel x
′ z gwarantowan

↪
a

stop
↪

a zwrotu 1.0% jest oczywiście gorszy od obarczonego ryzykiem portfela x
′′

przynosz
↪

acego z jednakowym prawdopodobieństwem 1/2 stop
↪
e zwrotu 3.0% albo

stop
↪
e zwrotu 5.0%. Faktycznie R(x′′) �

SSD
R(x′). Jednocześnie w przypadku

użycia dowolnej miary dyspersji %(x), oba portfele s ↪a efektywne w sensie dwu-
kryterialnego modelu typu Markowitza (2), ponieważ %(x′′) > 0, podczas gdy
%(x′) = 0.
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W celu pokonania tej słabości modelu Markowitza można wprowadzić funkcj
↪
e

µ%(x) = µ(x) − %(x) nazywan ↪a miar ↪a bezpieczeństwa. O ile miara ryzyka %(x)
jest wypukł ↪a funkcj ↪a x, to odpowiednia miara bezpieczeństwa µ%(x) jest wkl ↪esła.
W przeciwieństwie do miar ryzyka (typu dyspersji), odpowiednie miary bezpie-
czeństwa mog

↪
a być zgodne z formalnymi modelami awersji do ryzyka [13]. Po-

wiemy, że miara bezpieczeństwa µ%(x) = µ(x) − %(x) jest zgodna z SSD lub
miara ryzyka %(x) jest dopełnieniowo zgodna z SSD, gdy

R(x′) �
SSD

R(x′′) ⇒ µ%(x
′) ≥ µ%(x

′′) (6)

Jeżeli miara ryzyka %(x) jest dopełnieniowo zgodna z SSD, to z dokładności
↪

a
do alternatywnych portfeli o identycznych wartościach µ(x) i %(x), każde
rozwi ↪azanie efektywne dwukryterialnego problemu

max{[µ(x), µ(x) − %(x)] : x ∈ P} (7)

jest SSD efektywne. Z tego wynika, że dwukryterialny model średniej i miary
bezpieczeństwa (7) może być atrakcyjnym zamiennikiem tradycyjnego modelu
średniej i ryzyka (2). Portfele efektywne w sensie modelu (7) stanowi ↪a podzbiór
całego zbioru portfeli efektywnych w sensie odpowiedniego modelu średniej i ry-
zyka (2) i ta cz

↪
eść zbioru efektywnego reprezentuje portfele SSD efektywne. Po-

nadto, wiele modeli optymalizacji portfela inwestycji stosuje miary b
↪
ed ↪ace fak-

tycznie miarami bezpieczeństwa a nie ryzyka interpretowanego w sensie dysper-
sji. Dotyczy to na przykład miary ryzyka określonej jako najgorsza realizacja
stopy zwrotu (stosowanej w tzw. minimaksowym modelu optymalizacji portfela
rozważanym przez Younga [23]). Dotyczy to również popularnych w zastosowa-
niach bankowych miar typu warunkowej wartości zagrożonej (CVaR) [17].

Dopełnieniowa zgodność z SSD była najwcześniej wykazana dla średniej
różnicy Giniego [22]. Średnia różnica Giniego definiuje miar

↪
e bezpieczeństwa

µ
Γ
(x) = µ(x) − Γ(x) = E{R(x) ∧ R(x)}, (8)

gdzie R(x) ∧ R(x) oznacza minimum z dwu niezależnych zmiennych losowych
o identycznych rozkładach (i.i.d.r.v.) R(x) [22]. Ta miara bezpieczeństwa jest
obliczalna z nast

↪
epuj ↪acego zadania PL:

µ
Γ
(x) = max

[

T
∑

t=1

p2
t yt + 2

T−1
∑

t′=1

T
∑

t′′=t′+1

pt′pt′′ut′t′′

]

p.o. ut′t′′ ≤ yt′ , ut′t′′ ≤ yt′′ dla t′ < t′′ = 1, . . . , T.

(9)

2. MIARY PRZECI
↪

ETNEGO NIEDOBORU
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Z poj
↪
eciem dominacji stochastycznej ściśle wi ↪aż ↪a si

↪
e kryteria niedoboru. Jed-

nym z nich jest przeci ↪etny niedobór do celu η ∈ R, który w przypadku danych
scenariuszowych, wyraża si ↪e wzorem:

δ̄η(x) = E{max{η − R(x), 0}} =

T
∑

t=1

max{η − yt, 0}pt. (10)

Ze wzgl
↪
edu na (3) jest to przedziałami liniowa, wypukła funkcja portfela x i jej

wartości mog ↪a być określone zadaniem PL:

δ̄η(x) = min
T

∑

t=1

d−t pt p.o. d−t ≥ η − yt, d−t ≥ 0 dla t = 1, . . . , T. (11)

Funkcja F
(2)
R(x), użyta do definicji relacji SSD, wyraża przeci

↪
etny niedobór do celu

η ∈ R [13] i może być przedstawiona w nast ↪epuj ↪acy sposób:

F
(2)
R(x)(η) = E{max{η − R(x), 0}} = δ̄η(x).

Tak wi ↪ec relacja SSD może być postrzegana jako dominacja w sensie przeci ↪etnych
niedoborów do wszystkich możliwych celów.

Miara przeci
↪
etnego niedoboru (10) dla ustalonego celu η reprezentuje pojedyn-

cze kryterium SSD. W oparciu o wybór skończonego zbioru punktów odniesienia
η1 > η2 > . . . > ηm i ważonej kombinacji odpowiednich kryteriów przeci

↪
etnego

niedoboru możliwe jest sformułowanie zagregowanej skalarnej miary ryzyka [12]:

m
∑

k=1

wkδ̄ηk
(x) = E

{

m
∑

k=1

wk max{ηk − R(x), 0}

}

, (12)

gdzie wk (dla k = 1, . . . ,m) s
↪
a dodatnimi wagami. Miara (12) może być interpre-

towana jako pojedyncza miara przeci
↪
etnego niedoboru do celu η1: E{u(max{η1−

R(x), 0})}, zastosowana z pewn ↪a rosn ↪ac ↪a (wypukł ↪a) przedziałami liniow ↪a funkcj ↪a
kary u określon ↪a przez w

↪
ezły bk = η1 − ηk i nachylenia sk = w1 + . . . + wk,

k = 1, . . . ,m. Taka przedziałami liniowa funkcja kary była użyta w modelu plano-
wania finansowego Russel-Yasuda-Kasai [1] do definiowania odpowiedniej miary
ryzyka.

Gdy strategia inwestycyjna zakłada osi ↪aganie minimalnych akceptowalnych
zwrotów, to przeci ↪etny niedobór do celu i jego rozszerzenia s ↪a postrzegane jako
dobre miary ryzyka. Niemniej jednak, gdy do definicji punktów odniesienia
(celów) wykorzystywana jest średnia stopa zwrotu portfela, to odpowiednia miara
ryzyka powinna być definiowana w oparciu o kryteria niedoboru w odniesieniu
do średniej µ(x), zamiast do jakiegokolwiek ustalonego celu η. Takie charaktery-
styki dolnych odchyleń od średniej zwane s ↪a semiodchyleniami. W szczególności
semiodchylenie przeci

↪
etne (od średniej) jest określone jako:

δ̄(x) = E{max{µ(x) − R(x), 0}} = F
(2)
R(x)(µ(x)). (13)
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Zgodnie z (11), dla dyskretnych zmiennych losowych opisanych przez realizacje
yt, miara (13) jest obliczalna z nast ↪epuj ↪acego zadania PL:

δ̄(x) = min
T

∑

t=1

d−t pt

p.o. d−t ≥ µ(x) − yt, d−t ≥ 0 dla t = 1, . . . , T.

(14)

Zauważmy, że model MAD może być wyrażony z użyciem semiodchylenia
przeci ↪etnego δ̄(x) = E{max{µ(x) − R(x), 0}} = 0.5δ(x) jako miar ↪a ryzyka.
Jak zostało pokazane w pracy [13], semiodchylenie przeci

↪
etne jest miar

↪
a ryzyka

dopełnieniowo zgodn
↪

a z SSD, a odpowiednia miara bezpieczeństwa

µ
δ
(x) = µ(x) − δ̄(x) = E{min{R(x), µ(x)}} (15)

reprezentuje tzw. doln
↪

a średni
↪

a.

-
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Rysunek 1: O–R Diagram

Funkcja F
(2)
R(x) jest ci ↪agła, wypukła, nieujemna i niemalej ↪aca. W przypadku

dyskretnych zmiennych losowych R(x) jest to funkcja przedziałami liniowa. Wy-
kres F

(2)
R(x)(η) stanowi podstaw

↪
e tzw. diagramu O–R (Outcome–Risk) [13]. Wy-

kres ten (rys. 1) ma dwie asymptoty przecinaj ↪ace si ↪e w punkcie (µ(x), 0) — oś
η jest lew

↪
a asymptot

↪
a, natomiast prosta η − µ(x) praw

↪
a. W przypadku deter-

ministycznego (wolnego od ryzyka) zwrotu (R(x) = µ(x)), wykres F
(2)
R(x)(η)

pokrywa si
↪
e z asymptotatami. Natomiast jakikolwiek niepewny zwrot z t ↪a sam ↪a

wartości ↪a oczekiwan ↪a µ(x) generuje krzyw ↪a powyżej asymptot. Obszar pomi
↪
edzy

krzyw ↪a (η, F
(2)
R(x)(η)) i jej asymptotami reprezentuje dyspersj

↪
e (i tym samym ry-

zyko) R(x) w porównaniu z deterministycznym zwrotem µ(x), tzw. obszar dys-
persji. Zauważmy, że przeci

↪
etne niedobory δ̄η reprezentuj ↪a odpowiednie średnice

pionowe obszaru dyspersji, a semiodchylenie przeci
↪
etne jest maksymaln ↪a średnic ↪a

pionow ↪a.
Semiodchylenie przeci

↪
etne chociaż formalnie zdefiniowane jako dolne od-

chylenie od wartości oczekiwanej jest równe odchyleniu górnemu δ̄(x) =
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E{max{µ(x)−R(x), 0}} = E{max{R(x)−µ(x), 0}} = 0.5δ(x). Dlatego mo-
del MAD reprezentuje faktycznie pomiar ryzyka symetryczny wzgl ↪edem wartości
oczekiwanej. Dla lepszego modelowania awersji do ryzyka niedoboru można
wprowadzać odpowiednie przedziałami liniowe funkcje kary. Okazuje si

↪
e, że dla

zachowania struktury zadania PL i zgodności z relacj
↪

a SSD [10], w
↪
ezły funkcji

powinny odpowiadać odpowiednim dolnym średnim (15). Dokładniej, używaj
↪

ac
m (zależnych od rozkładu) celów µ1(x) = µ(x), µ2(x),. . . , µm(x) i odpowied-
nich semiodchyleń przeci

↪
etnych δ̄1(x) = δ̄(x) oraz δ̄k(x) = E{max{µk(x) −

R(x), 0}} dla k = 2, . . . ,m, zdefiniowanych rekurencyjnie:

δ̄k(x) = E{max{µ(x) −
k−1
∑

i=1

δ̄i(x) − R(x), 0}},

µk+1(x) = µk(x) − δ̄k(x) = µ(x) −
k

∑

i=1

δ̄i(x) = E{min{R(x), µk(x)}},

można wprowadzić miar
↪
e ryzyka zdefiniowan ↪a jako kombinacja liniowa

δ̄(m)(x) =
m

∑

k=1

wk δ̄k(x), 1 = w1 ≥ w2 ≥ · · · ≥ wm ≥ 0 (16)

jak modelu m–MAD [10]. Miara ta może być interpretowana jako pojedyncze
semiodchylenie przeci

↪
etne: δ̄(m)(x) = E{u(max{µ(x) − R(x), 0})} z rosn ↪ac ↪a,

wypukł ↪a, przedziałami liniow ↪a funkcj ↪a kary u określon ↪a przez w
↪
ezły bk = µ(x)−

µk(x) i nachylenia sk = w1 + . . .+wk, k = 1, . . . ,m. Dlatego miara δ̄(m)(x) jest
nazywana skalowanym semiodchyleniem przeci ↪etnym. Skalowane semiodchylenie
przeci ↪etne (16) definiuje odpowiedni ↪a miar ↪e bezpieczeństwa µ(x)−δ̄(m)(x), która
może być wyrażona bezpośrednio jako ważona suma dolnych średnich µk(x):

µ(x)− δ̄(m)(x) = (w1 −w2)µ2(x) + . . . + (wm−1 −wm)µm(x) +wmµm+1(x),

gdzie współczynniki wagowe s ↪a nieujemne i sumuj ↪a si
↪
e do 1. Ta miara bezpie-

czeństwa jest zgodna z SSD [10], czyli R(x′) �
SSD

R(x′′) implikuje µ(x′) −
δ̄(m)(x′) ≥ µ(x′′) − δ̄(m)(x′′).

Bezpośrednio z definicji średniej różnicy Giniego (5) wynika:

Γ(x) =
T

∑

t′=1





∑

t′′:yt′′<yt′

(yt′ − yt′′)pt′′



 pt′ =
T

∑

t=1

F
(2)
R(x)

(yt)pt =
T

∑

t=1

δ̄yt(x)pt.

Zatem miara Γ(x) może być interpretowana jako ważona suma wielu przeci
↪
etnych

niedoborów (12), przy czym zarówno cele jak i odpowiednie wagi zależ ↪a od
specyficznego rozkładu zwrotów. Tym samym, chociaż średnia różnica Giniego
bezpośrednio nie reprezentuje żadnego przeci

↪
etnego niedoboru, to okazuje si

↪
e być

kombinacj ↪a takich miar.
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3. KWANTYLOWE MIARY RYZYKA

Semiodchylenie przeci
↪
etne lub średnia różnica Giniego, podobnie jak odchy-

lenie standardowe, definiuj
↪

a pewne miary średniego ryzyka nie pozwalaj
↪

ac na
odpowiednie wyróżnianie scenariuszy ekstremalnych. W wielu zastosowaniach
potrzebujemy ekstremalnych miar ryzyka dla podkreślenia konsekwencji bardziej
pesymistycznych scenariuszy. Dla dyskretnej zmiennej losowej reprezentowanej
przez realizacje yt, wartość najgorszej realizacji

M(x) = min
t=1,...,T

yt, (17)

jest najbardziej pesymistycznym wskaźnikiem jakości. Maksymalizacja najgor-
szej realizacji odpowiada typowej koncepcji maksyminimalizacji powszechnie sto-
sowanej w optymalizacji wielokryterialnej [12] i jest obliczalna jako zadanie PL:

M(x) = max η p.o. η ≤ yt dla t = 1, . . . , T.

Wartość najgorszej realizacji była stosowana do optymalizacji portfela inwestycji
[23]. Wartość ta przedstawia możliwe ryzyko ale nie jest typow

↪
a miar

↪
a dyspersji

przyjmuj
↪

ac
↪

a wartość zero przy braku ryzyka. W rozważanych tu kategoriach jest
to typowa miara bezpieczeństwa, podczas gdy maksymalne (dolne) semiodchyle-
nie określone jako:

∆(x) = µ(x) − M(x) = max
t=1,...,T

(µ(x) − yt)

może być uważane za odpowiedni ↪a klasyczn ↪a miar
↪
e ryzyka podlegaj ↪ac ↪a minima-

lizacji [11]. Maksymalne semiodchylenie jest dobrze zdefiniowane na diagramie
O–R (rys. 1), gdzie stanowi maksymaln ↪a poziom ↪a średnic

↪
e obszaru dyspersji. Naj-

gorsza realizacja jest miar ↪a bezpieczeństwa zgodn ↪a z SSD.
Naturalnym uogólnieniem miary M(x) jest najgorsza średnia warunkowa de-

finiowana jako średnia z danej porcji (kwantyla) najgorszych realizacji. Podobnie
uogólnieniem miary ∆(x) jest warunkowe semiodchylenie przeci

↪
etne. Dla naj-

prostszego przypadku jednakowo prawdopodobnych scenariuszy (pt = 1/T ) naj-
gorsza średnia warunkowa M k

T
(x) może być definiowana jako średni zwrot przy

realizacji k najgorszych scenariuszy. W szczególności, dla k = 1 oznacza to naj-
gorsz

↪
a możliw

↪
a realizacj

↪
e, czyli M 1

T
(x) = M(x). W ogólności najgorsze średnie

warunkowe s ↪a zwi ↪azane z tzw. kwantylami drugiego rz
↪
edu definiowanymi za po-

moc ↪a funkcji

F
(−2)
R(x) (p) =

∫ p

0
F

(−1)
R(x) (α)dα dla 0 < p ≤ 1 i F

(−2)
R(x) (0) = 0, (18)

gdzie F
(−1)
R(x) (p) = inf {η : FR(x)(η) ≥ p} jest lewostronnie ci ↪agł ↪a, uogólnion ↪a od-

wrotności ↪a dystrybuanty FR(x), określaj ↪ac ↪a wartość dolnego kwantyla pierwszego
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rz
↪
edu. Za pomoc ↪a funkcji F (−2) można zdefiniować najgorsz ↪a średni ↪a warunkow ↪a

i warunkowe semiodchylenie przeci ↪etne dla każdego rzeczywistego poziomu tole-
rancji 0 < β ≤ 1 jako:

Mβ(x) =
1

β
F

(−2)
R(x) (β) i ∆β(x) = µ(x) − Mβ(x) dla 0 < β ≤ 1. (19)

Przy czym M1(x) = µ(x) oraz Mβ(x) zbiega do M(x) przy β d
↪
aż

↪
acym do 0.

Funkcja F
(−2)
R(x) jest funkcj ↪a dualn ↪a (sprz

↪
eżon ↪a) do F

(2)
R(x) [16], dlatego też naj-

gorsze średnie warunkowe Mβ(x) wprowadzaj
↪

a alternatywn
↪

a charakteryzacj
↪
e re-

lacji SSD w sensie nast
↪
epuj ↪acej równoważności:

R(x′) �
SSD

R(x′′) ⇔ Mβ(x′) ≥ Mβ(x′′) dla każdego 0 < β ≤ 1.

Najgorsza średnia warunkowa jako miara bezpieczeństwa i warunkowe se-
miodchylenie przeci

↪
etne jako miara ryzyka reprezentuj ↪a model tak zwanej wa-

runkowej wartości zagrożonej (Conditional Value-at-Risk — CVaR) postrzeganej
odpowiednio w kategoriach bezwzgl

↪
ednych lub wzgl

↪
ednych. Dlatego b

↪
edziemy

używać skrótu CVaR do nazywania odpowiednich miar i modeli. Należy pod-
kreślić jednak, że rozważana tu miara najgorszej średniej warunkowej określona
przez (19) jest niekiedy traktowana [17] jako przybliżona wartość CVaR, pod-
czas gdy za dokładn ↪a miar ↪e przyjmuje si ↪e tzw. kwantylow ↪a średni ↪a warunkow ↪a
(Expected Shortfall – ES) [3], określon ↪a jako ESβ(x) = E{R(x)|R(x) ≤ Qβ(x)}
gdzie Qβ(x) jest β-kwantylem. Faktycznie, jeżeli P {R(x) ≤ Qβ(x)} = β, to
Mβ(x) = ESβ(x). W ogólności, FR(x)(Qβ(x)) = β′ ≥ β i Mβ(x) ≤ Mβ′(x) =
E {R(x)|R(x) ≤ Qβ(x)}. O ile miara Mβ jest zawsze zgodna z SSD, to nie jest
to prawd ↪a dla miary ES [14].
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Rysunek 2: Bezwzgl
↪
edna krzywa Lorenza i miary CVaR

Wykresem F
(−2)
R(x) jest tzw. bezwzgl

↪
edna krzywa Lorenza (rys. 2). Na wy-

kresie F
(−2)
R(x) niedeterministyczne zwroty R(x) tworz ↪a ci ↪agł ↪a i wypukł ↪a krzyw ↪a
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rozpoczynaj ↪ac ↪a si
↪
e w punkcie (0, 0) i kończ ↪ac ↪a w (1, µ(x)), podczas gdy determi-

nistyczny zwrot z t ↪a sam ↪a wartości ↪a oczekiwan ↪a µ(x) jest reprezentowany przez
ci ↪eciw ↪e (prost ↪a) ł ↪acz ↪ac ↪a powyższe punkty. Tak wi ↪ec obszar pomi ↪edzy krzyw ↪a
(p, F

(−2)
R(x) (p)), 0 ≤ p ≤ 1 i jej ci

↪
eciw

↪
a reprezentuje dyspersj

↪
e (i tym samym

ryzyko) R(x) w porównaniu z deterministycznym zwrotem µ(x). Obszar ten
zwany jest obszarem dyspersji Lorenza. Można zauważyć, że ∆β(x) = 1

β
dβ(x),

gdzie dβ(x) oznacza pionow ↪a średnic
↪
e obszaru dyspersji Lorenza w punkcie

p = β. Obszar dyspersji Lorenza umożliwia też interpretacj
↪
e wielu innych miar

ryzyka (rys. 3). W szczególności semiodchylenie przeci
↪
etne δ̄(x) jest nawi

↪
eksz ↪a

średnic ↪a pionow ↪a, a średnia różnica Giniego Γ(x) wyraża podwojone pole ob-
szaru. Z kolei maksymalne semiodchylenie ∆(x) jako graniczna wartość CVaR
reprezentuje średnic

↪
e pionow ↪a trójk ↪atnej obwiedni obszaru dyspersji Lorenza.

Zarówno δ̄(x) jak i ∆(x) mog ↪a też być interpretowane jako (podwojone) miary
powierzchni odpowiednich trójk ↪atów aproksymuj ↪acych obszar. Wynika st ↪ad oczy-
wista nierówność δ̄(x) ≤ Γ(x) ≤ ∆(x).
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Rysunek 3: Bezwzgl
↪
edna krzywa Lorenza i miary ryzyka

Ze wzgl
↪
edu na relacje dualności, bezwzgl

↪
edna krzywa Lorenza może być de-

finiowana przez optymalizacj
↪
e [15]:

F
(−2)
R(x) (β) = max

η∈R

[

βη − F
(2)
R(x)(η)

]

= max
η∈R

[βη − δ̄η(x)], (20)

gdzie η jest zmienn ↪a rzeczywist ↪a. W rozwi ↪azaniu optymalnym η przyjmuje
wartość β-kwantyla Qβ(x). Ze wzoru (20) wynika, że bezwzgl

↪
edna krzywa Lo-

renza i zwi ↪azane z ni ↪a miary ryzyka wyrażaj ↪a charakterystyki, które można przed-
stawić w diagramie O–R jako wyniki optymalizacji przy nachyleniu β (rys. 4).

Dla dyskretnych zmiennych losowych bezwzgl
↪
edna krzywa Lorenza jest prze-
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dzial ↪ami liniowa. Zgodnie z (11), problem (20) staje si
↪
e zadaniem PL:

Mβ(x) = max [η −
1

β

T
∑

t=1

d−t pt]

p.o. d−t ≥ η − yt, d−t ≥ 0 dla t = 1, . . . , T,

(21)

gdzie η jest zmienn ↪a pomocnicz ↪a, nieograniczon ↪a co do znaku. Natomiast wa-
runkowe semiodchylenie przeci

↪
etne można wyznaczać jako różnic

↪
e ∆β(x) =

µ(x) − Mβ(x) lub bezpośrednio z nast
↪
epuj ↪acego zadania PL:

∆β(x) = min

T
∑

t=1

(d+
t +

1 − β

β
d−t )pt

p.o. d−t − d+
t = η − yt, d+

t , d−t ≥ 0 dla t = 1, . . . , T.

(22)

-
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Rysunek 4: Kwantylowe miary ryzyka w diagramie O–R

Można zauważyć, że dla β = 0.5 dostajemy 1 − β = β. Zatem ∆0.5(x)
reprezentuje odchylenie przeci

↪
etne od mediany — miar

↪
e typu MAD proponowan ↪a

przez Sharpe’a [19]. Odpowiednie zadanie PL dla tej miary przybiera postać:

∆0.5(x) = min

T
∑

t=1

(d+
t + d−t )pt

p.o. d−t − d+
t = η − yt, d+

t , d−t ≥ 0 dla t = 1, . . . , T.

To zadanie PL różni si
↪
e od odpowiedniego zadania dla modelu MAD (4) jedynie

użyciem swobodnej zmiennej η zamiast wartości średniej µ(x).
Miara CVaR dla ustalonego poziomu tolerancji β reprezentuje pojedyncze du-

alne kryterium SSD. W oparciu o wybór skończonego zbioru poziomów tolerancji
0 < β1 < β2 < . . . < βm ≤ 1 i ważonej kombinacji odpowiednich miar CVaR
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możliwe jest sformułowanie zagregowanej skalarnej miary bezpieczeństwa [12]:

M
(m)
w (x) =

m
∑

k=1

wkMβk
(x),

m
∑

k=1

wk ≤ 1, wk > 0 dla k = 1, . . . ,m

(23)
i odpowiedniej miary ryzyka

∆
(m)
w (x) = µ(x) − M

(m)
w (x) =

m
∑

k=1

wk∆βk
(x).

4. MODELE OBLICZENIOWE

Model średniej i ryzyka umożliwia proste modelowanie preferencji wyboru w
warunkach ryzyka za pomoc ↪a odpowiednich technik optymalizacji dwukryterial-
nej. Najprostszym podejściem jest tu określanie wymaganego poziomu średniej
µ0 i minimalizacja miary ryzyka. Jak jednak było wcześniej wskazywane, cz ↪esto
mamy do czynienia z maksymalizacj ↪a odpowiedniej miary bezpieczeństwa. Dla-
tego dla rozważanych miar ryzyka zostan

↪
a zbudowane modele PL w parametrycz-

nej postaci:
max{αµ(x) − %(x) : µ(x) ≥ µ0, x ∈ P}, (24)

gdzie dla α = 0 b
↪
edzie realizowana minimalizacja miary ryzyka %(x), natomiast

dla α = 1 maksymalizacja miary bezpieczeństwa µ(x)−%(x). Wszystkie modele
b

↪
ed ↪a zawierały nast

↪
epuj ↪ace ograniczenia ogólne:

x ∈ P i z ≥ µ0, (25)
T

∑

t=1

ptyt − z = 0 i
n

∑

j=1

rjtxj − yt = 0 dla t = 1, . . . , T, (26)

gdzie z i yt (t = 1, . . . , T ) s ↪a zmiennymi nieograniczonymi reprezentuj ↪acymi
odpowiednio średni ↪a stop

↪
e zwrotu portfela x oraz realizacj

↪
e stopy zwrotu port-

fela w t-tym scenariuszu. Ponadto każdy model zawiera ograniczenia defi-
niuj ↪ace specyficzne miary ryzyka i bezpieczeństwa. Tabela 1 zawiera zestawienie
najważniejszych modeli.
Modele MAD. Standardowy model MAD [5], implementowany z semiodchyle-
niem przeci

↪
etnym (13) jako miar

↪
a ryzyka, prowadzi do nast

↪
epuj

↪
acego zadania PL:

max αz − z1

p.o. (25)–(26) i

z1 −

T
∑

t=1

ptd1t = 0, (27)

d1t − z + yt ≥ 0, d1t ≥ 0 dla t = 1, . . . , T, (28)
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gdzie nieujemne zmienne d1t reprezentuj ↪a dolne odchylenia od średniej dla sce-
nariuszy t, a z1 jest zmienn ↪a określaj ↪ac ↪a wartość przeci ↪etnego odchylenia. Tak
sformułowane zadanie PL używa T + 1 zmiennych i T + 1 ograniczeń liniowych
dla określenia semiodchylenia przeci

↪
etnego.

Dla uszczegółowienia modelowania semiodchyleń zgodnie z technik
↪

a m–
MAD [10], trzeba powtórzyć ograniczenia typu (27)–(28) dla każdego poziomu
kar k = 2, . . . ,m.

max αz − z1 −

m
∑

k=2

wkzk

p.o. (25)–(26), (27)–(28) i dla k = 2, . . . ,m :
T

∑

t=1

ptdkt = zk,

dkt +

k−1
∑

i=1

zi + yt ≥ z, dkt ≥ 0 dla t = 1, . . . , T.

W wyniku otrzymujemy zadanie PL zawieraj ↪ace m(T +1) zmiennych i m(T +1)
ograniczeń liniowych dla wymodelowania m-poziomowego skalowanego odchy-
lenia przeci

↪
etnego.

Modele CVaR. Dla dowolnego 0 < β < 1 model CVaR [17], z najgorsz ↪a średni ↪a
warunkow ↪a (19) jako miar ↪a bezpieczeństwa, może być zaimplementowany w for-
mie nast

↪
epuj ↪acego zadania PL:

max (α − 1)z + q −
1

β

T
∑

t=1

ptdt

p.o. (25)–(26) i dt − q + yt ≥ 0, dt ≥ 0 dla t = 1, . . . , T.

Model jest bardzo podobny do modelu MAD z t ↪a różnic ↪a, że tutaj dolne odchyle-
nia s ↪a definiowane przy użyciu zmiennej niezależnej, nieograniczonej q, zamiast
zmiennej z reprezentuj ↪acej wartość średni ↪a w (28).

Dla wzbogacenia modelu przez możliwość stosowania ważonej kombinacji
miar CVaR (23) trzeba odpowiednio powtórzyć ograniczenia definiuj

↪
ace zmienne

odchyleń. Prowadzi to do zadania PL:

max (α − 1)z +

m
∑

k=1

wk(qk −
1

βk

T
∑

t=1

ptdkt)

p.o. (25)–(26) i

dkt − qk + yt ≥ 0, dkt ≥ 0 dla t = 1, . . . , T ; k = 1, . . . ,m.
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Tabela 1

Sformułowania PL dla modeli minimalizacji miary ryzyka (α = 0)
i maksymalizacji mairy bezpieczeństwa (α = 1)

Model max{αµ(x) − %(x) : µ(x) ≥ µ0, x ∈ P}

Ograniczenia ogólne x ∈ P
T

X

t=1

ptyt = z i z ≥ µ0

n
X

j=1

rjtxj = yt dla t = 1, . . . , T

Model MAD max αz − z1

przy ograniczeniach ogólnych i
T

X

t=1

ptd1t = z1

d1t + yt ≥ z, d1t ≥ 0 dla t = 1, . . . , T

Model m–MAD max αz − z1 −

m
X

k=2

wkzk

przy ograniczeniach MAD i dla k = 2, . . . , m:
T

X

t=1

ptdkt = zk

dkt +

k−1
X

i=1

zi + yt ≥ z, dkt ≥ 0 dla t = 1, . . . , T

Model CVaR max (α − 1)z + q −
1

β

T
X

t=1

ptdt

przy ograniczeniach ogólnych i
dt + yt ≥ q, dt ≥ 0 dla t = 1, . . . , T

Model Minimaksowy max (α − 1)z + q

przy ograniczeniach ogólnych i
yt ≥ q dla t = 1, . . . , T

Model GMD max αz −
T

X

t′=1

X

t′′ 6=t′

pt′pt′′dt′t′′

przy ograniczeniach ogólnych i
dt′t′′ ≥ yt′ − yt′′ , dt′t′′ ≥ 0 dla t′, t′′ = 1, . . . , T ; t′′ 6= t′
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Jako graniczny przypadek modelu CVaR przy β d ↪aż ↪acym do 0 otrzymujemy
model Minimaksowy [23]. Może on być sformułowany w uproszczonej postaci z
pomini ↪eciem zmiennych reprezentuj ↪acych odchylenia:

max (α − 1)z + q

p.o. (25)–(26) i yt ≥ q dla t = 1, . . . , T.

Dzi
↪
eki temu potrzebne s ↪a tu tylko T ograniczenia i jedna pomocnicza zmienna dla

wymodelowania miary najgorszej realizacji.
Model GMD. Model wykorzystuj ↪acy średni ↪a różnic

↪
e Giniego (%(x) = Γ(x)) [22],

bezpośrednio z definicji (5) może być sformułowany w postaci:

max αz −

T
∑

t′=1

∑

t′′ 6=t′

pt′pt′′dt′t′′

p.o. (25)–(26) i dt′t′′ ≥ yt′ − yt′′ , dt′t′′ ≥ 0 dla t′ 6= t′′ = 1, . . . , T

zawieraj
↪

acej T (T − 1) nieujemnych zmiennych dt′t′′ i T (T − 1) nierówności.
Zmienne dt′t′′ odpowiadaj ↪a tu jednoelementowym kolumnom wspólczynników
zadania PL i w zadaniu dualnym odpowiednie ograniczenia stanowi ↪a proste górne
ograniczenia na zmienne. Dlatego dualna postać odpowiedniego zadania PL jest
tu łatwiejsza do rozwi ↪azywania.

Ścisłe wyróżnienie miar ryzyka i odpowiednich miar bezpieczeństwa
umożliwia dla wszystkich rozważanych miar formułowanie odpowiednich modeli
ilorazowych, gdzie poszukuje si

↪
e ryzykownego portfela oferuj ↪acego maksymalny

przyrost stopy zwrotu w stosunku do przyrostu miary ryzyka (w odniesieniu do
inwestycji w walory pozbawione ryzyka). Mianowicie przy danej stopie zwrotu
wolnej od ryzyka r0 poszukujemy ryzykownego portfela x, który maksymalizuje
stosunek (µ(x) − r0)/%(x). To prowadzi do nast

↪
epuj

↪
acego zadania optymalizacji:

max

{

µ(x) − r0

%(x)
: x ∈ P

}

. (29)

Rozwi ↪azanie optymalne problemu (29) jest nazywane portfelem stycznym lub port-
felem rynkowym [2]. Zadanie (29) wykorzystuje miar

↪
e ryzyka typu dyspersji, tak ↪a

że %(x) = 0 dla portfela x pozbawionego ryzyka. Okazuje si
↪
e, że w przypadku

miar ryzyka wyznaczanych przez zadania PL również model ilorazowy (29) może
być wyrażony w postaci zadania PL [8]. Aby sprowadzić model ilorazowy (29)
do postaci zadania programowania liniowego należy wykonać nast

↪
epuj ↪ace prze-

kształcenia: wprowadzić nowe zmienne v = µ(x)/%(x) i v0 = 1/%(x) oraz do-
konać podstawienia zast ↪epuj ↪ac oryginalne zmienne xj przez x̃j = xj/%(x). W
wyniku otrzymuje si

↪
e liniow

↪
a funkcj

↪
e celu max v − r0v0 i zbiór dopuszczalny

PL. Poniżej b
↪
ed

↪
a pokazane szczegółowo przykładowe przekształcenia dla ilorazo-

wych modeli MAD i CVaR. Wi
↪
ecej sformułowań jest zestawionych w tabeli 2.
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Tabela 2

Sformułowania PL dla modeli ilorazowych

Model max



µ(x) − r0

%(x)
: x ∈ P

ff

Ograniczenia ogólne
n

X

j=1

x̃j = v0, x̃j ≥ 0 dla j = 1, . . . , n

T
X

t=1

ptỹt = v,
n

X

j=1

rjtx̃j = ỹt dla t = 1, . . . , T

Model MAD max v − r0v0

przy ograniczeniach ogólnych i
T

X

t=1

ptd̃1t = 1

d̃1t + ỹt ≥ v, d̃1t ≥ 0 dla t = 1, . . . , T

Model CVaR max v − r0v0

przy ograniczeniach ogólnych i

v − q̃ +
1

β

T
X

t=1

ptd̃t = 1

d̃t + ỹt ≥ q̃, d̃t ≥ 0 dla t = 1, . . . , T

Model Minimaksowy max v − r0v0

przy ograniczeniach ogólnych i
ỹt ≥ v − 1 dla t = 1, . . . , T

Model GMD max v − r0v0

przy ograniczeniach ogólnych i
T

X

t′=1

X

t′′ 6=t′

pt′pt′′ d̃t′t′′ = 1

d̃t′t′′ ≥ ỹt′ − ỹt′′ , d̃t′t′′ ≥ 0 dla t′, t′′ = 1, . . . , T ; t′′ 6= t′

Rozwi
↪
azanie xj =

x̃j

v0

dla j = 1, . . . , n, µ(x) =
v

v0

, %(x) =
1

v0
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Wszystkie rozważane tu sformułowania dotycz ↪a najprostszego zbioru portfeli
dopuszczalnych (1), ale prezentowane przekształcenie może być również sku-
tecznie stosowane do bardziej złożonych ograniczeń PL. Po rozwi ↪azaniu prze-
kształconego problemu, wartości oryginalnych zmiennych xj mog

↪
a być wyzna-

czone w wyniku dzielenia x̃j przez v0, podczas gdy %(x) = 1/v0 i µ(x) = v/v0

(jak to zostało zestawione w ostatnim wierszu tabeli 2).
Ilorazowy model MAD. W modelu MAD miara ryzyka %(x) = δ̄(x) jest
bezpośrednio wyrażona za pomoc ↪a zmiennej z1 definiowanej w równaniu (27).
St ↪ad, ilorazowy model MAD może być zapisany jako

max
z − r0

z1
p.o. x ∈ P, (25)–(26) i (27)–(28).

Wprowadzaj ↪ac zmienne v = z/z1 i v0 = 1/z1 otrzymujemy liniowe kryterium v−
r0v0. Dalej, dzielimy wszystkie ograniczenia przez z1 i dokonujemy podstawienia:
d̃1t = d1t/z1, ỹt = yt/z1 dla t = 1, . . . , T , oraz x̃j = xj/z1, dla j = 1, . . . , n. W
rezultacie otrzymujemy nast

↪
epuj

↪
ace zadanie PL:

max v − r0v0

p.o.
T

∑

t=1

ptd̃1t = 1

d̃1t + ỹt ≥ v, d̃1t ≥ 0 dla t = 1, . . . , T,
T

∑

t=1

ptỹt = v,

n
∑

j=1

rjtx̃j = ỹt dla t = 1, . . . , T,

n
∑

j=1

x̃j = v0, x̃j ≥ 0 dla j = 1, . . . , n.

Ilorazowy model CVaR. W modelu CVaR odpowiednia miara ryzyka %(x) =
∆β(x) nie jest bezpośrednio reprezentowana. Można jednak wprowadzić
równanie:

z − q +
1

β

T
∑

t=1

ptdt = z1

wyrażaj ↪ace miar
↪
e ryzyka ∆β(x) w postaci zmiennej z1, co pozwala na dalsze

transformacje analogiczne jak w modelu MAD.
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PODSUMOWANIE

Problem optymalizacji portfela inwestycji finansowych jest tradycyjnie forma-
lizowany w postaci dwukryterialnego modelu średniej i ryzyka, gdzie oczekiwana
(średnia) stopa zwrotu jest maksymalizowana, a pewna skalarna miara ryzyka jest
minimalizowana. W klasycznym podejściu Markowitza jako miar

↪
e ryzyka przyj-

muje si
↪
e odchylenie standardowe lub wariancj

↪
e, co prowadzi do zagadnienia pro-

gramowania kwadratowego. O wiele wi
↪
eksze możliwości skutecznego wykorzy-

stania modelu pojawiaj ↪a si
↪
e w przypadku wynikowego zadania programowania

liniowego.
Ze wzgl

↪
edu na konieczność zapewnienia dywersyfikacji portfela, żadna miara

ryzyka nie może być liniow ↪a funkcj ↪a portfela. Tym niemniej może ona być
przedziałami liniow ↪a wypukł ↪a funkcj ↪a realizacji stopy zwrotu i, co za tym
idzie, być wyznaczana za pomoc ↪a programowania liniowego w przypadku dys-
kretnych zmiennych losowych. Zaproponowano wiele różnych miar ryzyka
umożliwiaj

↪
acych tak

↪
a linearyzacj

↪
e procedury optymalizacji portfela inwestycji.

Celem tej pracy była pewna systematyzacja różnych modeli programowania
liniowego dla optymalizacji portfela inwestycji. W szczególności wprowadzone
zostało jednolite wyróżnienie miar ryzyka i odpowiednich miar bezpieczeństwa
dla wszystkich rozważanych modeli. Umożliwiło to odpowiednie sformułowanie
zadań PL do wyznaczania optymalnych portfeli rynkowych dla poszczególnych
modeli. Ponadto zostało wykazane ścisłe powi ↪azanie wszystkich miar z kryteriami
przeci

↪
etnego niedoboru stanowi ↪acymi podstaw

↪
e relacji dominacji stochastycznej

drugiego rz ↪edu.
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