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Przedmowa

Praktyczne problemy decyzyjne s ↪a na tyle z lożone, że nie mog ↪a być modelo-
wane przy użyciu tradycyjnych technik programowania matematycznego z jedn ↪a
skalarn ↪a funkcj ↪a celu. Powoduje to rosn ↪ace zainteresowanie wielokryterialnym
programowaniem matematycznym (optymalizacj ↪a wektorow ↪a). Wiele różnych me-
tod analizy wielokryterialnych problemów decyzyjnych zosta lo zaproponowanych
w literaturze. Dokonany w ci ↪agu ostatnich lat post ↪ep w technologii komputero-
wej umożliwia implementacj ↪e nawet bardzo z lożonych technik optymalizacji wie-
lokryterialnej, wymagaj ↪acych rozwi ↪azywania wielu pomocniczych zadań jednokry-
terialnych. Co wi ↪ecej, systemy komputerowe o dużej mocy obliczeniowej sta ly si ↪e
narz ↪edziami bezpośrednio używanymi przez decydentów. Dlatego w ostatnich la-
tach zarysowa l si ↪e w badaniach operacyjnych trend rozwoju szerzej pojmowanej
analizy decyzji (por. Geoffrion, 1992). W po l ↪aczeniu z nowoczesnymi metodami
informatyki prowadzi to do rozwoju interaktywnych systemów wspomagania decy-
zji, gdzie matematyczne modele i metody jedynie wspieraj ↪a proces analizy decyzji
dokonywanej przez decydenta. Techniki optymalizacji stanowi ↪a j ↪adro obliczeniowe
tych systemów. S ↪a one jednak tylko cz ↪eści ↪a ca lego systemu informatycznego i za-
zwyczaj nie s ↪a bezpośrednio widoczne dla decydenta.

Niniejsza praca dotyczy analizy problemów wielokryterialnego programowania
liniowego i dyskretnego. Wi ↪ekszość wielokryterialnych problemów decyzyjnych, a
w szczególności decyzyjnych problemów zarz ↪adzania, może być sformu lowana w
postaci odpowiednich zagadnień programowania liniowego i dyskretnego. Ponadto
wiele przedstawionych tu wyników dotyczy dowolnych zadań optymalizacji wielo-
kryterialnej, a ograniczenie do zadań liniowych i dyskretnych jest spowodowane
jedynie przeprowadzon ↪a analiz ↪a możliwości efektywnej implementacji odpowied-
nich metod i algorytmów. Zgodnie z bież ↪acym trendem rozwoju badań operacyj-
nych, optymalizacja wielokryterialna jest tu traktowana jako narz ↪edzie stosowane
w szerzej pojmowanym procesie rozwi ↪azywania problemu decyzyjnego, czyli jako
technika do wykorzystania w systemie wspomagania decyzji. Dlatego w pracy
skoncentrowano si ↪e na interaktywnych technikach optymalizacji wielokryterialnej,
pozwalaj ↪acych modelować różne preferencje decydenta. Co wi ↪ecej, zaj ↪eto si ↪e otwar-
tymi technikami interaktywnymi, nie narzucaj ↪acymi decydentowi żadnego sztyw-
nego scenariusza analizy problemu decyzyjnego i dopuszczaj ↪acymi możliwość mo-
dyfikacji jego preferencji w trakcie analizy, w wyniku poznawania specyfiki prob-
lemu decyzyjnego (Wierzbicki, 1993). Dlatego też praca ta jest poświ ↪econa analizie
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8 Przedmowa

różnych technik interaktywnych z punktu widzenia reprezentowanych przez nie mo-
deli preferencji i ich przydatności w praktycznych systemach wspomagania decyzji.

W rozdziale 1 zdefiniowane s ↪a rozważane problemy wielokryterialne i wprowa-
dzane podstawowe poj ↪ecia wykorzystywane w tej pracy. Najważniejszym z nich
jest racjonalna relacja preferencji. Rozwi ↪azania efektywne s ↪a zdefiniowane jako
elementy minimalne dla różnych racjonalnych relacji preferencji. Techniki interak-
tywne analizy problemów wielokryterialnych s ↪a definiowane przez parametryczne
racjonalne relacje preferencji (parametryczne skalaryzacje). Wiele twierdzeń za-
wartych w tym rozdziale dotyczy znanych faktów z teorii programowania wielo-
kryterialnego, jednakże s ↪a one dowodzone ze wzgl ↪edu na odmienne sformu lowania
oparte na poj ↪eciu racjonalnej relacji preferencji.

Rozdzia l 2 dotyczy programowania celowego, które jest najpowszechniej stoso-
wan ↪a technik ↪a analizy wielokryterialnych problemów decyzyjnych (White, 1990).
Jest to historycznie najstarsza technika używaj ↪aca poziomów aspiracji jako para-
metrów steruj ↪acych. Najcz ↪eściej wykorzystywanym modelem programowania celo-
wego jest leksykograficzne liniowe programowanie celowe, pozwalaj ↪ace na określanie
hierarchii priorytetów poszczególnych poziomów aspiracji. Najważniejszym wyni-
kiem zawartym w tym rozdziale jest symetryczna teoria dualności dla liniowych
leksykograficznych zadań programowania celowego (podrozdzia l 2.2). W prezen-
towanej teorii zadanie dualne do zadania programowania celowego jest zadaniem
programowania celowego i zachowane s ↪a wszystkie podstawowe zależności teorii
dualności programowania liniowego,  l ↪acznie z w lasności ↪a punktu siod lowego. Teo-
ria ta pozwala na wyprowadzenie poprawnego dualnego algorytmu rozwi ↪azywania
leksykograficznych zadań liniowego programowania celowego (podrozdzia l 2.3). W
podrozdziale 2.4 pokazano niezgodność modelu preferencji programowania celowego
z modelem racjonalnych relacji preferencji i wynikaj ↪ace z tego konsekwencje.

Rozdzia l 3 jest poświ ↪econy metodom punktu referencyjnego (Wierzbicki, 1977;
1982). W pierwszym podrozdziale sformu lowano w terminach relacji preferencji
tzw. quasi–zadowalaj ↪acy model procesu decyzyjnego, leż ↪acy u podstaw metod
punktu referencyjnego. Pozwala to wykazać, że metody punktu referencyjnego,
używaj ↪ac podobnie jak programowanie celowe poziomów aspiracji jako g lównych
parametrów steruj ↪acych, zachowuj ↪a zgodność z modelem racjonalnych relacji pre-
ferencji. W podrozdziale 3.2 zaprezentowano system DINAS dla analizy wielokry-
terialnych zagadnień transportowo–lokalizacyjnych. System ten stanowi pierwsz ↪a
implementacj ↪e metod punktu referencyjnego do wielokryterialnych zadań progra-
mowania dyskretnego. Kolejne dwa podrozdzia ly wprowadzaj ↪a metody punktu
referencyjnego (odpowiednio standardow ↪a i przedzia low ↪a) wykorzystuj ↪ace techniki
programowania celowego. Umożliwia to dok ladniejsze porównanie metod punktu
referencyjnego z programowaniem celowym. Co istotniejsze, pozwala to na wprowa-
dzenie hierarchii priorytetów poziomów aspiracji do metod punktu referencyjnego
i na ścíslejsz ↪a realizacj ↪e quasi–zadowalaj ↪acego modelu procesu decyzyjnego.

Oparcie poj ↪ecia rozwi ↪azania zadania wielokryterialnego na poj ↪eciu racjonalnej
relacji preferencji pozwala na rozważanie rozwi ↪azań zgodnych z pewnymi dodat-
kowymi w lasnościami relacji preferencji. W rozdziale 4 omówione s ↪a modele pre-
ferencji uwzgl ↪edniaj ↪ace elementy równości kryteriów. Rozwini ↪eta zosta la teoria
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symetrycznie efektywnych i wyrównuj ↪aco efektywnych rozwi ↪azań zagadnień wielo-
kryterialnych, jako rozwi ↪azań minimalnych w sensie relacji preferencji anonimowo
racjonalnych i odpowiednio wyrównuj ↪aco racjonalnych. Wyprowadzone zosta ly też
odpowiednie wersje metod punktu referencyjnego przyjmuj ↪ace postać interaktyw-
nych technik referencyjnej dystrybucji ocen. Ponadto w podrozdziale 4.3 poka-
zano, jak koncepcja wyrównuj ↪aco racjonalnej relacji preferencji może być wykorzy-
stana do konstrukcji metody punktu referencyjnego ścísle implementuj ↪acej quasi–
zadowalaj ↪acy model procesu decyzyjnego dla standardowych zadań optymalizacji
wielokryterialnej.

Niniejsza praca stanowi podsumowanie najważniejszych wyników uzyskanych
przez autora w czasie kilku lat prac badawczych nad optymalizacj ↪a wielokryte-
rialn ↪a i jej wykorzystaniem w systemach wspomagania decyzji. Badania te by ly
w wi ↪ekszości prowadzone w Instytucie Informatyki Uniwersytetu Warszawskiego.
Cz ↪eść wyników powsta la jednak w trakcie staży autora w College of Business,
Marshall University (Huntington, USA) oraz w Service de Mathématiques de la
Gestion, Université Libre de Bruxelles (Bruksela, Belgia). Ponadto prace nad me-
todologi ↪a i implementacj ↪a omawianego w podrozdziale 3.2 systemu DINAS by ly
cz ↪eściowo finansowane przez International Institute for Applied Systems Analysis
(Laxenburg, Austria) w ramach projektu Methodology of Decision Analysis.
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Rozdzia l 1

Wprowadzenie

1.1 Wielokryterialne programowanie liniowe dys-
kretne

Efektywne zarz ↪adzanie wymaga cz ↪estego podejmowania z lożonych decyzji, czyli
rozwi ↪azywania problemów decyzyjnych. Może to być na przyk lad problem ustalenia
wielkości produkcji poszczególnych asortymentów towarów, rozdzielenia środków
na poszczególne inwestycje itp. Problemy decyzyjne opisuje si ↪e matematycznie,
wprowadzaj ↪ac zmienne decyzyjne. Na przyk lad, planuj ↪ac dzia lalność zak ladu wy-
twarzaj ↪acego n różnych produktów, określamy zmienn ↪a xj jako wielkość produk-
cji j–tego asortymentu (j = 1, 2, . . . , n). Podobnie, rozważaj ↪ac rozdzia l zasobów
na n inwestycji, możemy określić zmienn ↪a decyzyjn ↪a xj jako kwot ↪e przeznaczon ↪a
na realizacj ↪e j–tej inwestycji (j = 1, 2, . . . , n). Ogólnie, możemy wyróżnić prze-
strzeń decyzji X, której elementy jednoznacznie opisuj ↪a podj ↪ete decyzje. Nasze
rozważania ograniczamy tu do przypadku skończenie wymiarowych rzeczywistych
przestrzeni decyzji X = Rn. Oczywíscie, zmienne decyzyjne nie mog ↪a przyjmować
wartości dowolnych. W praktycznych problemach wyst ↪epuj ↪a pewne ograniczenia
na zmienne decyzyjne, wynikaj ↪ace na przyk lad z określonych możliwości technolo-
gicznych i surowcowych w przypadku produkcji czy też z określonego budżetu w
przypadku rozdzia lu środków. Ogólnie możemy powiedzieć, że wektor zmiennych
decyzyjnych x powinien należeć do pewnego ustalonego zbioru decyzji dopuszczal-
nych Q ⊂ X. Zbiór Q b ↪edziemy dalej nazywać zbiorem dopuszczalnym, a należ ↪ace
do niego wektory zmiennych decyzyjnych x ∈ Q wektorami (rozwi ↪azaniami) do-
puszczalnymi .

W problemach decyzyjnych wyst ↪epuj ↪a pewne miary jakości podejmowanych
decyzji. Matematycznie miary jakości decyzji wyraża si ↪e za pomoc ↪a funkcji
fi : X → R, nazywanych funkcjami oceny . Przyk ladem funkcji oceny może
być funkcja wyrażaj ↪aca zysk, jaki przyniesie dany profil produkcji (dany wek-
tor x) b ↪adź też wysokość kosztów zwi ↪azanych z dan ↪a produkcj ↪a. Istnieje zatem
przekszta lcenie (funkcja wektorowa) f = (f1, f2, . . . , fm) przestrzeni decyzji X w
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14 ROZDZIA L 1. WPROWADZENIE

przestrzeń ocen Y = Rm. W naturalny sposób pojawia si ↪e tu problem wyboru
najlepszej decyzji. Zak ladamy, że wybór ten bierze pod uwag ↪e tylko odpowied-
nie wektory ocen i decyzje o jednakowych wektorach ocen s ↪a jednakowo dobre.
Tym samym problem wyznaczenia najlepszej decyzji możemy ograniczyć do za-
gadnienia wyboru najlepszego wektora ocen w zbiorze osi ↪agalnych wektorów ocen
A = {y ∈ Y : y = f(x), x ∈ Q}. Bez zmniejszania ogólności rozważań możemy
za lożyć, że dla każdej indywidualnej oceny fi mniejsza wartość oceny oznacza lepsz ↪a
ocen ↪e decyzji.

Z każdym problemem decyzyjnym zwi ↪azany jest pewien model preferencji. Mo-
del taki ustala, że dla pewnych par wektorów ocen określone jest, który z nich jest
lepszy. Wyrażane jest to za pomoc ↪a relacji ścis lej preferencji

y′ ≺ y′′ ⇔ y′ jest lepszy niż y′′

Podobnie, dla pewnych par wektorów ocen można stwierdzić, że s ↪a one jednakowo
dobre. Wyraża si ↪e to za pomoc ↪a relacji indyferencji

y′ ∼= y′′ ⇔ y′ jest tak samo dobry jak y′′

Dla pewnych par wektorów ocen można stwierdzić jedynie, że jeden z nich jest nie
gorszy od drugiego. Zapisuje si ↪e to za pomoc ↪a relacji s labej preferencji

y′ � y′′ ⇔ y′ jest nie jest gorszy niż y′′

W ogólnym przypadku model preferencji może nie być spójny (zupe lny). To znaczy,
mog ↪a istnieć pary nieporównywalnych wektorów ocen, dla których nie zachodzi
żadna z relacji ≺, �, ∼=.

Model preferencji jest kompletnie określony przez relacj ↪e s labej preferencji �
(por. Roy, 1990; Vincke, 1992). Relacje ścis lej preferencji i indyferencji s ↪a induko-
wane przez relacj ↪e s labej preferencji wed lug nast ↪epuj ↪acych wzorów

y′ ≺ y′′ ⇔ (y′ � y′′ i y′′ 6� y′) (1.1)

y′ ∼= y′′ ⇔ (y′ � y′′ i y′′ � y′) (1.2)

Dlatego w dalszych rozważaniach b ↪edziemy utożsamiać model preferencji z relacj ↪a
(s labej) preferencji �. To znaczy, przez relacj ↪e preferencji � b ↪edziemy rozumieć
uk lad relacji �, ≺ i ∼= spe lniaj ↪acych warunki (1.1)–(1.2).

Nasze rozważania ograniczamy do tzw. racjonalnych modeli preferencji, w
których zak ladamy, że relacja preferencji jest:

• zwrotna
y � y dla y ∈ Y (1.3)

• przechodnia (tranzytywna)

(y′ � y′′ i y′′ � y′′′) ⇒ y′ � y′′′ dla y′,y′′,y′′′ ∈ Y (1.4)

• oraz ścísle monotoniczna

y − εei ≺ y dla y ∈ Y, ε > 0, i = 1, 2, . . . ,m (1.5)

gdzie ei oznacza i–ty wektor jednostkowy w przestrzeni ocen Y .
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Zauważmy, że relacja indyferencji dla dowolnej zwrotnej i przechodniej relacji
preferencji spe lnia warunki zwrotności i przechodniości oraz symetrii

y′ ∼= y′′ ⇔ y′′ ∼= y′

czyli jest relacj ↪a równoważności.

Definicja 1.1 Relacj ↪e preferencji � nazywamy racjonaln ↪a relacj ↪a preferencji,
jeżeli spe lnione s ↪a warunki (1.3)–(1.5).

Racjonalna relacja preferencji jest ścísle monotonicznym preporz ↪adkiem (cz ↪eś-
ciowym). W ogólnym przypadku może ona nie być preporz ↪adkiem liniowym, po-
nieważ może nie spe lniać warunku spójności (zupe lności)

dla dowolnych y′,y′′ ∈ Y, y′ � y′′ lub y′′ � y′ (1.6)

Dopuszczenie niespójności relacji preferencji może być dyskusyjne. Gdy relacja
preferencji opisuje preferencje fizycznego decydenta, nieporównywalność pewnych
wektorów ocen jest raczej zwi ↪azana z niedostateczn ↪a znajomości ↪a problemu decy-
zyjnego i można argumentować, że przy idealnej znajomości problemu decyzyjnego
wszystkie wektory ocen s ↪a porównywalne. Dlatego wiele podej́sć do modelowania
problemów decyzyjnych zak lada spójność relacji preferencji (por. Sawaragi i inni,
1985). Matematycznie jest to zwykle formalizowane przez przyj ↪ecie relacji ścis lej
preferencji ≺ jako podstawowej relacji definiuj ↪acej model preferencji i określenie
relacji indyferencji oraz s labej preferencji za pomoc ↪a wzorów

y′ ∼= y′′ ⇔ (y′ 6≺ y′′ i y′′ 6≺ y′)

y′ � y′′ ⇔ (y′ ≺ y′′ lub y′ ∼= y′′)

W dalszych rozważaniach dopuszczamy możliwość niespójności racjonalnej relacji
preferencji, ale nie traktujemy braku spójności jako za lożenia istotnego.

W przypadku spójnej racjonalnej relacji preferencji rozwi ↪azanie problemu de-
cyzyjnego polega na wyznaczeniu dopuszczalnego wektora zmiennych decyzyjnych
z najmniejszym (w sensie danej relacji) wektorem ocen, czyli wektora x0 ∈ Q ta-

kiego, że f(x
0
) � y dla każdego y ∈ A. W ogólnym przypadku, dopuszczaj ↪acym

niespójność racjonalnej relacji preferencji, rozwi ↪azanie problemu decyzyjnego wy-
maga wyznaczenia dopuszczalnego wektora zmiennych decyzyjnych z minimalnym
(w sensie danej relacji) wektorem ocen, czyli wektora x0 ∈ Q takiego, że nie ist-

nieje y ∈ A spe lniaj ↪acy zależność y ≺ f(x
0
). Zauważmy, że w przypadku niespójnej

relacji preferencji różne minimalne wektory ocen mog ↪a być nieporównywalne.
Tradycyjne programowanie matematyczne wymaga wprowadzenia pojedynczej

skalarnej funkcji celu v : Y → R wartościuj ↪acej poszczególne wektory ocen y i — co
za tym idzie — wektory decyzji x. Rozwi ↪azanie problemu decyzyjnego jest wtedy
sprowadzane do wyznaczenia rozwi ↪azania optymalnego zadania

min {v(f1(x), f2(x), . . . , fm(x)) : x ∈ Q}
Podej́scie to oznacza przyj ↪ecie za lożenia, że relacja preferencji może być opisana za
pomoc ↪a funkcji użyteczności v (Fishburn, 1970; Keeney i Raiffa, 1976) spe lniaj ↪acej
zależności
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y′ � y′′ ⇔ v(y′) ≤ v(y′′)

Żeby to by lo możliwe, relacja preferencji � musi być spójna i spe lniać pewne
dodatkowe wymagania. W szczególności przy naturalnym za lożeniu, że funkcja
użyteczności jest ci ↪ag la, racjonalna relacja preferencji musi spe lniać warunek

y′ ≺ y′′ ≺ y′′′ ⇒ y′′ ∼= ty′ + (1− t)y′′′ dla pewnego t ∈ (0, 1)

Warunku tego nie spe lnia na przyk lad relacja porz ↪adku leksykograficznego. Zau-
ważmy, że zasadnicza trudność w rozwi ↪azywaniu wielokryterialnych problemów
decyzyjnych wynika z niemożności ustalenia a priori pojedynczego zagregowa-
nego wskaźnika jakości, podczas gdy funkcja użyteczności jest w laśnie takim
wskaźnikiem. Trudności ze stosowaniem modeli funkcji użyteczności powoduj ↪a
rosn ↪ace zainteresowanie wielokryterialnym programowaniem matematycznym (op-
tymalizacj ↪a wektorow ↪a) nie wykorzystuj ↪acym modeli funkcji użyteczności. Zna-
laz lo to odbicie w licznych monografiach i artyku lach przegl ↪adowych (Nykowski,
1977; Stadler, 1979; Hwang i Masud, 1979; Krawczyk, 1980; Ameljańczyk, 1980;
Konarzewska–Guba la, 1980; Rietveld, 1980; Hwang i Yoon, 1981; Podinowski i
Nogin, 1982; Chankong i Haimes, 1983; S lowiński, 1984; Yu, 1985; Sawaragi i inni,
1985; Steuer, 1986; Galas i inni, 1987; Luc, 1989; Bogetoft i Pruzan, 1991; Korho-
nen, 1992; Ringuest, 1992; Stewart, 1992; Vincke, 1992; Kaliszewski, 1994; Steuer
i inni, 1996).

Model wielokryterialnego programowania matematycznego pozwala rozpatry-
wać oryginalny uk lad funkcji oceny fi (i = 1, 2, . . . ,m) jako funkcje celu wektoro-
wego zadania optymalizacji

min {(f1(x), f2(x), . . . , fm(x)) : x ∈ Q}

Najcz ↪eściej stosowanym dzia lem programowania matematycznego jest progra-
mowanie liniowe (PL), gdzie optymalizowana jest liniowa funkcja celu na zbiorze
dopuszczalnym określonym uk ladem równań i nierówności liniowych. Podobnie
modele liniowe dominuj ↪a zastosowania wielokryterialnego programowania mate-
matycznego (por. White, 1990). W wielokryterialnym zadaniu programowania
liniowego (WPL) zbiór dopuszczalny Q jest zbiorem rozwi ↪azań uk ladu ograniczeń

n∑
j=1

akjxj ♦k bk dla k = 1, 2, . . . , l

gdzie ♦k oznacza jedn ↪a z relacji ≤, = lub ≥. Funkcje oceny maj ↪a postać

fi(x) =

n∑
j=1

cijxj dla i = 1, 2, . . . ,m

Wspó lczynniki cij , akj oraz bi stanowi ↪a dane zadania. Wspó lczynniki funkcji oceny
cij tworz ↪a macierz C = (cij)i=1,...,m;j=1,...,n. Podobnie wspó lczynniki akj tworz ↪a
macierz A = (akj)k=1,...,l;j=1,...,n, a wspó lczynniki bk wektor (kolumn ↪e) prawych
stron b = (b1, b2, . . . , bl)

T . Pozwala to na uproszczony macierzowy zapis zadania
WPL w postaci

min {Cx : Ax
>
= b} lub min {Cx : Ax = b, x

>
= 0}
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gdzie
>
= oznacza nierówności ≥ na wszystkich wspó lrz ↪ednych odpowiednich wek-

torów. Dok ladniej, stosujemy nast ↪epuj ↪acy zapis nierówności wektorowych w prze-
strzeni Rn

x′
<
= x′′ ⇔ x′j ≤ x′′j dla j = 1, 2, . . . , n

x′ ≤ x′′ ⇔ x′ 6= x′′ i x′
<
= x′′

x′ < x′′ ⇔ x′j < x′′j dla j = 1, 2, . . . , n

Modele programowania liniowego maj ↪a bardzo rozleg le zastosowania. W wielu
przypadkach s ↪a one jednak modelami przybliżonymi, ponieważ nie uwzgl ↪edniaj ↪a
pewnych zależności lub zbytnio je upraszczaj ↪a. Dodatkowe możliwości daje prog-
ramowanie liniowe dyskretne (PLD), gdzie wprowadza si ↪e do rozważań zmienne
decyzyjne przyjmuj ↪ace jedynie wartości ze zbioru liczb ca lkowitych (oznaczanego
dalej przez Z). Najprostszym zastosowaniem tych zmiennych jest wyrażanie ilości
dóbr niepodzielnych, takich jak pojazdy, fabryki itp. Co wi ↪ecej, ca lkowitoliczbowe
(dyskretne) zmienne decyzyjne daj ↪a możliwość prostego zapisu szeregu zależności
logicznych i kombinatorycznych (por. Williams, 1993). Dotyczy to w szczególności
sytuacji, gdzie trzeba dokonać wyboru jednego z kilku wariantów. Techniki prog-
ramowania liniowego rozszerzone o dyskretne zmienne decyzyjne pozwalaj ↪a mo-
delować wi ↪ekszość problemów decyzyjnych wywodz ↪acych si ↪e z zarz ↪adzania i wielu
innych dziedzin. Dlatego nasze rozważania dotycz ↪ace wielokryterialnego progra-
mowania matematycznego w zastosowaniach do rozwi ↪azywania problemów decy-
zyjnych koncentrujemy na wielokryterialnych zadaniach programowania liniowego
dyskretnego (WPLD), czyli zadaniach WPL, gdzie pewna cz ↪eść zmiennych decyzyj-
nych (w szczególności wszystkie) przyjmuje tylko wartości ca lkowite. Zdania WPL
b ↪edziemy traktować jako szczególny (prostszy) przypadek zadań WPLD. Wiele
przedstawionych w tej pracy wyników może jednak mieć zastosowanie do innych
klas zadań wielokryterialnych.

Przyk lad 1.1. Rozważmy problem decyzyjny polegaj ↪acy na wyborze inicjatyw
gospodarczych, które bed ↪a sfinansowane w ramach dost ↪epnego budżetu b. Roz-
patrujemy n możliwych inicjatyw, dla których s ↪a znane wysokości nak ladów kj
(j = 1, 2, . . . , n), wielkości przewidywanych dochodów dj (j = 1, 2, . . . , n) oraz
wielkości zatrudnienia pj (j = 1, 2, . . . , n). Jesteśmy zainteresowani takim wyko-
rzystaniem budżetu, aby maksymalizować dochód i zatrudnienie.

W rozważanym problemie decyzje można opisać przez zmienne binarne xj
(j = 1, 2, . . . , n) równe 1, gdy ma być wybrana j–ta inicjatywa, a 0 w przeciwnym
przypadku. Zmienne decyzyjne xj musz ↪a spe lniać ograniczenie

∑n
j=1 kjxj ≤ b.

Przewidywany dochód wyraża si ↪e wzorem
∑n
j=1 djxj , a wielkość zatrudnienia wzo-

rem
∑n
j=1 pjxj . Rozważany problem decyzyjny możemy zatem zapisać w postaci

nast ↪epuj ↪acego zadania WPLD z dwoma funkcjami oceny

min {(−
n∑
j=1

djxj ,−
n∑
j=1

pjxj) :

n∑
j=1

kjxj ≤ b, xj ∈ {0, 1} dla j = 1, 2, . . . , n}

�
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1.2 Rozwi ↪azania efektywne

Rozpatrzmy problem decyzyjny zdefiniowany jako zagadnienie wielokryterial-
nego programowania matematycznego z m skalarnymi funkcjami oceny

min {f(x) : x ∈ Q} (1.7)

gdzie

f = (f1, . . . , fm) jest funkcj ↪a (wektorow ↪a) przekszta lcaj ↪ac ↪a przestrzeń decyzji
(realizacji) X = Rn w przestrzeń ocen Y = Rm;
poszczególne wspó lrz ↪edne fi reprezentuj ↪a skalarne funkcje
oceny;
I = {1, 2, . . . ,m} jest zbiorem indeksów ocen,

Q ⊂ X oznacza zbiór dopuszczalny,

x ∈ X oznacza wektor zmiennych decyzyjnych.

Funkcja f przyporz ↪adkowuje każdemu wektorowi zmiennych decyzyjnych x ∈ Q
wektor ocen y = f(x), który mierzy jakość decyzji x z punktu widzenia ustalonego
uk ladu funkcji oceny f1, . . . , fm. Obraz zbioru dopuszczalnego Q dla funkcji f
stanowi zbiór osi ↪agalnych wektorów ocen

A = {y ∈ Y : y = f(x), x ∈ Q} (1.8)

Definicja 1.2 Zadanie wielokryterialne (1.7) nazywamy regularnym wtedy i tylko
wtedy, gdy wszystkie jednokryterialne zadania

min {fi(x) : x ∈ Q}, i = 1, 2, . . . ,m (1.9)

maj ↪a rozwi ↪azania optymalne.

Nawet nie znaj ↪ac relacji preferencji (wiedz ↪ac jedynie, że jest to racjonalna re-
lacja preferencji), możemy stwierdzić, że pewne wektory ocen nie mog ↪a być mi-
nimalne w sensie danej relacji. Wynika to z faktu, że pewne wektory ocen s ↪a
gorsze od innych dla wszystkich racjonalnych relacji preferencji. Można to sforma-
lizować za pomoc ↪a relacji racjonalnej dominacji . Ponieważ model racjonalnych re-
lacji preferencji jest najogólniejszym modelem preferencji rozważanym w tej pracy,
to poza przypadkami mog ↪acymi prowadzić do niejasności, relacj ↪e racjonalnej do-
minacji b ↪edziemy nazywać po prostu relacj ↪a dominacji .

Definicja 1.3 Mówimy, że wektor ocen y′ ∈ Y (racjonalnie) dominuje y′′ ∈ Y ,
lub y′′ jest (racjonalnie) dominowany przez y′ wtedy i tylko wtedy, gdy y′ ≺ y′′ dla
wszystkich racjonalnych relacji preferencji.

Relacj ↪e racjonalnej dominacji b ↪edziemy oznaczać symbolem ≺r. Dok ladniej,
zapis y′ ≺r y′′ oznacza, że wektor ocen y′ ∈ Y racjonalnie dominuje y′′ ∈ Y .
Analogicznie do relacji racjonalnej dominacji możemy również zdefiniować relacje
racjonalnej indyferencji ∼=r i s labej dominacji �r.

Definicja 1.4 Mówimy, że wektor ocen y′ ∈ Y jest racjonalnie indyferentny z y′′ ∈
Y wtedy i tylko wtedy, gdy y′ ∼= y′′ dla wszystkich racjonalnych relacji preferencji.



1.2. ROZWI ↪AZANIA EFEKTYWNE 19

Definicja 1.5 Mówimy, że wektor ocen y′ ∈ Y (racjonalnie) s labo dominuje y′′ ∈
Y lub y′′ jest (racjonalnie) s labo dominowany przez y′ wtedy i tylko wtedy, gdy
y′ � y′′ dla wszystkich racjonalnych relacji preferencji.

Zauważmy, że relacje racjonalnej dominacji ≺r, indyferencji ∼=r i s labej domi-
nacji �r spe lniaj ↪a warunki (1.1)–(1.2), czyli stanowi ↪a relacj ↪e preferencji �r. Co
wi ↪ecej, jak  latwo sprawdzić, spe lnia ona warunki zwrotności (1.3), przechodniości
(1.4) i ścis lej monotoniczności (1.5), czyli jest racjonaln ↪a relacj ↪a preferencji. Relacja
dominacji �r jest najogólniejsz ↪a racjonaln ↪a relacj ↪a preferencji i każda racjonalna
relacja preferencji � jest z ni ↪a zgodna w tym sensie, że

y′ �r y′′ ⇒ y′ � y′′

Relacja racjonalnej dominacji �r może być wyrażona za pomoc ↪a nierówności

wektorowej
<
=. Zauważmy, że relacja

<
= jest zwrotna i przechodnia. Ponadto praw-

dziwe s ↪a dla niej zależności

y′ ≤ y′′ ⇔ (y′
<
= y′′ i y′′ 6<= y′)

y′ = y′′ ⇔ (y′
<
= y′′ i y′′

<
= y′)

Zatem relacja
<
= jest relacj ↪a preferencji z relacjami ścis lej preferencji i indyferencji

określonymi odpowiednio jako ≤ i =.

Twierdzenie 1.1 Dla dowolnych wektorów ocen y′,y′′ ∈ Y

y′ �r y′′ ⇔ y′
<
= y′′

Dowód. Zauważmy, że relacja preferencji � zdefiniowana jako

y′ � y′′ ⇔ y′
<
= y′′

jest racjonaln ↪a relacj ↪a preferencji. Zatem bezpośrednio z definicji relacji dominacji
wynika, że

y′ �r y′′ ⇒ y′
<
= y′′

Dla udowodnienia odwrotnej implikacji za lóżmy, że y′
<
= y′′. Jeżeli y′ = y′′, to

na mocy zwrotności y′ �r y′′. Pozostaje zatem przypadek, gdy y′ ≤ y′′. Jednakże,
korzystaj ↪ac ze ścis lej monotoniczności i przechodniości relacji �r otrzymujemy im-
plikacj ↪e y′ ≤ y′′ ⇒ y′ ≺r y′′

Zatem ostatecznie
y′

<
= y′′ ⇒ y′ �r y′′

Wniosek 1.1 Wektor ocen y′ ∈ Y dominuje y′′ ∈ Y wtedy i tylko wtedy, gdy
y′ ≤ y′′.

Wniosek 1.2 Dla każdej racjonalnej relacji preferencji � prawdziwe s ↪a nast ↪epu-
j ↪ace implikacje

y′
<
= y′′ ⇒ y′ � y′′

y′ ≤ y′′ ⇒ y′ ≺ y′′
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Relacja dominacji ≺d może być ilustrowana za pomoc ↪a tzw. struktury domina-
cji (Yu, 1974; Sawaragi i inni, 1985), czyli przekszta lcenia przyporz ↪adkowuj ↪acego
wektorom ocen y ∈ Y zbiór dominowania D(y) określony jako zbiór kierunków
prowadz ↪acych z y do wektorów dominowanych przez y, rozszerzony o wektor zero-
wowy

D(y) = {d ∈ Y : y ≺d y + d} ∪ {0} (1.10)
Zgodnie z wnioskiem 1.1 struktura racjonalnej dominacji ma postać

D(y) = {d ∈ Y : y ≤ y + d} ∪ {0} = {d ∈ Y : d
>
= 0}

czyli jest sta la (nie zależy od wektora ocen y) i jest zawsze równa nieujemnemu
orthantowi. Rysunek 1.1 przedstawia D(y) zaczepiony w y, czyli zbiór y +D(y).
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Rysunek 1.1:
Rys. 1.1. Struktura racjonalnej dominacji w R2

Relacja racjonalnej dominacji zazwyczaj nie spe lnia warunku spójności (1.6) i
dlatego nie generuje preporz ↪adku w zbiorze A (a jedynie cz ↪eściowy preporz ↪adek).
Dlatego może istnieć wiele wektorów ocen minimalnych w sensie relacji racjonalnej
dominacji, z których żaden nie jest najmniejszy. To znaczy, na ogó l nie istnieje
wektor ocen dominuj ↪acy wszystkie pozosta le. Zatem relacja dominacji nie poz-
wala na jednoznaczne określenie najlepszego wektora ocen. Umożliwia ona jedynie
wyróżnienie zbioru niezdominowanych wektorów ocen AN (elementy minimalne w

sensie relacji
<
=) w odróżnieniu od zdominowanych wektorów ocen (pozosta le wek-

tory ze zbioru A). Zdominowane wektory ocen odpowiadaj ↪a oczywíscie decyzjom
nieoptymalnym, ponieważ s ↪a one gorsze od innych osi ↪agalnych wektorów ocen w
sensie każdej racjonalnej relacji preferencji.

Definicja 1.6 Wektor ocen y ∈ A nazywamy (racjonalnie) niezdominowanym
wtedy i tylko wtedy, gdy nie istnieje y′ ∈ A taki, że y′ ≺r y.

Bezpośrednio z definicji racjonalnej dominacji i wniosku 1.1 wynikaj ↪a nast ↪epu-
j ↪ace charakterystyki niezdominowanych wektorów ocen.
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Wniosek 1.3 Wektor ocen y0 ∈ A jest wektorem niezdominowanym wtedy i tylko
wtedy, gdy istnieje racjonalna relacja preferencji � taka, że dla żadnego y ∈ A nie
zachodzi y ≺ y0.

Wniosek 1.4 Wektor ocen y0 ∈ A jest wektorem niezdominowanym wtedy i tylko
wtedy, gdy nie istnieje y ∈ A taki, że y ≤ y0.

Twierdzenie 1.2 Jeżeli zbiór osi ↪agalnych wektorów ocen A 6= ∅ jest domkni ↪ety
i istnieje wektor y∗ ∈ Y dominuj ↪acy wszystkie osi ↪agalne wektory ocen y ∈ A, to
istnieje niezdominowany wektor ocen y0 ∈ A.

Dowód. Niech y′ ∈ A b ↪edzie dowolnym osi ↪agalnym wektorem ocen. Rozpatrzmy
zbiór A′ = {y ∈ A :

∑m
i=1 yi ≤

∑m
i=1 y′i}. Zbiór A′ jest zawarty w zbiorze

Y0 = {y ∈ Y : yi ≥ y∗i dla i = 1, 2, . . . ,m,

m∑
i=1

yi ≤
m∑
i=1

y′i}

Zatem A′ jest ograniczonym zbiorem domkni ↪etym i zadanie min {
∑m
i=1 yi : y ∈

A′} ma rozwi ↪azanie optymalne y0 ∈ A′. Co wi ↪ecej, dla każdego y ∈ A praw-
dziwa jest nierówność

∑m
i=1 y0

i ≤
∑m
i=1 yi, czyli y0 jest również rozwi ↪azaniem

optymalnym zadania

min {
m∑
i=1

yi : y ∈ A} (1.11)

Zauważmy, że relacja preferencji definiowana przez minimalizacj ↪e (1.11) wyraża si ↪e
wzorem

y′ � y′′ ⇔
m∑
i=1

y′i ≤
m∑
i=1

y′′i

i jest racjonaln ↪a relacj ↪a preferencji. Zatem, zgodnie z wnioskiem 1.3, y0 jest nie-
zdominowanym wektorem ocen.

Twierdzenie 1.3 Wektor ocen y0 ∈ A jest wektorem niezdominowanym wtedy i
tylko wtedy, gdy istnieje spójna racjonalna relacja preferencji � taka, że y0 � y
dla wszystkich y ∈ A.

Dowód. Za lóżmy, że dla pewnej racjonalnej relacji preferencji y0 � y dla wszyst-
kich y ∈ A. Wtedy na mocy wniosku 1.3 y0 jest niezdominowanym wektorem
ocen.

Niech y0 ∈ A b ↪edzie niezdominowanym wektorem ocen. Określmy relacj ↪e

y′ �o y′′ ⇔ max
i=1,...,m

(y′i − y0
i ) < max

i=1,...,m
(y′′i − y0

i ) lub(
max

i=1,...,m
(y′i − y0

i ) = max
i=1,...,m

(y′′i − y0
i ) i

m∑
i=1

y′i ≤
m∑
i=1

y′′i

)

Dla tak określonej relacji y0 �o y dla wszystkich y ∈ A.  Latwo sprawdzić, że
relacja �o jest spójna, zwrotna i przechodnia. Ponadto, odpowiednia relacja ≺o
przyjmuje postać
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y′ ≺o y′′ ⇔ max
i=1,...,m

(y′i − y0
i ) < max

i=1,...,m
(y′′i − y0

i ) lub(
max

i=1,...,m
(y′i − y0

i ) = max
i=1,...,m

(y′′i − y0
i ) i

m∑
i=1

y′i <

m∑
i=1

y′′i

)

i spe lnia warunek ścis lej monotoniczności (1.5). Tym samym relacja �o jest racjo-
naln ↪a relacj ↪a preferencji, co kończy dowód twierdzenia.

Poj ↪ecie niezdominowanych wektorów ocen dotyczy elementów przestrzeni ocen
Y . W wielokryterialnym problemie decyzyjnym interesuj ↪a nas raczej odpowiednie
wektory dopuszczalne w przestrzeni decyzji X.

Definicja 1.7 Wektor dopuszczalny x ∈ Q nazywamy rozwi ↪azaniem efektywnym
(Pareto–optymalnym, sprawnym) zadania wielokryterialnego (1.7) wtedy i tylko
wtedy, gdy odpowiadaj ↪acy mu wektor ocen y = f(x) jest wektorem niezdomino-
wanym.

Z wniosków 1.3 i 1.4 i twierdzenia 1.3 wynikaj ↪a nast ↪epuj ↪ace charakterystyki
rozwi ↪azań efektywnych.

Wniosek 1.5 Wektor dopuszczalny x0 ∈ Q jest rozwi ↪azaniem efektywnym zada-
nia wielokryterialnego (1.7) wtedy i tylko wtedy, gdy istnieje racjonalna relacja

preferencji � taka, że dla żadnego x ∈ Q nie zachodzi f(x) ≺ f(x
0
).

Wniosek 1.6 Wektor dopuszczalny x0 ∈ Q jest rozwi ↪azaniem efektywnym zadania
wielokryterialnego (1.7) wtedy i tylko wtedy, gdy istnieje spójna racjonalna relacja

preferencji � taka, że f(x
0
) � f(x) dla każdego x ∈ Q.

Wniosek 1.7 Wektor dopuszczalny x0 ∈ Q jest rozwi ↪azaniem efektywnym zadania
wielokryterialnego (1.7) wtedy i tylko wtedy, gdy nie istnieje x ∈ Q taki, że f(x) ≤
f(x

0
).

Wniosek 1.8 Dla dowolnej permutacji τ zbioru {1, 2, . . . ,m}, wektor x0 ∈ Q jest
rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy
jest rozwi ↪azaniem efektywnym zadania

min {(fτ(1)(x), fτ(2)(x), . . . , fτ(m)(x)) : x ∈ Q}

Wniosek 1.9 Dla dowolnych ścísle rosn ↪acych funkcji si : R→ R (i = 1, 2, . . . ,m),
wektor x0 ∈ Q jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7)
wtedy i tylko wtedy, gdy jest rozwi ↪azaniem efektywnym zadania

min {(s1(f1(x)), s2(f2(x)), . . . , sm(fm(x))) : x ∈ Q}

Zauważmy, że zgodnie z wnioskami 1.8 i 1.9 efektywność rozwi ↪azania nie zależy
od kolejności użytych funkcji oceny fi i od ścísle monotonicznych zmian skal indy-
widualnych ocen.
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Stanowi ↪ace g lówny przedmiot naszych rozważań zadania WPL i WPLD maj ↪a
domkni ↪ete zbiory rozwi ↪azań dopuszczalnych Q i liniowe funkcje oceny fi. Zatem
domkni ↪ete s ↪a odpowiednie zbiory ocen osi ↪agalnych A. Co wi ↪ecej, w przypadku re-
gularnego zadania WPL lub WPLD zbiór Q jest niepusty oraz istniej ↪a rozwi ↪azania
optymalne x̄i (i = 1, 2, . . . ,m) jednokryterialnych zadań (1.9). St ↪ad A 6= ∅ i

A ⊂ Y (y∗) = {y ∈ Y : y
>
= y∗}, gdzie y∗i = fi(x̄

i) dla i = 1, 2, . . . ,m. Z twier-
dzenia 1.2 wynika wi ↪ec nast ↪epuj ↪acy wniosek.

Wniosek 1.10 Regularne zadania WPL i WPLD maj ↪a rozwi ↪azania efektywne.

Wniosek 1.5 identyfikuje rozwi ↪azania efektywne zadania wielokryterialnego jako
elementy minimalne racjonalnej relacji preferencji. Zgodnie z definicj ↪a 1.1 racjo-
nalna relacja preferencji spe lnia warunki zwrotności, przechodniości i ścis lej mono-
toniczności na ca lej przestrzeni ocen Y . W przypadku konkretnego zadania wielo-
kryterialnego o ustalonym zbiorze dopuszczalnym Q i zbiorze ocen osi ↪agalnych A
nie ma potrzeby rozpatrywania relacji preferencji określonych na ca lej przestrzeni
Y .

Twierdzenie 1.4 Jeżeli A ⊂ Y (y∗) = {y ∈ Y : y
>
= y∗} dla pewnego y∗ ∈

Y i istnieje relacja preferencji � spe lniaj ↪aca warunki zwrotności, przechodniości
oraz ścis lej monotoniczności na zbiorze Y (y∗) taka, że dla żadnego x ∈ Q nie

zachodzi f(x) ≺ f(x
0
), to wektor x0 ∈ Q jest rozwi ↪azaniem efektywnym zadania

wielokryterialnego (1.7).

Dowód. Przypuśćmy, że x0 nie jest rozwi ↪azaniem efektywnym. Na mocy wniosku
1.7 istnieje wtedy x ∈ Q taki, że f(x) ≤ f(x

0
). Niech I0 = {i ∈ I : fi(x) < fi(x

0)}.
Zauważmy, że f(x) = f(x

0
) −

∑
i∈I0(fi(x) − fi(x0))ei oraz dla dowolnego J ⊂ I0

wektor ocen f(x
0
)−
∑
i∈J(fi(x)−fi(x0))ei należy do zbioru Y (y∗). Zatem, dzi ↪eki

przechodniości i ścis lej monotoniczności relacji � na zbiorze Y (y∗), otrzymujemy

f(x) ≺ f(x
0
), co przeczy za lożeniu twierdzenia.

Twierdzenie 1.5 Jeżeli istnieje relacja preferencji � spe lniaj ↪aca na zbiorze ocen
osi ↪agalnych A warunek

y′ ≤ y′′ ⇒ y′ ≺ y′′ (1.12)

taka, że dla żadnego x ∈ Q nie zachodzi f(x) ≺ f(x
0
), to wektor x0 ∈ Q jest

rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Dowód. Przypuśćmy, że x0 nie jest rozwi ↪azaniem efektywnym. Na mocy wniosku
1.7 istnieje wtedy x ∈ Q taki, że f(x) ≤ f(x

0
). Zatem, dzi ↪eki (1.12), f(x) ≺ f(x

0
),

co przeczy za lożeniu twierdzenia.

1.3 Techniki skalaryzacji

Zgodnie z wnioskiem 1.6 pojedyncze rozwi ↪azania efektywne zadania wielokryte-
rialnego można wyznaczać poszukuj ↪ac w zbiorze ocen osi ↪agalnych A wektorów naj-
mniejszych w sensie pewnej spójnej racjonalnej relacji preferencji. W szczególności,
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można w tym celu rozwi ↪azywać skalaryzacje zadania wielokryterialnego, czyli za-
dania optymalizacji jednokryterialnej z funkcj ↪a skalaryzuj ↪ac ↪a s : Rm → R

min {s(f1(x), f2(x), . . . , fm(x)) : x ∈ Q} (1.13)

Minimalizacja funkcji skalaryzuj ↪acej s definiuje relacj ↪e preferencji

y′ �s y′′ ⇔ s(y′) ≤ s(y′′) (1.14)

Zauważmy, że relacja �s jest zawsze spójna, zwrotna i przechodnia. Nast ↪epuj ↪ace
twierdzenie dostarcza prostego warunku dostatecznego na to, by rozwi ↪azanie opty-
malne skalaryzowanego zadania (1.13) by lo rozwi ↪azaniem efektywnym oryginalnego
zadania wielokryterialnego.

Twierdzenie 1.6 Jeżeli funkcja skalaryzuj ↪aca s : Rm → R definiuje relacj ↪e prefe-
rencji �s spe lniaj ↪ac ↪a warunek ścis lej monotoniczności (1.5), to rozwi ↪azanie opty-
malne zadania (1.13) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego
(1.7).

Dowód. Dla dowolnej funkcji s : Rm → R relacja preferencji�s zdefiniowana wzo-
rem (1.14) jest zwrotna, przechodnia i spójna. Jeżeli relacja �s spe lnia warunek
ścis lej monotoniczności (1.5), to jest racjonaln ↪a relacj ↪a preferencji. Rozwi ↪azanie

optymalne x0 zadania (1.13) spe lnia warunek f(x
0
) �s f(x) dla każdego x ∈ Q.

Zatem na mocy wniosku 1.6 x0 jest rozwi ↪azaniem efektywnym zadania wielokryte-
rialnego (1.7).

Twierdzenie 1.6 dotyczy sytuacji, gdy funkcja skalaryzuj ↪aca definiuje relacj ↪e
preferencji spe lniaj ↪ac ↪a warunek ścis lej monotoniczności na ca lej przestrzeni Y .
Odpowiednia skalaryzacja (1.13) pozwala nam wtedy wyznaczyć rozwi ↪azanie efek-
tywne dla dowolnego zadania wielokryterialnego (1.7). W przypadku konkretnego
zadania wielokryterialnego może wystarczać, że funkcja skalaryzuj ↪aca definiuje re-
lacj ↪e preferencji spe lniaj ↪ac ↪a warunek ścis lej monotoniczności na pewnym zbiorze
D ⊂ Y , czyli

y − εei ≺ y dla ε > 0, (y − εei), y ∈ D, i = 1, 2, . . . ,m (1.15)

Twierdzenie 1.7 Jeżeli istnieje y∗ ∈ Y taki, że A ⊂ Y (y∗) = {y ∈ Y : y
>
= y∗}

oraz funkcja skalaryzuj ↪aca s : Rm → R definiuje relacj ↪e preferencji �s spe lniaj ↪ac ↪a
warunek ścis lej monotoniczności (1.15) na zbiorze Y (y∗), to rozwi ↪azanie optymalne
zadania (1.13) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Dowód. Dla dowolnej funkcji s : Rm → R relacja preferencji �s zdefiniowana
wzorem (1.14) jest zwrotna i przechodnia. Jeżeli relacja �s spe lnia warunek ścis lej
monotoniczności (1.5) na zbiorze Y (y∗), to spe lnione s ↪a za lożenia twierdzenia 1.4.
Zatem na mocy twierdzenia 1.4 x0 jest rozwi ↪azaniem efektywnym zadania wielo-
kryterialnego (1.7).

Cz ↪esto funkcje skalaryzuj ↪ace definiuj ↪a relacje preferencji nie spe lniaj ↪ace wa-
runku ścis lej monotoniczności (1.5), a jedynie warunek s labej monotoniczności

y − εei � y dla ε > 0, i = 1, 2, . . . ,m (1.16)

S ↪a to również interesuj ↪ace skalaryzacje, ponieważ jest dla nich prawdziwe nast ↪epu-
j ↪ace twierdzenie.
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Twierdzenie 1.8 Jeżeli funkcja skalaryzuj ↪aca s : Rm → R definiuje relacj ↪e pre-
ferencji �s spe lniaj ↪ac ↪a warunek s labej monotoniczności (1.16), to zbiór rozwi ↪azań
optymalnych zadania (1.13) zawiera rozwi ↪azanie efektywne zadania wielokryterial-
nego (1.7).

Dowód. Niech x0 ∈ Q b ↪edzie rozwi ↪azaniem optymalnym zadania (1.13). Jeżeli

x0 nie jest rozwi ↪azaniem efektywnym, to istnieje x ∈ Q taki, że f(x) ≤ f(x
0
). Na

mocy (s labej) monotoniczności i przechodniości relacji �s prawdziwa jest wtedy

nierówność s(f(x)) ≤ s(f(x
0
)). Oznacza to, że wektor x jest rozwi ↪azaniem opty-

malnym zadania (1.13). Zatem nie istnieje wektor x ∈ Q nie należ ↪acy do zbioru

rozwi ↪azań optymalnych zadania (1.13) taki, że f(x) ≤ f(x
0
), co dowodzi praw-

dziwość tezy twierdzenia.

Wniosek 1.11 Jeżeli funkcja skalaryzuj ↪aca s : Rm → R definiuje relacj ↪e prefe-
rencji �s spe lniaj ↪ac ↪a warunek s labej monotoniczności (1.16), to jednoznaczne w
przestrzeni ocen Y rozwi ↪azanie optymalne zadania (1.13) jest rozwi ↪azaniem efek-
tywnym zadania wielokryterialnego (1.7).

Wniosek 1.12 Jeżeli istnieje y∗ ∈ Y taki, że A ⊂ Y (y∗) = {y ∈ Y : y
>
= y∗}

oraz funkcja skalaryzuj ↪aca s : Rm → R definiuje relacj ↪e preferencji �s spe lniaj ↪ac ↪a
warunek s labej monotoniczności na zbiorze Y (y∗), to zbiór rozwi ↪azań optymal-
nych zadania (1.13) zawiera rozwi ↪azanie efektywne zadania wielokryterialnego (1.7)
i jednoznaczne w przestrzeni ocen Y rozwi ↪azanie optymalne zadania (1.13) jest
rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Zgodnie z twierdzeniem 1.8 zbiór rozwi ↪azań optymalnych skalaryzacji (1.13)
definiuj ↪acej relacj ↪e preferencji spe lniaj ↪acej jedynie warunek s labej monotoniczności
zawiera rozwi ↪azanie efektywne zadania wielokryterialnego (1.7). Może on jednak
zawierać również pewne nieefektywne rozwi ↪azania optymalne, a standardowe pro-
cedury obliczeniowe optymalizacji jednokryterialnej wyznaczaj ↪a na ogó l tylko jedno
rozwi ↪azanie optymalne (które może być nieefektywne). Dla praktycznego wykorzy-
stania tych skalaryzacji w systemie wspomagania decyzji potrzebne jest uścíslenie
wyboru rozwi ↪azania optymalnego tak, aby zagwarantować efektywność wyznaczo-
nego rozwi ↪azania. Takie uścíslenie b ↪edziemy dalej nazywać regularyzacj ↪a skalary-
zacji. Zauważmy, że skalaryzacja polegaj ↪aca na wyborze jednej ustalonej funkcji
oceny fj (j ∈ I), czyli s(y) = yj , spe lnia za lożenia twierdzenia 1.8. Zatem dla
zadań optymalizacji jednokryterialnej

min {(fj(x) : x ∈ Q}, j ∈ I (1.17)

prawdziwy jest nast ↪epuj ↪acy wniosek.

Wniosek 1.13 Zbiór rozwi ↪azań optymalnych zadania (1.17) zawiera rozwi ↪azanie
efektywne zadania wielokryterialnego (1.7), a jednoznaczne w przestrzeni ocen Y
rozwi ↪azanie optymalne zadania (1.17) jest rozwi ↪azaniem efektywnym zadania wie-
lokryterialnego (1.7).
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Szczególnym przypadkiem skalaryzuj ↪acej funkcji celu spe lniaj ↪acej za lożenia
twierdzenia 1.6 jest suma indywidualnych funkcji oceny, która prowadzi do zadania
postaci

min {
m∑
i=1

fi(x) : x ∈ Q} (1.18)

Wniosek 1.14 Rozwi ↪azanie optymalne zadania (1.18) jest rozwi ↪azaniem efektyw-
nym zadania wielokryterialnego (1.7).

Powszechnie stosowan ↪a technik ↪a wyznaczania rozwi ↪azań efektywnych jest me-
toda ważenia ocen oparta na skalaryzacji za pomoc ↪a liniowych kombinacji funkcji
oceny, czyli na wyznaczaniu rozwi ↪azań optymalnych skalaryzacji postaci

min {
m∑
i=1

wifi(x) : x ∈ Q} (1.19)

Poprawność takiego podej́scia wynika z twierdzenia 1.9 i wniosku 1.14.

Wniosek 1.15 Dla dowolnych dodatnich wag wi (i = 1, 2, . . . ,m) rozwi ↪azanie
optymalne zadania (1.19) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego
(1.7).

Metoda ważenia ocen z odpowiednio dobieranymi wagami pozwala na wyznacze-
nie dowolnego rozwi ↪azania efektywnego wielokryterialnego zadania programowania
liniowego. Prawdziwe jest bowiem nast ↪epuj ↪ace twierdzenie (por. Steuer, 1986).

Twierdzenie 1.9 Dla każdego x0 rozwi ↪azania efektywnego zadania WPL istniej ↪a
dodatnie wagi wi (i = 1, 2, . . . ,m) takie, że x0 jest rozwi ↪azaniem optymalnym od-
powiedniego zadania (1.19).

Metoda ważenia ocen jest bardzo atrakcyjn ↪a skalaryzacj ↪a, ponieważ funkcja
skalaryzuj ↪aca jest tu liniowa i dlatego nie wprowadza żadnych utrudnień oblicze-
niowych do zadań WPL i WPLD. To znaczy, skalaryzacja (1.19) zadania WPL
jest zadaniem programowania liniowego i odpowiednio skalaryzacja (1.19) zadania
WPLD jest zadaniem PLD. Niestety twierdzenie 1.9 dotyczy tylko wielokryterial-
nych zadań programowania liniowego i nie jest prawdziwe w przypadku ogólnych
zadań optymalizacji wielokryterialnej. W szczególności twierdzenie to nie jest praw-
dziwe w przypadku interesuj ↪acych nas zadań WPLD. Dok ladniej, w przypadku
zadania WPLD mog ↪a istnieć rozwi ↪azania efektywne, które nie s ↪a rozwi ↪azaniami
optymalnymi zadania

min {
m∑
i=1

si(fi(x)) : x ∈ Q} (1.20)

dla żadnych ścísle rosn ↪acych liniowych funkcji si : R → R (i = 1, 2, . . . ,m). Ilus-
truje to nast ↪epuj ↪acy prosty przyk lad.

Przyk lad 1.2. Rozpatrzmy dwukryterialne zagadnienie optymalnego za ladunku

min {(3x1 +2x2, 2x2 +3x3) : x1 +x2 +x3 = 1, xj ≥ 0, xj ∈ Z dla j = 1, 2, 3}
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Zadanie to ma trzy rozwi ↪azania dopuszczalne: (1,0,0), (0,1,0) i (0,0,1), z wekto-
rami ocen odpowiednio: (3,0), (2,2) i (0,3). Jak  latwo sprawdzić, wszystkie trzy
wektory ocen s ↪a niezdominowane i, co za tym idzie, wszystkie trzy rozwi ↪azania do-
puszczalne s ↪a efektywne. Pokażemy, że (0,1,0) nie jest rozwi ↪azaniem optymalnym
odpowiedniego zadania (1.20) dla żadnych ścísle rosn ↪acych liniowych funkcji s1 i
s2.

Przypuśćmy, że (0,1,0) jest rozwi ↪azaniem optymalnym zadania (1.20) dla pew-
nych funkcji

s1(y1) = α1y1 + β1, s2(y2) = α2y2 + β2, α1, α2 > 0

Spe lnione s ↪a wtedy nierówności

2α1 + β1 + 2α2 + β2 ≤ β1 + 3α2 + β2

2α1 + β1 + 2α2 + β2 ≤ 3α1 + β1 + β2

St ↪ad 4(α1 + α2) ≤ 3(α1 + α2), co przeczy warunkowi α1, α2 > 0. Zatem (0,1,0)
nie jest rozwi ↪azaniem optymalnym zadania (1.20) dla żadnych ścísle rosn ↪acych
liniowych funkcji s1 i s2. �

Zadania programowania liniowego dyskretnego s ↪a w ogólnym przypadku istotnie
trudniejsze od zadań programowania liniowego. Istnieje jednak obszerna klasa (jed-
nokryterialnych) zadań PLD, które mog ↪a być rozwi ↪azywane jak zwyk le zadania PL.
S ↪a to tzw. zadania unimodularne, obejmuj ↪ace mi ↪edzy innymi problem przydzia lu i
szereg innych zagadnień optymalizacji na grafach (por. Nemhauser i Wolsey, 1988;
Walukiewicz, 1986). W zadaniach tych macierz A spe lnia warunek ca lkowitej uni-
modularności (wszystkie nieosobliwe kwadratowe podmacierze maj ↪a wyznaczniki
równe 1 lub −1), co gwarantuje, że dla dowolnego ca lkowitego wektora prawych
stron b wszystkie wierzcho lki zbioru dopuszczalnegoQmaj ↪a ca lkowite wspó lrz ↪edne.
Zbiór rozwi ↪azań optymalnych zadania dyskretnego jest wtedy ca lkowicie zawarty w
zbiorze rozwi ↪azań optymalnych ci ↪ag lej relaksacji zadania PLD (zadania PL otrzy-
manego przez pomini ↪ecie warunków ca lkowitoliczbowości zmiennych) i każde wierz-
cho lkowe rozwi ↪azanie optymalne zadania ci ↪ag lego jest jednocześnie rozwi ↪azaniem
optymalnym oryginalnego problemu dyskretnego. Oznacza to, że w unimodu-
larnych jednokryterialnych zadaniach PLD można po prostu pomin ↪ać warunki
ca lkowitoliczbowości zmiennych i wyznaczać wierzcho lkowe rozwi ↪azania optymalne
(np. metod ↪a sympleks) odpowiednich ci ↪ag lych zadań PL.

W przypadku zadań WPLD unimodularność modelu nie upraszcza tak bar-
dzo zadania jak w optymalizacji jednokryterialnej. Zbiór rozwi ↪azań efektywnych
unimodularnego problemu WPLD może nie być zawarty w zbiorze rozwi ↪azań
efektywnych ci ↪ag lej relaksacji tego zadania. Nawet w przypadku, gdy wszystkie
rozwi ↪azania dopuszczalne problemu WPLD s ↪a wierzcho lkowymi rozwi ↪azaniami do-
puszczalnymi ci ↪ag lej relaksacji, może si ↪e zdarzyć, że pewne rozwi ↪azanie efektywne
zadania WPLD nie jest rozwi ↪azaniem efektywnym odpowiedniego problemu WPL.
Wynika to z faktu, że wierzcho lek zbioru dopuszczalnego Q może być rozwi ↪azaniem
efektywnym w zbiorze wszystkich wierzcho lków, ale nie być rozwi ↪azaniem efektyw-
nym w przypadku ca lego zbioru Q. Tak ↪a sytuacj ↪e ilustruje przyk lad 1.2. Za-
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uważmy, że zbiorem rozwi ↪azań efektywnych ci ↪ag lej relaksacji problemu rozpatry-
wanego w przyk ladzie jest odcinek  l ↪acz ↪acy wierzcho lki (1,0,0) i (0,0,1) (wraz z
tymi wierzcho lkami). Rozważane rozwi ↪azanie efektywne problemu WPLD (0,1,0)
nie należy do zbioru rozwi ↪azań efektywnych ci ↪ag lej relaksacji. Dlatego też, inaczej
niż w programowaniu jednokryterialnym, unimodularne zadania WPLD nie mog ↪a
być zast ↪apione swoimi ci ↪ag lymi relaksacjami.

Minimalizacja funkcji skalaryzuj ↪acej w postaci sumy poszczególnych funkcji
oceny (1.18) może być interpretowana jako wyznaczanie rozwi ↪azania o najlepszej
średniej ocenie. Podobnie można rozpatrywać minimalizacj ↪e najgorszej oceny, czyli
skalaryzacj ↪e minimaksow ↪a

min { max
i=1,...,m

fi(x) : x ∈ Q} (1.21)

Funkcja skalaryzuj ↪aca maxi=1,...,m fi(x) nie jest funkcj ↪a liniow ↪a. W przypadku
liniowych funkcji fi jest ona jednak wypuk l ↪a funkcj ↪a kawa lkami liniow ↪a i dlatego
minimalizacja (1.21) może być zapisana za pomoc ↪a zależności liniowych

min z

pod warunkiem, że x ∈ Q
fi(x) ≤ z dla i = 1, 2, . . . ,m

Tym samym skalaryzacja (1.21) zadania WPL jest zadaniem PL i odpowiednio ska-
laryzacja (1.21) zadania WPLD jest zadaniem PLD. Ponadto w przypadku zadań
WPL istnieje możliwość implementacji metody sympleks z niejawn ↪a reprezentacj ↪a
minimaksowej funkcji celu bez wprowadzania dodatkowych nierówności do ograni-
czeń zadania (Ogryczak i Zorychta, 1994).

Relacja preferencji definiowana przez zadanie (1.21)

y′ � y′′ ⇔ max
i=1,...,m

y′i ≤ max
i=1,...,m

y′′i (1.22)

nie spe lnia warunku ścis lej monotoniczności (1.5). Tym samym minimaksowa ska-
laryzacja (1.21) nie spe lnia za lożeń twierdzenia 1.6. Niemniej jednak jest to inte-
resuj ↪aca skalaryzacja, ponieważ prawdziwe s ↪a dla niej nast ↪epuj ↪ace zależności.

Twierdzenie 1.10 Zbiór rozwi ↪azań optymalnych zadania (1.21) zawiera rozwi ↪a-
zanie efektywne zadania wielokryterialnego (1.7).

Dowód. Relacja preferencji (1.22) spe lnia warunek s labej monotoniczności (1.16).
Zatem na mocy twierdzenia 1.8 zbiór rozwi ↪azań optymalnych zadania (1.21) za-
wiera rozwi ↪azanie efektywne zadania wielokryterialnego (1.7).

Wniosek 1.16 Jednoznaczne w przestrzeni ocen Y rozwi ↪azanie optymalne zadania
(1.21) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Skalaryzacj ↪e minimaksow ↪a (1.21), podobnie jak skalaryzacj ↪e (1.18), można roz-
patrywać z wagami. Ogólniej, możemy wprowadzić do skalaryzacji minimaksowej
funkcje si : R → R (i = 1, 2, . . . ,m) skaluj ↪ace oceny, czyli rozpatrywać zadanie
postaci

min { max
i=1,...,m

si(fi(x)) : x ∈ Q} (1.23)
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Twierdzenie 1.11 Jeżeli funkcje si : R → R (i = 1, 2, . . . ,m) s ↪a ścísle rosn ↪ace i
dla pewnego y0 ∈ Y spe lniaj ↪a warunek

s1(y0
1) = s2(y0

2) = · · · = sm(y0
m) (1.24)

to dla każdego y ∈ Y prawdziwa jest implikacja

y 6<= y0 ⇒ max
i=1,...,m

si(y
0
i ) < max

i=1,...,m
si(yi) (1.25)

Dowód. Jeżeli y 6<= y0, to istnieje indeks i0 taki, że yi > y0
i . Zatem, korzystaj ↪ac

z warunku (1.24) i faktu, że funkcje si s ↪a ścísle rosn ↪ace, otrzymujemy

max
i=1,...,m

si(y
0
i ) = si0(y0

i0) < si0(yi0) ≤ max
i=1,...,m

si(yi)

Wniosek 1.17 Jeżeli funkcje si : R → R (i = 1, 2, . . . ,m) s ↪a ścísle rosn ↪ace i dla
pewnego y0 ∈ Y spe lniaj ↪a warunek (1.24), to relacja preferencji � definiowana
przez zadanie (1.23) spe lnia warunek

y 6�r y0 ⇒ y0 ≺ y (1.26)

Twierdzenie 1.12 Rozwi ↪azanie efektywne x0 zadania wielokryterialnego (1.7)
jest jednoznacznym w przestrzeni ocen rozwi ↪azaniem optymalnym zadania (1.23) z
funkcjami skaluj ↪acymi postaci

si(yi) = yi − fi(x0) dla i = 1, 2, . . . ,m (1.27)

Dowód. Funkcje si określone wzorem (1.27) s ↪a ścísle rosn ↪ace i spe lniaj ↪a waru-

nek (1.24) dla y0 = f(x
0
). Zatem spe lnione s ↪a za lożenia twierdzenia 1.11. Jed-

nocześnie z efektywności wektora x0 wynika, że nie istnieje x ∈ Q spe lniaj ↪acy
nierówność f(x) ≤ f(x

0
) (por. wniosek 1.7). St ↪ad na mocy twierdzenia 1.11

maxi=1,...,m si(fi(x
0)) < maxi=1,...,m si(fi(x)) dla każdego x ∈ Q takiego, że

f(x) 6= f(x
0
). Zatem x0 jest jednoznacznym w przestrzeni ocen rozwi ↪azaniem

optymalnym odpowiedniego zadania (1.23).

Twierdzenie 1.13 Jeżeli dla wszystkich osi ↪agalnych wektorów ocen y ∈ Y praw-
dziwa jest nierówność y∗ < y, to dla każdego rozwi ↪azania efektywnego x0 zadania
wielokryterialnego (1.7) istniej ↪a dodatnie wagi wi (i = 1, 2, . . . ,m) takie, że x0

jest jednoznacznym w przestrzeni ocen rozwi ↪azaniem optymalnym zadania (1.23) z
funkcjami skaluj ↪acymi postaci

si(yi) = wi(yi − y∗i ) dla i = 1, 2, . . . ,m (1.28)

Dowód. Z za lożeń twierdzenia wynika, że można przyj ↪ać wi = 1/(fi(x
0) − y∗i ).

Przy tak określonych wagach wi, funkcje si określone wzorem (1.28) s ↪a ścísle ros-

n ↪ace i spe lniaj ↪a warunek (1.24) dla y0 = f(x
0
). Zatem spe lnione s ↪a za lożenia

twierdzenia 1.11. Jednocześnie z efektywności wektora x0 wynika, że nie istnieje
x ∈ Q spe lniaj ↪acy nierówność f(x) ≤ f(x

0
) (por. wniosek 1.7). St ↪ad na mocy

twierdzenia 1.11 maxi=1,...,m si(fi(x
0)) < maxi=1,...,m si(fi(x)) dla każdego x ∈ Q

takiego, że f(x) 6= f(x
0
). Zatem x0 jest jednoznacznym w przestrzeni ocen rozwi ↪a-

zaniem optymalnym odpowiedniego zadania (1.23).
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Wniosek 1.18 Dla każdego x0 rozwi ↪azania efektywnego zadania wielokryterial-
nego (1.7) istniej ↪a ścísle rosn ↪ace funkcje liniowe si : R → R (i = 1, 2, . . . ,m)
takie, że x0 jest rozwi ↪azaniem optymalnym zadania (1.23).

Wprowadzaj ↪ac skalaryzacj ↪e (1.13) zadania wielokryterialnego określamy w prze-
strzeni ocen Y spójn ↪a, zwrotn ↪a i przechodni ↪a relacj ↪e preferencji (1.14). Zgodnie
z twierdzeniem 1.6, jeżeli relacja (1.14) spe lnia warunek ścis lej monotoniczności,
to rozwi ↪azanie optymalne skalaryzacji (1.13) jest rozwi ↪azaniem efektywnym za-
dania wielokryterialnego. Istotn ↪a zalet ↪a skalaryzacji (1.13) jest możliwość wyko-
rzystania standardowych metod programowania matematycznego do wyznaczania
jej rozwi ↪azania optymalnego. Zauważmy, że możliwość praktycznego wyznaczenia
rozwi ↪azania optymalnego (najmniejszego) dotyczy nie tylko skalaryzacji (1.13), ale
również szeregu innych preporz ↪adków liniowych. W skalaryzacji (1.13) dokonu-
jemy odwzorowania s : Y → R i poszukujemy elementu s(y) ∈ R najmniejszego
w sensie porz ↪adku określonego nierówności ↪a ≤. Równie dobrze można rozpatrywać
odwzorowania s : Y → Rp i poszukiwać wektora s(y) ∈ Rp najmniejszego w sensie
pewnego porz ↪adku określonego na Rp. Szczególnie cz ↪esto wykorzystuje si ↪e w ta-
kim podej́sciu porz ↪adek leksykograficzny określony na przestrzeni Rp relacj ↪a ≤lex
zdefiniowan ↪a nast ↪epuj ↪aco

v′ <lex v′′ ⇔ istnieje indeks r taki, że v′r < v′′r oraz v′k = v′′k dla k < r

v′ ≤lex v′′ ⇔ v′ <lex v′′ lub v′ = v′′

Relacja nierówności leksykograficznej ≤lex jest zwrotna, przechodnia, spójna i
antysymetryczna

(y′ � y′′ i y′′ � y′) ⇒ y′ = y′′

Definiuje ona zatem porz ↪adek liniowy.
Jako uogólnienie skalaryzacji (1.13) b ↪edziemy rozpatrywać skalaryzacje leksy-

kograficzne, czyli zadania postaci

lexmin {(s1(f(x)), s2(f(x)), . . . , sp(f(x))) : x ∈ Q} (1.29)

Ponieważ wyst ↪epuj ↪acy w zapisie zadania (1.29) operator minimum leksykograficz-
nego jednoznacznie określa, że jest to skalaryzacja leksykograficzna, to tam, gdzie
nie b ↪edzie to prowadzić do niejasności, zadanie typu (1.29) b ↪edziemy nazywać
po prostu skalaryzacj ↪a wielokryterialnego zadania (1.7). Zadanie leksykograficzne
(1.29) określa nast ↪epuj ↪acy ci ↪ag zadań skalarnych:

1. Wyznaczamy zbiór S1 rozwi ↪azań optymalnych zadania

P1 : min {s1(f(x)) : x ∈ Q}

2. Dla k = 2, 3, . . . , p wyznaczamy zbiór Sk rozwi ↪azań optymalnych zadania

Pk : min {sk(f(x)) : x ∈ Q, x ∈ Sk−1}

3. Każdy element zbioru Sp jest rozwi ↪azaniem optymalnym zadania leksykogra-
ficznego (1.29).
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Najprostsz ↪a technik ↪a definiowania zbiorów Sk jest zapisywanie ich za pomoc ↪a
warunków

st(f(x)) = z̄t dla t = 1, 2, . . . , k (1.30)
gdzie z̄t jest wartości ↪a optymaln ↪a funkcji celu w zadaniu Pt. Prowadzi ona do
tzw. podej́scia sekwencyjnego, czyli rozwi ↪azywania ci ↪agu zadań o rosn ↪acej liczbie
ograniczeń. Podej́scie sekwencyjne może być  latwo stosowane do dowolnych typów
problemów (zarówno liniowych, jak i nieliniowych) i implementowane z wykorzysta-
niem standardowych procedur optymalizacji jednokryterialnej odpowiedniego typu.
Przyk lad prostego programu steruj ↪acego implementuj ↪acego podej́scie sekwencyjne
w pakiecie MPSX zosta l przedstawiony w ksi ↪ażce Ogryczaka (1989, rozdzia l 14).

Skalaryzacja leksykograficzna (1.29) definiuje relacj ↪e preferencji

y′ � y′′ ⇔ s(y′) ≤lex s(y′′) (1.31)

Zauważmy, że relacja (1.31) jest zawsze spójna, zwrotna i przechodnia. Nast ↪epuj ↪ace
twierdzenie dostarcza prostego warunku dostatecznego na to, by rozwi ↪azanie opty-
malne skalaryzacji leksykograficznej (1.29) by lo rozwi ↪azaniem efektywnym orygi-
nalnego zadania wielokryterialnego.

Twierdzenie 1.14 Jeżeli skalaryzacja leksykograficzna (1.29) definiuje relacj ↪e
preferencji (1.31) spe lniaj ↪ac ↪a warunek ścis lej monotoniczności (1.5), to rozwi ↪azanie
optymalne zadania (1.29) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego
(1.7).

Dowód. Dla dowolnej funkcji wektorowej s : Rm → Rp relacja preferencji �
zdefiniowana wzorem (1.31) jest zwrotna, przechodnia i spójna. Jeżeli relacja �
spe lnia warunek ścis lej monotoniczności (1.5), to jest racjonaln ↪a relacj ↪a preferencji.

Rozwi ↪azanie optymalne x0 zadania (1.29) spe lnia warunek f(x
0
) � f(x) dla każdego

x ∈ Q. Zatem na mocy wniosku 1.6 x0 jest rozwi ↪azaniem efektywnym zadania
wielokryterialnego (1.7).

Najprostsz ↪a skalaryzacj ↪a leksykograficzn ↪a zadania wielokryterialnego (1.7) jest
zadanie

lexmin {(f1(x), f2(x), . . . , fm(x)) : x ∈ Q} (1.32)
czyli zadanie z ustalon ↪a hierarchi ↪a ważności fukcji oceny.

Twierdzenie 1.15 Rozwi ↪azanie optymalne zadania leksykograficznego (1.32) jest
rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Dowód. Zadanie (1.32) definiuje relacj ↪e preferencji � określon ↪a wzorem

y′ � y′′ ⇔ y′ ≤lex y′′

Relacja ta jest zwrotna, przechodnia i spe lnia warunek ścis lej monotoniczności
(1.5), czyli jest racjonaln ↪a relacj ↪a preferencji. Rozwi ↪azanie optymalne x0 zadania

(1.32) spe lnia warunek f(x
0
) � f(x) dla każdego x ∈ Q. Zatem na mocy wniosku

1.6 x0 jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Wniosek 1.19 Dla dowolnej permutacji τ zbioru I = {1, 2, . . . ,m} rozwi ↪azanie
optymalne zadania leksykograficznego

lexmin {(fτ(1)(x), fτ(2)(x), . . . , fτ(m)(x)) : x ∈ Q} (1.33)

jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).
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Twierdzenie 1.16 Dla dowolnej permutacji τ zbioru I = {1, 2, . . . ,m} i dowol-
nego 1 ≤ p ≤ m, zbiór rozwi ↪azań optymalnych zadania

lexmin {(fτ(1)(x), fτ(2)(x), . . . , fτ(p)(x)) : x ∈ Q} (1.34)

zawiera rozwi ↪azanie efektywne zadania wielokryterialnego (1.7), a jednoznaczne w
przestrzeni ocen Y rozwi ↪azanie optymalne zadania (1.34) jest rozwi ↪azaniem efek-
tywnym zadania wielokryterialnego (1.7).

Dowód. Zadanie (1.34) definiuje relacj ↪e preferencji � określon ↪a wzorem

y′ � y′′ ⇔ (y′τ(1), y
′
τ(2), . . . , y

′
τ(p)) ≤lex (y′′τ(1), y

′′
τ(2), . . . , y

′′
τ(p))

Relacja ta jest zwrotna, przechodnia i spe lnia warunek s labej monotoniczności
(1.16).

Niech x0 ∈ Q b ↪edzie rozwi ↪azaniem optymalnym zadania (1.34). Jeżeli x0 nie

jest rozwi ↪azaniem efektywnym, to istnieje x ∈ Q taki, że f(x) ≤ f(x
0
). Na mocy

s labej monotoniczności i przechodniości relacji � prawdziwa jest wtedy nierówność

(fτ(1)(x), fτ(2)(x), . . . , fτ(p)(x)) ≤lex (fτ(1)(x
0), fτ(2)(x

0), . . . , fτ(p)(x
0))

Oznacza to, że wektor x jest rozwi ↪azaniem optymalnym zadania (1.34). Zatem nie
istnieje wektor x ∈ Q nie należ ↪acy do zbioru rozwi ↪azań optymalnych zadania (1.34)

taki, że f(x) ≤ f(x
0
), co dowodzi prawdziwości tezy twierdzenia.

Zauważmy, że rozwi ↪azanie optymalne zadania leksykograficznego (1.33) jest
też rozwi ↪azaniem optymalnym zadania jednokryterialnego (1.17) z j = τ(1).
Dok ladniej, zadanie optymalizacji jednokryterialnej (1.17) jest cz ↪eściowym zada-
niem leksykograficznym (1.34) z p = 1. Zadanie (1.33) jest zatem regularyzacj ↪a
leksykograficzn ↪a odpowiedniego zadania optymalizacji jednokryterialnej. Zgodnie
z wnioskiem 1.13 rozwi ↪azuj ↪ac zadanie jednokryterialne (1.17) można zawsze wy-
generować rozwi ↪azanie efektywne problemu wielokryterialnego (1.7). Jeżeli jednak
wybieramy jedno z rozwi ↪azań optymalnych, to może sie zdarzyć, że (w przypadku
niejednoznaczności rozwi ↪azań optymalnych) wybrane rozwi ↪azanie optymalne zada-
nia (1.17) nie jest rozwi ↪azaniem efektywnym zadania (1.7). Koncepcja optymaliza-
cji leksykograficznej może być wykorzystana do regularyzacji zadania jednokryte-
rialnego (1.17). Jedno zadanie (1.17) może być regularyzowane za pomoc ↪a różnych
zadań (1.33), odpowiadaj ↪acych różnym permutacjom pozosta lych funkcji oceny.
Istnieje możliwość prostszej regularyzacji zadania optymalizacji jednokryterialnej
za pomoc ↪a dwupoziomowego zadania leksykograficznego

lexmin {(fi0(x),

m∑
i=1

fi(x)) : x ∈ Q}, i0 ∈ I (1.35)

Twierdzenie 1.17 Rozwi ↪azanie optymalne (dwupoziomowego) zadania leksyko-
graficznego (1.35) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Dowód. Relacja preferencji odpowiadaj ↪aca (1.35) ma postać

y′ � y′′ ⇔ y′i0 < y′′i0 lub

(
y′i0 = y′′i0 i

m∑
i=1

y′i ≤
m∑
i=1

y′′i

)
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Relacja ta spe lnia warunki zwrotności (1.3), przechodniości (1.4) i ścis lej mono-
toniczności (1.5). Jest to wi ↪ec racjonalna relacja preferencji i na mocy twierdze-
nia 1.3 rozwi ↪azanie optymalne x0 zadania (1.35) generuje niezdominowany wektor

osi ↪agni ↪ecia f(x
0
). Zatem x0 jest rozwi ↪azaniem efektywnym zadania wielokryterial-

nego (1.7).

Koncepcja dwupoziomowej optymalizacji leksykograficznej typu (1.35) może
być wykorzystana do regularyzacji dowolnych skalaryzacji (1.13) generuj ↪acych re-
lacj ↪e preferencji, która nie spe lnia warunku ścis lej monotoniczności (1.5), a jedynie
warunek s labej monotoniczności (1.16). W szczególności dotyczy to podej́scia mi-
nimaksowego (1.21), które może być zast ↪apione zadaniem

lexmin {( max
i=1,...,m

fi(x),

m∑
i=1

fi(x)) : x ∈ Q} (1.36)

Twierdzenie 1.18 Relacja preferencji definiowana przez (dwupoziomowe) zada-
nie leksykograficzne (1.36) jest racjonaln ↪a relacj ↪a preferencji.

Dowód. Relacja preferencji � odpowiadaj ↪aca (1.36) ma postać

y′ � y′′ ⇔ max
i=1,...,m

y′i < max
i=1,...,m

y′′i lub(
max

i=1,...,m
y′i = max

i=1,...,m
y′′i i

m∑
i=1

y′i ≤
m∑
i=1

y′′i

)

Relacja ta spe lnia warunki zwrotności (1.3) i przechodniości (1.4). Odpowiednia
relacja ścis lej preferencji ma postać

y′ ≺ y′′ ⇔ max
i=1,...,m

y′i < max
i=1,...,m

y′′i lub(
max

i=1,...,m
y′i = max

i=1,...,m
y′′i i

m∑
i=1

y′i <

m∑
i=1

y′′i

)

i spe lnia warunek ścis lej monotoniczności (1.5). Zatem relacja definiowana przez
zadanie leksykograficzne (1.36) jest racjonaln ↪a relacj ↪a preferencji.

Wniosek 1.20 Rozwi ↪azanie optymalne zadania leksykograficznego (1.36) jest
rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Wniosek 1.21 Dla dowolnych ścísle rosn ↪acych funkcji si : R → R (i =
1, 2, . . . ,m), relacja preferencji definiowana przez (dwupoziomowe) zadanie leksy-
kograficzne

lexmin {( max
i=1,...,m

si(fi(x)),

m∑
i=1

si(fi(x))) : x ∈ Q} (1.37)

jest racjonaln ↪a relacj ↪a preferencji.
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Wniosek 1.22 Dla dowolnych ścísle rosn ↪acych funkcji si : R → R (i =
1, 2, . . . ,m) rozwi ↪azanie optymalne (dwupoziomowego) zadania leksykograficznego
(1.37) jest rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Zauważmy, że każde rozwi ↪azanie optymalne zadania (1.37) jest również rozwi ↪a-
zaniem optymalnym odpowiedniego zadania minimaksowego (1.23). Zatem, dla
zadania (1.37) prawdziwe s ↪a twierdzenia 1.11–1.13 i wynikaj ↪ace z nich wnioski. W
szczególności z wniosku 1.18 wynika nast ↪epuj ↪acy wniosek.

Wniosek 1.23 Dla każdego rozwi ↪azania efektywnego x0 zadania wielokryterial-
nego (1.7) istniej ↪a ścísle rosn ↪ace funkcje liniowe si : R → R (i = 1, 2, . . . ,m)
takie, że x0 jest jednoznacznym w przestrzeni ocen Y rozwi ↪azaniem optymalnym
zadania (1.37).

Koncepcja optymalizacji minimaksowej bez dodatkowej regularyzacji jest zbyt
zgrubna i nie jest w stanie odfiltrować wszystkich rozwi ↪azań nieefektywnych, po-
nieważ koncentruje si ↪e ona jedynie na wartościach najwi ↪ekszych wspó lrz ↪ednych
wektorów ocen i ignoruje różnice pozosta lych wspó lrz ↪ednych. Koncepcja opty-
malizacji minimaksowej może być rozci ↪agni ↪eta na minimalizacj ↪e drugich co do
wielkości wspó lrz ↪ednych wektorów ocen, trzecich co do wielkości itd. Prowadzi to
do koncepcji minimaksymalizacji leksykograficznej , czyli minimalizacji leksykogra-
ficznej wektorów (fj1(x), fj2(x), . . . , fjp(x)) ze wspó lrz ↪ednymi uporz ↪adkowanymi
nierosn ↪aco. Koncepcja minimaksimum leksykograficznego może być sformu lowana
nast ↪epuj ↪aco. Wprowadzamy przekszta lcenie Θ : Rm → Rm porz ↪adkuj ↪ace nie-
rosn ↪aco wspó lrz ↪edne wektorów. To znaczy, Θ(y) = (θ1(y), θ2(y), . . . , θm(y)), gdzie
θ1(y) ≥ θ2(y) ≥ · · · ≥ θm(y) i istnieje permutacja τ zbioru I taka, że θi(y) = yτ(i)

dla i = 1, 2, . . . ,m. Zauważmy, że standardowe podej́scie minimaksowe (1.21) po-
lega na minimalizacji θ1(y) i nie bierze pod uwag ↪e wartości θi(y) dla i ≥ 2. To jest
w laśnie przyczyna, dla której podej́scie minimaksowe jest zbyt zgrubne i dopuszcza
rozwi ↪azania nieefektywne jako możliwe rozwi ↪azania optymalne. Aby uwzgl ↪ednić
wszystkie wspó lrz ↪edne wektorów ocen, b ↪edziemy poszukiwać minimum leksykogra-
ficznego wśród uporz ↪adkowanych wektorów ocen. Relacja nierówności leksykogra-
ficznej jest porz ↪adkiem liniowym i dlatego możliwe jest wyznaczenie najlepszego
uporz ↪adkowanego wektora ocen w sensie tej relacji. Wektor dopuszczalny x0 ∈ Q
nazywamy leksykograficznym rozwi ↪azaniem minimaksowym, gdy

Θ(f1(x0), f2(x0), . . . , fm(x0)) ≤lex Θ(f1(x), f2(x), . . . , fm(x))

dla wszystkich x ∈ Q. To znaczy, leksykograficzne rozwi ↪azanie minimaksowe jest
rozwi ↪azaniem optymalnym zadania leksykograficznego

lexmin {Θ(f1(x), f2(x), . . . , fm(x)) : x ∈ Q} (1.38)

Twierdzenie 1.19 Relacja preferencji definiowana przez minimaksymalizacj ↪e lek-
sykograficzn ↪a (1.38) jest racjonaln ↪a relacj ↪a preferencji.

Dowód. Relacja preferencji odpowiadaj ↪aca leksykograficznej minimaksymalizacji
ma postać

y′ � y′′ ⇔ Θ(y′) ≤lex Θ(y′′)
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Relacja ta spe lnia oczywíscie warunki zwrotności (1.3) i przechodniości (1.4).
Dla wykazania ścis lej monotoniczności (1.5) zauważmy, że z ε > 0 zachodzi
yi = θj′(y) > yi − ε = θj′′(y − εei) oraz istnieje indeks j0, j′ ≤ j0 ≤ j′′ taki,
że

θj0(y − εei) < θj0(y) i θj(y − εei) ≤ θj(y) dla j < j0

co dowodzi spe lnienia aksjomatu ścis lej monotoniczności (1.5).

Wniosek 1.24 Rozwi ↪azanie optymalne zadania (1.38) jest rozwi ↪azaniem efektyw-
nym zadania wielokryterialnego (1.7).

Wniosek 1.25 Dla dowolnych ścísle rosn ↪acych funkcji si : R → R (i =
1, 2, . . . ,m) relacja preferencji definiowana przez minimaksymalizacj ↪e leksykogra-
ficzn ↪a

lexmin {Θ(s1(f1(x)), s2(f2(x)), . . . , sm(fm(x))) : x ∈ Q} (1.39)

jest racjonaln ↪a relacj ↪a preferencji.

Wniosek 1.26 Dla dowolnych ścísle rosn ↪acych funkcji si : R → R
(i = 1, 2, . . . ,m) rozwi ↪azanie optymalne zadania leksykograficznego (1.39) jest
rozwi ↪azaniem efektywnym zadania wielokryterialnego (1.7).

Zauważmy, że każde rozwi ↪azanie optymalne zadania (1.39) jest również rozwi ↪a-
zaniem optymalnym odpowiedniego zadania minimaksowego (1.23). Zatem, dla
zadania (1.39) prawdziwe s ↪a twierdzenia 1.11–1.13 i wynikaj ↪ace z nich wnioski. W
szczególności z wniosku 1.18 wynika nast ↪epuj ↪acy wniosek.

Wniosek 1.27 Dla każdego x0 rozwi ↪azania efektywnego zadania wielokryterial-
nego (1.7) istniej ↪a ścísle rosn ↪ace funkcje liniowe si : R→ R (i = 1, 2, . . . ,m) takie,
że x0 jest rozwi ↪azaniem optymalnym zadania (1.39), jednoznacznym w przestrzeni
ocen Y .

Ponadto, jak pokazujemy w poniższych twierdzeniach, wniosek 1.17 może zostać
istotnie wzmocniony w przypadku relacji preferencji � definiowanej przez minimak-
symalizacj ↪e leksykograficzn ↪a (1.38).

Twierdzenie 1.20 Relacja preferencji definiowana przez minimaksymalizacj ↪e lek-
sykograficzn ↪a (1.38) spe lnia warunek

yi′ > yi′′ ⇒ y − ε′ei′ + ε′′ei′′ ≺ y

dla 0 < ε′ ≤ yi′ − yi′′ , 0 ≤ ε′′ ≤ yi′ − yi′′ − ε′ (1.40)

Dowód. Zauważmy, że jeżeli yi′ = θj′(y) > yi′′ = θj′′(y), to istnieje indeks j0,
j′ ≤ j0 ≤ j′′ taki, że dla 0 < ε′ ≤ yi′ − yi′′ i 0 ≤ ε′′ ≤ yi′ − yi′′ − ε′

θj0(y − εei′ + εei′′) < θj0(y) i θj(y − εei′ + εei′′) ≤ θj(y) dla j < j0

co dowodzi spe lnienia warunku (1.40).
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Twierdzenie 1.21 Jeżeli funkcje si : R → R (i = 1, 2, . . . ,m) s ↪a ścísle rosn ↪ace i
dla pewnego y0 ∈ Y spe lniaj ↪a warunek (1.24), to relacja preferencji � definiowana
przez zadanie (1.39) spe lnia warunek

yi′ > y0
i′ i yi′′ < y0

i′′ ⇒ y − ε′ei′ + ε′′ei′′ ≺ y

dla 0 < ε′ ≤ yi′ − y0
i′ , 0 ≤ ε′′ ≤ y0

i′′ − yi′′ (1.41)

Dowód. Zauważmy, że ponieważ funkcje si s ↪a ścísle rosn ↪ace i spe lniaj ↪a warunek
(1.24), to z yi′ > y0

i′ i yi′′ < y0
i′′ wynika

si′(yi′) > si′(yi′ − ε′) ≥ s∗ dla 0 < ε′ ≤ yi′ − y0
i′

si′′(yi′′) ≤ si′′(yi′′ − ε′′) ≤ s∗ dla 0 ≤ ε′′ ≤ y0
i′′ − yi′′

gdzie s∗ = s1(y0
1) = · · · = sm(y0

m). Zatem na mocy twierdzenia 1.20 relacja
preferencji � definiowana przez (1.39) spe lnia warunek y − ε′ei′ + ε′′ei′′ ≺ y.

Warunki (1.26) i (1.41) s ↪a sobie równoważne w przypadku dwuwymiarowej
przestrzeni ocen (m = 2). W przypadku wi ↪ekszej liczby funkcji oceny warunek
(1.41) jest silniejszy od warunku (1.26), jako że każda racjonalna relacja preferen-
cji maj ↪aca w lasność (1.41) spe lnia nast ↪epuj ↪ace uogólnienie warunku (1.26)

(yi)i∈I′ 6
<
= (y0

i )i∈I′ ⇒ [(y0
i )i∈I′ , (yi)i∈I\I′ ] ≺ y dla I ′ ⊂ I (1.42)

Warunek (1.42) oznacza, że dla dowolnego podzbioru I ′ zbioru wszystkich ocen I,
jeżeli przynajmniej jedna z ocen yi, i ∈ I ′ jest wi ↪eksza od y0

i , to zast ↪apienie wszyst-
kich ocen yi dla i ∈ J przez odpowiednie oceny y0

i jest preferowane w stosunku do
oryginalnych wartości ocen. Warunek (1.26) jest ograniczeniem warunku (1.42) do
przypadku I ′ = I.

Koncepcja minimaksimum leksykograficznego jest znana w teorii gier jako j ↪adro
(nucleolus) gry macierzowej (Schmeidler, 1969; Justman, 1977; Potters i Tijs,
1992). W grach macierzowych zbiór dopuszczalny Q jest wielościennym zbio-
rem wypuk lym i funkcje fi s ↪a liniowe. W takim przypadku zawsze istnieje do-
minuj ↪aca funkcja oceny, sta la (przyjmuj ↪aca wartość optymaln ↪a) na ca lym zbio-
rze rozwi ↪azań optymalnych problemu minimaksowego. Dlatego leksykograficzne
rozwi ↪azanie minimaksowe zadania WPL może być wyznaczone, podobnie jak
standardowe rozwi ↪azanie leksykograficzne, przez sekwencyjn ↪a optymalizacj ↪e mi-
nimaksow ↪a z eliminacj ↪a dominuj ↪acych funkcji oceny (Potters i Tijs, 1992; Mar-
chi i Oviedo, 1992). Odpowiedni sekwencyjny algorytm minimaksowy przyjmuje
nast ↪epuj ↪ac ↪a postać

Algorytm SAM
Krok 00 Ustalamy wartości pocz ↪atkowe k = 0, Q0 = Q i I0 = I.
Krok 10 Dla bież ↪acego k rozwi ↪azujemy zadanie minimaksowe

Pk : min
x
{max
i∈Ik

fi(x) : x ∈ Qk}

Niech zk oznacza wartość optymaln ↪a zadania Pk.
Krok 20 Określamy Qk+1 = {x ∈ Qk : fi(x) ≤ zk dla i ∈ Ik},
wyznaczamy Sk = {i ∈ Ik : fi(x) = zk dla wszystkich x ∈ Qk+1}
i k ladziemy Ik+1 = Ik − Sk.
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Krok 30 Jeżeli Ik+1 = ∅, to przechodzimy do kroku 40. W przeciwnym przypadku
zwi ↪ekszamy k o 1 i powracamy do kroku 10.
Krok 40 Stop. Ostatni zbiór Qk+1 jest zbiorem wszystkich rozwi ↪azań optymalnych
leksykograficznego problemu minimaksowego. �

W przypadku zadań WPL algorytm SAM jest dobrze zdefiniowany, ponieważ
w każdej iteracji zbiór Qk jest wypuk lym zbiorem wielościennym i dlatego zbiór
indeksów funkcji dominuj ↪acych (zbiór Sk) jest niepusty. Ponadto, przy stosowaniu
metody sympleks do rozwi ↪azywania problemów Pk, zbiór Sk może być wzgl ↪ednie
 latwo wyznaczony i dodatkowe ograniczenia zaw ↪eżaj ↪ace zbiór Qk mog ↪a być wpro-
wadzone przez ustalanie wartości odpowiednich zmiennych (Klein i inni, 1992).
Niestety algorytm nie może być bezpośrednio stosowany do problemów dyskret-
nych, ponieważ może wtedy nie istnieć dominuj ↪aca funkcja fi (zbiór Sk może być
pusty). Ilustrujemy to prostym przyk ladem.

Przyk lad 1.3. Rozpatrzmy dwukryterialne zagadnienie optymalnego za ladunku

min {(3x1 + 2x2, x1 + 3x3) : x1 + x2 = 1, xj ≥ 0, xj ∈ Z dla j = 1, 2}

Zadanie to ma dwa rozwi ↪azania dopuszczalne: (1,0) i (0,1), z wektorami ocen
odpowiednio: (3,1) i (2,3). Jak  latwo sprawdzić, oba rozwi ↪azania dopuszczalne s ↪a
rozwi ↪azaniami optymalnymi zadania minimaksowego

min {max{3x1 + 2x2, x1 + 3x3} : x1 + x2 = 1, xj ≥ 0, xj ∈ Z dla j = 1, 2}

z wartości ↪a optymaln ↪a z = 3, chociaż tylko wektor (1,0) jest leksykograficznym
rozwi ↪azaniem minimaksowym. Jednakże ani funkcja f1, ani f2 nie przyjmuje
wartości 3 dla obu rozwi ↪azań optymalnych. Tym samym odpowiedni zbiór Sk
jest pusty i nie jest możliwe kontynuowanie algorytmu sekwencyjnego. �

Maschler i inni (1992) pokazali, że w ogólnym przypadku obejmuj ↪acym prob-
lemy dyskretne, leksykograficzne minimaksimum może być wyrażone jako ci ↪ag
problemów minimaksowych z odpowiednio zmodyfikowanymi funkcjami oceny. Po-
dej́scie to opiera si ↪e na spostrzeżeniu, że leksykograficzne rozwi ↪azanie minimak-
sowe nie ulega zmianie, gdy dowolne dwie funkcje fi′ i fi′′ zast ↪apimy funkcjami
wyrażaj ↪acymi odpowiednio ich minimum i maksimum, czyli funkcjami f̄i′ i f̄i′′

zdefiniowanymi jako

f̄i′(x) = min{fi′(x), fi′′(x)} i f̄i′′(x) = max{fi′(x), fi′′(x)} (1.43)

Stosuj ↪ac rekurencyjnie takie zamiany można zast ↪apić oryginalny zbiór funkcji fi
(i = 1, 2, . . . ,m) nast ↪epuj ↪acym

f̄i(x) = min{ max
k=1,...,i

fk(x), fi+1(x)} dla i < n; f̄m(x) = max
k∈I

fk(x) (1.44)

gdzie f̄m jest funkcj ↪a dominuj ↪ac ↪a i sta l ↪a na ca lym zbiorze rozwi ↪azań optymalnych
problemu minimaksowego. Zatem, podobnie jak w przypadku wypuk lego zbioru
dopuszczalnego, można stosować sekwencyjn ↪a optymalizacj ↪e minimaksow ↪a i eli-
minacj ↪e dominuj ↪acych (zmodyfikowanych) funkcji. Krok 20 w algorytmie SAM
przyjmuje wtedy postać
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Krok 20 Określamy Qk+1 = {x ∈ Qk : fi(x) ≤ zk dla i ∈ Ik},
i wyznaczamy Sk = {i ∈ Ik : fi(x) = zk dla wszystkich x ∈ Qk+1}.
Jeżeli Sk 6= ∅, to k ladziemy Ik+1 = Ik − Sk i przechodzimy do kroku 30.
W przeciwnym przypadku stosujemy transformacj ↪e (1.44) do funkcji fi dla i ∈ Ik
i powracamy do kroku 10 (bez zmiany k).

W przyk ladzie 1.3 rozwi ↪azania optymalne zadania minimaksowego generowa ly
wektory ocen (3,1) i (2,3) tak, że żadna z oryginalnych funkcji oceny nie by la
dominuj ↪aca. Zauważmy, że zast ↪epuj ↪ac oryginalne funkcje oceny f1 i f2 przez
ich minimum i maksimum (zgodnie z (1.44)) otrzymujemy nowe wektory ocen
(1,3) i (2,3). W tym wypadku druga funkcja jest sta la i minimalizuj ↪ac pierwsz ↪a
funkcj ↪e można wyznaczyć leksykograficzne rozwi ↪azanie minimaksowe. Transfor-
macje (1.43) i (1.44) mog ↪a być  latwo implementowane w zadaniach o skończonej
liczbie znanych explicite rozwi ↪azań dopuszczalnych. W takim przypadku jednak
można również  latwo zaimplementować operator porz ↪adkuj ↪acy Θ i transformacje
(1.43) i (1.44) s ↪a mu równoważne. Niestety, w ogólnym przypadku formu ly (1.44)
wymagaj ↪a wprowadzania dodatkowych zmiennych binarnych i w konsekwencji w
trakcie realizacji zmodyfikowanego algorytmu SAM zbiór Qk zawiera rosn ↪ac ↪a liczb ↪e
dyskretnych zmiennych i ograniczeń. Czyni to algorytm bardzo z lożonym oblicze-
niowo.

Burkard i Rendl (1991) pokazali, że dla prostych problemów dyskretnych leksy-
kograficzna minimaksymalizacja może być zast ↪apiona równoważn ↪a minimalizacj ↪a
odpowiedniej sumy ważonej. Zasadnicza idea tego podej́scia polega na wykorzy-
staniu faktu skończoności zbioru wszystkich możliwych ocen w problemach dys-
kretnych. Zwi ↪ekszanie różnic pomi ↪edzy wartościami ocen bez zmiany ich porz ↪adku
nie ma wp lywu na leksykograficzne rozwi ↪azanie minimaksowe. Gdy różnice s ↪a
dostatecznie duże, to minimalizacja sumy ocen jest równoważna leksykograficz-
nej minimaksymalizacji. Fakt ten by l również wykorzystywany w zadaniach lo-
kalizacyjnych, gdzie odleg lości zast ↪epowano ich odpowiednio wysokimi pot ↪egami
(Krarup i Pruzan, 1981). Wymaga to jednak nierealistycznie wysokich pot ↪eg dla
zagwarantowania odpowiednio dużych różnic pomi ↪edzy wartościami. Burkard i
Rendl (1991) proponuj ↪a, żeby najpierw odwzorować zbiór wartości ocen na zbiór
liczb ca lkowitych i dopiero potem wykorzystać pot ↪egowanie wartości. Wszystkie
podej́scia dostatecznie zwi ↪ekszaj ↪ace różnice pomi ↪edzy wartościami ocen prowadz ↪a
jednak do poważnych trudności obliczeniowych i w zasadzie wymagaj ↪a specjalnych
arytmetyk. W rozdziale 4 proponujemy algorytm wyznaczania leksykograficznego
minimaksimum dla problemów o skończonych zbiorach wartości ocen, oparty na
sekwencyjnej optymalizacji, co nie powoduje trudności obliczeniowych.

1.4 Systemy wspomagania decyzji

Poj ↪ecie rozwi ↪azania efektywnego zagadnienienia optymalizacji wielokryterialnej
(1.7) określa dwa możliwe zadania obliczeniowe:

– wyznaczenie dowolnego rozwi ↪azania efektywnego,
– wyznaczenie wszystkich rozwi ↪azań efektywnych.
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Wyznaczanie jednego dowolnego rozwi ↪azania efektywnego jest naturalnym roz-
szerzeniem podej́scia do niejednoznaczności rozwi ↪azania optymalnego w optyma-
lizacji jednokryterialnej, gdzie przyjmuje si ↪e, że jedynym wyróżnikiem jakości
rozwi ↪azania jest wartość funkcji celu i dlatego wszystkie rozwi ↪azania optymalne s ↪a
równie dobre. Wszystkie rozwi ↪azania optymalne maj ↪a tam jednak identyczne oceny
(w jednowymiarowej przestrzeni Y ), a różne mog ↪a być jedynie ich realizacje (w prze-
strzeni X). Podej́scie to nie jest akceptowane w optymalizacji wielokryterialnej,
gdzie różne rozwi ↪azania efektywne mog ↪a mieć różne wektory ocen. Ponadto, fakt
użycia w modelu wielu funkcji oceny oznacza brak jednej zagregowanej funkcji celu
jako uniwersalnego wskaźnika jakości definiuj ↪acego preporz ↪adek. Może to wynikać
z nieistnienia takiego uniwersalnego wskaźnika lub, co jest cz ↪estsze, niemożności
sformu lowania apriori odpowiedniej funkcji. Tym samym nieporównywalność po-
szczególnych rozwi ↪azań efektywnych w sensie modelu (1.7) nie oznacza ich nie-
porównywalności, a tym bardziej nierozróżnialności. Dlatego dla matematycz-
nego uścíslenia problemu wielokryterialnego przyjmuje si ↪e niekiedy (por. Galas
i inni, 1987), że rozwi ↪azaniem zadania optymalizacji wielokryterialnej jest ca ly
zbiór rozwi ↪azań efektywnych lub zbiór rozwi ↪azań efektywnych generuj ↪acych zbiór
wszystkich niezdominowanych wektorów ocen.

W ogólnym przypadku zbiór rozwi ↪azań efektywnych wielokryterialnego zadania
programowania matematycznego może być nieskończony. Zbiór rozwi ↪azań efektyw-
nych dla zadania WPL jest spójnym brzegowym podzbiorem zbioru dopuszczal-
nego (por. Steuer, 1986). Dok ladniej, zbiór rozwi ↪azań efektywnych zadania WPL
jest sum ↪a skończonej liczby (efektywnych) ścian zbioru dopuszczalnego, który jest
wielościennym zbiorem wypuk lym. Yu i Zeleny (1974) rozbudowali odpowiednio al-
gorytm metody sympleks do wyznaczania wszystkich efektywnych rozwi ↪azań wierz-
cho lkowych zadania WPL i identyfikacji wszystkich ścian wchodz ↪acych w sk lad
zbioru rozwi ↪azań efektywnych.

W przypadku zadania WPL o dwu funkcjach oceny istnieje możliwość wykorzy-
stania technik parametrycznego programowania liniowego do analizy ca lego zbioru
rozwi ↪azań efektywnych. Podej́scie to może być  latwo zaimplementowane w pa-
kietach programowania liniowego wyposażonych w procedury obliczeniowe para-
metrycznej metody sympleks. W szczególności dotyczy to komercyjnego pakietu
programowania liniowego MPSX, dla którego odpowiedni program steruj ↪acy zosta l
przedstawiony przez Ogryczaka (1989, rozdzia l 14). W przypadku niedost ↪epności
procedur obliczeniowych parametrycznego programowania liniowego można do tego
celu wykorzystać techniki programowania ilorazowego (Prasad i Karwan, 1992).
Analiza parametryczna może być rozszerzona na wi ↪eksz ↪a liczb ↪e funkcji oceny
przez stosowanie odpowiednich przekrojów. Przyk lad takiej analizy dla rzeczy-
wistego zagadnienia rejonizacji z wykorzystaniem środowiska programistycznego
pakietu MPSX zosta l przedstawiony przez Ogryczaka i Malczewskiego (1987). Jako
rozwi ↪azań startowych do analizy parametrycznej użyto tam rozwi ↪azań zadań op-
tymalizacji leksykograficznej z różn ↪a hierarchi ↪a poszczególnych funkcji celu.

W celu rozstrzygni ↪eci ↪a praktycznego problemu decyzyjnego trzeba wybrać jedno
rozwi ↪azanie do realizacji. Tym samym zbioru rozwi ↪azań efektywnych zadania wie-
lokryterialnego nie można traktować jako ostatecznego rozwi ↪azania odpowiedniego
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problemu decyzyjnego. Zauważmy, że dla dowolnej racjonalnej relacji preferen-
cji � rozwi ↪azania dopuszczalne generuj ↪ace wektory ocen minimalne w sensie tej
relacji należ ↪a do zbioru rozwi ↪azań efektywnych (wniosek 1.5). Co wi ↪ecej, dla
każdego rozwi ↪azania efektywnego x istnieje racjonalna relacja preferencji � taka,
że f(x) � y dla wszystkich y ∈ A (wniosek 1.6). Zatem wybór specyficznego
rozwi ↪azania efektywnego faktycznie oznacza wybór relacji preferencji �. W wie-
lokryterialnych problemach decyzyjnych relacja preferencji nie jest znana a priori
i dlatego ostatecznego wyboru rozwi ↪azania może dokonać jedynie decydent. Ze
wzgl ↪edu na liczność zbioru rozwi ↪azań efektywnych, nawet w przypadku wyzna-
czenia metodami obliczeniowymi ca lego zbioru rozwi ↪azań efektywnych decydent
nie może dokonać wyboru rozwi ↪azania bez pomocy odpowiedniego interakcyjnego
systemu informatycznego. System taki, nazywany tu systemem wspomagania de-
cyzji (SWD), umożliwia sterowany przegl ↪ad zbioru rozwi ↪azań efektywnych. Na
podstawie podawanych przez decydenta wartości pewnych parametrów steruj ↪acych
system przedstawia różne rozwi ↪azania efektywne do analizy. Tym samym para-
metry steruj ↪ace określaj ↪a pewn ↪a parametryzacj ↪e zbioru rozwi ↪azań efektywnych.
Zauważmy, że taka parametryczna analiza zbioru rozwi ↪azań efektywnych pozwala
unikn ↪ać konieczności bezpośredniego wyznaczania ca lego zbioru rozwi ↪azań efektyw-
nych. Zamiast tego SWD zawieraj ↪acy odpowiedni modu l optymalizacyjny może
każdorazowo wyznaczać jedno rozwi ↪azanie efektywne odpowiadaj ↪ace bież ↪acym
wartościom parametrów steruj ↪acych. Zatem metodologia ta pozwala na analiz ↪e
zarówno problemów ci ↪ag lych, jak i dyskretnych. Istotne jest tu jednak, aby sys-
tem gwarantowa l spe lnienie postulatu zupe lności parametryzacji zbioru rozwi ↪azań
efektywnych, czyli aby dla każdego niezdominowanego wektora ocen istnia l zestaw
wartości parametrów steruj ↪acych, przy których system wyznaczy rozwi ↪azanie efek-
tywne generuj ↪ace ten wektor ocen.

Zgodnie z bież ↪acym trendem rozwoju badań operacyjnych (por. Geoffrion, 1992;
Wierzbicki, 1993), wielokryterialne problemy decyzyjne rozwi ↪azuje si ↪e za pomoc ↪a
interaktywnych systemów wspomagania decyzji. Dla modelu racjonalnych prefe-
rencji, czyli dla interaktywnego wyznaczania rozwi ↪azań efektywnych, istnieje roz-
wini ↪eta metodologia. Interaktywne techniki analizy zbioru rozwi ↪azań efektywnych
wykorzystuj ↪a parametryczn ↪a skalaryzacj ↪e wielokryterialnego zadania (1.7)

min
x
{(s(u, f(x)) : x ∈ Q}, u ∈ U (1.45)

gdzie u jest wektorem parametrów steruj ↪acych, a s : U × Y → R funkcj ↪a skalary-
zuj ↪ac ↪a.

Istotne jest tu, aby skalaryzacja spe lnia la zasad ↪e efektywności, czyli żeby dla
każdego wektora parametrów steruj ↪acych u ∈ U rozwi ↪azanie optymalne skalarnego
zadania (1.45) by lo rozwi ↪azaniem efektywnym oryginalnego problemu wielokryte-
rialnego (1.7). Parametryczna skalaryzacja (1.45) powinna też spe lniać warunek
zupe lności parametryzacji zbioru rozwi ↪azań efektywnych (por. Wierzbicki, 1986).
To znaczy, dla każdego x0 rozwi ↪azania efektywnego zadania (1.7) powinien istnieć
wektor parametrów steruj ↪acych u0 ∈ U taki, że x0 jest rozwi ↪azaniem optymal-
nym odpowiedniego zadania (1.45). Mówimy wtedy, że parametryczna skalaryzacja
(1.45) stanowi zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań efektywnych wielokryte-
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rialnego zadania (1.7). Zauważmy, że zgodnie z wnioskiem 1.15 i twierdzeniem 1.9
metoda wag, czyli parametryczna skalaryzacja (1.19) z dodatnimi wagami wi, sta-
nowi zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań efektywnych zadania WPL. Nie jest
to jednak prawd ↪a dla zadań WPLD (por. przyk lad 1.2).

Dla wykorzystania parametrycznej skalaryzacji w systemie wspomagania decy-
zji istotne jest, aby zadania skalarne (1.45) by ly wzgl ↪ednie  latwe obliczeniowo, czyli
funkcja skalaryzuj ↪aca s nie powinna wprowadzać do modelu istotnych utrudnień
obliczeniowych. Na przyk lad, dla zadań WPL zadanie skalarne (1.45) powinno
być zadaniem programowania liniowego. Parametry steruj ↪ace powinny reprezen-
tować  latwo rozumiane przez decydenta wielkości rzeczywiste charakteryzuj ↪ace jego
preferencje. Parametryczna skalaryzacja spe lniaj ↪aca wszystkie powyższe postulaty
umożliwia implementacj ↪e systemu wspomagania decyzji, pozwalaj ↪acego wyznaczyć
rozwi ↪azanie efektywne zgodne z preferencjami decydenta.

Parametryczna skalaryzacja (1.45) definiuje parametryczn ↪a relacj ↪e preferencji
�u

y′ �u y′′ ⇔ s(u,y′) ≤ s(u,y′′)
Zamiast parametrycznej skalaryzacji można wi ↪ec rozważać ogólniejsze parame-
tryczne relacje preferencji. Aby by l spe lniony postulat efektywności, powinny to
być racjonalne relacje preferencji. Ponadto, dla dobrego postawienia odpowied-
niego zadania minimalizacji, powinien zawsze istnieć element najmniejszy w sensie
relacji �u. W lasność t ↪e maj ↪a relacje porz ↪adku liniowego. W szczególności relacja
porz ↪adku leksykograficznego spe lnia powyższe wymagania i zapewnia możliwość
wyznaczenia elementu najmniejszego. Dlatego zadanie (1.45) może być zast ↪apione
skalaryzacj ↪a leksykograficzn ↪a

lexmin
x
{(s(u, f(x)) : x ∈ Q}, u ∈ U (1.46)

gdzie s jest wektorow ↪a funkcj ↪a skalaryzuj ↪ac ↪a.
Zionts i Wallenius (1976, 1983) opracowali metody interaktywnej identyfikacji

funkcji użyteczności (Fishburn, 1970; Keeney i Raiffa, 1976). Opieraj ↪a si ↪e one na
za lożeniu określonej postaci funkcji użyteczności o nieznanych wspó lczynnikach,
czyli wykorzystuj ↪a pewn ↪a parametryczn ↪a skalaryzacj ↪e typu (1.45). Nieznane
wspó lczynniki funkcji użyteczności nie reprezentuj ↪a jednak  latwo rozumianych
przez decydenta wielkości rzeczywistych. Dlatego w metodach Ziontsa i Walleniusa
s ↪a one identyfikowane w ramach procesu interaktywnego, w czasie którego decy-
dent porównuje wektory ocen przedstawianych mu rozwi ↪azań efektywnych. Wyniki
porównań poszczególnych par rozwi ↪azań pozwalaj ↪a stopniowo zaw ↪eżać zbiór po-
tencjalnych wartości nieznanych wspó lczynników i w wyniku otrzymujemy proces
zbieżny do poszukiwanej funkcji użyteczności. Wymaga to jednak, aby decydent
by l w pe lni konsekwentny w swoich porównaniach. Tym samym, takie podej́scie
nie dopuszcza możliwości ewolucji preferencji decydenta w wyniku lepszego po-
znawania problemu decyzyjnego w trakcie jego analizy z systemem wspomagania
decyzji. K lóci si ↪e to z zasadnicz ↪a koncepcj ↪a SWD jako narz ↪edzia analizy prob-
lemu decyzyjnego wspieraj ↪acego proces podejmowania decyzji przez decydenta.
W tej pracy interesuj ↪a nas otwarte systemy wspomagania decyzji nie narzucaj ↪ace
decydentowi żadnego sztywnego scenariusza analizy problemu decyzyjnego i do-
puszczaj ↪ace możliwość modyfikacji jego preferencji w trakcie analizy, w wyniku
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poznawania specyfiki problemu decyzyjnego (Wierzbicki, 1993). Dla takich sys-
temów zasadniczym narz ↪edziem matematycznym i — co za tym idzie — j ↪adrem
metodologicznym jest odpowiednia parametryczna skalaryzacja (1.45) lub (1.46)
spe lniaj ↪aca warunek zupe lnej parametryzacji zbioru rozwi ↪azań efektywnych. Dla-
tego praca ta koncentruje si ↪e na analizie różnych parametryzacji zbioru rozwi ↪azań
efektywnych zadań WPL i WPLD z punktu widzenia reprezentowanych przez nie
modeli preferencji i ich przydatności w praktycznych systemach wspomagania de-
cyzji.

W wi ↪ekszości systemów wspomagania decyzji jako pierwszy krok analizy wie-
lokryterialnej stosuje si ↪e jednokryterialn ↪a optymalizacj ↪e wzgl ↪edem każdej funkcji
oceny z osobna. Umożliwia to weryfikacj ↪e, czy rozważany problem wielokryterialny
jest zadaniem regularnym. W wyniku optymalizacji pojedynczych funkcji oceny
powstaje tak zwana macierz realizacji celów (pay–off matrix, Steuer, 1986), która
pozwala na oszacowanie zakresu zmian poszczególnych funkcji oceny na zbiorze
rozwi ↪azań efektywnych. Macierz ta dostarcza również pewnych informacji na te-
mat tzw. konfliktowości funkcji oceny (por. Rietveld, 1980; Galas, 1986). Macierz
realizacji celów jest tablic ↪a zawieraj ↪ac ↪a wartości wszystkich funkcji oceny (wierszy)
otrzymywane podczas rozwi ↪azywania poszczególnych problemów jednokryterial-
nych (kolumn). To znaczy, elementy macierzy realizacji celów K = (kij)i,j=1,...,m

przyjmuj ↪a wartości kij = fi(x
j), gdzie xj jest rozwi ↪azaniem optymalnym jedno-

kryterialnego zadania (1.17), czyli min {(fj(x) : x ∈ Q}.
Macierz realizacji celów generuje wektor utopii yu reprezentuj ↪acy najlepsze

wartości każdej funkcji oceny rozpatrywanej osobno, czyli yui = kii = fi(x
i). Wek-

tor utopii stanowi dolne ograniczenie wszystkich osi ↪agalnych wektorów ocen, tzn.

yu
<
= y dla każdego y ∈ A. Jest on zwykle nieosi ↪agalny (yu 6∈ A), czyli nie ma

rozwi ↪azania dopuszczalnego z takimi wartościami funkcji oceny. Jeżeli istnieje wek-
tor dopuszczalny x0 ∈ Q taki, że f(x

0
) = yu, to x0 jest rozwi ↪azaniem optymalnym

zadania wielokryterialnego w sensie każdego racjonalnego modelu preferencji. Sy-
tuacja taka może si ↪e zdarzyć tylko wtedy, gdy nie ma konfliktu pomi ↪edzy funkcjami
oceny.

Zadania optymalizacji jednokryterialnej (1.17) mog ↪a mieć niejednoznaczne
rozwi ↪azania optymalne i generować rozwi ↪azania nieefektywne (por. twierdzenie
1.13) o zawyżonych wartościach ocen nie podlegaj ↪acych minimalizacji w danym za-
daniu. Zatem, w ogólnym przypadku, macierz realizacji celów jest niejednoznacz-
nie określona i wspó lczynniki wektora utopii stanowi ↪a jedyn ↪a informacj ↪e niezależn ↪a
od wyboru rozwi ↪azania optymalnego w zadaniach jednokryterialnych. Dla zapew-
nienia użyteczności pozosta lych wspó lczynników konieczne jest zastosowanie tech-
niki regularyzacyjnej podczas wyliczania macierzy realizacji celów, tak aby każde
jednokryterialne rozwi ↪azanie optymalne by lo jednocześnie rozwi ↪azaniem efektyw-
nym oryginalnego problemu wielokryterialnego. W przypadku niewielkiej liczby
funkcji oceny (ma le m) możliwe jest wyznaczenie rozszerzonej macierzy realiza-
cji celów, opartej na rozwi ↪azaniach zadań leksykograficznych (1.33) dla wszystkich
możliwych hierarchii funcji oceny (dla wszystkich permutacji τ). W przypadku
wi ↪ekszej liczby funkcji oceny musimy ograniczyć si ↪e do rozwi ↪azania m zadań jed-
nokryterialnych z regularyzacj ↪a typu (1.35) w celu zapewnienia efektywności wy-
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znaczanych rozwi ↪azań optymalnych.
Z macierzy realizacji celów można wyznaczyć również tzw. wektor nadiru

yn, wyrażaj ↪acy najgorsze wartości dla każdej funkcji oceny odnotowane podczas
poszczególnych optymalizacji jednokryterialnych, czyli yni = maxj=1,...,m kij =
maxj=1,...,m fi(x

j). Sk ladowe wektora nadiru nie musz ↪a wyrażać najgorszych
wartości odpowiednich funkcji oceny na ca lym zbiorze rozwi ↪azań efektywnych. To

znaczy, w ogólnym przypadku nie jest prawd ↪a, że yn
>
= y dla każdego y ∈ AN .

Wyrażaj ↪a one jedynie najgorsze (najwi ↪eksze) wartości każdej funkcji zanotowane

podczas optymalizacji innych funkcji. Wyznaczenie wektora yw takiego, że yw
>
= y

dla każdego y ∈ AN jest z lożonym zadaniem obliczeniowym (Isermann i Steuer,
1987; Benson, 1992). Wektor nadiru stanowi dolne ograniczenie wektora yw i na
ogól jego dobre przybliżenie wystarczaj ↪ace do wst ↪epnego zorientowania si ↪e w za-
kresach zmienności poszczególnych ocen dla różnych rozwi ↪azań efektywnych.

Przyk lad 1.4. Stosuj ↪ac standardow ↪a optymalizacj ↪e jednokryterialn ↪a (bez regula-
ryzacji) przy wielokryterialnej optymalizacji rejonów dzia lania przychodni (Ogry-
czak i Malczewski, 1987), dla jednego z zestawów danych otrzymalísmy macierz
realizacji celów przedstawion ↪a w tablicy 1.1. Sugeruje ona wyst ↪epowanie konfliktu
pomi ↪edzy funkcj ↪a oceny f1 i pozosta lymi dwoma ocenami, jak również pomi ↪edzy
funkcjami oceny f2 i f3.

Tablica 1.1

Macierz realizacji celów

Tablica 1.1:
Funkcja Minimalizowana funkcja

oceny f1 f2 f3 Utopia Nadir

f1 2.227 2.230 2.228 2.227 2.230

f2 1.840 1.633 1.840 1.633 1.840

f3 3470 3470 3443 3443 3470

Stosuj ↪ac optymalizacje leksykograficzne (1.33) otrzymalísmy rozszerzon ↪a ma-
cierz realizacji celów przedstawion ↪a w tablicy 1.2. Obie macierze generuj ↪a te
same wektory utopii i nadiru. Jednakże z rozszerzonej macierzy realizacji celów
widać brak konfliktu pomi ↪edzy funkcjami oceny f2 i f3. Rozwi ↪azania odpowia-
daj ↪ace hierachii f2/f3/f1 i f3/f2/f1 generuj ↪a te same wektory ocen o najmniej-
szych możliwych wartościach ocen f2 i f3. Istnieje jedynie konflikt pomi ↪edzy f1

a dwoma pozosta lymi ocenami. Uwzgl ↪edniaj ↪ac fakt bardzo ma lych wzgl ↪ednych
wahań oceny f1 (poniżej 0.15%), możemy uznać, że praktycznie nie ma konfliktu
pomi ↪edzy ocenami i przyj ↪ać rozwi ↪azanie minimalizuj ↪ace jednocześnie f2 i f3 (odpo-
wiadaj ↪ace hierachii f2/f3/f1 i f3/f2/f1) jako zadowalaj ↪ace rozwi ↪azanie problemu
wielokryterialnego.

�
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Tablica 1.2

Rozszerzona macierz realizacji celów

Tablica 1.2:
Funkcja Minimalizowana funkcja

oceny f1/f2/f3 f1/f3/f2 f2/f1/f3 f2/f3/f1 f3/f1/f2 f3/f2/f1
f1 2.227 2.227 2.228 2.230 2.228 2.230

f2 1.840 1.840 1.633 1.633 1.840 1.633

f3 3470 3470 3470 3443 3443 3443



Rozdzia l 2

Programowanie celowe

2.1 Modele programowania celowego

Dobrym narz ↪edziem dla interaktywnych systemów wspomagania decyzji wydaje
si ↪e być programowanie celowe (por. Ignizio, 1982; Romero, 1991). Programowanie
celowe (PC) zosta lo wprowadzone przez Charnesa i Coopera (1961) i dalej rozwijane
przez Ijiri (1965), Lee (1972) i Ignizio (1976). Obecnie jest to najpowszechniej sto-
sowana technika analizy wielokryterialnych problemów decyzyjnych (por. White,
1990). W programowaniu celowym g lównymi parametrami steruj ↪acymi s ↪a poziomy
aspiracji traktowane jako cele do osi ↪agni ↪ecia dla poszczególnych funkcji oceny. To
znaczy, dla każdej funkcji oceny fi zadawany jest poziom aspiracji ai. Dla każdego
rozwi ↪azania dopuszczalnego x ∈ Q określone s ↪a wtedy odchylenia w dó l i w gór ↪e
wartości funkcji oceny od poziomów aspiracji, odpowiednio jako

d−i = (ai − fi(x))+ i d+
i = (fi(x)− ai)+ dla i = 1, 2, . . . ,m (2.1)

gdzie (.)+ oznacza cz ↪eść nieujemn ↪a liczby. Za rozwi ↪azanie optymalne dla prob-
lemu programowania celowego uważa si ↪e rozwi ↪azanie dopuszczalne minimalizuj ↪ace
odchylenia od poziomów aspiracji. Miara odchylenia jest określona przez tzw.
funkcj ↪e osi ↪agni ↪ecia. Najprostsz ↪a i najcz ↪eściej stosowan ↪a funkcj ↪a osi ↪agni ↪ecia jest
ważona suma odchyleń

g(d−,d+) =

m∑
i=1

(w−i d
−
i + w+

i d
+
i ) (2.2)

gdzie w−i i w+
i s ↪a nieujemnymi wagami odpowiadaj ↪acymi poszczególnym odchyle-

niom.

Odchylenia s ↪a zwykle wprowadzane do modelu PC za pomoc ↪a dodatkowego
uk ladu równań celowych

fi(x) + d−i − d
+
i = ai dla i = 1, 2, . . . ,m (2.3)

d−i ≥ 0, d+
i ≥ 0 dla i = 1, 2, . . . ,m (2.4)

45
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gdzie d−i , d
+
i s ↪a nieujemnymi zmiennymi stanu wyrażaj ↪acymi odpowiednio odchyle-

nie w dó l i w gór ↪e aktualnej wartości i-tej funkcji oceny od odpowiedniego poziomu
aspiracji ai. Zauważmy, że zmienne d−i i d+

i zdefiniowane za pomoc ↪a równań celo-
wych (2.3)–(2.4) wyrażaj ↪a odpowiednie odchylenia (2.1) wtedy i tylko wtedy, gdy
spe lniony jest warunek

d−i d
+
i = 0 dla i = 1, 2, . . . ,m (2.5)

W równaniach celowych (2.3)–(2.4) warunek ten nie wyst ↪epuje i dlatego istniej ↪a
rozwi ↪azania dopuszczalne (x,d−,d+) nie spe lniaj ↪ace (2.1). W programowaniu ce-
lowym zak lada si ↪e jednak, że wagi w−i i w+

i s ↪a nieujemne. Jeżeli ponadto dla
każdego i przynajmniej jedna z wag jest dodatnia, czyli

w−i + w+
i > 0 dla i = 1, 2, . . . ,m (2.6)

to warunek (2.5) jest spe lniony przez wszystkie rozwi ↪azania optymalne. Co wi ↪ecej,
warunek (2.6) gwarantuje spe lnienie (2.5) w rozwi ↪azaniu optymalnym nawet bez
za lożenia nieujemności wag. Natomiast w przypadku, gdy w−i0 = w+

i0
= 0 dla pew-

nego i0, istniej ↪a rozwi ↪azania optymalne (x,d−,d+) nie spe lniaj ↪ace warunku (2.5).
Zauważmy jednak, że rozwi ↪azaniem problemu decyzyjnego jest wektor x, a nie ca la
trójka (x,d−,d+). Dlatego przy stosowaniu programowania celowego istotne jest
nie tyle zagwarantowanie, że zmienne d−i i d+

i wyrażaj ↪a odpowiednie odchylenia
(2.1), co fakt, że wyznaczony optymalny wektor x minimalizuje zadan ↪a funkcj ↪e
odchyleń. Innymi s lowy, interesuje nas, kiedy wektor x b ↪ed ↪acy rozwi ↪azaniem opty-
malnym zadania

min {g(d−,d+) : x ∈ Q oraz (2.3) i (2.4)} (2.7)

jest jednocześnie rozwi ↪azaniem optymalnym zadania

min {g(d−,d+) : x ∈ Q oraz (2.1)} (2.8)

Twierdzenie 2.1 W przypadku ważonej funkcji osi ↪agni ↪ecia (2.2) z wagami
spe lniaj ↪acymi warunek

w−i + w+
i ≥ 0 dla i = 1, 2, . . . ,m (2.9)

problemy (2.7) i (2.8) s ↪a sobie równoważne w tym sensie, że wektor dopuszczalny
x ∈ Q jest rozwi ↪azaniem optymalnym problemu (2.7) wtedy i tylko wtedy, gdy jest
on rozwi ↪azaniem optymalnym problemu (2.8).

Dowód. Wektor x jest dopuszczalny dla problemu (2.8) wtedy i tylko wtedy, gdy
jest dopuszczalny dla rozszerzonego problemu (2.7). Dok ladniej, każdemu wek-
torowi x dopuszczalnemu dla problemu (2.8) odpowiada zbiór (x,d−(t),d+(t))
rozwi ↪azań dopuszczalnych dla problemu (2.7), gdzie

d−i (t) = (ai−fi(x))++ti, d+
i (t) = (fi(x)−ai)++ti, t = (t1, t2, . . . , tm)T , ti ≥ 0

Obliczaj ↪ac wartość funkcji osi ↪agni ↪ecia dla (x,d−(t),d+(t)) otrzymujemy
m∑
i=1

(w−i d
−
i (t) + w+

i d
+
i (t)) =

m∑
i=1

(w−i (ai − fi(x))+ + w+
i (fi(x)− ai)+) +

+

m∑
i=1

ti(w
−
i + w+

i )
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Zatem, na mocy nierówności (2.9), g(d−(0),d+(0)) ≤ g(d−(t),d+(t)), co dowodzi
prawdziwości twierdzenia.

Funkcja osi ↪agni ↪ecia (2.2) ma postać ważonej normy l1 (nie jest ona norm ↪a ze
wzgl ↪edu na możliwość wyst ↪epowania wag zerowych). Do definicji funkcji osi ↪agni ↪ecia
mog ↪a być również użyte inne normy lp: ‖y‖p = (

∑m
i=1 |yi|p)1/p. Wi ↪ekszość z nich

prowadzi jednak do nieliniowych funkcji osi ↪agni ↪ecia, co stanowi istotn ↪a komplikacj ↪e
modelu w przypadku zadań WPL. Dlatego poza norm ↪a l1 w programowaniu ce-
lowym stosuje si ↪e jedynie niekiedy norm ↪e l∞ (przypadek graniczny dla p → ∞,
‖y‖∞ = maxi=1,...,m |yi|), co prowadzi do tzw. minimaksowej funkcji osi ↪agni ↪ecia

g(d−,d+) = max
i=1,...,m

(w−i d
−
i + w+

i d
+
i ) (2.10)

Zadanie programowania celowego (2.7) z minimaksow ↪a funkcj ↪a osi ↪agni ↪ecia (2.10)
może generować optymalne wartości zmiennych d−i i d+

i nie spe lniaj ↪ace warunku
(2.5) nawet w przypadku nieujemnych wag spe lniaj ↪acych warunek (2.6). Jest to
zapewne jedna z przyczyn znacznie rzadszego stosowania minimaksowej funkcji
osi ↪agni ↪ecia. Niemniej jednak dla minimaksowego programowania celowego praw-
dziwe jest nast ↪epuj ↪acy odpowiednik twierdzenia 2.1.

Twierdzenie 2.2 W przypadku minimaksowej funkcji osi ↪agni ↪ecia (2.10) z wagami
spe lniaj ↪acymi warunek (2.9) problemy (2.7) i (2.8) s ↪a sobie równoważne w tym
sensie, że wektor dopuszczalny x ∈ Q jest rozwi ↪azaniem optymalnym problemu
(2.7) wtedy i tylko wtedy, gdy jest on rozwi ↪azaniem optymalnym problemu (2.8).

Dowód. Wektor x jest dopuszczalny dla problemu (2.8) wtedy i tylko wtedy, gdy
jest dopuszczalny dla rozszerzonego problemu (2.7). Dok ladniej, każdemu wek-
torowi x dopuszczalnemu dla problemu (2.8) odpowiada zbiór (x,d−(t),d+(t))
rozwi ↪azań dopuszczalnych dla problemu (2.7), gdzie

d−i (t) = (ai−fi(x))++ti, d+
i (t) = (fi(x)−ai)++ti, t = (t1, t2, . . . , tm)T , ti ≥ 0

Zauważmy, że

w−i d
−
i (t) + w+

i d
+
i (t) = w−i (ai − fi(x))+ + w+

i (fi(x)− ai)+ + ti(w
−
i + w+

i )

Zatem, na mocy nierówności (2.9), g(d−(0),d+(0)) ≤ g(d−(t),d+(t)), co dowodzi
prawdziwości twierdzenia.

Koncepcja stosowania poziomów aspiracji jako parametrów steruj ↪acych do mo-
delowania preferencji w interaktywnym systemie wspomagania decyzji jest  latwo
rozumiana i ch ↪etnie akceptowana przez użytkowników tych systemów. Funkcje
osi ↪agni ↪ecia (2.2) i (2.10) wymagaj ↪a jednak zdefiniowania również wag dla po-
szczególnych odchyleń, co nie jest  latwe. Oznacza to konieczność określenia stóp
substytucji dla poszczególnych ocen. Dlatego powszechnie stosowane jest tzw. lek-
sykograficzne programowanie celowe (Ignizio, 1982), gdzie wprowadza si ↪e hierarchi ↪e
minimalizacji pewnych grup odchyleń. Ustalenie odpowiednich wag jest wtedy
istotne tylko w ramach grupy odchyleń minimalizowanych na tym samym poziomie
priorytetu (hierarchii). W leksykograficznym programowaniu celowym poszukuje
si ↪e minimum leksykograficznego wektorowej funkcji osi ↪agni ↪ecia
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g(d−,d+) = (g1(d−,d+), g2(d−,d+), . . . , gp(d
−,d+)) (2.11)

ze sk ladowymi gk(d−,d+) w postaci standardowych funkcji osi ↪agni ↪ecia (2.2), czyli

gk(d−,d+) =
∑
i∈I

(w−kid
−
i + w+

kid
+
i ) (2.12)

gdzie

w−ki wspó lczynnik wagowy (waga) zmiennej d−i dla priorytetu k,

w+
ki wspó lczynnik wagowy (waga) zmiennej d+

i dla priorytetu k.

Istnieje też możliwość wykorzystania w leksykograficznym programowaniu celo-
wym minimaksowych funkcji osi ↪agni ↪ecia (2.10). Zauważmy, że wszystkie sk ladowe
gk(d−,d+) s ↪a formalnie funkcjami tych samych wektorów odchyleń d− i d+. W
praktyce każda z nich zależy tylko od pewnego podzbioru zmiennych d−i i d+

i o
niezerowych odpowiednich wspó lczynnikach wagowych w−ki i w+

ki.
W przypadku leksykograficznego programowania celowego wektor x b ↪ed ↪acy

rozwi ↪azaniem optymalnym zadania

lexmin {g(d−,d+) : x ∈ Q oraz (2.3) i (2.4)} (2.13)

jest jednocześnie rozwi ↪azaniem optymalnym zadania

lexmin {g(d−,d+) : x ∈ Q oraz (2.1)} (2.14)

o ile macierze wag W− = (w−ki)k=1,...,p;i=1,...,m i W+ = (w+
ki)k=1,...,p;i=1,...,m

spe lniaj ↪a nast ↪epuj ↪ac ↪a nierówność leksykograficzn ↪a

W− + W+ ≥lex 0 (2.15)

Tu i w dalszej cz ↪eści pracy przyjmujemy, że nierówność leksykograficzna zastowana
do macierzy oznacza uk lad nierówności leksykograficznych dla poszczególnych ko-
lumn macierzy. To znaczy, warunek (2.15) określa uk lad nierówności

W−
i + W+

i ≥lex 0 dla i = 1, 2, . . . ,m

gdzie W−
i = (w−ki)k=1,...,p i W+

i = (w+
ki)k=1,...,p oznaczaj ↪a i–te kolumny odpowied-

nich macierzy wag.

Twierdzenie 2.3 W przypadku funkcji osi ↪agni ↪ecia (2.11)–(2.12) z macierzami
wag spe lniaj ↪acymi nierówność (2.15) problemy (2.13) i (2.14) s ↪a sobie równoważne
w tym sensie, że wektor dopuszczalny x ∈ Q jest rozwi ↪azaniem optymalnym prob-
lemu (2.13) wtedy i tylko wtedy, gdy jest on rozwi ↪azaniem optymalnym problemu
(2.14).

Dowód. Wektor x jest dopuszczalny dla problemu (2.14) wtedy i tylko wtedy, gdy
jest dopuszczalny dla rozszerzonego problemu (2.13). Dok ladniej, każdemu wek-
torowi x dopuszczalnemu dla problemu (2.14) odpowiada zbiór (x,d−(t),d+(t))
rozwi ↪azań dopuszczalnych dla problemu (2.13), gdzie

d−i (t) = (ai−fi(x))++ti, d+
i (t) = (fi(x)−ai)++ti, t = (t1, t2, . . . , tm)T , ti ≥ 0

Obliczaj ↪ac funkcj ↪e osi ↪agni ↪ecia dla (x,d−(t),d+(t)) otrzymujemy
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W−d−(t) + W+d+(t) = W−(a− f(x))+ + W+(f(x)− a)+ + (W− + W+)t

Zatem, na mocy nierówności (2.15), g(d−(0),d+(0)) ≤lex g(d−(t),d+(t)), co do-
wodzi prawdziwości twierdzenia.

W rozważanych sformu lowaniach zadań programowania celowego wyst ↪epowa l
zbiór dopuszczalny Q. W typowych modelach programowania celowego (por. Igni-
zio, 1982) warunki dopuszczalności s ↪a traktowane jako pewne cele do osi ↪agni ↪ecia.
Zauważmy, że ograniczenia zbioru dopuszczalnego mog ↪a być interpretowane jako
wymagania, by pewne funkcje zmiennych decyzyjnych osi ↪aga ly określone wartości.
Funkcje te można interpretować jako dodatkowe funkcje oceny, a wymagane
wartości jako odpowiadaj ↪ace im cele. Każde ograniczenie jest zast ↪epowane
równaniem celowym z celem zdefiniowanym jako odpowiedni wspó lczynnik prawej
strony

fi(x) + d−i − d
+
i = ai

Dla każdego celu określa si ↪e odchylenia niedopuszczalne w jego realizacji. Maj ↪a one
być równe zeru, aby spe lnione by ly ograniczenia modelu. Dok ladniej, nierówności
fi(x) ≤ ai odpowiada niedopuszczalne odchylenie w gór ↪e d

+
i ; nierówności fi(x) ≥

ai odpowiada niedopuszczalne odchylenie w dó l d−i , a równaniu fi(x) = ai odpo-
wiadaj ↪a niedopuszczalne oba odchylenia d+

i i d−i .
Możliwe s ↪a dwa podej́scia do modelowania odchyleń niedopuszczalnych. Pierw-

sze z nich, nazywane technik ↪a celów absolutnych (Ignizio, 1976), wykorzystuje
leksykograficzn ↪a funkcj ↪e osi ↪agni ↪ecia. W tym podej́sciu sum ↪e wszystkich niedopusz-
czalnych odchyleń traktuje si ↪e jako skalarn ↪a funkcj ↪e osi ↪agni ↪ecia minimalizowan ↪a na
pierwszym (najwyższym) poziomie priorytetu. Pozwala to na elastyczne traktowa-
nie ograniczeń.

Technika celów absolutnych pozwala na unikni ↪ecie problemu dodatkowych ogra-
niczeń w leksykograficznym modelu PC. Jednakże zastosowanie tej techniki do
prostego ważonego modelu PC przekszta lca go w model leksykograficzny. W tej
sytuacji lepsze wydaje si ↪e drugie podej́scie, nazywane technik ↪a sztywnych celów. W
tym podej́sciu ż ↪ada si ↪e, by niedopuszczalne odchylenia by ly równe zeru i pomija si ↪e
je w matematycznym sformu lowaniu modelu. Technika sztywnych celów może być
używana zarówno do modelu leksykograficznego, jak i ważonego, nie naruszaj ↪ac ich
specyfiki. Pomijanie niektórych odchyleń powoduje jednak pewn ↪a nieregularność w
opisie modelu. Dlatego do rozważań teoretycznych, gdzie istotna jest jednorodność
opisu modelu, b ↪edziemy stosować odmienny sposób reprezentacji sztywnych celów.
Zamiast wymuszać zerowanie niedopuszczalnych odchyleń przez pomijanie odpo-
wiednich zmiennych stanu w modelu PC, ten sam efekt można osi ↪agnać nadaj ↪ac
wartość +∞ odpowiednim wspó lczynnikom wag. Zapewnia to regularn ↪a postać mo-
delu PC, a jedyna nieregularność jest zwi ↪azana z wyst ↪epowaniem nieskończonych
wspó lczynników. W dalszych rozważaniach przyjmujemy, że 0·∞ = 0 i 0·(−∞) = 0.

Typowe sformu lowanie leksykograficznego liniowego problemu PC jest nast ↪epu-
j ↪ace

wyznaczyć wektor x = (x1, x2, . . . , xn)T minimalizuj ↪acy leksykograficznie

g(d−,d+) = (g1(d−,d+), g2(d−,d+), . . . , gp(d
−,d+)) (2.16)

pod warunkiem, że



50 ROZDZIA L 2. PROGRAMOWANIE CELOWE

∑
j∈J

cijxj + d−i − d
+
i = bi dla i ∈ I (2.17)

x
>
= 0, d−

>
= 0, d+ >

= 0 (2.18)

gdzie

I = {1, 2, . . . ,m} zbiór indeksów funkcji oceny,

J = {1, 2, . . . , n} zbiór indeksów zmiennych decyzyjnych,

xj j–ta zmienna decyzyjna (strukturalna),

cij wspó lczynnik przy xj w i–tej funkcji oceny,

ai cel dla i–tej funkcji oceny,

d−i odchylenie w dó l dla i–tej funkcji oceny,

d+
i odchylenie w gór ↪e dla i–tej funkcji oceny,

gk(d−,d+) funkcja osi ↪agni ↪ecia postaci (2.12) minimalizowana dla prio-
rytetu k (k = 1, 2, . . . , p).

Wiele zastosowań praktycznych wymaga wprowadzenia tzw. celów przedzia-
 lowych (Romero, 1991). Standardowy cel dla funkcji oceny fi jest zdefiniowny
przez poziom aspiracji jako punkt ai. Cele przedzia lowe stanowi ↪a uogólnienie tak
określonego celu na przedzia l liczbowy [a−i ; a+

i ] z odchyleniami określonymi odpo-
wiednio jako d−i = (a−i −fi(x))+ i d+

i = (fi(x)−a+
i )+. Standardowe cele punktowe

wyst ↪epuj ↪a w modelu (2.16)–(2.18) jako prawe strony równań celowych (2.18). Dla
rozważań dopuszczaj ↪acych wyst ↪epowanie celów przedzia lowych wygodniej jest re-
prezentować cele jako ograniczenia na zmienne, podczas gdy prawe strony równań
celowych s ↪a równe zeru. Prowadzi to do innej postaci problemu PC, w której
zależności (2.17) i (2.18) s ↪a zast ↪apione nast ↪epuj ↪acymi∑

j∈J
cijxj + d−i − d

+
i = 0 dla i ∈ I (2.19)

b−j ≤ xj ≤ b
+
j dla j ∈ J (2.20)

d−
>
= 0, d+ >

= 0 (2.21)

gdzie pewne ograniczenia b+j i b−j mog ↪a przyjmować wartości odpowiednio ∞
lub −∞. Zauważmy, że dla dowolnego problemu PC zależności (2.17) i (2.18)
można zast ↪apić zależnościami (2.19)–(2.21). Na przyk lad wprowadzaj ↪ac dodatkowe
zmienne (logiczne), analogicznie jak w standardowych pakietach programowania li-
niowego (por. Ogryczak, 1989). Ilustruje to poniższy przyk lad.

Przyk lad 2.1. Rozpatrzmy liniowy model PC zdefiniowany przez liniowe funk-
cje oceny fi (i = 1, 2, . . . ,m) i odpowiadaj ↪ace im przedzia ly (lub punkty) satys-
fakcjonuj ↪acych wartości [a−i ; a+

i ]. Zmienne decyzyjne xj (j = 1, 2, . . . , n) musz ↪a
należeć do pewnych dopuszczalnych przedzia lów [b−j ; b+j ]. Model ten może być  la-
two sformu lowany w postaci (2.19)–(2.21). W tym celu przypisujemy każdej funkcji
fi zmienn ↪a logiczn ↪a yi w nast ↪epuj ↪acy sposób
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fi(x)− yi + d−i − d
+
i = 0 dla i = 1, 2, . . . ,m

b−j ≤ xj ≤ b
+
j dla j = 1, 2, . . . , n

a−i ≤ yi ≤ a
+
i dla i = 1, 2, . . . ,m

Otrzymujemy w ten sposób zależności w poż ↪adanej postaci z (n+m)–wymiarowym

wektorem zmiennych strukturalnych

(
x
y

)
i odpowiednimi wektorami ograniczeń(

b−

a−

)
,

(
b+

a+

)
. �

Dla u latwienia dyskusji teoretycznych, problem (2.16) i (2.19)–(2.21) b ↪edziemy
zapisywać w postaci macierzowej

wyznaczyć wektor x minimalizuj ↪acy leksykograficznie

[(w−1 d− + w+
1 d+), . . . , (w−p d− + w+

p d+)]T = W−d− + W+d+ (2.22)

pod warunkiem, że

Cx + d− − d+ = 0 (2.23)

b−
<
= x

<
= b+ (2.24)

d−
>
= 0, d+ >

= 0 (2.25)

gdzie

w−k wektor wiersz wymiaru 1×m jest wektorem wag zmiennych odchyleń w
dó l dla priorytetu k,

w+
k wektor wiersz wymiaru 1×m jest wektorem wag zmiennych odchyleń w

gór ↪e dla priorytetu k,

W− macierz wymiaru p×m sk ladaj ↪aca si ↪e z wierszy w−k ,

W+ macierz wymiaru p×m sk ladaj ↪aca si ↪e z wierszy w+
k ,

C macierz wspó lczynników wymiaru m× n,

b− wektor kolumna wymiaru n × 1 jest wektorem dolnych ograniczeń na
zmienne decyzyjne,

b+ wektor kolumna wymiaru n × 1 jest wektorem górnych ograniczeń na
zmienne decyzyjne,

x wektor kolumna wymiaru n× 1 jest wektorem zmiennych decyzyjnych,

d− wektor kolumna wymiaru m × 1 jest wektorem zmiennych odchyleń w
dó l,

d+ wektor kolumna wymiaru m × 1 jest wektorem zmiennych odchyleń w
gór ↪e.

Zgodnie z wcześniejszymi ustaleniami, dla niektórych wspó lczynników w mo-
delu (2.22)–(2.25) dopuszczamy nieskończone wartości. Dok ladniej, mog ↪a to być
nast ↪epuj ↪ace wspó lczynniki:

10 b−j = −∞ (xj jest nieograniczone z do lu),
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20 b+j = +∞ (xj jest nieograniczone z góry),

30 w−1i = w−2i = . . . = w−pi = +∞ (d−i = 0, niedopuszczalne jest odchylenie w dó l
dla celu i),

40 w+
1i = w+

2i = . . . = w+
pi = +∞ (d+

i = 0, niedopuszczalne jest odchylenie w gór ↪e
dla celu i).

Zauważmy, że jeśli wspó lczynniki wag nie spe lniaj ↪a nierówności (2.15), to prob-
lem (2.22)–(2.25) jest nieograniczony. Podobnie, nie ma powodów do rozpatrywania
modelu PC nie spe lniaj ↪acego nierówności

b+ − b−
>
= 0 (2.26)

Problemy nie spe lniaj ↪ace tej nierówności s ↪a jawnie sprzeczne. O problemie PC, dla
którego spe lnione s ↪a obie nierówności (2.15) i (2.26), mówimy, że jest problemem
dobrze postawionym i dalej b ↪edziemy si ↪e zajmować tylko takimi problemami.

2.2 Symetryczna teoria dualności

Ważn ↪a zalet ↪a programowania celowego jest możliwość rozwini ↪ecia kompletnej
teorii dualności dla liniowych (ważonych i leksykograficznych) modeli programowa-
nia celowego i wykorzystania jej do analizy wrażliwości rozwi ↪azania. W tym podroz-
dziale przedstawiamy symetryczn ↪a teori ↪e dualności liniowych zadań programowa-
nia celowego (Ogryczak, 1988), w której zadanie dualne do zadania programowania
celowego jest też zadaniem programowaniem celowego. Dla pary dualnych zadań
programowania celowego wyprowadzimy odpowiedniki klasycznych zależności dual-
nych w programowaniu liniowym,  l ↪acznie z w lasności ↪a punktu siod lowego i wzorami
na wartości krańcowe.

Dla uproszczenia zapisu pos lużymy si ↪e jawn ↪a postaci ↪a odchyleń w modelu PC.
To znaczy, zast ↪apimy d− i d+ odpowiednio przez (−Cx)+ i (Cx)+, gdzie ope-
rator (.)+ zastosowany do wektora dzia la na wszystkich wspó lrz ↪ednych wektora.
Sformu lujmy pierwotny problem PC wyrażony wzorami (2.22)–(2.25) jako prob-
lem leksykograficzny

PPC : lexmin {W−(−Cx)+ + W+(Cx)+ : b−
<
= x

<
= b+} (2.27)

Wektor x nazywamy dopuszczalnym dla pierwotnego problemu PC, jeśli spe lnia

nierówność b−
<
= x

<
= b+. Dopuszczalny wektor x0 nazywamy optymal-

nym, jeśli minimalizuje leksykograficznie wektorow ↪a funkcj ↪e osi ↪agni ↪ecia h(x) =
W−(−Cx)+ + W+(Cx)+ na ca lym zbiorze dopuszczalnym, to znaczy

W−(−Cx0)+ + W+(Cx0)+ ≤lex W−(−Cx)+ + W+(Cx)+

dla dowolnego dopuszczalnego x. Na mocy twierdzenia 2.3 dobrze postawiony
problem (2.22)–(2.25) jest równoważny problemowi (2.27). Problem (2.22)–(2.25)
b ↪edziemy traktowali jako rozszerzon ↪a postać pierwotnego problemu PC (2.27).

Zauważmy, że funkcj ↪e osi ↪agni ↪ecia problemu PPC (2.27) można wyrazić nast ↪e-
puj ↪aco
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h(x) = W−(−Cx)+ + W+(Cx)+ =

=
1

2
(W− + W+)|Cx|+ 1

2
(W− −W+)(−Cx)+ +

1

2
(W+ −W−)(Cx)+ =

=
1

2
(W− + W+)|Cx|+ 1

2
(W+ −W−)Cx

gdzie operator modu lu jest rozumiany jako operacja po wspó lrz ↪ednych. Zatem,
jeżeli spe lniona jest nierówność (2.15), to dla dowolnych x′, x′′ i α1, α2 ≥ 0,
α1 + α2 = 1

h(α1x
′ + α2x

′′) ≤lex α1h(x′) + α2h(x′′)

czyli funkcja osi ↪agni ↪ecia jest leksykograficznie wypuk la. Co za tym idzie, leksyko-
graficzne minimum lokalne funkcji osi ↪agni ↪ecia jest również jej minimum globalnym.

Rozpatrzmy najpierw ważony problem PC, czyli przypadek problemu PC ze
skalarn ↪a funkcj ↪a osi ↪agni ↪ecia (tzn. p = 1). Każdy ważony problem PC można
sformu lować jako problem programowania liniowego ze specjaln ↪a struktur ↪a macie-
rzy ograniczeń. Zatem zgodnie z teori ↪a dualności programowania liniowego możemy
zdefiniować dualny skalarny problem PC.

Pierwotny skalarny problem PC ma postać

min {w−(−Cx)+ + w+(Cx)+ : b−
<
= x

<
= b+} (2.28)

gdzie w− = w−1 i w+ = w+
1 s ↪a wierszami wspó lczynników wag. Problem ten

można również zapisać w rozwini ↪etej postaci jako pierwotny problem programowa-
nia liniowego

wyznaczyć wektor x minimalizuj ↪acy

w−d− + w+d+

pod warunkiem, że s ↪a spe lnione zależności (2.23), (2.24) i (2.25).

Odpowiedni problem dualny ma wtedy postać

wyznaczyć wektor x maksymalizuj ↪acy

v−b− − v+b+ (2.29)

pod warunkiem, że

uC + v− − v+ = 0 (2.30)

−w+ <
= u

<
= w− (2.31)

v−
>
= 0, v+ >

= 0 (2.32)

gdzie

u wektor wiersz wymiaru 1 ×m jest wektorem dualnych zmiennych struk-
turalnych,

v− wektor wiersz wymiaru 1×n jest wektorem dualnych zmiennych odchyleń
w dó l,

v+ wektor wiersz wymiaru 1×n jest wektorem dualnych zmiennych odchyleń
w gór ↪e.
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Problem (2.29)–(2.32) ma szczególn ↪a struktur ↪e problemu programowania celo-
wego, a dok ladniej jest to rozwini ↪eta postać problemu PC

max {(−uC)+b− − (uC)+b+ : −w+ <
= u

<
= w−} (2.33)

 Latwo sprawdzić, że ten problem jest dobrze postawiony wtedy, gdy pierwotny
problem PC (2.28) jest dobrze postawiony. Problem (2.33) b ↪edziemy nazywać
problemem dualnym do pierwotnego problemu (2.28).

Korzystaj ↪ac z teorii dualności dla programowania liniowego, możemy ustalić
zależności pomi ↪edzy pierwotnym (2.28) i dualnym (2.33) problemem PC. Wszyst-
kie przedstawione tu twierdzenia, z wyj ↪atkiem twierdzenia 2.4 i jednego punktu w
twierdzeniu 2.6, wynikaj ↪a bezpośrednio z teorii dualności w programowaniu linio-
wym, zastosowanej do rozwini ↪etej postaci pierwotnego i dualnego problemu PC. Z
tego powodu ich dowody zostan ↪a pomini ↪ete.

Twierdzenie 2.4 Jeżeli x jest dopuszczalny dla pierwotnego problemu PC i u jest
dopuszczalny dla dualnego problemu PC, to jest spe lniona nast ↪epuj ↪aca nierówność

w−(−Cx)+ + w+(Cx)+
>
= −uCx

>
= (−uC)+b− − (uC)+b+

Dowód.
w−(−Cx)+ + w+(Cx)+

>
= u(−Cx)+ − u(Cx)+ = −uCx =

= (−uC)+x− (uC)+x
>
= (−uC)+b− − (uC)+b+

Twierdzenie 2.5 Jeżeli jeden z problemów PC, pierwotny lub dualny ma skoń-
czone rozwi ↪azanie optymalne, to drugi problem także ma skończone rozwi ↪azanie
optymalne, a optymalne wartości funkcji osi ↪agni ↪ecia s ↪a sobie równe.

Liniowy problem PC zazwyczaj ma rozwi ↪azanie. Szczególnie, gdy spe lnione
s ↪a dodatkowe warunki (2.15) i (2.26). Ta w lasność dotyczy jednak problemów, w
których wyst ↪epuj ↪a tylko skończone wspó lczynniki danych.

Wniosek 2.1 Jeżeli wszystkie wspó lczynniki danych s ↪a skończone, to zarówno
pierwotny jak i dualny problem PC maj ↪a skończone rozwi ↪azania optymalne, a opty-
malne wartości funkcji osi ↪agni ↪ecia s ↪a sobie równe.

Twierdzenie 2.6 Nast ↪epuj ↪ace warunki s ↪a równoważne:
10 x0 jest rozwi ↪azaniem optymalnym pierwotnego problemu PC i u0 jest rozwi ↪aza-

niem optymalnym problemu dualnego;

20 x0 i u0 s ↪a dopuszczalne dla odpowiednich problemów PC, a wartości funkcji
osi ↪agni ↪ecia s ↪a skończone i równe −u0Cx0, to znaczy

w−(−Cx0)+ + w+(Cx0)+ = (−uC0)+b− − (uC0)+b+ = −u0Cx0

30 x0 i u0 s ↪a dopuszczalne dla odpowiednich problemów PC oraz s ↪a spe lnione wa-
runki komplementarności

(u0 + w+)(Cx0)+ = 0 (2.34)

(w− − u0)(−Cx0)+ = 0 (2.35)

(−u0C)+(x0 − b−) = 0 (2.36)

(u0C)+(b+ − x0) = 0 (2.37)
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40 para (x0,u0) jest punktem siod lowym funkcji

L(x,u) = (w− − u)(−Cx)+ + (w+ + u)(Cx)+ − (−uC)+(x− b−) +

+ (uC)+(b+ − x)− uCx

to znaczy, L(x0,u) ≤ L(x0,u0) ≤ L(x,u0) dla dowolnych x ∈ Rn i u ∈ Rm;

50 x0 i u0 s ↪a dopuszczalne dla odpowiednich problemów PC, a para (x0,u0) jest
punktem siod lowym funkcji L̄(x,u) = −uCx na iloczynie kartezjańskim zbiorów
dopuszczalnych, to znaczy, −uCx0 ≤ −u0Cx0 ≤ −u0Cx dla dowolnych do-
puszczalnych x oraz u.

Dowód. Warunki 10, 30 oraz 40 s ↪a równoważne na mocy teorii dualności progra-
mowania liniowego. Równoważność warunków 10 i 20 wynika z twierdzeń 2.4 i 2.5.
Zatem wystarczy pokazać równoważność warunków 30 i 50.

Warunki (2.34) i (2.35) s ↪a równoważne warunkom

(−u0C)+(x0 − x) ≤ 0 oraz (u0C)+(x− x0) ≤ 0

dla dowolnego dopuszczalnego x, czyli warunkowi

−u0Cx0 ≤ −u0Cx dla dowolnego dopuszczalnego x

Analogicznie można udowodnić, że warunek

−uCx0 ≤ −u0Cx0 dla dowolnego dopuszczalnego u

jest równoważny warunkom (2.36) i (2.37), co kończy dowód.

W programowaniu liniowym rozwi ↪azanie zadania dualnego może być wykorzy-
stane do analizy wrażliwości zadania na zaburzenia danych. Dok ladniej, znaj ↪ac
rozwi ↪azanie dualne, można obliczyć tak zwane wartości krańcowe (marginalne) dla
różnych zaburzeń danych. Wartości krańcowe s ↪a definiowane jako pochodne kie-
runkowe

z′∆H(H) = lim
α→0+

z(H + α∆H)− z(H)

α

wartości optymalnej z (rozpatrywanej jako funkcja danych H) w kierunku zabu-
rzeń danych ∆H. Wartości krańcowe można obliczać stosuj ↪ac wzór Millsa (patrz
Mills, 1956; Williams, 1963). Najszerzej wykorzystuje si ↪e analiz ↪e zaburzeń wektora
prawych stron.

W programowaniu celowym można przeprowadzać podobn ↪a analiz ↪e. Jednakże
w pierwotnym problemie PC wektor prawych stron jest strukturalnie równy zeru.
Bardziej interesuj ↪ace jest tu badanie zaburzeń wektorów prostych ograniczeń na
zmienne, jako że definiuj ↪a one poziomy aspiracji dla poszczególnych funkcji oceny.
Oczywíscie, rozpatrujemy tylko zaburzenia danych skończonych. Twierdzenie 2.7
określa efekty zaburzeń prostych ograniczeń na zmienne.

Twierdzenie 2.7 Niech Je b ↪edzie zbiorem równościowych prostych ograniczeń na
zmienne, to znaczy Je = {j ∈ J : b−j = b+j }. Jeżeli pierwotny problem PC ma

skończone rozwi ↪azanie optymalne oraz wszystkie wspó lczynniki wag w−i i w+
i s ↪a

skończone, to istnieje α0 > 0 takie, że zaburzony problem PC
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min {w−(−Cx)+ + w+(Cx)+ : b− + ∆b−
<
= x

<
= b+ + ∆b+}

ma rozwi ↪azanie, gdy

|∆b−j | < α0 i |∆b+j | < α0 dla j ∈ J \ Je i ∆b−j ≤ ∆b+j dla j ∈ Je
Odpowiednie wartości krańcowe określa wzór

z′(∆b−,∆b+) = max
u∈S∗

[(−uC)+∆b− − (uC)+∆b+] (2.38)

gdzie S∗ jest zbiorem optymalnym dualnego problemu PC.

Typowa analiza postoptymalizacyjna polega na obliczaniu wartości krańcowych
dla zaburzeń pojedynczych wspó lczynników danych. W pierwotnych problemach
PC można rozpatrywać trzy rodzaje zaburzeń prostego ograniczenia na zmienn ↪a:

10 zaburzenie dolnego ograniczenia b̃−j = b−j + α dla j ∈ Jd,
gdzie Jd = {j ∈ J : −∞ < b−j < b+j }

20 zaburzenie górnego ograniczenia b̃+j = b+j + α dla j ∈ Jg,
gdzie Jg = {j ∈ J : b−j < b+j < +∞}

30 zaburzenie ograniczenia równościowego (b−j = b+j = bj) b̃
−
j = b̃+j = bj + α dla

j ∈ Je

Uwzgl ↪edniaj ↪ac we wzorze (2.38) dodatnie lub ujemne zaburzenia prostego ogra-
niczenia na zmienn ↪a otrzymujemy nast ↪epuj ↪ace wartości krańcowe:

10 z′
(+b−j )

= max
u∈S∗

(−uCj)+, z′
(−b−j )

= max
u∈S∗

−(−uCj)+ dla j ∈ Jd;

20 z′
(+b+j )

= max
u∈S∗

−(uCj)+, z′
(−b+j )

= max
u∈S∗

(uCj)+ dla j ∈ Jg;

30 z′(+bj) = max
u∈S∗

−uCj , z′(−bj) = max
u∈S∗

uCj dla j ∈ Je

gdzie Cj oznacza j–t ↪a kolumn ↪e macierzy C.
Zauważmy, że pewne wspó lczynniki ograniczeń b−j i b+j zwykle reprezentuj ↪a

poziomy aspiracji dla funkcji oceny (patrz przyk lad 2.1). Odpowiednia kolumna
Cj jest wtedy równa minus wersorowi jednostkowemu −ej . Zatem niektóre
wspó lczynniki wektora dualnego u s ↪a cenami dualnymi dla odpowiednich celów.

Wniosek 2.2 Jeżeli w pierwotnym problemie PC wyst ↪epuje zmienna logiczna
zwi ↪azana z funkcj ↪a oceny fi, to wartości krańcowe dla zaburzenia odpowiedniego
celu [a−i ; a+

i ] s ↪a dane wzorami:

10 z′
(+a−i )

= max
u∈S∗

(ui)+ i z′
(−a−i )

= max
u∈S∗

−(ui)+, odpowiednio dla dodatniego i

ujemnego zaburzenia dolnego poziomu aspiracji a−i ;

20 z′
(+a+i )

= max
u∈S∗

−(−ui)+ i z′
(−a+i )

= max
u∈S∗

(−ui)+, odpowiednio dla dodat-

niego i ujemnego zaburzenia górnego poziomu aspiracji a+
i ;

30 z′(+ai) = max
u∈S∗

ui i z′(−ai) = max
u∈S∗

−ui, odpowiednio dla dodatniego i ujem-

nego zaburzenia poziomu aspiracji ai = a−i = a+
i .
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Można również badać zaburzenia wspó lczynników funkcji oceny cij . W roz-
wini ↪etej postaci problemu PC macierz C stanowi cz ↪eść macierzy ograniczeń. Dla-
tego też, na mocy teorii stabilności programowania liniowego (Williams, 1963),
wymagana jest regularność problemu (ograniczoność zbioru rozwi ↪azań dopuszczal-
nych). Z drugiej strony, ze specyfiki sformu lowania problemu PC wynika, że nie
potrzeba żadnych za lożeń dodatkowych, gdy wszystkie wspó lczynniki danych maj ↪a
wartości skończone. Twierdzenie 2.8 określa efekty zaburzeń danych pierwotnego
problemu PC.

Twierdzenie 2.8 Jeżeli wszystkie wspó lczynniki danych maj ↪a wartości skończone,
to zaburzony problem PC

min {w−[−(C + Γ)x]+ + w+[(C + Γ)x]+ : b−
<
= x

<
= b+}

ma rozwi ↪azanie dla dowolnej macierzy zaburzeń Γ wymiaru m× n, a odpowiedni ↪a
wartość krańcow ↪a określa wzór

z′Γ = max
u∈S∗

min
x∈S

−uΓx (2.39)

gdzie S i S∗ s ↪a zbiorami optymalnymi problemów PC odpowiednio pierwotnego i
dualnego.

Obliczaj ↪ac wartość krańcow ↪a dla zaburzenia pojedynczego wspó lczynnika cij
otrzymujemy

z′(+cij) = max
u∈S∗

min
x∈S

−uixj oraz z′(−cij) = max
u∈S∗

min
x∈S

uixj

odpowiednio dla dodatniego i ujemnego zaburzenia.
Wyniki rozważań dla przypadku skalarnego mog ↪a być rozszerzone na ogólne

leksykograficzne liniowe problemy PC poprzez wykorzystanie koncepcji wielowy-
miarowego problemu dualnego (Ignizio, 1976, 1984; Isermann, 1982). Wielowymia-
rowy problem dualny otrzymuje si ↪e zast ↪epuj ↪ac w problemie skalarnym zmienne ui
p–wymiarowymi wektorami (kolumnami) Ui. Wszystkie nierówności skalarne s ↪a
wtedy zast ↪epowane nierównościami leksykograficznymi.

Dla danego leksykograficznego problemu PC (patrz (2.27))

PPC : lexmin {W−(−Cx)+ + W+(Cx)+ : b−
<
= x

<
= b+}

problem dualny można zapisać w postaci wielowymiarowego problemu PC

DPC : lexmax {(−UC)Lb− − (UC)Lb+ : −W+ ≤lex U ≤lex W−} (2.40)

gdzie U jest macierz ↪a zmiennych dualnych, wymiaru p × m, a każdy jej wiersz
uk (k = 1, 2, . . . , p) jest zwi ↪azany z priorytetem k. Operator (.)L oznacza lek-
sykograficznie nieujemn ↪a cz ↪eść wektora kolumny. Zastosowany do macierzy (lub
wektora wiersza) odnosi si ↪e do poszczególnych kolumn macierzy. Postać rozwini ↪et ↪a
problemu DPC zapisuje si ↪e jako

wyznaczyć wektor x maksymalizuj ↪acy

V−b− −V+b+ (2.41)

pod warunkiem, że

UC + V− −V+ = 0 (2.42)

−W+ ≤lex U ≤lex W− (2.43)

V− ≥lex 0, V+ ≥lex 0 (2.44)
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gdzie

U macierz wymiaru (p ×m) jest macierz ↪a dualnych zmiennych struktural-
nych,

V− macierz wymiaru (p ×m) jest macierz ↪a dualnych zmiennych odchyleń w
dó l,

V+ macierz wymiaru (p ×m) jest macierz ↪a dualnych zmiennych odchyleń w
gór ↪e.

Podobnie jak w przypadku skalarnym, leksykograficzny problem dualny PC jest
(wielowymiarowym) dobrze postawionym problemem PC, jeśli s ↪a spe lnione warunki
(2.15) i (2.26).

Twierdzenie 2.9 Wektorowa funkcja osi ↪agni ↪ecia w wielowymiarowym dualnym
problemie PC jest leksykograficznie wypuk la, to znaczy

h∗(α1U
′ + α2U

′′) ≥lex α1h
∗(U′) + α2h

∗(U′′) (2.45)

dla dowolnych U′, U′′ oraz α1, α2 ≥ 0, α1 + α2 = 1.

Dowód. Dualn ↪a funkcj ↪e osi ↪agni ↪ecia można zapisać jako

h∗(U) = (−UC)Lb− − (UC)Lb+ =

=
1

2
[(−UC)L + (UC)L](b− − b+)− 1

2
UC(b+ + b−)

Z (2.27) wynika nierówność

{[−(α1U
′ + α2U

′′)C]L + [(α1U
′ + α2U

′′)C]L}(b− − b+) ≥lex

≥lex α1[(−U′C)L + (U′C)L](b− − b+) + α2[(−U′′C)L + (U′′C)L](b− − b+)

dla dowolnych U′, U′′ oraz α1, α2 ≥ 0, α1 + α2 = 1. St ↪ad wynika nierówność
(2.45).

Wniosek 2.3 Zbiór optymalny wielowymiarowego dualnego problemu PC jest wy-
puk ly.

Pierwotny leksykograficzny problem PC i wielowymiarowy dualny problem PC
spe lniaj ↪a wszystkie typowe zależności dualności. Dok ladniej, istniej ↪a leksykogra-
ficzne odpowiedniki podstawowych zależności teorii dualności programowania linio-
wego.

Twierdzenie 2.10 Jeżeli x jest dopuszczalny dla pierwotnego leksykograficznego
problemu PC, a U jest dopuszczalny dla wielowymiarowego dualnego problemu PC,
to jest spe lniona nast ↪epuj ↪aca nierówność

W−(−Cx)+ + W+(Cx)+ ≥lex −UCx ≥lex (−UC)Lb− − (UC)Lb+
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Dowód.
W−(−Cx)+ + W+(Cx)+ ≥lex U(−Cx)+ −U(Cx)+ =
= U[(−Cx)+ − (Cx)+] = −UCx = [(−UC)L − (UC)L]x =
= (−UC)Lx− (UC)Lx ≥lex (−UC)Lb− − (UC)Lb+

Nast ↪epne twierdzenie rozszerza warunki komplementarności (2.34)–(2.37) na
leksykograficzny problem dualny i jednocześnie objaśnia wielowymiarow ↪a struktur ↪e
tego problemu.

Twierdzenie 2.11 Jeżeli x0 jest rozwi ↪azaniem optymalnym pierwotnego leksyko-
graficznego problemu PC, a U0 jest rozwi ↪azaniem optymalnym wielowymiarowego
dualnego problemu PC, to

(U0 + W+)(Cx0)+ = 0 (2.46)

(W− −U0)(−Cx0)+ = 0 (2.47)

(−U0C)L(x0 − b−) = 0 (2.48)

(U0C)L(b+ − x0) = 0 (2.49)

i k–ty wiersz U0 (k = 1, 2, . . . , p) jest rozwi ↪azaniem dualnym dla podproblemu
pierwotnego problemu PC rozwi ↪azywanego dla priorytetu k

Pk : min {w−k (−Cx)+ + w+
k (Cx)+ : b−

<
= x

<
= b+, x ∈ Sk−1} (2.50)

gdzie Sk−1 jest zbiorem optymalnym problemu Pk−1.

Dowód. Indukcyjny ze wzgl ↪edu na p. Zauważmy, że twierdzenie jest prawdziwe
dla skalarnych problemów PC (p = 1). Za lóżmy, że jest prawdziwe dla p = r.

Dla k = r + 1 problem (2.50) ma postać

Pr+1 : min {w−r+1(−Cx)+ + w+
r+1(Cx)+ : b−

<
= x

<
= b+, x ∈ Sr}

Podobnie, (r+ 1)–wymiarowy problem dualny PC można wyrazić w postaci prob-
lemu jednokryterialnego

wyznaczyć wektor ur+1 i macierz U(r) minimalizuj ↪ace

eTr+1

[(
−U(r)

−ur+1

)
C

]
L

b− − eTr+1

[(
U(r)

ur+1

)
C

]
L

b+

pod warunkiem, że

−
(

(W+)(r)

w+
r+1

)
≤lex

(
U(r)

ur+1

)
≤lex

(
(W−)(r)

w−r+1

)
, U(r) ∈ S∗r

gdzie er+1 oznacza (r+1)–szy wersor, S∗r zbiór optymalny r–wymiarowego dualnego
problemu PC, (W+)(r), U(r), (W−)(r) s ↪a r–wierszowymi cz ↪eściami odpowiednich
macierzy. Ten problem można rozwi ↪azać w dwóch etapach:

10 wyznaczyć wektor ūr+1 b ↪ed ↪acy rozwi ↪azaniem optymalnym skalarnego problemu



60 ROZDZIA L 2. PROGRAMOWANIE CELOWE

Dr+1 : max {
∑

j∈J0
r∪Jr

(−ur+1Cj)+b
−
j +

∑
j∈Jr

(−ur+1Cj)+b
+
j +

+
∑

j∈J0
r∪Jr

(ur+1Cj)+b
+
j −

∑
j∈Jr

(ur+1Cj)+b
−
j :

ur+1,i ≥ −w+
r+1,i dla i ∈ Ird ,

ur+1,i ≤ w−r+1,i dla i ∈ Irg}

gdzie

Jr0 = {j ∈ J : U(r)Cj = 0 dla wszystkich U(r) ∈ S∗r}
Jr+ = {j ∈ J : U(r)Cj >lex 0 dla pewnego U(r) ∈ S∗r}
Jr− = {j ∈ J : U(r)Cj <lex 0 dla pewnego U(r) ∈ S∗r}
Ird = {i ∈ I : U

(r)
i = −(W+

i )(r) dla wszystkich U(r) ∈ S∗r}
Irg = {i ∈ I : U

(r)
i = (W−

i )(r) dla wszystkich U(r) ∈ S∗r}

20 wybrać Ū(r) ∈ S∗r taki, że

−(W+
i )(r) <lex Ū

(r)
i gdy ūr+1,i < −w+

r+1,i

Ū
(r)
i <lex (W−

i )(r) gdy ūr+1,i > w−r+1,i

(taki Ū(r) zawsze istnieje ponieważ zbiór S∗r jest wypuk ly).

Z za lożenia indukcyjnego wynika, że problem Pk+1 można zapisać w postaci

min {w̄−r+1(−Cx)+ + w̄+
r+1(Cx)+ : b−j ≤ xj ≤ b

+
j dla j ∈ Jr0 ,

b−j ≤ xj ≤ b
−
j dla j ∈ Jr−,

b+j ≤ xj ≤ b
+
j dla j ∈ Jr+}

gdzie

w̄−r+1,i =

{
w−r+1,i dla i ∈ Irg
+∞ dla i 6∈ Irg

, w̄+
r+1,i =

{
w+
r+1,i dla i ∈ Ird

+∞ dla i 6∈ Ird

Teraz już  latwo sprawdzić, że problemy Pr+1 i Dr+1 s ↪a problemami PC odpo-
wiednio pierwotnym i dualnym. Tak wi ↪ec, zgodnie z teori ↪a dualności dla skalarnych
problemów PC, ūr+1 jest rozwi ↪azaniem dualnym pierwotnego podproblemu PC dla
priorytetu r + 1, a co za tym idzie, twierdzenie jest prawdziwe dla p = r + 1.

Wniosek 2.4 Jeżeli jeden z problemów PC, leksykograficzny pierwotny lub wielo-
wymiarowy dualny, ma skończone rozwi ↪azanie optymalne, to drugi problem również
ma skończone rozwi ↪azanie optymalne.

Wniosek 2.5 Jeżeli wszystkie wspó lczynniki danych s ↪a skończone, to zarówno lek-
sykograficzny pierwotny problem PC, jak i wielowymiarowy dualny problem PC
maj ↪a skończone rozwi ↪azania optymalne oraz odpowiednie wektory wartości funk-
cji osi ↪agni ↪ecia s ↪a sobie równe.



2.2. SYMETRYCZNA TEORIA DUALNOŚCI 61

Nast ↪epne twierdzenie jest posumowaniem warunków optymalności. Wszystkie
typowe warunki optymalności dla problemów programowania liniowego maj ↪a tu
swoje odpowiedniki, w l ↪acznie z w lasności ↪a punktu siod lowego.

Twierdzenie 2.12 Nast ↪epuj ↪ace warunki s ↪a równoważne:

10 x0 jest rozwi ↪azaniem optymalnym leksykograficznego pierwotnego problemu PC
oraz U0 jest rozwi ↪azaniem optymalnym wielowymiarowego dualnego problemu
PC;

20 x0 i U0 s ↪a dopuszczalne, a odpowiednie wektory wartości funkcji osi ↪agni ↪ecia s ↪a
skończone i równe −U0Cx0, to znaczy

W−(−Cx0)+ + W+(Cx0)+ = (−U0C)Lb− − (U0C)Lb+ = −U0Cx0

30 x0 i U0 s ↪a dopuszczalne oraz spe lnione s ↪a warunki komplementarności (2.46)–
(2.49);

40 para (x0,U0) jest leksykograficznym punktem siod lowym funkcji wektorowej

L(x,U) = (W− −U)(−Cx)+ + (U + W+)(Cx)+ − (−UC)L(x− b−) +

+ (UC)L(b+ − x)−UCx

to znaczy
L(x0,U) ≤lex L(x0,U0) ≤lex L(x,U0) (2.51)

dla dowolnych x ∈ Rn i U ∈ Rp ×Rm;

50 x0 i U0 s ↪a dopuszczalne oraz para (x0,U0) jest leksykograficznym punktem
siod lowym funkcji wektorowej L̄(x,U) = −UCx, to znaczy

−UCx0 ≤lex −U0Cx0 ≤lex −U0Cx (2.52)

dla dowolnych dopuszczalnych x i U.

Dowód. Twierdzenie zostanie udowodnione poprzez wykazanie implikacji 20 ⇒
10 ⇒ 30 ⇒ 40 ⇒ 20 i równoważności 30 ⇔ 50.

20 ⇒ 10 : Z twierdzenia 2.10 ta implikacja jest oczywista.

10 ⇒ 30 : Ta implikacja wynika z twierdzenia 2.11.

30 ⇒ 40 : Z warunków (2.46) i (2.47) wynika

L(x0,U0) = −(−U0C)L(x0 − b−)− (U0C)L(b+ − x0)−U0Cx0

Zatem dla dowolnego x

L(x0,U0) = (−U0C)Lb− − (U0C)Lb+ =

= −(−U0C)L(x0 − b−)− (U0C)L(b+ − x0)−U0Cx0) ≤lex
≤lex (W− −U0)(−Cx)+ + (U0 + W+)(Cx)+ +

−(−U0C)L(x− b−)− (U0C)L(b+ − x)−U0Cx = L(x,U0)

Podobnie, z warunków (2.48) i (2.49) wynika

L(x0,U0) = (W− −U0)(−Cx0)+ + (U0 + W+)(Cx0)+ −U0Cx
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Zatem dla dowolnego U

L(x0,U0) = W−(−Cx0)+ + W+(Cx0)+ =

= (W− −U)(−Cx0)+ + (U + W+)(Cx0)+ −UCx0 ≥lex
≥lex (W− −U)(−Cx0)+ + (U + W+)(Cx0)+ +

−(−UC)L(x0 − b−)− (UC)L(b+ − x0)−UCx0 = L(x0,U)

40 ⇒ 20 : Praw ↪a nierówność warunku (2.51) można zapisać jako

(−U0C)Lb− − (U0C)Lb+ ≤lex (W− −U0)(−Cx)+ + (U0 + W+)(Cx)+ +

+(−U0C)Lb− − (U0C)Lb+

Tak wi ↪ec, dla dowolnego wektora x s ↪a spe lnione nast ↪epuj ↪ace nierówności

(W− −U0)(−Cx)+ ≥lex 0 oraz (U0 + W+)(Cx)+ ≥lex 0

Zatem −W+ ≤lex U0 ≤lex W−, czyli U0 jest rozwi ↪azaniem dopuszczalnym dla
problemu dualnego.

Rozpatrzmy teraz lew ↪a nierówność w warunku (2.51). Można j ↪a zapisać w
postaci

W−(−Cx0)+ + W+(Cx0)+ − (−UC)L(x0 − b−)− (UC)L(b+ − x0) ≤lex
≤lex W−(−Cx0)+ + W+(Cx0)+

St ↪ad, dla dowolnej macierzy U s ↪a prawdziwe nast ↪epuj ↪ace nierówności

(−UC)L(x0 − b−) ≥lex 0 oraz (UC)L(b+ − x0) ≥lex 0

Zatem b−
<
= x0 <

= b+, czyli x0 jest rozwi ↪azaniem dopuszczalnym dla problemu
pierwotnego.
Co wi ↪ecej, z nierówności (2.51) wynika

(−U0C)Lb−−(U0C)Lb+ = L(0,U0) ≥lex L(x0,0) = W−(−Cx0)++W+(Cx0)+

co zgodnie z twierdzeniem 2.10 daje 20.

30 ⇔ 50 : Warunki (2.46) i (2.47) s ↪a równoważne nast ↪epuj ↪acym

(−U0C)L(x0 − x) ≤lex 0 i (U0C)L(x− x0) ≤lex 0

dla dowolnego dopuszczalnego x. Te warunki s ↪a zaś równoważne warunkowi

−U0Cx0 ≤lex −U0Cx dla dowolnego dopuszczalnego x.

Analogicznie można pokazać, że warunki (2.46) i (2.47) s ↪a równoważne nierówności

−UCx0 ≤lex −U0Cx0 dla dowolnego dopuszczalnego U.

Warunki komplementarności w programowaniu liniowym interpretuje si ↪e zwykle
jako implikacje: “jeżeli zmienna w jednym problemie przyjmuje wartość dodatni ↪a,
to odpowiadaj ↪ace jej ograniczenie w drugim problemie jest aktywne” oraz “jeżeli
ograniczenie w jednym problemie nie jest aktywne, to odpowiadaj ↪aca mu zmienna
w drugim problemie przyjmuje wartość zero”. Wniosek 2.6 formu luje warunki
komplementarności (2.46)–(2.49) w postaci tego typu implikacji.
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Wniosek 2.6 Jeżeli x0 i U0 s ↪a rozwi ↪azaniami optymalnymi problemów PC, odpo-
wiednio leksykograficznego pierwotnego i wielowymiarowego dualnego, to prawdziwe
s ↪a nast ↪epuj ↪ace implikacje:

U0
i >lex −W+

i ⇒ cix
0 ≤ 0

cix
0 > 0 ⇒ U0

i = −W+
i

U0
i <lex W−

i ⇒ cix
0 ≥ 0

cix
0 < 0 ⇒ U0

i = W−
i

x0
i > b−j ⇒ U0Cj ≥lex 0

U0Cj <lex 0 ⇒ x0
j = b−j

x0
j < b+j ⇒ U0Cj ≤lex 0

U0Cj >lex 0 ⇒ x0
j = b+j

gdzie ci oznacza i–ty wiersz macierzy C.

Leksykograficzny pierwotny problem PC zwykle rozwi ↪azuje si ↪e jako ci ↪ag prob-
lemów skalarnych (2.50). Z twierdzenia 2.11 nie wynika jasno, czy podobn ↪a pro-
cedur ↪e można zastosować do rozwi ↪azywania wielowymiarowego dualnego problemu
PC. Precyzuje to nast ↪epne twierdzenie.

Twierdzenie 2.13 Jeżeli U(r) jest rozwi ↪azaniem optymalnym dla r–wymiarowego
dualnego problemu PC, a ū jest rozwi ↪azaniem optymalnym problemu

D(U(r)) : max {
∑

j∈J0(U(r))∪J−(U(r))

(−uCj)+b
−
j +

∑
j∈J+(U(r))

(−uCj)+b
+
j +

+
∑

j∈J0(U(r))∪J+(U(r))

(uCj)+b
+
j −

∑
j∈J−(U(r))

(uCj)+b
+
j :

ui ≥ −w+
r+1,i dla i ∈ Id(U(r))

ui ≤ w−r+1,i dla i ∈ Ig(U(r))} (2.53)

gdzie

J0(U(r)) = {j ∈ J : U(r)Cj = 0}
J−(U(r)) = {j ∈ J : U(r)Cj <lex 0}
J+(U(r)) = {j ∈ J : U(r)Cj >lex 0}

Id(U
(r)) = {i ∈ I : U

(r)
i = −(W+

i )(r)}

Ig(U
(r)) = {i ∈ I : U

(r)
i = (W−

i )(r)}

to

(
U(r)

ū

)
jest rozwi ↪azaniem optymalnym odpowiedniego (r + 1)–wymiarowego

dualnego problemu PC.
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Dowód. Ponieważ ū jest rozwi ↪azaniem optymalnym problemu (2.53), to istnieje
rozwi ↪azanie optymalne x̄ odpowiedniego pierwotnego problemu PC

P(U(r)) : min {w̄−r+1(−Cx)+ + w̄+
r+1(Cx)+ : b−j ≤ xj ≤ b

+
j dla j ∈ J0(U(r)),

b−j ≤ xj ≤ b
−
j dla j ∈ J−(U(r)),

b+j ≤ xj ≤ b
+
j dla j ∈ J+(U(r))}

gdzie

w̄−r+1,i =

{
w−r+1,i dlai ∈ Ig(U(r))

+∞ dlai 6∈ Ig(U(r))
, w̄+

r+1,i =

{
w+
r+1,i dlai ∈ Id(U(r))

+∞ dlai 6∈ Id(U(r))

Rozwi ↪azanie x̄ spe lnia oczywíscie warunki komplementarności

(U(r) + (W+)(r))(Cx̄)+ = 0

((W−)(r) −U(r))(−Cx̄)+ = 0

(−U(r)C)L(x̄− b−) = 0

(U(r)C)L(b+ − x̄) = 0

Ponadto, zgodnie z twierdzeniem 2.6 s ↪a spe lnione warunki komplementarności

(ū + w̄+
r+1)(Cx̄)+ = 0

(w̄−r+1 − ū)(−Cx̄)+ = 0

(−ūC)+(x̄− b−) = 0

(ūC)+(b+ − x̄) = 0

Tak wi ↪ec s ↪a spe lnione wszystkie warunki punktu 30 w twierdzeniu 2.12 i, co

za tym idzie,

(
U(r)

ū

)
jest rozwi ↪azaniem optymalnym odpowiedniego (r + 1)–

wymiarowego dualnego problemu PC.

W przypadku skalarnym wyprowadzilísmy wzory na wartości krańcowe dla
ma lych zaburzeń danych. Podobnie można rozpatrywać wektory krańcowe opty-
malnego wektora osi ↪agni ↪ecia w leksykograficznym problemie PC

z′∆H(H) = lim
α→0+

1

α
[z(H + α∆H)− z(H)]

gdzie H i ∆H oznaczaj ↪a odpowiednio dane i zaburzenia. Jednakże leksykogra-
ficzna optymalizacja jest w ogólnym przypadku niestabilna (Klepikowa, 1985) i
dlatego pewne wartości krańcowe mog ↪a być nieokreślone (przyjmować wartości
nieskończone). Niestabilność zadania optymalizacji leksykograficznej jest konse-
kwencj ↪a w lasności relacji nierówności leksykograficznej. W szczególności dualny
zbiór dopuszczalny, określony za pomoc ↪a nierówności leksykograficznych nie jest
zbiorem domkni ↪etym.

Twierdzenie 2.14 Jeżeli −w+
r < w−r dla pewnego r < p, to zbiór dopuszczalny

wielowymiarowego dualnego problemu PC nie jest domkni ↪ety.
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Dowód. Rozpatrzmy ci ↪ag rozwi ↪azań dualnych Uα zdefiniowanych nast ↪epuj ↪aco

uαk = −w+
k dla k 6= r, r + 1

uαr = −w+
r + α(w−r + w+

r )

uαr+1 = −w+
r+1 − ε(w−r + w+

r )

gdzie ε jest dodatni ↪a sta l ↪a, a α jest nieujemnym parametrem. Uα jest dopuszczalne
dla dowolnego dodatniego α, to znaczy −W+ ≤lex Uα ≤lex W− dla α > 0. Gdy
α zbiega do zera, Uα d ↪aży do U0 spe lniaj ↪acego

u0
k = −w+

k dla k 6= r + 1

u0
r+1 = −w+

r+1 − ε(w−r + w+
r )

i tym samym niedopuszczalnego.

Leksykograficzny problem PC jest stabilny dla ma lych zaburzeń wspó lczynni-
ków prostych ograniczeń na zmienne, czyli gdy s ↪a dozwolone tylko zaburzenia tych
wspó lczynników. Zatem można przeprowadzić analiz ↪e wrażliwości leksykograficz-
nego PC ze wzgl ↪edu na zmiany tych wspó lczynników i podać wzory na odpowiednie
wektory krańcowe.

Twierdzenie 2.15 Jeżeli leksykograficzny pierwotny problem PC ma skończone
rozwi ↪azanie optymalne i wszystkie wspó lczynniki wag w+

ki i w−ki s ↪a skończone, to
istnieje α0 > 0 takie, że zaburzony problem PC

lexmin {W−(−Cx)+ + W+(Cx)+ : b− + ∆b−
<
= x

<
= b+ + ∆b+}

ma rozwi ↪azanie optymalne, o ile tylko

|∆b−j | < α0 i |∆b+j | < α0 dla j ∈ J \ Je i ∆b−j ≤ ∆b+j dla j ∈ Je

gdzie Je = {j ∈ J : b−j = b+j } jest zbiorem ograniczeń równościowych. Odpowiedni
wektor krańcowy jest wtedy dany wzorem

z′(∆b−,∆b+) = lex max
U∈S∗

[(−UC)L∆b− − (UC)L∆b+] (2.54)

gdzie S∗ jest zbiorem optymalnym wielowymiarowego dualnego problemu PC.

Dowód. Rozpatrzmy wielowymiarowy dualny problem PC (2.40). Ponieważ
wszystkie wspó lczynniki w+

ki i w−ki s ↪a skończone, zaburzony problem dualny

DPC(∆b−,∆b+) : lexmax {(−UC)L(b− + ∆b−)− (UC)L(b+ + ∆b−) :

−W+ ≤lex U ≤lex W−}

ma skończone rozwi ↪azanie optymalne, gdy b−+∆b−
<
= b+ +∆b+. Na mocy wnio-

sku 2.4 zaburzony pierwotny problem PC ma wtedy również skończone rozwi ↪azanie
optymalne. Można wi ↪ec przyj ↪ać

α0 =
1

2
min
j 6∈Je

(b+j − b
−
j )
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Przy dostatecznie ma lych zaburzeniach zbiór optymalny zaburzonego problemu
dualnego S∗β jest podzbiorem zbioru optymalnego problemu niezaburzonego S∗.
Zatem dla dostatecznie ma lych zaburzeń problem DPC(∆b−,∆b+) przyjmuje postać

lexmax {z∗(b−,b+) + (−UC)L∆b− − (UC)L∆b+ : U ∈ S∗}
gdzie z∗(b−,b+) oznacza optymalny wektor osi ↪agni ↪ecia niezaburzonego problemu
dualnego.
Optymalne wektory osi ↪agni ↪ecia problemu pierwotnego i problemu dualnego s ↪a
równe na mocy twierdzenia 2.12. St ↪ad

z′(∆b−,∆b+) = lim
α←0+

1

α
· lexmax {α(−UC)L∆b− − α(UC)L∆b+ : U ∈ S∗} =

= lex max
U∈S∗

[(−UCL∆b− − (UC)L∆b+]

co kończy dowód.

W leksykograficznych problemach PC, podobnie jak w przypadku skalarnym,
rozpatruje si ↪e trzy typy zaburzeń wspó lczynników prostych ograniczeń na zmienne:

10 zaburzenie dolnego ograniczenia b̃−j = b−j + α dla j ∈ Jd,
gdzie Jd = {j ∈ J : −∞ < b−j < b+j }

20 zaburzenie górnego ograniczenia b̃+j = b+j + α dla j ∈ Jg,
gdzie Jg = {j ∈ J : b−j < b+j < +∞}

30 zaburzenie ograniczenia równościowego (b−j = b+j = bj) b̃
−
j = b̃+j = bj + α dla

j ∈ Je

Stosuj ↪ac wzór (2.54) dla dodatnich lub ujemnych zaburzeń prostego ogranicze-
nia na zmienn ↪a otrzymujemy nast ↪epuj ↪ace wektory krańcowe:

10 z′
(+b−j )

= lex max
U∈S∗

(−UCj)L, z′
(−b−j )

= lex max
U∈S∗

−(−UCj)L dla j ∈ Jd;

20 z′
(+b+j )

= lex max
U∈S∗

−(UCj)L, z′
(−b+j )

= lex max
U∈S∗

(UCj)L dla j ∈ Jg;

30 z′(+bj) = lex max
U∈S∗

−UCj , z′(−bj) = lex max
U∈S∗

UCj dla j ∈ Je

Zauważmy, że pewne wspó lczynniki ograniczeń b−j i b+j zwykle reprezentuj ↪a po-
ziomy aspiracji dla funkcji oceny (patrz przyk lad 2.1). Odpowiednia kolumna Cj

jest wtedy równa minus wersorowi jednostkowemu −ej . St ↪ad niektóre kolumny Ui

macierzy zmiennych dualnych s ↪a wielowymiarowymi cenami dualnymi odpowied-
nich celów.

Wniosek 2.7 Jeżeli w pierwotnym problemie PC wyst ↪epuje zmienna logiczna
zwi ↪azana z funkcj ↪a oceny fi, to wektory krańcowe dla zaburzenia odpowiedniego
celu [a−i ; a+

i ] s ↪a dane wzorami:

10 z′
(+a−i )

= lex max
U∈S∗

(Ui)L i z′
(−a−i )

= lex max
U∈S∗

−(Ui)L, odpowiednio dla do-

datniego i ujemnego zaburzenia dolnego poziomu aspiracji a−i ;
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20 z′
(+a+i )

= lex max
U∈S∗

−(−Ui)L i z′
(−a+i )

= lex max
U∈S∗

(−Ui)L, odpowiednio dla

dodatniego i ujemnego zaburzenia górnego poziomu aspiracji a+
i ;

30 z′(+ai) = lex max
U∈S∗

Ui i z′(−ai) = lex max
U∈S∗

−Ui, odpowiednio dla dodatniego i

ujemnego zaburzenia poziomu aspiracji ai = a−i = a+
i .

Przyk lad 2.2. Dla zilustrowania dualności w programowaniu celowym rozpa-
trzmy model z dwiema funkcjami oceny: f1(x) = x1 + x2 z celem przedzia lowym
[a−1 ; a+

1 ] = [10,+∞] oraz f2(x) = 3x1 + 2x2 z celem punktowym a2 = 5. Należy
zminimalizować po pierwsze (dla priorytetu 1) odchylenie w dó l funkcji f1 i po
drugie (dla priorytetu 2) oba odchylenia funkcji f2. Zmienne decyzyjne x1 i x2 s ↪a
nieujemne i ograniczone z góry przez 100.

Problem można sformu lować jako

lexmin (d−1 , d
−
2 + d+

2 )T

pod warunkiem, że

x1 + x2 −x3 +d−1 −d+
1 = 0,

3x1 +2x2 −x4 +d−2 −d+
2 = 0,

0 ≤ x1 ≤ 100, 0 ≤ x2 ≤ 100, 10 ≤ x3, x4 = 5,

d−
>
= 0, d+ >

= 0

Mamy wi ↪ec pierwotny problem PC

lexmin

{(
(−x1 − x2 + x3)+

(−3x1 − 2x2 + x4)+ + (3x1 + 2x2 − x4)+

)
: 0 ≤ x1 ≤ 100,

0 ≤ x2 ≤ 100, 10 ≤ x3, x4 = 5} (2.55)

Problem dualny ma postać

lexmax {10(U1)L + 5(U2)L − 100(U1 + 3U2)L − 100(U1 + 2U2)L+

−∞(−U1)L − 5(−U2)L :

(
0
0

)
≤lex U1 ≤lex

(
1
0

)
,

(
0

−1

)
≤lex U2 ≤lex

(
0
1

)}
(2.56)

gdzie U1 i U2 s ↪a dwuwymiarowymi zmiennymi dualnymi

U1 =

(
u11

u21

)
, U2 =

(
u12

u22

)
a nieskończony wspó lczynnik wagi w funkcji osi ↪agni ↪ecia jest interpretowany jako
nierówność leksykograficzna U1 ≥lex 0.

Problem dualny (2.56) można zapisać w postaci rozszerzonej

lexmax 10V−3 + 5V−4 − 100V+
1 − 100V+

2 − 5V+
4

pod warunkiem, że
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U1 +3U2 +V−1 −V+
1 = 0,

U1 +2U2 +V−2 −V+
2 = 0,

−U1 +V−3 = 0,
− U2 +V−4 −V+

4 = 0(
0
0

)
≤lex U1 ≤lex

(
1
0

)
,

(
0

−1

)
≤lex U2 ≤lex

(
0
1

)
V−j ≥lex 0, V+

j ≥lex 0 dla j = 1, 2, 3, 4

gdzie wszystkie zmienne Ui, V−j i V+
j s ↪a dwuwymiarowe.

Zajmiemy si ↪e teraz analiz ↪a wzajemnych zależności pomi ↪edzy rozwi ↪azaniem
optymalnym problemu pierwotnego i dualnego. Rozwi ↪azuj ↪ac problem pierwotny
otrzymujemy:

10 problem dla pierwszego poziomu priorytetu (PPC1)

min {(−x1 − x2 + x3)+ : 0 ≤ x1 ≤ 100, 0 ≤ x2 ≤ 100, 10 ≤ x3, x4 = 5}
ze zbiorem optymalnym

S1 = {x : −x1 − x2 + x3 ≤ 0, 0 ≤ x1 ≤ 100, 0 ≤ x2 ≤ 100, 10 ≤ x3, x4 = 5};
20 problem dla drugiego poziomu priorytetu (PPC2)

min {(−3x1 − 2x2 + x4)+ + (3x1 + 2x2 − x4)+ : −x1 − x2 + x3 ≤ 0,

0 ≤ x1 ≤ 100, 0 ≤ x2 ≤ 100, 10 ≤ x3, x4 = 5}

z jednoznacznym rozwi ↪azaniem optymalnym x1 = 0, x2 = 10, x3 = 10, x4 = 5

Zatem problem pierwotny (2.55) ma jednoznaczne rozwi ↪azanie optymalne x̄ =
(0, 10, 10, 5)T i optymalny wektor osi ↪agni ↪ecia z̄ = (0, 15)T .

Rozwi ↪azuj ↪ac problem dualny (2.56) otrzymujemy:

10 problem dla pierwszego poziomu priorytetu (DPC1)

max{10(u11)++ 5(u12)+− 100(u11 + 3u12)+− 100(u11 + 2u12)+− 5(−u12)+ :

0 ≤ u11 ≤ 1, 0 ≤ u12 ≤ 0, u11 ≥ 0}

z jednoznacznym rozwi ↪azaniem optymalnym ū11 = 0 i ū12 = 0

20 problem dla drugiego poziomu priorytetu (DPC2)

max{10(u21)++ 5(u22)+− 100(u21 + 3u22)+− 100(u21 + 2u22)+− 5(−u22)+ :

0 ≤ u21, −1 ≤ u22 ≤ 1, u21 ≥ 0}

z jednoznacznym rozwi ↪azaniem optymalnym ū21 = 2 i ū22 = −1

Problem dualny (2.56) ma jednoznaczne rozwi ↪azanie optymalne Ū =(
0 0
2 −1

)
i optymalny wektor osi ↪agni ↪ecia z̄ = (0, 15)T . Zauważmy, że optymalne

wektory osi ↪agni ↪ecia dla problemu pierwotnego i problemu dualnego s ↪a równe oraz
że spe lnione s ↪a warunki komplementarności (2.46)–(2.49).

Zajmijmy si ↪e teraz zaburzeniami danych. Efekty niewielkich zaburzeń da-
nych można policzyć bezpośrednio, ponieważ problem pierwotny ma jednoznaczne
rozwi ↪azanie optymalne. Na przyk lad:
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10 jeżeli cel dla funkcji f1 jest zaburzony o ma l ↪a dodatni ↪a liczb ↪e α (a−1 = 10+α), to
rozwi ↪azanie optymalne przyjmuje postać x̄α = (0, 10 + α, 10 + α, 5)T , a wektor
osi ↪agni ↪ecia z̄α = (0, 15 + 2α)T ;

20 jeżeli cel dla funkcji f2 jest zaburzony o ma l ↪a dodatni ↪a liczb ↪e α (a2 = 5 + α),
to rozwi ↪azanie optymalne przyjmuje postać x̄α = (0, 10, 10, 5 + α)T , a wektor
osi ↪agni ↪ecia z̄α = (0, 15− α)T .

St ↪ad odpowiednie wektory krańcowe: z′(+a1)− =

(
0
2

)
i z′(+a2) =

(
0

−1

)
.

Identyczne wyniki osi ↪agniemy korzystaj ↪ac z teorii dualności programowania ce-
lowego. Z wniosku 2.7 otrzymujemy

z′(+a1)− = (Ū1)L =

(
0
2

)
i z′(+a2) = (Ū2)L =

(
0

−1

)
�

2.3 Techniki obliczeniowe

Modele programowania celowego wprowadzaj ↪a do oryginalnych modeli decy-
zyjnych dodatkowe zmienne odchyleń. Jednakże dzi ↪eki temu, że warunek komple-
mentarności odpowiednich odchyleń w gór ↪e i w dó l (2.5) nie wyst ↪epuje w modelu
PC, nie ulega istotnej zmianie struktura modelu decyzyjnego. W szczególności
stosuj ↪ac programowanie celowe do problemu WPL otrzymujemy w wyniku model
PC należ ↪acy do klasy zadań programowania liniowego. Oznacza to, że problemy
PC mog ↪a być rozwi ↪azywane ogólnymi algorytmami optymalizacji dla odpowied-
nich klas zadań. Pewn ↪a komplikacj ↪e struktury zadania wprowadza jedynie lek-
sykograficzne programowanie celowe (2.13), jako że mamy wtedy do czynienia z
optymalizacj ↪a leksykograficzn ↪a wektorowej funkcji osi ↪agni ↪ecia.

Minimalizacja leksykograficzna wektorowej funkcji osi ↪agni ↪ecia g(d−,d+) w za-
daniu (2.13) określa nast ↪epuj ↪acy ci ↪ag zadań (skalarnych):

1. Wyznaczamy zbiór S1 rozwi ↪azań optymalnych zadania

PC1 : min {g1(d−,d+) : x ∈ Q oraz (2.3) i (2.4)}

2. Dla k = 2, 3, . . . , p wyznaczamy zbiór Sk rozwi ↪azań optymalnych zadania

PCk : min {gk(d−,d+) : x ∈ Q, (x,d−,d+) ∈ Sk−1 oraz (2.3) i (2.4)}

3. Dowolny element zbioru Sp jest rozwi ↪azaniem optymalnym leksykograficz-
nego zadania PC (2.13).

Najprostsz ↪a technik ↪a definiowania zbiorów Sk jest zapisywanie ich za pomoc ↪a
warunków

gt(d
−,d+) = z̄t dla t = 1, 2, . . . , k (2.57)

gdzie z̄t jest wartości ↪a optymaln ↪a zadania Pt. Prowadzi ona do tzw. podej́scia
sekwencyjnego, czyli rozwi ↪azywania ci ↪agu zadań o rosn ↪acej liczbie ograniczeń. Po-
dej́scie sekwencyjne może być  latwo stosowane do dowolnych typów problemów
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(zarówno liniowych, jak i nieliniowych) i implementowane z wykorzystaniem stan-
dardowych procedur optymalizacji jednokryterialnej odpowiedniego typu. Podej-
ście sekwencyjne do leksykograficznych zadań PC ma pewne wady w przypadku
zadań programowania liniowego. W przypadku modeli liniowych ważn ↪a zalet ↪a
leksykograficznego programowania celowego jest zwi ↪azana z nim teoria dualności
i możliwość wykorzystania rozwi ↪azania dualnego do analizy wrażliwości zadania
(por. podrozdzia l 2.2). W podej́sciu sekwencyjnym równania (2.57) dodawane
do kolejnych zadań zmieniaj ↪a macierz wspó lczynników zadania i uniemożliwiaj ↪a
wyznaczenie rozwi ↪azania dualnego leksykograficznego zadania PC.

Dla uzyskania możliwości wyznaczenia rozwi ↪azania dualnego leksykograficz-
nego problemu PC trzeba stosować inn ↪a technik ↪e reprezentacji zbiorów Sk. Przy
rozwi ↪azywaniu zadania programowania liniowego metod ↪a sympleks ca ly zbiór
rozwi ↪azań optymalnych może być wyznaczony na podstawie wskaźników opty-
malności (zredukowanych kosztów) dla poszczególnych zmiennych. Zmienne nie-
bazowe z niezerowymi wskaźnikami optymalności w optymalnej tablicy symplekso-
wej zachowuj ↪a swoje wartości (na poziomie odpowiednich ograniczeń) we wszyst-
kich rozwi ↪azaniach optymalnych. Tym samym, warunek (x,d−,d+) ∈ Sk−1 może
być zaimplementowany w zadaniu Pk przez ustalenie wartości wszystkich zmien-
nych niebazowych o niezerowych wskaźnikach optymalności w optymalnej tab-
licy sympleksowej problemu Pk−1 i ograniczenie zadania jedynie do zmiennych
o zerowych wskaźnikach optymalności dla wszystkich wcześniejszych funkcji celu
(1, 2, . . . , k− 1). Takie podej́scie jest zwane wielofazowym (przez analogi ↪e do dwu-
fazowego algorytmu sympleks używanego przy braku startowej bazy dopuszczalnej)
lub leksykograficzn ↪a metod ↪a sympleks (Isermann, 1982).

Podej́scie wielofazowe wymaga odpowiedniej modyfikacji metody sympleks i
dlatego do jego implementacji nie można wykorzystać standardowych (zamkni ↪e-
tych) pakietów programowania liniowego. Oba podej́scia — sekwencyjne i wielo-
fazowe — wyznaczaj ↪a rozwi ↪azania optymalne leksykograficznego zadania PC. Do-
datkowe równania (2.57) używane w podej́sciu sekwencyjnym zwi ↪ekszaj ↪a rozmiar
bazy w odpowiednich zadaniach programowania liniowego, co uniemożliwia wy-
znaczenie odpowiedniej bazy dla oryginalnego zadania leksykograficznego (otrzy-
mywanej w podej́sciu wielofazowym). Markowski i Ignizio (1983) zaproponowali
technik ↪e przekszta lcania bazy optymalnej z podej́scia sekwencyjnego do bazy dla
leksykograficznej metody sympleks. Polega ona na wprowadzeniu do bazy zmien-
nych logicznych odpowiadaj ↪acych równaniom (2.57), z jednoczesnym zachowaniem
optymalności bazy dla podej́scia sekwencyjnego. Tak otrzymana baza zawiera od-
powiedni ↪a liczb ↪e oryginalnych zmiennych leksykograficznego zadania PC (xj , d

−
i i

d+
i ), które tworz ↪a baz ↪e dla leksykograficznej metody sympleks. Poniższy przyk lad

(por. Ogryczak, 1988a) pokazuje jednak, że — w przypadku zadań zdegenerowa-
nych — tak otrzymana baza może nie spe lniać warunków optymalności leksykogra-
ficznej (dopuszczalności dualnej), pomimo że jest baz ↪a rozwi ↪azania optymalnego.

Przyk lad 2.3. Rozpatrzmy nast ↪epuj ↪acy leksykograficzny problem PC

lexmin (d−1 + d−2 , d
−
2 + d+

2 + d+
3 )T pod warunkiem, że
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x1 + d−1 − d+
1 = 1

x1 + x2 + d−2 − d+
2 = 2

x2 + d−3 + d+
3 = 1

x
>
= 0, d−

>
= 0, d+ >

= 0

Rozwi ↪ażmy ten problem stosuj ↪ac podej́scie sekwencyjne. Jako pierwszy jest
rozwi ↪azywany problem P1, czyli minimalizowana jest funkcja osi ↪agni ↪ecia z1 = d−1 +
d−2 . Pocz ↪atkowa tablica sympleksowa ma postać

x1 x2 d+1 d+2 d+3
d−1 1 0 -1 0 0 1

d−2 1 1 0 -1 0 2

d−3 0 1 0 0 -1 1
2 1 -1 -1 0 3

Wprowadzaj ↪ac zmienna x1 do bazy na miejsce d−1 otrzymujemy tablic ↪e symplek-
sow ↪a

x2 d−1 d+1 d+2 d+3
x1 0 1 -1 0 0 1

d−2 1 -1 0 -1 0 1

d−3 1 0 0 0 -1 1
1 -2 1 -1 0 1

Teraz wchodzi do bazy x2, a d−2 opuszcza baz ↪e. Otrzymana po tej iteracji tablica

d−1 d−2 d+1 d+2 d+3
x1 1 0 -1 0 0 1
x2 -1 1 1 -1 0 1

d−3 1 -1 -1 1 -1 0
-1 -1 0 0 0 0

jest tablic ↪a optymaln ↪a dla problemu P1 (poziom priorytetu 1). Rozwi ↪azaniem jest:
x = (1, 1)T , d− = (0, 0, 0)T , d+ = (0, 0, 0)T i z1 = 0.

Nast ↪epnie rozwi ↪azujemy problem P2. Analogicznie jak Markowski i Ignizio
(1983), dla zachowania optymalnej wartości z1 = 0 wprowadzamy dwa dodatkowe
równania celowe − d−1 − d−2 + s− = 0

d−1 + d−2 + s+ = 0

i obliczamy zredukowane koszty dla funkcji osi ↪agni ↪ecia z2 = d−2 + d+
2 + d−3 .

Pocz ↪atkowa tablica dla problemu P2 przyjmuje postać

d−1 d−2 d+1 d+2 d+3
x1 1 0 -1 0 0 1
x2 -1 1 1 -1 0 1

d−3 1 -1 -1 1 -1 0
s− -1 -1 0 0 0 0
s+ 1 1 0 0 0 0

1 -2 -1 0 -1 0

Zmienna d−1 wchodzi do bazy zast ↪epuj ↪ac d−3 i w efekcie otrzymujemy
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d−2 d−3 d+1 d+2 d+3
x1 1 -1 0 -1 1 1
x2 0 1 0 0 -1 1

d−1 -1 1 -1 1 -1 0
s− -2 1 -1 1 -1 0
s+ 2 -1 1 -1 1 0

-1 -1 0 -1 0 0

która okazuje si ↪e być tablic ↪a optymaln ↪a dla problemu P2. Jest to zatem końcowa
tablica sympleksowa dla podej́scia sekwencyjnego. Rozwi ↪azaniem optymalnym
oryginalnego leksykograficznego problemu PC jest: x̄ = (1, 1)T , d̄− = (0, 0, 0)T ,
d̄+ = (0, 0, 0)T i z̄ = (0, 0)T .

Przekszta lćmy teraz tablic ↪e końcow ↪a do postaci odpowiedniej tablicy dla lek-
sykograficznej (wielofazowej) metody sympleks korzystaj ↪ac z algorytmu opracowa-
nego przez Markowski i Ignizio (1983). G lówna operacja w tym algorytmie polega
na wymuszeniu wej́scia do bazy zmiennych s− i s+. W naszym przypadku s− i
s+ s ↪a już w bazie. Zatem algorytm zmienia tylko postać tablicy, nie zmieniaj ↪ac
struktury bazy. W efekcie otrzymujemy tablic ↪e

d−2 d−3 d+1 d+2 d+3
x1 1 -1 0 -1 1 1
x2 0 1 0 0 -1 1

d−1 -1 1 -1 1 -1 0
P1 -2 1 -1 1 -1 0
P2 -1 -1 0 -1 0 0

Jest ona ewidentnie nieoptymalna, ponieważ zawiera dodatnie elementy w wierszu
indeksów optymalności dla P1.

Innymi s lowy, otrzymalísmy tablic ↪e generuj ↪ac ↪a rozwi ↪azanie optymalne leksyko-
graficznego problemu PC, ale rozwi ↪azanie dualne generowane przez t ↪e tablic ↪e jest
niedopuszczalne i nie może być użyte do analizy wrażliwości. Gdy wyst ↪epuje de-
generacja zadania, istniej ↪a bazy rozwi ↪azania optymalnego nie spe lniaj ↪ace warunku
optymalności (dopuszczalności dualnej). Korzyści z przekszta lcenia zaproponowa-
nego przez Markowski i Ignizio (1983) wydaj ↪a si ↪e wi ↪ec być ograniczone do raczej
teoretycznej klasy problemów niezdegenerowanych, podczas gdy problemy rzeczy-
wiste s ↪a zazwyczaj silnie zdegenerowane.

Pokazalísmy, że baza zawieraj ↪aca zmienne x1, x2 i d−1 jest optymalna w sensie
podej́scia sekwencyjnego i jednocześnie nie jest optymalna dla podej́scia wielofazo-
wego.  Latwo sprawdzić, że przedostatnia baza w podej́sciu sekwencyjnym zawie-
raj ↪aca zmienne x1, x2 i d−3 (nieoptymalna w tym podej́sciu) by laby przekszta lcona
w baz ↪e optymaln ↪a dla podej́scia wielofazowego. Wynika st ↪ad, że baza optymalna
dla jednego podej́scia może być nieoptymalna dla drugiego podej́scia i odwrotnie.
Zatem w przypadku degeneracji (gdy nie ma zagwarantowanej jednoznaczości baz)
nie jest możliwe bezpośrednie wyznaczenie bazy optymalnej dla podej́scia wielofa-
zowego na podstawie podej́scia sekwencyjnego i odwrotnie. Co za tym idzie, nie
jest możliwe wyznaczenie optymalnego rozwi ↪azania dualnego przy użyciu podej́scia
sekwencyjnego bez użycia wielofazowego algorytmu sympleksowego. �
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Twierdzenie 2.13 pokazuje, że wielowymiarowy dualny problem PC może być
rozwi ↪azywany jako odpowiedni ci ↪ag skalarnych zadań dualnych. Kolejne zada-
nia skalarne różni ↪a si ↪e od siebie jedynie prostymi ograniczeniami na zmienne.
Tym samym, tak jak w podej́sciu sekwencyjnym, odpowiednie zadania mog ↪a być
rozwi ↪azywane przy użyciu standardowych procedur optymalizacyjnych. W wyniku
otrzymujemy rozwi ↪azanie dualne, a rozwi ↪azanie pierwotne oryginalnego leksyko-
graficznego problemu PC może być wyznaczone na podstawie warunków komple-
mentarności (twierdzenie 2.11). Tego typu podej́scie zaproponowa l Ignizio (1985),
ale by lo ono oparte jedynie na intuicyjnych przes lankach (bez formalnego dowodu)
i zawiera lo szereg nieścis lości (por. Crowder i Sposito, 1987). Poniżej przedsta-
wiamy oparty na twierdzeniu 2.13 dualny algorytm sekwencyjny realizuj ↪acy kon-
cepcj ↪e Ignizio (1985) dla liniowych leksykograficznych zadań PC w postaci (2.22)–
(2.25).

Algorytm DAS
Krok 00 Wyznaczamy zbiory indeksów

Id = {i ∈ I : w+
1i < +∞}, Ig = {i ∈ I : w−1i < +∞}

J−0 = {j ∈ J : b−j = −∞}, J+
0 = {j ∈ J : b+j = +∞}

J− = J − J−0 , J+ = J − J+
0

Ustalamy bież ↪acy poziom priorytetu r = 1.
Krok 10 Dla bież ↪acego r rozwi ↪azujemy zadanie:

Dr : max { v−b− − v+b+ : uC + v− − v+ = 0,

ui ≥ −w+
ri dla i ∈ Id, ui ≤ w−ri dla i ∈ Ig

v−j = 0 dla j ∈ J−0 , v−j ≥ 0 dla j ∈ J−

v+
j = 0 dla j ∈ J+

0 , v+
j ≥ 0 dla j ∈ J+}

Niech (ū, v̄−, v̄+) oznacza rozwi ↪azanie optymalne, a z̄ wartość optymaln ↪a. Okreś-
lamy r–te wiersze macierzy rozwi ↪azania dualnego ur = ū, v−r = v̄−, v+

r = v̄+ oraz
r–t ↪a wspó lrz ↪edn ↪a wektora osi ↪agni ↪ecia zr = z̄
Krok 20 Jeżeli r = p, to wyznaczone jest rozwi ↪azanie optymalne problemu dual-
nego (STOP).
W przeciwnym przypadku wyznaczamy zbiory indeksów

Īd = {i ∈ Id : ūi > −w+
ri}, Īg = {i ∈ Ig : ūi < −w−ri}

J̄− = {j ∈ J− : v̄−i > 0}, J̄+ = {j ∈ J+ : v̄+
i > 0}

i modyfikujemy zbiory indeksów

Id := Id − Īd, Ig := Ig − Īg, J− := J− − J̄−, J+ := J+ − J̄+

Zwi ↪ekszamy r o jeden i powracamy do kroku 10. �

Algorytm DAS wyznacza rozwi ↪azanie optymalne dualnego problemu celowego.
Rozwi ↪azanie optymalne odpowiedniego problemu pierwotnego (x̄, d̄−, d̄+) można
wtedy wyznaczyć na podstawie warunków komplementarności (por. wniosek 2.6).
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Faktycznie odpowiednie wspó lrz ↪edne niebazowe rozwi ↪azania mog ↪a być określane
w trakcie realizacji algorytmu DAS na podstawie generowanych w każdej iteracji
zbiorów indeksów Īd, Īg, J̄

− oraz J̄+ wed lug nast ↪epuj ↪acych regu l

xj = b−j dla j ∈ J̄−

xj = b+j dla j ∈ J̄+

d−i = 0 dla i ∈ Īg
d+
i = 0 dla i ∈ Īd

Wartości zmiennych bazowych s ↪a wtedy określone jako rozwi ↪azania uk ladu równań

Cx + d− − d+ = 0
i mog ↪a być wyznaczone jako odpowiednie ceny dualne w rozwi ↪azywanym w ostatniej
iteracji (r = p) zadaniu programowania liniowego Dp.

Do rozwi ↪azywania kolejnych problemów Dr w kroku 10 algorytmu DAS naj-
wygodniej jest stosować dualny algorytm sympleksowy, wykorzystuj ↪acy technik ↪e
dwustronnych ograniczeń na zmienne (por. Zorychta i Ogryczak, 1981). Baza
optymalna wyznaczona dla danego problemu Dr jest bowiem jednocześnie baz ↪a
dualnie dopuszczaln ↪a dla kolejnego problemu Dr+1.

Przyk lad 2.4. Przebieg algorytmu DAS przedstawimy dla zadania PC postaci

lexmin (2d+
1 + 3d+

2 , d
−
3 , d

+
4 )T

pod warunkiem, że

x1 + x2 −x3 +d−1 −d+
1 = 0

x1 −x4 +d−2 −d+
2 = 0

5x1 +3x2 −x5 +d−3 −d+
3 = 0

x1 + x2 −x6 +d−4 −d+
4 = 0

x1 ≥ 0, x2 ≥ 0, x3 = 10, x4 = 4, x5 = 56, x6 = 12

d−i ≥ 0, d+
i ≥ 0 dla i = 1, 2, 3, 4

Dualne zadanie PC w rozwini ↪etej formie (2.41)–(2.44) można zapisać jako

lexmax 10V−3 − 10V+
3 + 4V−4 − 4V+

4 + 56V−5 − 56V+
5 + 12V−6 − 12V+

6

pod warunkiem, że

U1 +U2 +5U3 +U4 +V−1 = 0
U1 +3U3 +U4 +V−2 = 0
−U1 +V−3 −V+

3 = 0
−U2 +V−4 −V+

4 = 0
− U3 +V−5 −V+

5 = 0
−U4 +V−6 −V+

6 = 0

V+
1 = V+

2 = 0, V+
j ≥lex 0 dla j = 3, . . . , 6

V−j ≥lex 0 dla j = 1, 2, . . . , 6( −2
0
0

)
≤lex U1 ≤lex

(
0
0
0

)
,

( −3
0
0

)
≤lex U2 ≤lex

(
0
0
0

)
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(
0
0
0

)
≤lex U3 ≤lex

(
0
1
0

)
,

(
0
0

−1

)
≤lex U4 ≤lex

(
0
0
0

)

Gdzie zmienne V+
1 , V+

2 odpowiadaj ↪ace nieskończonym wspó lczynnikom b+1 i b+2
zosta ly pomini ↪ete jako równe 0. Korzystaj ↪ac ze specyficznej struktury zadania
(b−j = b+j dla j = 3, 4, 5, 6) zmienne V−j , V+

j dla j = 3, 4, 5, 6 można wyeliminować
z rozważań na podstawie odpowiednich równań celowych. Pozwala to zmniejszyć
wymiar zadania dualnego sprowadzaj ↪ac je do postaci

lexmax 10U1 + 4U2 + 56U3 + 12U4

pod warunkiem, że

U1 +U2 +5U3 +U4 +V−1 = 0
U1 +3U3 +U4 +V−2 = 0

V−1 ≥lex 0, V−2 ≥lex 0( −2
0
0

)
≤lex U1 ≤lex

(
0
0
0

)
,

( −3
0
0

)
≤lex U2 ≤lex

(
0
0
0

)
(

0
0
0

)
≤lex U3 ≤lex

(
0
1
0

)
,

(
0
0

−1

)
≤lex U4 ≤lex

(
0
0
0

)

Zastosujmy do tego zadania algorytm DAS.
Krok 00: r := 1, Id = {1, 2, 3, 4}, Ig = {1, 2, 3, 4}, J−0 = ∅, J− = {1, 2}, J+ = ∅.
Krok 10: Rozwi ↪azujemy zadanie D1

D1 : max { 10u1 + 4u2 + 56u3 + 12u4 :

u1 +u2 +5u3 +u4 +v−1 = 0
u1 +3u3 +u4 +v−2 = 0

v−1 ≥ 0, v−2 ≥ 0

−2 ≤ u1 ≤ 0, −3 ≤ u2 ≤ 0, 0 ≤ u3 ≤ 0, 0 ≤ u4 ≤ 0}

Zestawiamy tablic ↪e sympleksow ↪a w bazie z lożonej ze zmiennych v−1 i v−2 (JB =
{v−1 , v

−
2 }) przyjmuj ↪ac, że wszystkie zmienne niebazowe znajduj ↪a si ↪e na górnych

ograniczeniach (JG = {u1, u2, u3, u4}), czyli nie ma żadnej zmiennej na dolnym
ograniczeniu (JD = ∅).

u1 u2 u3 u4 v−1 v+2
v−1 1 1 5 1 1 0 0

v−2 1 0 3 1 0 1 0
-10 -4 -56 -12 0 0 0

W tablicy tej kolejne kolumny odpowiadaj ↪a zmiennym: u1, u2, u3, u4, v−1 , v−2 ,
przy czym ostatni wiersz zawiera tzw. koszty zredukowane dla poszczególnych
zmiennych. Ostatnia kolumna zawiera wartość funkcji celu i wspó lrz ↪edne bazowe
bież ↪acego rozwi ↪azania. Startowe rozwi ↪azanie bazowe ū = (0, 0, 0, 0), v̄− = (0, 0)
spe lnia warunki optymalności, przy czym z̄ = 0. Zatem określamy u1 = (0, 0, 0, 0),
v−11 = v−12 = 0, z1 = 0 i przechodzimy do kroku 20.
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Krok 20: Wyznaczamy zbiory ograniczeń spe lnionych jako nierówności ostre:
J̄− := ∅, Īd := {1, 2}, Īd := ∅ i określamy nowe zbiory J− := {1, 2}, Id := {3, 4},
Ig := {1, 2, 3, 4}. Można już określić odpowiednie wspó lrz ↪edne rozwi ↪azania zadania
pierwotnego d+

1 = 0, d+
2 = 0. Zwi ↪ekszamy r (r := 2) i powracamy do kroku 10.

Krok 10: Określamy zadanie D2. W stosunku do zadania D1 zmieniaj ↪a si ↪e tylko
proste ograniczenia na zmienne, które przyjmuj ↪a teraz postać

u1 ≤ 0, u2 ≤ 0, 0 ≤ u3 ≤ 1, 0 ≤ u4 ≤ 0, v−1 ≥ 0, v−2 ≥ 0

Tablica sympleksowa zasadniczo nie zmienia si ↪e. Nowe ograniczenia na zmienne
powoduj ↪a jedynie zmian ↪e ostatniej kolumny tablicy. Przyjmuje ona teraz po-
stać (56,−5,−3)T . Tym razem jednak baza określona zbiorami indeksów JB =
{v−1 , v

−
2 }, JD = ∅, JG = {u1, u2, u3, u4} nie spe lnia warunków dopuszczalności

(v−1 = −5, v−2 = −3). Wykonuj ↪ac dualn ↪a iteracj ↪e sympleksow ↪a otrzymujemy baz ↪e:
JB = {u2, v

−
2 }, JD = {v−1 }, JG = {u1, u3, u4}

u1 u2 u3 u4 v−1 v+2
u2 1 1 5 1 1 0 -5

v−2 1 0 3 1 0 1 -3
-6 0 -36 -8 4 0 36

Po kolejnej iteracji otrzymujemy baz ↪e: JB = {u2, u1}, JD = {v−1 , v
−
2 }, JG =

{u3, u4}
u1 u2 u3 u4 v−1 v+2

u2 0 1 2 0 1 -1 -2
u1 1 0 3 1 0 1 -3

0 0 -18 -2 4 6 18

Ostatnia baza generuje rozwi ↪azanie optymalne ū = (−3,−2, 1, 0), v̄− = (0, 0), przy
czym z̄ = 18. Zatem określamy u2 = (−3,−2, 1, 0), v−21 = v−22 = 0 oraz z2 = 18 i
przechodzimy do kroku 20.
Krok 20: Wyznaczamy zbiory ograniczeń spe lnionych jako nierówności ostre: J̄− :=
∅, Īd := {3}, Īd := {1, 2} i określamy nowe zbiory J− := {1, 2}, Id := {4},
Ig := {3, 4}. Możemy już określić odpowiednie wspó lrz ↪edne rozwi ↪azania zadania
pierwotnego d+

3 = 0, d+
1 = 0, d+

2 = 0. Zwi ↪ekszamy r (r := 3) i powracamy do
kroku 10.
Krok 10: Określamy zadanie D3. W stosunku do zadania D2 zmieniaj ↪a si ↪e tylko
proste ograniczenia na zmienne, które przyjmuj ↪a teraz postać

u3 ≤ 0, −1 ≤ u4 ≤ 0, v−1 ≥ 0, v−2 ≥ 0

Tablica sympleksowa zasadniczo nie zmienia si ↪e. Nowe ograniczenia na zmienne
powoduj ↪a jedynie zmian ↪e ostatniej kolumny tablicy. Przyjmuje ona teraz postać
(0, 0, 0)T . Generowane przez t ↪e tablic ↪e rozwi ↪azanie bazowe ū = (0, 0, 0, 0), v̄− =
(0, 0) spe lnia warunki optymalności, przy czym z̄ = 0. Zatem określamy u3 =
(0, 0, 0, 0), v−31 = v−32 = 0 oraz z3 = 0 i przechodzimy do kroku 20.
Krok 20: r = 3, wi ↪ec proces rozwi ↪azywania zadania jest zakończony. Rozwi ↪azaniem
optymalnym dualnego zadania PC s ↪a macierze
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U =

(
0 0 0 0

−3 −2 1 0
0 0 0 0

)
, V−1 =

(
0
0
0

)
, V−2 =

(
0
0
0

)
a pozosta le elementy rozwi ↪azania pe lnej rozwini ↪etej postaci zadania s ↪a określone
nast ↪epuj ↪aco

V+
1 = V+

2 =

(
0
0
0

)
, V−3 =

(
0
0
0

)
, V+

3 =

(
0
3
0

)

V−4 =

(
0
0
0

)
, V+

4 =

(
0
2
0

)
, V−5 =

(
0
1
0

)
, V+

5 =

(
0
0
0

)
, V−6 = V+

6 =

(
0
0
0

)
Optymalny wektor osi ↪agni ↪ecia z = (0, 18, 0)T . Korzystaj ↪ac z ustalonych
w trakcie przebiegu algorytmu wspó lrz ↪ednych rozwi ↪azania pierwotnego oraz z
rozwi ↪azania dualnego odczytanego z ostatniej tablicy sympleksowej, możemy wyz-
naczyć rozwi ↪azanie problemu pierwotnego jako x = (4, 6, 10, 4, 56, 12)T , d− =
(10, 0, 18, 2)T i d+ = (10, 0, 0, 0)T �

2.4 Model preferencji programowania celowego

Programowanie celowe opiera si ↪e na tzw. zadowalaj ↪acym modelu procesu de-
cyzyjnego (Simon, 1957). W modelu tym przyjmuje si ↪e, że decydent rozwi ↪azuj ↪ac
problem decyzyjny określa poziomy aspiracji jako poż ↪adane wartości poszczegól-
nych ocen. Jeżeli wartości ocen nie osi ↪agaj ↪a poziomów aspiracji, decydent stara
si ↪e znaleźć lepsze rozwi ↪azanie. Jeżeli jednak wartości pewnych ocen osi ↪agn ↪e ly od-
powiednie poziomy aspiracji, to decydent nie interesuje si ↪e ich dalsz ↪a popraw ↪a,
koncentruj ↪ac uwag ↪e jedynie na poprawie wartości tych ocen, które nie osi ↪agn ↪e ly
swoich poziomów aspiracji. W terminach relacji preferencji klasyczny model zado-
walaj ↪acy oznacza, że żaden wektor ocen nie jest ścísle preferowany w stosunku do
wektora poziomów aspiracji a, czyli

a � y dla każdego y ∈ Y (2.58)

 Latwo zauważyć, że warunek (2.58) jest w ogólnym przypadku sprzeczny z warun-
kiem ścis lej monotoniczności (1.5). Dok ladniej, jeżeli istnieje wektor ocen y0 ∈ Y
taki, że y0 ≤ a, to warunek (2.58) jest sprzeczny z warunkiem ścis lej monoto-
niczności (1.5). Oznacza to, że w przypadku rozważanej przez nas przestrzeni ocen
Y = Rm, relacje preferencji zgodne z modelem zadowalaj ↪acym nie mog ↪a spe lniać
warunku ścis lej monotoniczności na ca lej przestrzeni Y , a tylko na pewnych jej
podzbiorach.

Modele programowania celowego spe lniaj ↪a warunek (2.58). Dlatego techniki
programowania celowego nie zawsze wyznaczaj ↪a rozwi ↪azania efektywne oryginal-
nych problemów wielokryterialnych (1.7). Techniki ważonego i leksykograficznego
PC z dodatnimi wspó lczynnikami wagowymi generuj ↪a rozwi ↪azania efektywne, jeżeli
wektor poziomów aspiracji spe lnia warunek

a
<
= y dla każdego y ∈ A (2.59)
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Twierdzenie 2.16 Jeżeli wektor poziomów aspiracji a spe lnia warunek (2.59),
to rozwi ↪azanie optymalne problemu PC (2.7) z ważon ↪a funkcj ↪a osi ↪agni ↪ecia (2.2)
o wspó lczynnikach wagowych w+

i > w−i ≥ 0 (i = 1, 2, . . . ,m) jest rozwi ↪azaniem
efektywnym problemu wielokryterialnego (1.7).

Dowód. Ponieważ A ⊂ Y (a) = {y ∈ Y : y
>
= a}, to wektor x0 jest rozwi ↪azaniem

optymalnym problemu (2.7) wtedy i tylko wtedy, gdy jest on rozwi ↪azaniem opty-
malnym problemu

min {
∑
i∈I

w+
i (fi(x)− ai) : x ∈ Q}

Problem ten generuje relacj ↪e preferencji �s spe lniaj ↪ac ↪a warunki zwrotności, prze-
chodniości i ścis lej monotoniczności. Zatem, na mocy twierdzenia 1.7 wektor x0

jest rozwi ↪azaniem efektywnym zadania (1.7).

Twierdzenie 2.17 Jeżeli wektor poziomów aspiracji a spe lnia warunek (2.59),
to rozwi ↪azanie optymalne leksykograficznego problemu PC (2.13) z wektorow ↪a
funkcj ↪a osi ↪agni ↪ecia (2.11)–(2.12) o wspó lczynnikach wagowych spe lniaj ↪acych wa-
runek W+ >lex W− ≥lex 0 jest rozwi ↪azaniem efektywnym problemu wielokryte-
rialnego (1.7).

Dowód. Ponieważ A ⊂ Y (a) = {y ∈ Y : y
>
= a}, to wektor x0 jest rozwi ↪azaniem

optymalnym problemu (2.13) wtedy i tylko wtedy, gdy jest on rozwi ↪azaniem opty-
malnym problemu

lexmin {(
∑
i∈I

w+
1i(fi(x)− ai),

∑
i∈I

w+
2i(fi(x)− ai), . . . ,

∑
i∈I

w+
pi(fi(x)− ai)) : x ∈ Q}

Problem ten generuje relacj ↪e preferencji �s spe lniaj ↪ac ↪a warunki zwrotności, prze-
chodniości i ścis lej monotoniczności. Zatem, na mocy twierdzenia 1.7 wektor x0

jest rozwi ↪azaniem efektywnym zadania (1.7).

Zauważmy, że analogicznego twierdzenia nie można udowodnić dla minimakso-
wego modelu PC (2.10), ponieważ minimaksowa funkcja skalaryzuj ↪aca nie spe lnia
warunku ścis lej monotoniczności (por. podrozdzia l 1.3). Ponadto, dla spe lnienia
warunku (2.59), nie wystarcza, że wektor poziomów aspiracji jest nieosi ↪agalny
(a 6∈ A). Poniższy przyk lad ilustruje, że naruszenie warunku (2.59) może spo-
wodować generowanie przez techniki PC rozwi ↪azań nieefektywnych.

Przyk lad 2.5. Rozpatrzmy problem liniowy z dwiema funkcjami oceny

zminimalizować (x1, x2)

pod warunkiem, że

x1 + x2 ≥ 3, x1 ≥ 1, x2 ≥ 1

Zbiór rozwi ↪azań efektywnych dla tego problemu ma postać

{(x1, x2) : x1 + x2 = 3, x1 ≥ 1, x2 ≥ 1}
czyli jest to odcinek  l ↪acz ↪acy wierzcho lki (1,2) i (2,1) wraz z tymi wierzcho lkami.

Przekszta lćmy ten problem w zadanie programowania celowego wprowadzaj ↪ac
(nieosi ↪agalny) wektor poziomów aspiracji a1 = 0 i a2 = 3
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x1 + d−1 − d+
1 = 0

x2 + d−2 − d+
2 = 3

x1 + x2 ≥ 3

x1 ≥ 1, x2 ≥ 1, d−1 ≥ 0, d+
1 ≥ 0, d−2 ≥ 0, d+

2 ≥ 0

 Latwo sprawdzić, że punkt x = (1, 3) jest rozwi ↪azaniem optymalnym tego zadania
programowania celowego dla dowolnej funkcji osi ↪agni ↪ecia o postaci (2.2), (2.10) lub
(2.11) z nieujemnymi wagami. Punkt (1,3) jest rozwi ↪azaniem dopuszczalnym, ale
nie jest rozwi ↪azaniem efektywnym oryginalnego problemu wielokryterialnego. �

Żeby zagwarantować spe lnienie warunku (2.59), wektor poziomów aspiracji po-

winien spe lniać nierówność a
<
= yu (gdzie yu jest wektorem utopii). Zosta lo to

wykorzystywane przez Zeleny’ego (1974) w metodzie przesuni ↪etego idea lu. Wa-

runek a
<
= yu i, co za tym idzie, warunek (2.59) istotnie ogranicza możliwości

wyboru poziomów aspiracji i jest sprzeczny z przyj ↪et ↪a w programowaniu celowym
zasad ↪a, że poziomy aspiracji s ↪a g lównymi parametrami steruj ↪acymi, podczas gdy
wspó lczynniki wagowe spe lniaj ↪a rol ↪e pomocnicz ↪a. Dlatego też w praktycznych za-
stosowaniach programowania celowego warunek (2.59) nie jest przestrzegany, co
prowadzi do wyznaczania rozwi ↪azań nieefektywnych. Poniższy przyk lad zawiera
zaczerpni ↪ety z literatury rzeczywisty problem decyzyjny, dla którego zastosowany
model PC wygenerowa l rozwi ↪azanie ewidentnie nieefektywne.

Przyk lad 2.6. Parker (1985) prezentuje leksykograficzny model PC dla projekto-
wania i oceny systemu informatycznego w jednostce s lużby zdrowia. Model zawiera
cztery zmienne decyzyjne z dwustronnymi ograniczeniami i cztery funkcje oceny.
Pierwsza z nich f1 jest minimalizowana, przy czym jako poziom aspiracji przyj ↪eto
a1 = 82. Dalsze dwie (f2 i f3) powinny osi ↪agać wartości jak najbliższe poziomów
aspiracji a2 = 125 i a3 = 53. Natomiast f4 jest maksymalizowana, przy czym jako
odpowiedni poziom aspiracji przyj ↪eto a4 = 80. Uwzgl ↪edniaj ↪ac zadan ↪a hierarchi ↪e
priorytetów otrzymujemy leksykograficzny model PC postaci

lexmin (d+
1 , d

−
2 + d+

2 , d
−
3 + d+

3 , d
−
4 )

pod warunkiem, że

15.0x1 + 17.5x2 − 8.7x3 − 1.3x4 + d−1 − d+
1 = 82

30.7x1 + 16.2x2 − 10.2x3 + 2.6x4 + d−2 − d+
2 = 125

10.3x1 − 2.1x2 + 15.5x3 − 5.6x4 + d−3 − d+
3 = 53

7.4x1 + 5.6x2 + 4.1x3 + 2.3x4 + d−4 − d+
4 = 80

1 ≤ x1 ≤ 7, 1 ≤ x2 ≤ 7, 1 ≤ x3 ≤ 7, 1 ≤ x4 ≤ 7

d−
>
= 0, d+ >

= 0

Stosuj ↪ac do tego modelu podej́scie sekwencyjne, Parker (1985) wyznaczy l roz-
wi ↪azanie optymalne: x = (2.24, 5.54, 4.37, 5.77), d− = d+ = 0 z ocenami
f(x) = (82, 125, 53, 80). Zauważmy, że zachowuj ↪ac poż ↪adane wartości f2 i f3 można
uzyskać mniejsz ↪a wartość minimalizowanej funkcji oceny f1 i wi ↪eksz ↪a wartość mak-
symalizowanej funkcji f4. W szczególności dopuszczalne s ↪a rozwi ↪azania wierz-
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cho lkowe: x = (2.76, 4.32, 4.70, 7) z wektorem ocen f(x) = (67, 125, 53, 80) oraz
x = (2.03, 6.17, 5.44, 7) z wektorem ocen f(x) = (82, 125, 53, 87.94). �

Fakt, że model preferencji programowania celowego nie spe lnia warunku ścis lej
monotoniczności, może prowadzić do poważnych trudności z użyciem modelu PC
nawet w przypadku, gdy model preferencji decydenta nie wymaga spe lnienia tego
warunku. W twierdzeniach 2.1–2.3 dowodzilísmy, że rozwi ↪azania optymalne od-
powiednich problemów PC s ↪a rozwi ↪azaniami dopuszczalnymi oryginalnego zada-
nia wielokryterialnego, minimalizuj ↪acymi odpowiednie funkcje osi ↪agni ↪ecia. Szereg
modeli programowania liniowego kryje w sobie pewne zależności nieliniowe wyko-
rzystuj ↪ac fakt, że odpowiednie funkcje oceny s ↪a minimalizowane (lub maksymali-
zowane). Dotyczy to w szczególności modeli, w których minimalizuje si ↪e funkcje
oceny typu maxj∈J xj . Zwykle przekszta lca si ↪e je w zadania programowania li-
niowego przez wprowadzenie zmiennej z, reprezentuj ↪acej wartość funkcji celu, i
dodatkowych nierówności xj ≤ z dla j ∈ J (Williams, 1993). Nierówności te gwa-
rantuj ↪a, że z nie jest mniejsze od żadnego xj (j ∈ J), a minimalizacja z doprowadza
jego wartość do maksimum xj . Zastosowanie do takiego modelu podej́scia PC nie
spe lniaj ↪acego warunku ścis lej monotoniczności niszczy relacje pomi ↪edzy zmiennymi
oparte na za lożeniu minimalizacji odpowiedniej funkcji. Może to spowodować, że
z nie b ↪edzie równe maxj∈J xj . Zatem standardowe podej́scie PC nie może być sto-
sowane do wielokryterialnego problemu optymalizacji (1.7) bez g l ↪ebokiej analizy i
ewentualnej przebudowy oryginalnego modelu.

Przyk lad 2.7. Rozpatrzmy prosty problem o dwóch zmiennych decyzyjnych x1 i
x2 spe lniaj ↪acych równanie x1 + x2 = 1 z funkcj ↪a oceny f(x1, x2) = max {x1, x2}.
Zadanie minimalizacji funkcji f jest zwykle formu lowane w postaci

min {z : x1 ≤ z, x2 ≤ z, x1 + x2 = 1} (2.60)

Przypuśćmy, że 0.7 jest najbardziej preferowan ↪a wartości ↪a oceny f . Jest to mo-
del preferencji w pe lni zgodny z koncepcj ↪a programowania celowego. Przyjmuj ↪ac
0.7 jako poziom aspiracji a i stosuj ↪ac technik ↪e ważonego PC do problemu (2.60)
otrzymujemy zadanie

min {w−d− + w+d+ : z + d− − d+ = 0.7, x1 ≤ z, x2 ≤ z,
x1 + x2 = 1, d−, d+ ≥ 0} (2.61)

Zauważmy, że problem (2.61) ma wiele rozwi ↪azań optymalnych. W szczególności,
dla dowolnych nieujemnych wag w− i w+, wartości x1 = 0.4, x2 = 0.6 i z = 0.7
definiuj ↪a rozwi ↪azanie optymalne problemu PC (2.61), przy czym d− = d+ = 0
sugeruje, że funkcja oceny f osi ↪agn ↪e la zadany poziom aspiracji. W rzeczywistości
max {x1, x2} = 0.6, a tylko zmienna z osi ↪agn ↪e la wartość 0.7. W tym przypadku
ani z nie wyraża wartości max {x1, x2}, ani d− nie wyraża wartości odpowiedniego
odchylenia w dó l. �



Rozdzia l 3

Metody punktu
referencyjnego

3.1 Metoda punktu referencyjnego

Programowanie celowe nie spe lnia postulatu parametryzacji zbioru rozwi ↪azań
efektywnych i w pewnych przypadkach może generować rozwi ↪azania, które nie s ↪a
efektywne (Hallefjord i Jörnsten, 1988). Wady tej pozbawione s ↪a metody punktu
referencyjnego. Metoda punktu referencyjnego zosta la wprowadzona przez Wierz-
bickiego (1977, 1982). Po l ↪aczy la ona prostot ↪e i otwartość sterowania procesem
analizy interaktywnej programowania celowego ze ścis lym przestrzeganiem zasady
efektywności generowanych rozwi ↪azań i zupe lnej parametryzacji zbioru rozwi ↪azań
efektywnych (Wierzbicki, 1986). Rozwini ↪ete zosta ly liczne warianty metody punktu
referencyjnego i metod opartych na podobnych zasadach (Steuer i Choo, 1983; Na-
kayama i Sawaragi, 1984; Korhonen i Laakso, 1986; Lewandowski i Wierzbicki,
1988; Nakayama, 1992; Ogryczak i Lahoda, 1992; Michalowski i Szapiro, 1992;
Steuer, 1993). Metody punktu referencyjnego zosta ly zaimplementowane dla wie-
lokryterialnych zadań programowania liniowego (Grauer i inni, 1984; Rogowski i
inni, 1988), programowania nieliniowego (Kr ↪eglewski i inni, 1988; Jaszkiewicz i
S lowiński, 1992) oraz programowania dyskretnego (Ogryczak i inni, 1989; 1992).
Pozwoli lo to na budow ↪e szeregu systemów wspomagania decyzji opartych na meto-
dach punktu referencyjnego (por. Lewandowski i Wierzbicki, 1989a; Lewandowski
i inni, 1989; Wierzbicki, 1993) i ich wykorzystanie do rozwi ↪azywania różnych prob-
lemów praktycznych (Lewandowski i Wierzbicki, 1989; Malczewski i Ogryczak,
1990; Wessels i Wierzbicki, 1993).

Metody punktu referencyjnego, tak jak techniki PC, używaj ↪a poziomów aspira-
cji jako g lównych parametrów steruj ↪acych, ale dzi ↪eki odmiennemu modelowi prefe-
rencji generuj ↪a zawsze rozwi ↪azania efektywne. Model preferencji użyty w metodach
punktu referencyjnego spe lnia nast ↪epuj ↪ace dwa postulaty:

P1. Relacja preferencji jest racjonaln ↪a relacj ↪a preferencji, czyli spe lnia warunki

81
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zwrotności (1.3), przechodniości (1.4) i ścis lej monotoniczności (1.5).

P2. Rozwi ↪azanie ze wszystkimi indywidualnymi ocenami fi(x) równymi odpo-
wiadaj ↪acym im poziomom aspiracji jest preferowane w stosunku do rozwi ↪a-
zania z przynajmniej jedn ↪a indywidualn ↪a ocen ↪a wi ↪eksz ↪a od odpowiadaj ↪acego
jej poziomu aspiracji.

Postulat P1 oznacza, że rozwi ↪azania efektywne dominuj ↪a rozwi ↪azania nieefek-
tywne, czyli że preferencje decydenta s ↪a zgodne z zasad ↪a wyboru rozwi ↪azań efek-
tywnych. Postulat P2 wyraża, że decydent woli oceny osi ↪agaj ↪ace wszystkie po-
ziomy aspiracji od tych, które nie osi ↪agaj ↪a jednego lub wi ↪ecej poziomów aspiracji.
Zauważmy, że postulat ten nie pokrywa si ↪e z leż ↪acym u podstaw podej́scia zadowa-
laj ↪acego i programowania celowego za lożeniem (2.58), że wektor poziomów aspiracji
jest najbardziej preferowanym wektorem ocen. Postulat P2 może być zapisany w
postaci warunku

(y 6= a i y 6≤ a) ⇒ a ≺ y (3.1)

co oznacza, że wektor aspiracji a jest ścísle preferowany w stosunku do każdego
wektora ocen y ∈ Y , który nie dominuje s labo wektora a

y 6�r a ⇒ a ≺ y (3.2)

Modele preferencji oparte na warunku (3.1) nazywane s ↪a quasi–zadowalaj ↪acymi
(Wierzbicki, 1986). W modelach tych przyjmuje si ↪e, podobnie jak w modelu
zadowalaj ↪acym (por. podrozdzia l 2.4), że decydent rozwi ↪azuj ↪ac problem decy-
zyjny określa poziomy aspiracji jako poż ↪adane wartości poszczególnych ocen. Jeżeli
wartości ocen nie osi ↪agaj ↪a poziomów aspiracji, to decydent stara si ↪e znaleźć lepsze
rozwi ↪azanie. Jeżeli wartości pewnych ocen osi ↪agn ↪e ly odpowiednie poziomy aspi-
racji, to decydent koncentruje uwag ↪e na poprawie wartości tych ocen, które nie
osi ↪agn ↪e ly swoich poziomów aspiracji. Jednak gdy wszystkie oceny osi ↪agn ↪a za lożone
poziomy aspiracji, to decydent jest zainteresowany dalsz ↪a popraw ↪a ocen, o ile jest
to możliwe .

Warunek (3.1), niezależnie od wyboru wektora poziomów aspiracji a, nie jest
sprzeczny z warunkiem ścis lej monotoniczności (1.5). Dlatego istnieje możliwość
konstrukcji takich skalaryzacji zadań wielokryterialnych, że definiowane przez nie
relacje preferencji spe lniaj ↪a postulaty P1 i P2. Co wi ↪ecej, brak ograniczeń na
wybór poziomów aspiracji pozwala wykorzystywać poziomy aspiracji jako g lówne
parametry steruj ↪ace w procesie analizy interaktywnej. Zauważmy, że postulaty
P1 i P2 s ↪a spe lnione przez model PC (2.7) z ważon ↪a funkcj ↪a osi ↪agni ↪ecia (2.2),
gdy wspólczynniki wagowe spe lniaj ↪a nienaturalny dla metodologii PC warunek
w+
i > −w−i > 0 dla i = 1, 2, . . . ,m. Warunek ten zak lada w szczególności, że

wagi w−i odpowiadaj ↪ace odchyleniom w dó l przyjmuj ↪a wartości ujemne. Jest to
oczywíscie niezgodne z ide ↪a programowania celowego i koncepcj ↪a ścis lego podej́scia
zadowalaj ↪acego (2.58).

Metody punktu referencyjnego polegaj ↪a na minimalizacji odpowiednio zdefinio-
wanej skalaryzuj ↪acej funkcji osi ↪agni ↪ecia, generuj ↪acej relacj ↪e preferencji spe lniaj ↪ac ↪a
postulaty P1 i P2. Dzi ↪eki temu wyznaczaj ↪a one zawsze rozwi ↪azania efektywne.
Ponadto wymaga si ↪e, żeby skalaryzuj ↪aca funkcja osi ↪agni ↪ecia zapewnia la zupe lność
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parametryzacji zbioru rozwi ↪azań efektywnych przez poziomy aspiracji. Wymaga-
nie to oznacza, że dla każdego osi ↪agalnego wektora ocen (y ∈ A) powinny istnieć
poziomy aspiracji pozwalaj ↪ace wyznaczyć rozwi ↪azanie efektywne, generuj ↪ace ten
wektor ocen (nawet w przypadku dyskretnych lub niewypuk lych zbiorów dopusz-
czalnych). Tej ostatniej w lasności nie posiada przytoczony wcześniej uogólniony
model ważonego programowania celowego z ujemnymi wagami dla odchyleń w dó l.

Jedna z najprostszych skalaryzuj ↪acych funkcji osi ↪agni ↪ecia dla zadania (1.7)
przyjmuje nast ↪epuj ↪ac ↪a postać (por. Steuer, 1986)

s(y) = max
i=1,...,m

{λi(yi − ai)}+ ρ

m∑
i=1

λi(yi − ai) (3.3)

gdzie

ai oznaczaj ↪a poziomy aspiracji (wspó lrz ↪edne wektora aspiracji a),

λi s ↪a dodatnimi czynnikami skaluj ↪acymi,

ρ oznacza arbitralnie ma ly, dodatni parametr regularyzacyjny.

Minimalizacja funkcji (3.3) ze wzgl ↪edu na y ∈ A wyznacza niezdominowany wektor
ocen y i generuj ↪ace go rozwi ↪azanie efektywne x. Wyznaczone rozwi ↪azanie efek-
tywne zależy od wartości dwóch grup parametrów: poziomów aspiracji ai i czyn-
ników skaluj ↪acych λi. W implemetacjach metody wartości czynników skaluj ↪acych
λi ustala si ↪e zazwyczaj automatycznie na podstawie wst ↪epnej analizy problemu,
natomiast poziomy aspiracji ai pozostawia si ↪e jako parametry steruj ↪ace procesem
analizy interaktywnej (por. Grauer i inni, 1984). Parametr ρ s luży jedynie do wpro-
wadzenia sk ladnika regularyzacyjnego gwarantuj ↪acego efektywność rozwi ↪azania w
przypadku niejednoznaczności minimum pierwszego sk ladnika funkcji s(y).

Minimalizacja skalaryzuj ↪acej funkcji osi ↪agni ↪ecia (3.3) ze wzgl ↪edu na y ∈ A
może być rozpatrywana jako implementacja dwupoziomowego leksykograficznego
zadania parametrycznego

lexmin {( max
i=1,...,m

si(ai, fi(x)),

m∑
i=1

si(ai, fi(x))) : x ∈ Q}, a ∈ Y (3.4)

gdzie
si(ai, yi) = λi(yi − ai) dla i = 1, 2, . . . ,m (3.5)

Zauważmy, że parametryczne funkcje si(ai, yi) postaci (3.5) s ↪a liniowymi funkcjami
skaluj ↪acymi indywidualne oceny yi. Co wi ↪ecej, w przypadku dodatnich wartości λi
s ↪a to funkcje ścísle rosn ↪ace, czyli spe lnione s ↪a za lożenia wniosku 1.22. Ogólnie z
wniosku 1.22 otrzymujemy nast ↪epuj ↪acy wniosek.

Wniosek 3.1 Dla dowolnych funkcji si(ai, yi), ścísle rosn ↪acych wzgl ↪edem yi,
rozwi ↪azanie optymalne zadania (3.4) jest rozwi ↪azaniem efektywnym wielokryterial-
nego zadania (1.7).

Dla zagwarantowania spe lnienia przez parametryzacj ↪e (3.4) obu postulatów
P1 i P2 quasi–zadowalaj ↪acego modelu preferencji b ↪edziemy zak ladać, że funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi oraz spe lniaj ↪a warunek

s1(a1, a1) = s2(a2, a2) = · · · = sm(am, am) (3.6)
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Twierdzenie 3.1 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi i
spe lniaj ↪acych warunek (3.6), relacja preferencji definiowana przez leksykograficzn ↪a
minimalizacj ↪e (3.4) jest zwrotna, przechodnia, ścísle monotoniczna oraz spe lnia
warunek (3.1).

Dowód. Zwrotność, przechodniość i ścis la monotoniczność relacji preferencji defi-
niowanej przez minimalizacj ↪e (3.4) wynika bezpośrednio ze ścis lej monotoniczności
funkcji si(ai, yi) wzgl ↪edem yi (por. wniosek 1.21). Dalej, zauważmy, że na mocy
twierdzenia 1.11 prawdziwa jest implikacja

y 6<= a ⇒ a ≺ y

co oznacza spe lnienie warunku (3.1).

Twierdzenie 3.2 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funk-
cje si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to każde
rozwi ↪azanie efektywne x0 wielokryterialnego zadania (1.7) jest rozwi ↪azaniem opty-

malnym zadania (3.4) dla wektora aspiracji a0 = f(x
0
).

Dowód. Niech x0 b ↪edzie rozwi ↪azaniem efektywnym zadania (1.7). Przypuśćmy,
że x0 nie jest rozwi ↪azaniem optymalnym zadania (3.4) dla wektora aspiracji a0 =

f(x
0
). Istnieje wtedy wektor x ∈ Q taki, że

max
i=1,...,m

si(fi(x
0), fi(x)) ≤ max

i=1,...,m
si(fi(x

0), fi(x
0))

i jednocześnie w przypadku równości spe lniona jest dodatkowo nierówność ostra
m∑
i=1

si(fi(x
0), fi(x)) <

m∑
i=1

si(fi(x
0), fi(x

0))

Zauważmy, że na mocy warunku (3.6)

s1(f1(x0), f1(x0)) = · · · = sm(fm(x0), fm(x0)) = max
i=1,...,m

si(fi(x
0), fi(x

0))

Zatem
si(fi(x

0), fi(x)) ≤ si(fi(x0), fi(x
0)) dla i = 1, 2, . . . ,m

i istnieje indeks i0 taki, że

si0(fi0(x0), fi0(x)) < si0(fi0(x0), fi0(x0))

Funkcje si(fi(x
0), yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi, tak wi ↪ec

fi(x) ≤ fi(x0) dla i = 1, 2, . . . ,m

przy czym dla indeksu i0 zachodzi nierówność ostra. Przeczy to efektywności wek-
tora x0 dla problemu (1.7). Zatem wektor x0 jest rozwi ↪azaniem optymalnym za-

dania (3.4) dla wektora poziomów aspiracji a0 = f(x
0
).

Wniosek 3.2 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to dla dowol-
nego rozwi ↪azania efektywnego x0 wielokryterialnego zadania (1.7) istnieje wektor
poziomów aspiracji a0 ∈ Y taki, że x0 jest rozwi ↪azaniem optymalnym odpowied-
niego zadania (3.4).
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Funkcje (3.5) spe lniaj ↪a za lożenia wniosku 3.1 oraz twierdzeń 3.1 i 3.2. Dla-
tego najprostsza skalaryzuj ↪aca funkcja osi ↪agni ↪ecia (3.3) dostarcza zupe lnej para-
metryzacji zbioru rozwi ↪azań efektywnych zgodnej z quasi–zadowalaj ↪acym modelem
preferencji określonym przez postulaty P1 i P2. Podobnie, za lożenia powyższych
twierdzeń spe lniaj ↪a używane w praktycznych implementacjach metody punktu re-
ferencyjnego (Grauer i inni, 1984) funkcje postaci

si(ai, yi) =

{
−βλi(yi − ai), jeśli yi ≤ ai

λi(yi − ai), jeśli yi > ai
(3.7)

gdzie parametr β spe lnia zależność 0 < β < 1.
Lewandowski i Wierzbicki (1988) zaproponowali przedzia low ↪a metod ↪e punktu

referencyjnego, używaj ↪ac ↪a jako parametrów steruj ↪acych oprócz poziomów aspiracji
także poziomów rezerwacji ri (ri > ai, i = 1, 2, . . . ,m), wyrażaj ↪acych “mi ↪ekkie”
ograniczenia na poszczególne oceny. Odpowiada to wprowadzeniu do modelu pre-
ferencji dodatkowego postulatu

P2a. Rozwi ↪azanie ze wszystkimi indywidualnymi ocenami fi(x) równymi odpo-
wiadaj ↪acym im poziomom rezerwacji jest preferowane w stosunku do rozwi ↪a-
zania z przynajmniej jedn ↪a indywidualn ↪a ocen ↪a wi ↪eksz ↪a od odpowiadaj ↪acego
jej poziomu rezerwacji.

Postulat P2a wyraża, że decydent woli oceny osi ↪agaj ↪ace wszystkie poziomy
rezerwacji od tych, które nie osi ↪agaj ↪a jednego lub wi ↪ecej poziomów rezerwacji.
Postulat ten, analogicznie jak postulat P2, może być zapisany w postaci warunku

y 6<= r ⇒ r ≺ y (3.8)

lub
y 6�r r ⇒ r ≺ y (3.9)

Skalaryzuj ↪aca funkcja osi ↪agni ↪ecia dla przedzia lowej metody punktu referencyj-
nego ma postać

s(a, r,y) = max
i=1,...,m

si(ai, ri, yi) + ρ

m∑
i=1

si(ai, ri, yi) (3.10)

gdzie si (i = 1, 2, . . . ,m) s ↪a funkcjami mierz ↪acymi odchylenie wartości oceny yi
od oczekiwań decydenta wyrażonych poziomem aspiracji ai i poziomem rezerwa-
cji ri. Można je interpretować jako miary niezadowolenia decydenta z bież ↪acych
wartości poszczególnych ocen. Lewandowski i Wierzbicki (1988) przyjmuj ↪a funkcje
przedzia lami liniowe

si(ai, ri, yi) =

 −β(yi − ai)/(yui − ai), jeśli yi ≤ ai
(yi − ai)/(ri − ai), jeśli ai < yi < ri

γ(yi − ri)/(ywi − ai) + 1, jeśli yi ≥ ri
(3.11)

gdzie yui i ywi oznaczaj ↪a odpowiednio najlepsz ↪a i najgorsz ↪a możliw ↪a wartość i–tej
funkcji oceny w zbiorze Q, o których zak lada si ↪e, że s ↪a znane przed rozpocz ↪eciem
analizy, a β i γ s ↪a dodatnimi parametrami dobranymi arbitralnie. β wyraża satys-
fakcj ↪e decydenta z osi ↪agni ↪ecia lepszego niż odpowiedni poziom aspiracji, a γ > 1
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wyraża niezadowolenie zwi ↪azane z osi ↪agni ↪eciem gorszym od odpowiedniego poziomu
rezerwacji.

Funkcja si(ai, ri, yi) jest ścísle rosn ↪ac ↪a funkcj ↪a yi o wartościach si(ai, ri, ai) = 0,
si(ai, ri, ri) = 1, si(ai, ri, y

u
i ) = −β i si(ai, ri, y

w
i ) = 1 + γ. W praktycznych imple-

mentacjach zamiast najgorszych wartości ywi używane s ↪a odpowiednie wspó lrz ↪edne
wektora nadiru (yni ). Zauważmy, że funkcje (3.11) nie zawieraj ↪a parametrów λi,
jako że poziomy rezerwacji s ↪a wykorzystane do automatycznego generowania czyn-
ników skaluj ↪acych i jedynymi dodatkowymi parametrami s ↪a sta le β i γ. Odpowiada
to rozmytemu podej́sciu (Zimmermann, 1985) do mierzenia satysfakcji decydenta
z wartości poszczególnych funkcji oceny (por. Wierzbicki, 1986).

W implementacji przedzia lowej metody punktu referencyjnego w systemie DI-
NAS (Ogryczak i inni, 1989) zosta ly użyte prostsze funkcje si. S ↪a to funkcje prze-
dzia lami liniowe, określone wzorem

si(ai, ri, yi) =

 −β(yi − ai)/(ri − ai), jeśli yi ≤ ai
(yi − ai)/(ri − ai), jeśli ai < yi < ri

γ(yi − ri)/(ri − ai) + 1, jeśli yi ≥ ri
(3.12)

gdzie parametry β i γ spe lniaj ↪a zależności 0 < β < 1 < γ.
Funkcje (3.12) przyjmuj ↪a wartości si(ai, ri, ai) = 0, si(ai, ri, ri) = 1 i s ↪a ścísle

rosn ↪ace wzgl ↪edem yi. Ponadto, w odróżnieniu od funkcji (3.11), s ↪a one wypuk le
wzgl ↪edem yi. Dzi ↪eki temu funkcje (3.12) mog ↪a być wyrażone w postaci

si(ai, ri, yi) = max{−β(yi−ai)/(ri−ai), (yi−ai)/(ri−ai), γ(yi−ri)/(ri−ai)+1}

i ca la skalaryzuj ↪aca funkcja osi ↪agni ↪ecia (3.10) może być wprowadzona do modelu
WPL bez naruszenia jego liniowej struktury.

Minimalizacja skalaryzuj ↪acej funkcji osi ↪agni ↪ecia (3.10) po y ∈ A może być roz-
patrywana jako implementacja dwupoziomowego leksykograficznego zadania para-
metrycznego

lexmin {( max
i=1,...,m

si(ai, ri, fi(x)),

m∑
i=1

si(ai, ri, fi(x))) : x ∈ Q} (3.13)

gdzie a, r ∈ Y i a < r.
Zauważmy, że zarówno funkcje (3.11), jak i funkcje (3.12) spe lniaj ↪a za lożenia

twierdzeń 3.1 i 3.2 oraz wniosku 3.1. Zatem otrzymujemy zupe ln ↪a parametryzacj ↪e
zbioru rozwi ↪azań efektywnych zgodn ↪a z modelem preferencji określonym postu-
latami P1 i P2. Ponadto, dzi ↪eki temu, że si(ai, ri, ri) = 1 dla i = 1, 2, . . . ,m,
spe lniony jest również postulat P2a. Prawdziwe jest bowiem nast ↪epuj ↪ace twier-
dzenie.

Twierdzenie 3.3 Dla dowolnych funkcji si(ai, ri, yi) ścísle rosn ↪acych wzgl ↪edem yi
i spe lniaj ↪acych warunek

s1(a1, r1, r1) = s2(a2, r2, r2) = · · · = sm(am, rm, rm) (3.14)

relacja preferencji definiowana przez leksykograficzn ↪a minimalizacj ↪e (3.13) spe lnia
warunek (3.8).
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Dowód. Zauważmy, że na mocy twierdzenia 1.11 dla relacji preferencji � definio-
wanej przez minimalizacj ↪e (3.13) prawdziwa jest implikacja

y 6<= r ⇒ r ≺ y

co oznacza spe lnienie warunku (3.8).

Zauważmy, że funkcje si(ai, ri, yi) zdefiniowane wzorem (3.11) lub (3.12)
spe lniaj ↪a warunek

s1(a1, r1, a1 + t(r1 − a1)) = s2(a2, r2, a2 + t(r2 − a2)) = . . .

= sm(am, rm, am + t(rm − am)) dla 0 ≤ t ≤ 1

Wynika z tego, że przedzia lowe metody punktu referencyjnego oparte na funkcjach
(3.11) i (3.12) implementuj ↪a model preferencji spe lniaj ↪acy warunek

y 6�r a + t(r− a) ⇒ a + t(r− a) ≺ y dla 0 ≤ t ≤ 1 (3.15)

Różnica pomi ↪edzy użyciem funkcji (3.12) a (3.11) polega na tym, że pierwsze z
nich rozszerzaj ↪a ten model preferencji na ca l ↪a prost ↪a wyznaczon ↪a przez a i r, a
drugie na  laman ↪a określon ↪a przez yu, a, r, yw. To znaczy, przedzia lowa metoda
punktu referencyjnego z funkcjami si typu (3.12) implementuje model preferencji
spe lniaj ↪acy zależność

y 6�r a + t(r− a) ⇒ a + t(r− a) ≺ y dla t ∈ R
a w przypadku funkcji si typu (3.11) model preferencji spe lniaj ↪acy zależność

y 6�r a + t(a− yu) ⇒ a + t(a− yu) ≺ y dla t ≤ 0
y 6�r a + t(r− a) ⇒ a + t(r− a) ≺ y dla 0 ≤ t ≤ 1
y 6�r r + t(yw − r) ⇒ r + t(yw − r) ≺ y dla t ≥ 0

Rozwi ↪azywane w metodach punktu referencyjnego zadania optymalizacyjne
typu (3.4) nie wprowadzaj ↪a istotnych komplikacji do struktury oryginalnego zada-
nia. W szczególności, w przypadku zadania WPL, odpowiedni problem (3.4) może
być rozwi ↪azywany technikami programowania liniowego i istnieje nawet możliwość
implementacji metody sympleks z niejawn ↪a reprezentacj ↪a minimaksowej funkcji
celu bez wprowadzania dodatkowych zależności do oryginalnej struktury zbioru
dopuszczalnego Q (Ogryczak i Zorychta, 1994).

Proces analizy interaktywnej metod punktu referencyjnego jest w pe lni zgodny
z przedstawion ↪a w podrozdziale 1.4 koncepcj ↪a systemów wspomagania decyzji. Re-
alizuj ↪a one otwarty proces poszukiwania zadowalaj ↪acego rozwi ↪azania efektywnego
na podstawie bież ↪acych preferencji określanych poziomami aspiracji (i dodatkowo
poziomami rezerwacji lub wspó lczynnikami skaluj ↪acymi). Zastosowania opartych
na metodach punktu referencyjnego systemów wspomagania decyzji do analizy
rzeczywistych problemów decyzyjnych (por. np. Malczewski i Ogryczak, 1990)
oraz specjalnie przeprowadzane eksperymenty (Korhonen i Wallenius, 1989; Steuer,
1993) pokazuj ↪a, że do wyznaczenia zadowalaj ↪acego rozwi ↪azania efektywnego wielo-
kryterialnego problemu decyzyjnego wystarcza zazwyczaj niewielka liczba kroków
analizy interaktywnej. Jednocześnie wyrażanie bież ↪acych preferencji w terminach
poziomów aspiracji (i ewentualnie rezerwacji) jest  latwo rozumiane i ch ↪etnie akcep-
towane przez decydentów.
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3.2 System DINAS

Przedzia lowa metoda punktu referencyjnego zosta la zaimplemetowana w sys-
temie DINAS dla wielokryterialnych zagadnień transportowo–lokalizacyjnych na
sieciach (Ogryczak i inni, 1988; 1991). Jest to cz ↪esto pojawiaj ↪aca si ↪e w zasto-
sowaniach szczególna klasa mieszanych zagadnień programowania liniowego dys-
kretnego. W systemie DINAS zosta l przyj ↪ety nast ↪epuj ↪acy sieciowy model prob-
lemu transportowo–lokalizacyjnego. Zbiór w ↪ez lów sieci dzieli si ↪e na dwa podzbiory:
zbiór w ↪ez lów sta lych i zbiór w ↪ez lów potencjalnych. W ↪ez ly sta le reprezentuj ↪a ist-
niej ↪ace (sta le) punkty sieci transportowej. W ↪ez ly potencjalne s ↪a wprowadzone dla
reprezentacji możliwych lokalizacji nowych punktów sieci. Pewne grupy w ↪ez lów
potencjanych mog ↪a reprezentować różne warianty tego samego obiektu. Dlatego
w ↪ez ly potencjalne s ↪a pogrupowane w tzw. selekcje (tzn. zbiory z ograniczeniami
wyboru). Każda selekcja jest określona przez list ↪e zawartych w niej w ↪ez lów poten-
cjalnych oraz dolne i górne ograniczenie na liczb ↪e w ↪ez lów, które mog ↪a być wybrane
z tej listy. Rozpatruje si ↪e dystrybucj ↪e jednorodnego dobra zgodnie z topologi ↪a
sieci transportowej. Każdy w ↪eze l sta ly jest scharakteryzowany przez podaż i po-
pyt na rozważane dobro. Każdy w ↪eze l potencjalny ma określon ↪a przepustowość,
która ogranicza maksymalny przep lyw dobra przez w ↪eze l. Przepustowości s ↪a także
określone dla wszystkich  luków sieci. Dane s ↪a liniowe funkcje celu określone przez
wspó lczynniki kosztu odpowiadaj ↪ace poszczególnym  lukom i w ↪ez lom potencjalnym.
Wspó lczynnik kosztu zwi ↪azany z  lukiem wyraża koszt przep lywu jednostki dobra
wzd luż  luku. Wspó lczynnik kosztu dla w ↪ez la potencjalnego wyraża koszt sta ly
zwi ↪azany z wyborem danego w ↪ez la.

Dla uproszczenia reprezentacji modelu i procedur obliczeniowych system DI-
NAS dokonuje transformacji modelu transportowo–lokalizacyjnego przekszta lcaj ↪ac
wszystkie funkcje oceny na minimalizowane i zast ↪epuj ↪ac w ↪ez ly potencjalne  lukami
sztucznymi. Każdy w ↪eze l potencjalny jest zast ↪epowany par ↪a w ↪ez lów (sta lych) i
 l ↪acz ↪acym je  lukiem (sztucznym). Dzi ↪eki tej transformacji otrzymujemy sieć o
sta lej strukturze (wszystkie w ↪ez ly s ↪a sta le). Potencjalność  luków sztucznych nie
komplikuje sta lej struktury sieci, ponieważ wszystkie  luki reprezentuj ↪a potencjalne
możliwości przep lywów. Co wi ↪ecej, po transformacji wszystkie przepustowości do-
tycz ↪a jedynie  luków. Podobnie wspó lczynniki kosztu s ↪a zwi ↪azane tylko z  lukami.
Wspó lczynniki kosztu odpowiadaj ↪ace  lukom sztucznym maj ↪a jednak inny charakter
niż te odpowiadaj ↪ace oryginalnym  lukom. Matematyczny model przekszta lconego
zadania przyjmuje nast ↪epuj ↪ac ↪a postać

zminimalizować

fi(x) =
∑

(l,j)∈E\Ea

ciljxlj +
∑

(l,j)∈Ea

ciljx
′
lj , i = 1, 2, . . . ,m (3.16)

pod warunkiem, że∑
(l,j)∈E

xlj −
∑

(j,l)∈E

xjl = bl dla l ∈W (3.17)

0 ≤ xlj ≤ plj dla (l, j) ∈ E \ Ea, (3.18)
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0 ≤ xlj ≤ pljx′lj dla (l, j) ∈ Ea (3.19)

gk ≤
∑

(l,j)∈Sk

x′lj ≤ hk dla k = 1, 2, . . . , ns, (3.20)

x′lj ∈ {0, 1} dla (l, j) ∈ Ea (3.21)

gdzie

m liczba funkcji oceny,

W zbiór w ↪ez lów,

ns liczba selekcji,

E zbiór  luków ( l ↪acznie ze sztucznymi),

Ea zbiór  luków sztucznych,

cilj wspó lczynnik kosztu w i-tej funkcji oceny zwi ↪azany z  lukiem (l, j),

bl bilans podaży i popytu dla w ↪ez la l,

plj przepustowość  luku (l, j),

gk, hk dolna i górna liczba  luków (sztucznych) do wybrania w k-tej selekcji,

Sk zbiór  luków (sztucznych) należ ↪acych do k-tej selekcji,

xlj zmienna decyzyjna reprezentuj ↪aca przep lyw wzd luż  luku (l, j),

x′lj binarna zmienna decyzyjna reprezentuj ↪aca aktywność  luku (l, j).

DINAS pozwala rozwi ↪azywać problem (3.16)–(3.21) na komputerach IBM–PC
lub kompatybilnych. Podstawowa wersja systemu DINAS może być używana do
rozwi ↪azywania problemów sk ladaj ↪acych sie z co najwyżej siedmiu funkcji oceny i
sieci transportowej zawieraj ↪acej do 300  luków, 100 w ↪ez lów sta lych i 15 potencjal-
nych.

Prac ↪a systemu DINAS steruje si ↪e za pomoc ↪a menu zawieraj ↪acego szereg pro-
stych komend do wyboru. Operacje dost ↪epne podczas interaktywnej analizy s ↪a
podzielone na trzy grupy i trzy odpowiadaj ↪ace im opcje g lównego menu (por. tab-
lica 3.1): Process, Solution i Analysis.

Tablica 3.1

G lówne menu systemu DINAS

Tablica 3.1:
Process Solution Analysis

problem summary compare

convert browse previous

pay–off save next

efficient delete last

quit restore

Opcja Process zawiera podstawowe operacje zwi ↪azane z przetwarzaniem prob-
lemu wielokryterialnego i generowaniem rozwi ↪azań efektywnych. S ↪a wśród nich
operacje definiowania problemu, takie jak wywo lanie edytora danych sieciowych
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przeznaczone do wprowadzania lub modyfikowania danych problemu (komenda
problem), a także konwersji danych z jednoczesn ↪a kontrol ↪a ich poprawności dla już
zdefiniowanego problemu (komenda convert). Ponadto s ↪a dost ↪epne komendy op-
tymalizacji pay–off i efficient oraz komenda quit, pozwalaj ↪aca na zakończenie
pracy i wyj́scie z systemu.

Pierwszym krokiem analizy wielokryterialnej powinno być wywo lanie komendy
pay–off. Komenda ta uruchamia proces optymalizacji każdej funkcji oceny z
osobna, a dok ladniej, rozwi ↪azywanie zadań jednokryterialnych postaci

min {fk(x) + ρ

m∑
i=1

fi(x) : x ∈ Q}, k = 1, 2, . . . ,m (3.22)

gdzie ρ jest arbitralnie ma l ↪a liczb ↪a dodatni ↪a. To znaczy, do optymalizowanej funk-
cji oceny jest dodawany niewielki sk ladnik regularyzuj ↪acy dla zapewnienia efek-
tywności wszystkich wyznaczonych rozwi ↪azań optymalnych (por. twierdzenie 1.17).
W wyniku tych obliczeń powstaje macierz realizacji celów (por. podrozdzia l 1.4).
Jest ona tablic ↪a zawieraj ↪ac ↪a wartości wszystkich funkcji (kolumny) otrzymywane
podczas rozwi ↪azywania poszczególnych problemów jednokryterialnych (wiersze).
Podczas wykonywania komendy pay–off wyznaczane s ↪a także wektory utopii i
nadiru. Dzi ↪eki technice regularyzacyjnej (3.22) każde wygenerowane podczas ob-
liczania tablicy realizacji celów rozwi ↪azanie optymalne zadania jednokryterialnego
jest jednocześnie rozwi ↪azaniem efektywnym problemu wielokryterialnego. Tak wi ↪ec
po obliczeniu tablicy realizacji celów wygenerowany jest pewien zbiór rozwi ↪azań
efektywnych zwi ↪azanych z poszczególnymi wierszami tablicy. Obliczanie tablicy
realizacji celów jest zazwyczaj najbardziej czasoch lonn ↪a operacj ↪a analizy wielokry-
terialnej. Dlatego też w systemie DINAS jest ona automatycznie zapami ↪etywana.

Maj ↪ac wyznaczon ↪a tablic ↪e realizacji celów można rozpocz ↪ać interaktywne po-
szukiwanie zadowalaj ↪acego rozwi ↪azania efektywnego. Jako parametry steruj ↪ace
analiz ↪a interaktywn ↪a w systemie DINAS używane s ↪a poziomy aspiracji i rezerwa-
cji. Dok ladniej, dla każdej funkcji oceny użytkownik określa jako poziom aspiracji
wartość, któr ↪a pragn ↪a lby, aby ta funkcja osi ↪agn ↪e la, a jako poziom rezerwacji jej
najgorsz ↪a akceptowaln ↪a wartość. Wszystkie operacje zwi ↪azane z edycj ↪a poziomów
aspiracji i rezerwacji, a także obliczanie nowego rozwi ↪azania efektywnego wykonuje
si ↪e za pomoc ↪a komendy efficient. System poszukuje zadowalaj ↪acego rozwi ↪azania
efektywnego, używaj ↪ac skalaryzuj ↪acej funkcji osi ↪agni ↪ecia (3.10) i (3.12) jako kry-
terium w optymalizacji jednokryterialnej. Wygenerowane rozwi ↪azanie optymalne
jest zawsze rozwi ↪azaniem efektywnym oryginalnego problemu wielokryterialnego
(nawet, gdy zadane poziomy aspiracji s ↪a osi ↪agalne).

System DINAS przechowuje rozwi ↪azania efektywne w specjalnej bazie. Wszyst-
kie wygenerowane podczas sesji (lub wprowadzone z pliku wej́sciowego) rozwi ↪azania
efektywne s ↪a umieszczane w tej bazie. Jednakże można tam przechowywać co
najwyżej dziewi ↪eć rozwi ↪azań, wi ↪ec gdy dziesi ↪ate rozwi ↪azanie jest umieszczane w
bazie, wtedy najstarsze ze znajduj ↪acych si ↪e tam rozwi ↪azań jest z bazy automatycz-
nie usuwane. Z drugiej strony, dowolne rozwi ↪azanie można zachować w osobnym
pliku i wprowadzić z pliku podczas tej samej b ↪adź nast ↪epnych sesji. System DI-
NAS jest wyposażony w komendy pomocne przy operacjach na bazie rozwi ↪azań.
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S ↪a dwa rodzaje tych operacji: operacje na pojedynczym rozwi ↪azaniu efektywnym i
operacje na ca lej bazie rozwi ↪azań. Operacje na pojedynczym rozwi ↪azaniu dotycz ↪a
tylko rozwi ↪azania bież ↪acego. Najnowsze wygenerowane rozwi ↪azanie jest uważane za
rozwi ↪azanie bież ↪ace, ale dowolne rozwi ↪azanie znajduj ↪ace si ↪e w bazie można r ↪ecznie
przypisać jako rozwi ↪azanie bież ↪ace.

Opcja Solution w g lównym menu systemu (por. tablica 3.1) zawiera komendy
odpowiadaj ↪ace operacjom na rozwi ↪azaniu bież ↪acym. Możliwe jest szczegó lowe ba-
danie rozwi ↪azania bież ↪acego z użyciem edytora sieciowego (komenda browse) albo
analizowanie skróconych charakterystyk, takich jak wartości funkcji oceny i wyb-
rane lokalizacje (komenda summary). Wartości funkcji s ↪a prezentowane na trzy
sposoby: jako standardowa tablica, w postaci wykresów s lupkowych w skali aspi-
racji/rezerwacji (|ri − ai| przyjmowane jako 100%) oraz jako wykresy s lupkowe w
skali utopia/nadir (|yni − yui | przyjmowane jako 100%). S lupki pokazuj ↪a poziom
procentowy wartości każdej funkcji oceny w odniesieniu do skali, w której s ↪a pre-
zentowane. Bież ↪ace rozwi ↪azanie można zapami ↪etać w osobnym pliku (komenda
save). Możliwe jest także usuni ↪ecie bież ↪acego rozwi ↪azania z bazy rozwi ↪azań (ko-
menda delete).

Opcja Analysis w g lównym menu systemu (por. tablica 3.1) grupuje komendy
zwi ↪azane z operacjami na bazie rozwi ↪azań. G lówna komenda compare umożliwia
porównywanie rozwi ↪azań efektywnych znajduj ↪acych si ↪e w bazie. W porównaniu
wyst ↪epuj ↪a tylko skrócone charakterystyki rozwi ↪azań, czyli wartości funkcji oceny
w formie tablic lub wykresów s lupkowych, a także tablice wybranych lokalizacji.
Ponadto pewne komendy w tej grupie (previous, next i last) s luż ↪a do wybiera-
nia dowolnego rozwi ↪azania efektywnego znajduj ↪acego si ↪e w bazie jako rozwi ↪azanie
bież ↪ace. Możliwe jest także wprowadzenie do bazy rozwi ↪azania zapami ↪etanego
uprzednio w osobnym pliku (komenda restore).

Najważniejsz ↪a cz ↪eści ↪a systemu DINAS jest ukryty przed użytkownikiem modu l
optymalizacyjny dostarczaj ↪acy rozwi ↪azania problemów jednokryterialnych. Sta-
nowi on j ↪adro numeryczne systemu, które generuje rozwi ↪azania efektywne. Zapro-
jektowanie efektywnego modu lu optymalizacyjnego, pracuj ↪acego przy ograniczo-
nych zasobach mikrokomputera klasy IBM-PC, wymaga lo z lożonych technik algo-
rytmicznych i implementacyjnych wykorzystuj ↪acych specyfik ↪e zadania w ogólnych
metodach programowania liniowego dyskretnego (por. Ogryczak i inni, 1989). W
szczególności rozwini ↪ete zosta ly techniki implemetacji metody sympleks z reprezen-
tacj ↪a zmiennych górnych ograniczeń poza struktur ↪a bazy (Ogryczak, 1992). Ozna-
cza to, że liczne w modelu nierówności zawieraj ↪ace tylko dwie zmienne, podobnie
jak proste górne ograniczenia w standardowych implementacjach metody sympleks,
nie zwi ↪ekszaj ↪a roboczych struktur danych przechowuj ↪acych faktoryzacj ↪e bież ↪acej
bazy, a jedynie komplikuj ↪a kroki algorytmu metody sympleks.

System DINAS jest wyposażony w specjalny pe lnoekranowy edytor sieciowy
(Ogryczak i inni, 1992a) zaprojektowany do wprowadzania i modyfikacji danych
problemów sieciowych. Dane modelu dziel ↪a si ↪e na dwie zasadnicze grupy: dane
logiczne określaj ↪ace topologi ↪e sieci transportowej (w ↪ez ly,  luki, selekcje) i dane nu-
meryczne opisuj ↪ace w ↪ez ly i  luki sieci (wielkości popytu i podaży, przepustowości,
wspó lczynniki funkcji celu). G lówna koncepcja edytora polega na tym, że dane nu-
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meryczne s ↪a aktualizowane w trakcie definiowania lub sprawdzania logicznej struk-
tury sieci. Dok ladniej, edytor pozwala na przechodzenie z bież ↪acego w ↪ez la (wzd luż
 luków) do w ↪ez lów s ↪asiednich i aktualizacj ↪e w specjalnych okienkach danych nume-
rycznych dla bież ↪acego elementu sieci.

Przyk lad 3.1. Podstawowe elementy analizy wielokryterialnej wykonywanej przy
użyciu systemu DINAS ilustrujemy na ma lym sztucznym problemie reorganizacji
rejonów s lużby zdrowia. Rzeczywisty problem tego typu zwi ↪azany z reorganizacj ↪a
przychodni rejonowych w regionie Warszawy zosta l rozwi ↪azany przy użyciu pakietu
MPSX/370 przez Ogryczaka i Malczewskiego (1987). Problem testowy ilustruj ↪acy
dzia lanie procedury interaktywnej oraz możliwości systemu DINAS jest ma lym
wycinkiem modelu rzeczywistego.

Problem reorganizacji rejonów s lużby zdrowia zwi ↪azany z lokalizacj ↪a nowych
ośrodków można sformu lować nast ↪epuj ↪aco. Zak lada si ↪e, że rozpatrywany region
sk lada si ↪e z pewnej liczby okr ↪egów o znanej dystrybucji populacji. W regionie tym
znajduje si ↪e pewna liczba ośrodków zdrowia, ale ich możliwości obs lugi medycz-
nej s ↪a niewystarczaj ↪ace i dlatego należy stworzyć nowe ośrodki. Problem polega
na określeniu lokalizacji nowych ośrodków i ich wielkości (możliwości obs lugi), a
także na przypisaniu mieszkańców regionu do poszczególnych ośrodków (starych i
nowych). Proponowane rozwi ↪azanie powinno być optymalne ze wzgl ↪edu na kilka
kryteriów.

Rozpatrywany region jest cz ↪eści ↪a miasta podzielon ↪a przez pi ↪eć g lównych ulic
na 12 obszarów. Potrzeby obs lugi medycznej w każdym z obszarów s ↪a określone w
tysi ↪acach porad na rok. W regionie istniej ↪a już dwa ośrodki zdrowia Pond i Hill.
Ich możliwości obs lugi wynosz ↪a odpowiednio 100 i 90 tysi ↪ecy porad na rok. Zatem
możliwości obs lugi medycznej w ca lym regionie wynosz ↪a 190, podczas gdy potrzeby
obliczono na 240. Powinny wi ↪ec powstać w tym regionie nowe ośrodki zdrowia.

Nowe ośrodki mog ↪a być tworzone w czterech potencjalnych lokalizacjach: Ice,
Fiord, Bush i Oasis. Lokalizacje te s ↪a podzielone na dwa podzbiory odpowiadaj ↪ace
dwóm subregionom:

North = {Ice, Fiord} i South = {Bush, Oasis}.
Odleg lości mi ↪edzy dwiema potencjalnymi lokalizacjami w tym samym subregionie
s ↪a relatywnie ma le, a każda lokalizacja ma możliwość zapokojenia potrzeb obs lugi
medycznej. Lokalizacje w tym samym subregionie s ↪a rozpatrywane jako wzajem-
nie wykluczaj ↪ace si ↪e, to znaczy w danym subregionie można wybrać tylko jedn ↪a
lokalizacj ↪e. Z każd ↪a potencjaln ↪a lokalizacj ↪a zwi ↪azane s ↪a różne możliwości obs lugi.

Należy zdecydować, które z potencjalnych ośrodków zdrowia należy zbudować
tak by by ly zaspokojone potrzeby w ca lym regionie. Decyzja powinna być opty-
malna ze wzgl ↪edu na nast ↪epuj ↪ace kryteria:
– minimalizacja średniej odleg lości dla porady,

– maksymalizacja ogólnej dost ↪epności ośrodków,

– minimalizacja kosztów inwestycji,

– maksymalizacja satysfakcji mieszkańców.

Pierwsze dwa kryteria s ↪a zwi ↪azane z odleg lościami mi ↪edzy ośrodkami zdrowia a
obszarami przez nie obs lugiwanymi. Bior ↪ac pod uwag ↪e morfologi ↪e miasta oraz sieć
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transportow ↪a jako najlepsze przybliżenie odleg lości rzeczywistych przyj ↪eto norm ↪e
l1. Niektóre po l ↪aczenia mi ↪edzy obszarami a ośrodkami zosta ly wyeliminowane
(uznane za niedopuszczalne) z powodu utrudnień transportowych.

Ogólna dost ↪epność ośrodków jest zdefiniowana jako suma wspó lczynników
dost ↪epu dla poszczególnych obszarów. Przyjmuje si ↪e, że dost ↪ep danego obszaru
jest odwrotnie proporcjonalny do kwadratu odleg lości obszaru od ośrodka zdrowia.
Dok ladniej, wspó lczynnik dost ↪epu obszaru do ośrodka jest definiowany zgodnie ze
wzorem (por. Abernathy i Hershey, 1972)

clj = 1/(dlj + ε)2 (3.23)

gdzie dlj oznacza odleg lość pomi ↪edzy ośrodkiem zdrowia l i obszarem j, a ε jest
arbitralnie ma l ↪a liczb ↪a dodatni ↪a.

Jako koszt inwestycyjny i poziom satysfakcji mieszkańców przyjmuje si ↪e odpo-
wiednio sum ↪e sta lych kosztów i sum ↪e sta lych poziomów satysfakcji zwi ↪azanych z
poszczególnymi lokalizacjami ośrodków.

Zdefiniowany tutaj problem reorganizacji rejonizacji s lużby zdrowia po l ↪aczony
z lokalizacj ↪a nowych ośrodków zdrowia  latwo sformu lować jako wielokryterialny
problem transportowo–lokalizacyjny. Obszary i istniej ↪ace ośrodki zdrowia sta-
nowi ↪a sta le w ↪ez ly rozpatrywanej sieci, a wszystkie lokalizacje nowych ośrodków
można traktować jako w ↪ez ly potencjalne.  Luki reprezentuj ↪a wszystkie możliwe
przypisania obszarów do ośrodków zdrowia. Przep lyw wzd luż  luku z ośrodka
l do obszaru j wyraża liczb ↪e porad w obszarze j udzielanych przez ośrodek
l. Dla zbilansowania problemu wprowadzamy sztuczny w ↪eze l Tie z możliwości ↪a
obs lugi równ ↪a ca lkowitym potrzebom regionu. Ponadto definiujemy dodatkowe
 luki  l ↪acz ↪ace sztuczny w ↪eze l Tie z wszystkimi ośrodkami (istniej ↪acymi i potencjal-
nymi). Możliwości obs lugi istniej ↪acych ośrodków (Pond i Hill) s ↪a pojemnościami
 luków  l ↪acz ↪acych w ↪eze l Tie z odpowiadaj ↪acymi im w ↪ez lami.

W problemach transportowo–lokalizacyjnych jako funkcje oceny rozpatruje si ↪e
sumy funkcji liniowych, zależnych od przep lywów wzd luż poszczególnych  luków
i kosztów sta lych zwi ↪azanych z wybranymi lokalizacjami. W naszym modelu
funkcje oceny s ↪a podzielone na dwie grupy. Funkcje reprezentuj ↪ace koszt inwe-
stycji (Invest) i poziom satysfakcji (Satisf) s ↪a niezależne od decyzji rejonizacji
i w zwi ↪azku z tym nie maj ↪a wspó lczynników zwi ↪azanych z przep lywami wzd luż
 luków (czyli wspó lczynniki te s ↪a równe 0). Z drugiej strony funkcje reprezentuj ↪ace
średni ↪a odleg lość (Dist) i ogóln ↪a dost ↪epność (Prox) zależ ↪a tylko od decyzji rejo-
nizacji i dlatego nie maj ↪a sk ladników sta lych zwi ↪azanych z decyzjami lokalizacji.
Sta le wspó lczynniki funkcji Invest i Satisf mog ↪a być brane bezbośrednio z danych
wej́sciowych. Liniowe wspó lczynniki funkcji Prox s ↪a wyliczane ze wspó lczynników
odleg lości zgodnie ze wzorem (3.23), zaś liniowe wspó lczynniki funkcji Dist s ↪a defi-
niowane jako odpowiednie odleg lości dzielone przez sum ↪e wszystkich potrzeb (240).

Cztery w ↪ez ly potencjalne reprezentuj ↪a cztery potencjalne lokalizacje ośrodków
zdrowia: Ice, Fiord, Bush i Oasis. Jak już wspominalísmy, lokalizacje należ ↪ace do
tego samego subregionu wykluczaj ↪a si ↪e wzajemnie, czyli z jednego subregionu może
być wybrana co najwyżej jedna lokalizacja. Aby uwzgl ↪ednić wymaganie tego typu,
wykorzystujemy selekcje. W naszym modelu s ↪a dwie selekcje zwi ↪azane z subre-
gionami: North i South. Obie maj ↪a ograniczenia dolne równe 0 i górne równe 1.
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Gwarantuje to, że w każdej selekcji jest aktywny co najwyżej jeden w ↪eze l poten-
cjalny.

Ostatnia grupa danych jest zwi ↪azana z  lukami.  Luki s ↪a charakteryzowane przez
przepustowości i wspó lczynniki funkcji. Wspó lczynniki kosztu zosta ly omówione
przy okazji omawiania wspó lczynników funkcji. Przepustowości  luków  l ↪acz ↪acych
sztuczny w ↪eze l Tie z ośrodkami (Pond, Hill, Ice, Fiord, Bush i Oasis) wyrażaj ↪a
możliwości ob lugi tych ośrodków.  Luki  l ↪acz ↪ace ośrodki z obszarami maj ↪a zasadniczo
nieograniczone przepustowości. Jednakże w praktyce przep lywy wzd luż tych  luków
s ↪a ograniczone możliwościami obs lugi odpowiednich ośrodków i możemy ich użyć
jako przepustowości  luków.

Po zdefiniowaniu problemu i konwersji jego danych można rozpocz ↪ać analiz ↪e
wielokryterialn ↪a. Jako pierwszy krok tej analizy należy wykonać komend ↪e pay–
off. W efekcie otrzymujemy tablic ↪e realizacji celów (tablica 3.2). S ↪a w niej
wartości wszystkich funkcji oceny (kolumny) uzyskane podczas rozwi ↪azywania po-
szczególnych zadań jednokryterialnych (wiersze). Wykonanie komendy pay–off
dostarcza także dwóch wektorów referencyjnych: wektora utopii i wektora nadiru
(patrz tablica 3.2). Wektor utopii reprezentuje najlepsze wartości każdej funk-
cji rozpatrywanej oddzielnie, a wektor nadiru najgorsze wartości funkcji odnoto-
wane podczas optymalizacji innych funkcji. Wektor utopii jest tutaj wektorem nie-
osi ↪agalnym, to znaczy nie istnieje rozwi ↪azanie dopuszczalne z takimi wartościami
funkcji oceny.

Tablica 3.2

Macierz realizacji celów dla przykladu 3.1

Tablica 3.2:
Optymalizowana funkcja

Funkcja Invest Satisf Dist Prox Utopia Nadir

Invest 186 401 413 398 186 413

Satisf 100 368 279 187 368 100

Dist 2.61 2.17 2.03 2.12 2.03 2.61

Prox 4976 6385 8782 8854 8854 4976

Analizuj ↪ac tablic ↪e 3.2 można zauważyć, że wartości funkcji zmieniaj ↪a si ↪e
w zależności od wybranej optymalizacji. Tylko dla średniej odleg lości (Dist)
wyst ↪epuj ↪a relatywnie ma le odchylenia, rz ↪edu 30%, podczas gdy dla innych funk-
cji przekraczaj ↪a nawet 100%. Ponadto daje si ↪e zauważyć zdecydowany konflikt
pomi ↪edzy kosztem inwestycji (Invest) a pozosta lymi funkcjami oceny. Minimali-
zuj ↪ac koszt otrzymujemy najgorsze wartości wszystkich pozosta lych funkcji oceny,
a optymalizuj ↪ac inne funkcje oceny otrzymujemy podwojenie minimalnej wartości
kosztu.

Wspó lczynniki wektora nadiru nie mog ↪a być traktowane jako najgorsze wartości
funkcji oceny na ca lym zbiorze rozwi ↪azań efektywnych. Zwykle przybliżaj ↪a one
te wartości, ale wyrażaj ↪a wy l ↪acznie najgorsz ↪a wartość każdej funkcji oceny od-
notowan ↪a podczas optymalizacji innych funkcji. W dalszym przebiegu analizy
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pokażemy, że te przybliżenia s ↪a czasami przekraczane.
Dzi ↪eki specjalnej technice regularyzacyjnej używanej przy obliczaniu tablicy

realizacji celów (por. (3.22)), każde wygenerowane rozwi ↪azanie zadania jednokry-
terialnego jest także rozwi ↪azaniem efektywnym problemu wielokryterialnego. Za-
tem mamy już w bazie rozwi ↪azań efektywnych cztery rozwi ↪azania zwi ↪azane z po-
szczególnymi wierszami tablicy realizacji celów. Pos luguj ↪ac si ↪e komendami systemu
DINAS możemy zbadać każde z tych rozwi ↪azań, a w szczególności możemy zapo-
znać si ↪e ze struktur ↪a lokalizacji w poszczególnych rozwi ↪azaniach. W pierwszym
rozwi ↪azaniu, które minimalizuje koszt inwestycyjny, wyst ↪epuje tylko jeden nowy
ośrodek zdrowia zlokalizowany w Bush. We wszystkich pozosta lych rozwi ↪azaniach
wyst ↪epuj ↪a dwa nowe ośrodki, co t lumaczy ich znacz ↪aco wyższy koszt inwestycyjny.
Nowe ośrodki s ↪a zlokalizowane w tych rozwi ↪azaniach nast ↪epuj ↪aco: Ice i Oasis, Fiord
i Oasis oraz Bush i Fiord.

Maj ↪ac obliczony wektor utopii możemy rozpocz ↪ać interaktywne poszukiwa-
nia satysfakcjonuj ↪acych rozwi ↪azań efektywnych. Do sterowania analiz ↪a interak-
tywn ↪a s luż ↪a poziomy aspiracji i rezerwacji. Na pocz ↪atku tej analizy obliczamy
tzw. rozwi ↪azanie neutralne. W tym celu przyjmujemy wektor utopii jako wektor
aspiracji, a wektor nadiru jako wektor rezerwacji. W wyniku otrzymujemy pi ↪ate
rozwi ↪azanie efektywne z dwoma nowymi ośrodkami zlokalizowanymi w Bush i Ice.
Koszt inwestycyjny jest w tym przypadku dosyć wysoki (Invest=386), podczas gdy
dla pozosta lych funkcji otrzymujemy wartości na średnim poziomie (Satisf=276,
Dist=2.26 i Prox=6457).

Poza rozwi ↪azaniem minimalizuj ↪acym koszt inwestycyjny, we wszystkich rozwi ↪a-
zaniach wyst ↪epuj ↪a dwa nowe ośrodki zdrowia, co powoduje ich wysoki koszt. Dla-
tego próbujemy znaleźć rozwi ↪azanie z niskim kosztem (tylko jeden nowy ośrodek)
i stosunkowo dobrymi wartościami pozosta lych funkcji. W tym celu przyjmujemy
poziomy aspiracji i rezerwacji takie jak w tablicy 3.3. W rezultacie otrzymujemy
szóste rozwi ↪azanie efektywne z jednym nowym ośrodkiem zlokalizowanym w Oasis.
Koszt inwestycyjny w tym rozwi ↪azaniu jest niski (Invest=201), poziom satysfakcji
jest umiarkowany (Satisf=192), ale średnia odleg lość jest bardzo duża (Dist=2.58),
a ogólna dost ↪epność nawet mniejsza niż odpowiedni wspó lczynnik wektora nadiru
(Prox=4933). System automatycznie uaktualnia odpowiedni wspó lczynik wektora
nadiru nadaj ↪ac mu najgorsz ↪a wartość funkcji.

Tablica 3.3

Tablica 3.3:
Invest Satisf Dist Prox

Aspiracja 186 300 2.08 8500

Rezerwacja 250 200 2.50 7000

Dla unikni ↪ecia zbyt ma lych wartości ogólnej dost ↪epności modyfikujemy od-
powiedni poziom rezerwacji zwi ↪ekszaj ↪ac jego wartość do 8000. Po powtórzeniu
obliczeń uzyskujemy siódme rozwi ↪azanie efektywne z jednym nowym ośrodkiem
zdrowia w Ice. Dzi ↪eki wygodnej formie prezentacji rozwi ↪azań w systemie DINAS
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możemy  latwo porównać wartości funkcji oceny w nowym rozwi ↪azaniu z odpowied-
nimi wartościami w rozwi ↪azaniu poprzednim. Ogólna dost ↪epność, średnia odleg lość
i koszt inwestycyjny s ↪a nieznacznie lepsze (Prox=5278, Dist=2.53 i Invest=200),
podczas gdy poziom satysfakcji jest o kilka procent gorszy (Satisf=176).

Po przeanalizowaniu dwóch ostatnich rozwi ↪azań przypuszczamy, że do znalezie-
nia rozwi ↪azania efektywnego z dobrymi wartościami ogólnej dost ↪epności, średniej
odleg lości i ma lym kosztem inwestycyjnym jest konieczne poluzowanie ż ↪adań do-
tycz ↪acych poziomu satysfakcji. Zatem zmieniamy poziom rezerwacji odpowia-
daj ↪acy funkcji Satisf na 100. System potwierdza nasze przypuszczenie. W ósmym
rozwi ↪azaniu jest jeden nowy ośrodek zlokalizowany w Fiord. To rozwi ↪azanie
gwarantuje dosyć duż ↪a ogóln ↪a dost ↪epność (Prox=7691) i wzgl ↪ednie ma l ↪a średni ↪a
odleg lość (Dist=2.38) przy ma lym koszcie inwestycyjnym (Invest=212). Z dru-
giej strony poziom satysfakcji jest gorszy nawet od odpowiedniego wspó lczynnika
wektora nadiru (Satisf=87). Poza tym to rozwi ↪azanie wygl ↪ada interesuj ↪aco w
porównaniu z innymi, w których wyst ↪epuje tylko jeden nowy ośrodek.

Dalsze próby znalezienia zadowalaj ↪acego rozwi ↪azania efektywnego z jednym no-
wym ośrodkiem zdrowia nie przynosz ↪a sukcesu. Dla różnych wartości poziomów
aspiracji i rezerwacji otrzymujemy to samo rozwi ↪azanie. Aby analiza by la kom-
pletna, zmniejszamy wymagania dotycz ↪ace kosztu inwestycyjnego. Używaj ↪ac po-
ziomów aspiracji i rezerwacji z tablicy 3.4 otrzymujemy dziewi ↪ate rozwi ↪azanie efek-
tywne z dwoma nowymi ośrodkami (Fiord i Oasis). W rozwi ↪azaniu tym wyst ↪epuj ↪a
te same lokalizacje co w rozwi ↪azaniu trzecim. Koszt inwestycyjny i poziom sa-
tysfakcji jest wi ↪ec taki sam (Invest=413 i Satisf=279). Nieco inna jest ogólna
dost ↪epność i średnia odleg lość (Prox=8791 i Dist=2.04), co jest efektem innego
schematu przydzia lów.

Tablica 3.4

Tablica 3.4:
Invest Satisf Dist Prox

Aspiracja 200 300 2.10 8800

Rezerwacja 400 200 2.50 8400

Na koniec badamy wszystkie wygenerowane rozwi ↪azania efektywne pos luguj ↪ac
si ↪e dost ↪epnymi w systemie narz ↪edziami porównywania rozwi ↪azań. Rozwi ↪azania
zosta ly zestawione w tablicy 3.5, a ich uważna analiza prowadzi do nast ↪epuj ↪acej
konkluzji. Koszt inwestycyjny nie powinien być rozpatrywany jako typowa funkcja
oceny, ponieważ jego wartość bardziej zależy od liczby nowych ośrodków niż od ich
lokalizacji. Dzieli to wszystkie rozwi ↪azania efektywne na dwie grupy: rozwi ↪azania
z jednym nowym ośrodkiem zdrowia i rozwi ↪azania z dwoma nowymi ośrodkami. Z
tego powodu należy poszukiwać dobrego rozwi ↪azania z jednym nowym ośrodkiem,
takiego że w przysz lości b ↪edzie je można rozszerzyć do lepszego rozwi ↪azania przez
dodanie drugiego nowego ośrodka. Naszym zdaniem pierwszy ośrodek powinien
być zlokalizowany w Fiord (rozwi ↪azanie 8). Jest to jedyne rozwi ↪azanie efektywne
z jednym nowym ośrodkiem, w którym średnia odleg lość i ogólna dost ↪epność maj ↪a
akceptowalne wartości (patrz tablica 3.5). To rozwi ↪azanie ma jednocześnie najgor-
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szy poziom satysfakcji. Jednakże późniejsze rozszerzenie tego rozwi ↪azania przez
dodanie drugiego ośrodka w Oasis (rozwi ↪azanie 9) prowadzi do znacznego wzrostu
poziomu satysfakcji i poprawia średni ↪a odleg lość, a także ogóln ↪a dost ↪epność (patrz
tablica 3.5). Oba proponowane rozwi ↪azania maj ↪a najwyższy koszt w odpowiednich
grupach rozwi ↪azań, lecz nie należy tego traktować jako poważnej wady, ponieważ
różnice wartości tej funkcji pomi ↪edzy rozwi ↪azaniami z tej samej grupy s ↪a niewielkie.

Tablica 3.5

Rozwi ↪azania efektywne dla przyk ladu 3.1

Tablica 3.5:
Wartości funkcji oceny Lokalizacje

Invest Satisf Dist Prox Bush Fiord Ice Oasis

Rozwi ↪azanie 1 186 100 2.61 4976 tak nie nie nie

Rozwi ↪azanie 2 401 368 2.17 6385 nie nie tak tak

Rozwi ↪azanie 3 413 279 2.03 8782 nie tak nie tak

Rozwi ↪azanie 4 398 187 2.12 8854 tak tak nie nie

Rozwi ↪azanie 5 386 276 2.26 6457 nie nie tak nie

Rozwi ↪azanie 6 201 192 2.58 4933 nie nie nie tak

Rozwi ↪azanie 7 200 176 2.53 5287 nie nie tak nie

Rozwi ↪azanie 8 212 87 2.38 7691 nie tak nie nie

Rozwi ↪azanie 9 413 279 2.04 8791 nie tak nie tak

Dzi ↪eki  latwości modyfikowania problemu w systemie DINAS możemy przepro-
wadzić dodatkow ↪a analiz ↪e wy l ↪aczaj ↪ac pewne funkcje oceny. Powtarzaj ↪ac ana-
liz ↪e wielokryterialn ↪a z pomini ↪eciem funkcji Invest uzyskujemy rozwi ↪azanie 9 jako
rozwi ↪azanie neutralne, co potwierdza jego optymalność wzgl ↪edem pozosta lych
trzech funkcji oceny.

Pos luguj ↪ac si ↪e komend ↪a browse możemy szczegó lowo obejrzeć pod edytorem
sieciowym wybrane rozwi ↪azania. Okazuje si ↪e, że w rozwi ↪azaniu ósmym nowy
ośrodek zlokalizowany w Fiord jest kompletnie wykorzystany, podczas gdy w sta-
rych ośrodkach pozostaj ↪a pewne niewykorzystane możliwości. Wskazuje to na nie-
optymalne ze wzgl ↪edu na rozpatrywane funkcje oceny zlokalizowanie istniej ↪acych
ośrodków. Dziewi ↪ate rozwi ↪azanie efektywne potwierdza t ↪e diagnoz ↪e. Nowy do-
datkowy ośrodek w Oasis obs luguje pewne obszary z rejonu Hill i pewne z rejonu
Pond. W tym rozwi ↪azaniu także oba nowe ośrodki maj ↪a w pe lni wykorzystane
możliwości, podczas gdy stare s ↪a wykorzystane tylko w 50–70%. �

Przyj ↪ete w systemie DINAS zasady analizy interaktywnej i ich funkcjonalna
implementacja sprawdzi ly si ↪e w praktyce przy rozwi ↪azywaniu rzeczywistych prob-
lemów decyzyjnych. Z wykorzystaniem systemu DINAS zosta la przeprowadzona
mi ↪edzy innymi analiza studialna lokalizacji i rejonizacji klinik pediatrycznych w ma-
kroregionie warszawskim (Malczewski i Ogryczak, 1990). W analizie tej rozważano
pi ↪eć kryteriów:

– minimalizacja średniej odleg lości do kliniki,

– maksymalizacja ogólnej dost ↪epności klinik,
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– minimalizacja kosztów inwestycyjnych dla nowych klinik,

– minimalizacja kosztów operacyjnych wszystkich klinik,

– minimalizacja zanieczyszczeń środowiska w miejscach lokalizacji nowych klinik.

Tablica 3.6

Macierz realizacji celów dla problemu lokalizacji klinik

Tablica 3.6:
Optymalizowana Wartości funkcji oceny

funkcja f1 f2 f3 f4 f5
f1 39099.0 12385.9 888.8 519.6 1141.4

f2 40776.4 12534.6 666.0 395.8 917.3

f3 63822.6 9812.9 443.2 270.0 447.6

f4 62304.9 11418.0 446.3 249.6 474.8

f5 66396.0 6104.9 443.8 260.0 444.1

Problem zosta l sformu lowany, analogicznie jak w przyk ladzie 3.1, w postaci za-
dania transportowo–lokalizacyjnego na sieci z lożonej z blisko 100 w ↪ez lów (w tym 8
potencjalnych) i 300  luków. Pomimo wyst ↪epowania istotnego konfliktu pomi ↪edzy
poszczególnymi kryteriami (por. macierz realizacji celów w tablicy 3.6), do wy-
znaczenia rozwi ↪azania efektywnego zadowalaj ↪acego ekspertów wystarczy ly cztery
iteracje analizy interaktywnej. Przebieg analizy interaktywnej ilustruje tablica 3.7,
gdzie dla każdej iteracji podano przyj ↪ete poziomy aspiracji i rezerwacji oraz wartości
funkcji oceny wyznaczonego rozwi ↪azania efektywnego.
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Tablica 3.7

Wyniki interaktywnej analizy problemu lokalizacji klinik

Tablica 3.7:
Iteracja Wartości funkcji oceny

f1 f2 f3 f4 f5
1

poziom aspiracji 39099.0 12534.6 443.2 249.6 444.1

poziom rezerwacji 66396.0 6104.9 888.8 519.6 1141.4

rozwi ↪azanie efektywne 47834.7 8812.4 555.3 327.1 661.4

2

poziom aspiracji 39099.0 12534.6 443.2 249.6 444.1

poziom rezerwacji 66396.0 6104.9 450.0 300.0 1141.4

rozwi ↪azanie efektywne 63897.2 7304.6 444.8 260.4 497.3

3

poziom aspiracji 39099.0 12534.6 443.2 249.6 500.0

poziom rezerwacji 66396.0 6104.9 450.0 300.0 1141.4

rozwi ↪azanie efektywne 62408.3 7393.3 446.1 278.3 601.2

4

poziom aspiracji 39099.0 12534.6 443.2 249.6 500.0

poziom rezerwacji 60000.0 7000.0 450.0 300.0 1141.4

rozwi ↪azanie efektywne 59801.2 7481.3 487.4 294.3 712.2
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3.3 Referencyjne programowanie celowe

3.3.1 Model ważony

Metody punktu referencyjnego używaj ↪a, podobnie jak programowanie celowe,
poziomów aspiracji jako g lównych parametrów steruj ↪acych. Pomimo tego, w
odróżnieniu od programowania celowego, metody punktu referencyjnego zawsze
generuj ↪a rozwi ↪azania efektywne i wprowadzaj ↪a zupe ln ↪a parametryzacj ↪e zbioru
rozwi ↪azań efektywnych. W tym podrozdziale staramy si ↪e odpowiednio rozsze-
rzyć możliwości modeli programowania celowego, tak aby osi ↪agn ↪ać zalety metod
punktu referencyjnego (por. Ogryczak, 1994). To znaczy, naszym celem jest sfor-
mu lowanie uogólnionego modelu programowania celowego spe lniaj ↪acego postulaty
P1 i P2 oraz generuj ↪acego zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań efektywnych
za pomoc ↪a poziomów aspiracji.

Zauważmy, że skalaryzuj ↪aca funkcja osi ↪agni ↪ecia (3.3) może być wyrażona jako
funkcja używanych w programowaniu celowym odchyleń d− = (a− f(x))+ i d+ =
(f(x)− a)+

s(d−,d+) = max
i=1,...,m

λi(d
+
i − d

−
i ) + ρ

m∑
i=1

λi(d
+
i − d

−
i )

Ogólniej, parametryzacja (3.4) z funkcjami si typu (3.7) może być zapisana w
postaci nast ↪epuj ↪acego modelu programowania celowego

RPC : lexmin g(d−,d+) = [g1(d−,d+), g2(d−,d+)] (3.24)

pod warunkiem, że

fi(x) + d−i − d
+
i = ai dla i = 1, 2, . . . ,m (3.25)

d−i ≥ 0, d+
i ≥ 0 dla i = 1, 2, . . . ,m (3.26)

x ∈ Q (3.27)

gdzie

g1(d−,d+) = max
i=1,...,m

(−w−i d
−
i + w+

i d
+
i ) (3.28)

g2(d−,d+) =

m∑
i=1

(−w−i d
−
i + w+

i d
+
i ) (3.29)

0 < w−i < w+
i dla i = 1, 2, . . . ,m (3.30)

Zadanie (3.24)–(3.30) jest zasadniczo leksykograficznym (dwupoziomowym)
problemem PC ze standardowymi równaniami celowymi (3.25)–(3.26), funkcj ↪a
osi ↪agni ↪ecia g1 typu minimaksowego i ważon ↪a funkcj ↪a osi ↪agni ↪ecia g2. W zadaniu
tym tym kryje si ↪e jednak pewna specyfika, odróżniaj ↪aca je od standardowych prob-
lemów PC. Mianowicie, zarówno w minimaksowej funkcji osi ↪agni ↪ecia g1, jak i w
ważonej funkcji osi ↪agni ↪ecia g2, wspó lczynniki wagowe odpowiadaj ↪ace odchyleniom
w dó l s ↪a ujemne. Dzi ↪eki temu funkcje te definiuj ↪a ścísle monotoniczne relacje pre-
ferencji.
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Dla poprawności modelu RPC powinno być zagwarantowane w laściwe oblicza-
nie odchyleń d−i i d+

i z równań celowych (3.25)–(3.26), czyli spe lnienie warunku

d−i d
+
i = 0 dla i = 1, 2, . . . ,m (3.31)

przez rozwi ↪azania optymalne. Poniższe twierdzenie pokazuje, że przyj ↪ete w mo-
delu RPC za lożenie o wagach (3.30) gwarantuje spe lnienie warunku (3.31) przez
rozwi ↪azania optymalne zadania RPC.

Twierdzenie 3.4 Dla dowolnych poziomów aspiracji ai, jeżeli wagi spe lniaj ↪a wa-
runek (3.30), to rozwi ↪azanie optymalne (x̄, d̄−, d̄+) problemu RPC spe lnia warunek
(3.31).

Dowód. Niech (x̄, d̄−, d̄+) b ↪edzie rozwi ↪azaniem optymalnym problemu RPC.
Przypuśćmy, że d̄−i0 d̄

+
i0
> 0 dla pewnego indeksu 0 ≤ i0 ≤ m. Możemy wtedy

zmniejszyć d̄−i0 i d̄+
i0

o t ↪e sam ↪a ma l ↪a dodatni ↪a liczb ↪e. To znaczy, że dla dostatecznie

ma lej dodatniej liczby δ wektor (x̄, d̄− − δei0 , d̄
+ − δei0) jest dopuszczalny dla

problemu RPC. Zgodnie z (3.30) jest spe lniona nierówność

−w−i0(d̄−i0 − δ) + w+
i0

(d̄+
i0
− δ) < −w−i0 d̄

−
i0

+ w+
i0
d̄+
i0

St ↪ad otrzymujemy

g1(d̄− − δei0 , d̄+ − δei0) ≤ g1(d̄−, d̄+) i g2(d̄− − δei0 , d̄+ − δei0) < g2(d̄−, d̄+)

co przeczy optymalności rozwi ↪azania (x̄, d̄−, d̄+) dla problemu RPC. Zatem
d̄−i d̄

+
i = 0 dla i = 1, 2, . . . ,m.

Twierdzenie 3.5 Dla dowolnych poziomów aspiracji ai oraz dowolnych wag w−i
i w+

i spe lniaj ↪acych warunek (3.30), jeżeli (x̄, d̄−, d̄+) jest rozwi ↪azaniem optymal-
nym problemu RPC, to x̄ jest rozwi ↪azaniem efektywnym problemu optymalizacji
wielokryterialnej (1.7).

Dowód. Niech (x̄, d̄−, d̄+) b ↪edzie rozwi ↪azaniem optymalnym problemu RPC.
Przypuśćmy, że x̄ nie jest rozwi ↪azaniem efektywnym problemu (1.7). Czyli, że
istnieje wektor x ∈ Q taki, że

fi(x) ≤ fi(x̄) dla i = 1, 2, . . . ,m (3.32)

i fi0(x) < fi0(x̄) dla pewnego indeksu i0 (1 ≤ i0 ≤ m). Innymi s lowy

m∑
i=1

fi(x) <

m∑
i=1

fi(x̄) (3.33)

Odchylenia d̄−i i d̄+
i spe lniaj ↪a równości d̄+

i = (fi(x̄) − ai)+ i d̄−i = (ai − fi(x̄))+.
Analogicznymi odchyleniami dla wektora x s ↪a

d+
i = (fi(x)− ai)+, d−i = (ai − fi(x))+ dla i = 1, 2, . . . ,m

Trójka wektorów (x,d−,d+) jest rozwi ↪azaniem dopuszczalnym problemu RPC i
zgodnie z (3.32) i (3.33), dla dowolnych dodatnich wag w−i oraz w+

i s ↪a spe lnione
nast ↪epuj ↪ace nierówności

w+
i d

+
i ≤ w

+
i d̄

+
i i − w−i d

−
i ≤ −w

−
i d̄
−
i dla i = 1, 2, . . . ,m
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oraz m∑
i=1

(−w−i d
−
i + w+

i d
+
i ) <

m∑
i=1

(−w−i d̄
−
i + w+

i d̄
+
i )

St ↪ad otrzymujemy

g1(d−,d+) ≤ g1(d̄−, d̄+) i g2(d−,d+) < g2(d̄−, d̄+)

co przeczy optymalności rozwi ↪azania (x̄, d̄−, d̄+) dla problemu RPC. Zatem x̄ jest
rozwi ↪azaniem efektywnym wielokryterialnego problemu (1.7).

Twierdzenie 3.6 Dla dowolnych poziomów aspiracji ai oraz dowolnych wag w−i i
w+
i spe lniaj ↪acych warunek (3.30), jeżeli (x̄, d̄−, d̄+) jest rozwi ↪azaniem optymalnym

problemu RPC, to odchylenie d̄+
i jest dodatnie tylko wtedy, gdy nie istnieje żaden

wektor x ∈ Q taki, że

fi(x) ≤ ai dla i = 1, 2, . . . ,m.
Dowód. Niech (x̄, d̄−, d̄+) b ↪edzie rozwi ↪azaniem optymalnym problemu RPC.
Przypuśćmy, że d̄+

i0
> 0 (czyli fi0(x̄) > ai0) dla pewnego indeksu 0 ≤ i0 ≤ m

i istnieje wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m. Zdefiniujmy
odchylenia dla wektora x

d+
i = (fi(x)− ai)+ = 0, d−i = (ai − fi(x))+ ≥ 0 dla i = 1, 2, . . . ,m

Trójka wektorów (x,d−,d+) jest rozwi ↪azaniem dopuszczalnym problemu RPC i
dla dowolnych dodatnich wag w−i oraz w+

i jest spe lniona nierówność

max
i=1,...,m

(−w−i d
−
i + w+

i d
+
i ) ≤ 0 < w+

i0
d̄+
i0
≤ max
i=1,...,m

(−w−i d̄
−
i + w+

i d̄
+
i )

St ↪ad otrzymujemy g1(d−,d+) < g1(d̄−, d̄+), co przeczy optymalności rozwi ↪azania
(x̄, d̄−, d̄+) dla problemu RPC. Zatem nie istnieje żaden wektor x ∈ Q taki, że
fi(x) ≤ ai dla i = 1, 2, . . . ,m.

Zauważmy, że w terminach odchyleń (porównaj (3.25)–(3.26)) postulat P2
oznacza, że rozwi ↪azanie z odchyleniem w gór ↪e d+

i równym 0 dla wszystkich
i = 1, 2, . . . ,m jest preferowane w stosunku do rozwi ↪azania z dodatni ↪a wartości ↪a co
najmniej jednego odchylenia d+

i . Zatem twierdzenia 3.5 i 3.6 pokazuj ↪a, że model
preferencji zadania RPC realizuje leż ↪acy u podstaw metod punktu referencyjnego
quasi–zadowalaj ↪acy model preferencji oparty na postalatach P1 i P2. Model RPC
realizuje również postulat zupe lnej parametryzacji zbioru rozwi ↪azań efektywnych
za pomoc ↪a wektorów poziomów aspiracji.

Twierdzenie 3.7 Jeżeli wektor x̄ ∈ Q jest rozwi ↪azaniem efektywnym zadania wie-
lokryterialnego (1.7), to wektor (x̄,0,0) jest rozwi ↪azaniem optymalnym problemu
RPC z wektorem aspiracji a = F(x̄) i dowolnymi wagami w−i , w+

i spe lniaj ↪acymi
warunek (3.30).

Dowód. Przypuśćmy, że (x̄,0,0) nie jest rozwi ↪azaniem optymalnym zadania RPC
z wektorem aspiracji a = F(x̄). Istnieje wtedy wektor x ∈ Q taki, że

g1((f(x̄)− f(x))+, (f(x)− f(x̄))+) < g1(0,0) = 0
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albo g1((f(x̄)− f(x))+, (f(x)− f(x̄))+) = 0 i

g2((f(x̄)− f(x))+, (f(x)− f(x̄))+) < g2(0,0) = 0

Zatem na mocy (3.30)

(f(x̄)− f(x))+ ≥ 0 i (f(x)− f(x̄))+ = 0

czyli f(x) ≤ f(x̄), co przeczy efektywności wektora x̄ dla zadania wielokryterialnego
(1.7).

Zauważmy, że żadne z twierdzeń 3.5–3.7 nie zak lada wypuk lości zbioru dopusz-
czalnego Q. Wynika st ↪ad, że model referencyjny PC można stosować nie tylko
do problemów liniowych, ale także do problemów ca lkowitoliczbowych. Ponadto
z twierdzenia 3.4 wynika, że referencyjne podej́scie PC nie wprowadza do modelu
nieliniowości, co umożliwia proste implementacje metod punktu referencyjnego w
standardowych systemach programowania liniowego.

Różnice mi ↪edzy modelem referencyjnym PC i standardowym modelem PC ilus-
truje poniższy przyk lad. Porównujemy w nim wyniki analizy dla ma lego wielokry-
terialnego problemu liniowego i ca lkowitoliczbowego.

Przyk lad 3.2. Rozpatrzmy nast ↪epuj ↪acy problem optymalizacji z dwoma funk-
cjami oceny

minimalizować (x1, x2)
pod warunkiem, że 3x1 + 4x2 ≥ 30

x1 ≥ 2, x2 ≥ 3

Zbiorem efektywnym dla tego problemu jest

{(x1, x2) : 3x1 + 4x2 = 30, x1 ≥ 2, x2 ≥ 3}
czyli ca ly odcinek pomi ↪edzy wierzcho lkami (2,6) i (6,3)  l ↪acznie z obydwoma wierz-
cho lkami. W przypadku odpowiedniego problemu ca lkowitoliczbowego (x1, x2 —
ca lkowite) istniej ↪a cztery rozwi ↪azania efektywne: (2,6), (4,5), (5,4) i (6,3).

Porównamy rozwi ↪azania powyższego problemu rozpatrywanego jako problem
liniowy i ca lkowitoliczbowy otrzymywane z ważonego, minimaksowego i referencyj-
nego PC. W tym celu wprowadzamy równania celowe

x1 + d−1 − d
+
1 = a1, x2 + d−2 − d

+
2 = a2, d−i ≥ 0, d+

i ≥ 0 dla i = 1, 2

We wszystkich modelach używamy tych samych wag: 1 dla odchylenia w gór ↪e
i 0.9 dla odchylenia w dó l. Dla ważonego PC minimalizujemy funkcj ↪e

d+
1 + 0.9d−1 + d+

2 + 0.9d−2

W minimaksowym PC trzeba zminimalizować

max (d+
1 + 0.9d−1 , d

+
2 + 0.9d−2 )

a w referencyjnym PC poszukuje si ↪e leksykograficznego minimum funkcji wektoro-
wej

[max (d+
1 − 0.9d−1 , d

+
2 − 0.9d−2 ), (d+

1 − 0.9d−1 + d+
2 − 0.9d−2 )]

Odpowiednie liniowe i ca lkowitoliczbowe problemy PC zosta ly rozwi ↪azane dla
ośmiu wektorów aspiracji. Do obliczeń użyto pakietu STORM (Storm Software,
1992).
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Tablica 3.8

Problem liniowy

Tablica 3.8:
(a1, a2) Ważony PCa) Minimaksowy PCa) Referencyjny PC

(0,0) (2,6) (4.2857,4.2857) (4.2857,4.2857)

(2,3) (2,6) (3.7143,4.7143) (3.7143,4.7143)

(1,8) ! (2,8) ! (2,6.8889) (2,6)

(2,5) (2,6) (2.5714,5.5714) (2.5714,5.5714)

(3,4) (3,5.25) (3.7143,4.7143) (3.7143,4.7143)

(5,5) ! (5,5) ! (5,5) (4.2857,4.2857)

(5,3) (5,3.75) (5.4286,3.4286) (5.4286,3.4286)

(8,2) ! (8,3) ! (6.8889,3) (6,3)
a) ! – rozwi ↪azanie nieefektywne

Tablica 3.8 zawiera zestawienie wyników dla problemu liniowego. Zauważmy,
że zarówno ważony, jak i minimaksowy PC wygenerowa ly rozwi ↪azania niefektywne
dla trzech wektorów aspiracji ((1,8), (5,5) i (8,3)). Ponadto  latwo sprawdzić, że we
wszystkich trzech przypadkach ważony PC generuje rozwi ↪azania nieefektywne dla
dowolnego uk ladu dodatnich wag. To samo dotyczy minimaksowego PC dla wek-
tora aspiracji (5,5). Ważony PC wydaje si ↪e generować gorsz ↪a dystrybucj ↪e rozwi ↪azań
niż minimaksowy PC. Może to powodować gorsz ↪a sterowalność przy analizie inte-
raktywnej. W ważonym PC otrzymalísmy rozwi ↪azanie (2,6) zarówno dla wektora
aspiracji (0,0), jak i (2,5), podczas gdy minimaksowy PC (jak również referencyjny
PC) generuje rozwi ↪azania odpowiednio (4.2857,4.2857) i (2.5714,2.5714). Ważony
PC wygenerowa l “narożne” rozwi ↪azanie (2,6) nawet dla wektora aspiracji (2,3),
który jest punktem utopii, wi ↪ec należa lo si ↪e spodziewać pewnego rozwi ↪azania kom-
promisowego (Zeleny, 1974). Oba pozosta le podej́scia (minimaksowy i referencyjny
PC) wygenerowa ly wtedy kompromisowe rozwi ↪azanie efektywne (3.7143,3.7143).
W wi ↪ekszości przebiegów ważony PC generowa l rozwi ↪azania z jedn ↪a ocen ↪a tak
blisk ↪a odpowiedniego poziomu aspiracji jak to tylko możliwe, a drug ↪a stosunkowo
odleg l ↪a. Natomiast minimaksowy PC i referencyjny PC wydaj ↪a si ↪e być nie obar-
czone t ↪a wad ↪a. Referencyjny PC generowa l dok ladnie takie samo rozwi ↪azanie jak i
minimaksowy PC, gdy ten ostatni generowa l rozwi ↪azanie efektywne. Różnica jest
tylko taka, że referencyjny PC generowa l rozwi ↪azania efektywne nawet wtedy, gdy
minimaksowy PC tego nie osi ↪aga l.

Tablica 3.9 zawiera wyniki dla problemu ca lkowitoliczbowego. Zauważmy, że
zarówno ważony PC, jak i minimaksowy PC generuj ↪a rozwi ↪azania nieefektywne
dla tych samych wektorów aspiracji co w przypadku problemu liniowego. Jednakże
tutaj wygenerowa ly one wi ↪ecej rozwi ↪azań nieefektywnych. Minimaksowy PC wyge-
nerowa l rozwi ↪azania efektywne tylko dla dwóch wektorów aspiracji ((2,3) i (3,4)),
a ważony PC wygenerowa l rozwi ↪azanie nieefektywne (3,6) dla wektora aspiracji
(3,4). W każdym przypadku dodatkowego (w stosunku do problemu liniowego)
rozwi ↪azania nieefektywnego istnia lo alternatywne rozwi ↪azanie efektywne. Należy
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Tablica 3.9

Problem ca lkowitoliczbowy

Tablica 3.9:
(a1, a2) Ważony PCa) Minimaksowy PCa) Referencyjny PC

(0,0) (2,6) !? (5,5) (4,5)

(2,3) (2,6) (4,5) (4,5)

(1,8) ! (2,8) ! (2,7) (2,6)

(2,5) (2,6) !? (3,6) (2,6)

(3,4) !? (3,6) (4,5) (4,5)

(5,5) ! (5,5) ! (5,5) (4,5)

(5,3) (5,4) !? (6,4) (5,4)

(8,2) ! (8,3) ! (7,3) (6,3)
a) ! – rozwi ↪azanie nieefektywne

!? – rozwi ↪azanie nieefektywne ale istnieje alternatywne

rozwi ↪azanie efektywne

jednak pami ↪etać, że standardowy modu l optymalizacyjny generuje zazwyczaj tylko
jedno rozwi ↪azanie i w tym wypadku by lo to rozwi ↪azanie nieefektywne. Referen-
cyjny PC zawsze generuje rozwi ↪azania efektywne. Nawet gdy istniej ↪a rozwi ↪azania
alternatywne, to s ↪a one również efektywne. Na przyk lad, dla wektora aspiracji
(5,5) otrzymalísmy rozwi ↪azanie (5,4), ale istnieje rozwi ↪azanie alternatywne (4,5),
które jest również efektywne. Podobnie jak w przypadku liniowym, referencyjny
PC wykazuje znacznie lepsz ↪a sterowalność przy analizie interaktywnej. �

3.3.2 Model leksykograficzny

Istotn ↪a zalet ↪a ważonego PC jest możliwość  latwego rozwini ↪ecia go do modelu
leksykograficznego. Referencyjne PC może być również rozszerzone do modelu lek-
sykograficznego. W l ↪aczaj ↪ac priorytety do modelu RPC, podobnie jak i w standar-
dowym leksykograficznym programowaniu celowym, jesteśmy zainteresowani prio-
rytetami dla zmiennych odchyleń a nie dla oryginalnych funkcji oceny. To zna-
czy, rozpatrujemy oryginalny wielokryterialny problem (1.7) bez hierarchii funkcji
oceny. Priorytety s luż ↪a jedynie jako dodatkowe narz ↪edzia lepszego wyrażania pre-
ferencji decydenta podczas interaktywnego poszukiwania rozwi ↪azań efektywnych.

Podczas interaktywnej analizy decydent określa swoje preferencje przez wek-
tor poziomów aspiracji a i dwie grupy klas priorytetów P+

k dla k = 1, 2, . . . , p+

i P−k dla k = 1, 2, . . . , p−. Klasy priorytetów P+
k (k = 1, 2, . . . , p+) reprezen-

tuj ↪a hierarchi ↪e poziomów aspiracji w sensie ważności osi ↪agania ocen nie gorszych
od odpowiadaj ↪acych im poziomów aspiracji. Analogicznie, P−k (k = 1, 2, . . . , p−)
reprezentuj ↪a hierarchi ↪e ważności osi ↪agania ocen lepszych od odpowiadaj ↪acych im
poziomów aspiracji. Obie grupy klas priorytetów stanowi ↪a rozk lady ca lego zbioru
ocen I, czyli ⋃

k=1,2,...,p−

P−k = I , P−k′ ∩ P
−
k′′ = ∅ dla k′ 6= k′′



106 ROZDZIA L 3. METODY PUNKTU REFERENCYJNEGO

⋃
k=1,2,...,p+

P+
k = I , P+

k′ ∩ P
+
k′′ = ∅ dla k′ 6= k′′

W szczególnym przypadku obie grupy klas priorytetów mog ↪a określać identyczne
rozk lady zbioru ocen. Jednakże dla lepszego modelowania rzeczywistych preferen-
cji wydaje si ↪e nieodzowne, by mog ly być one różne, jako że osi ↪aganie poziomów
aspiracji nie zawsze jest tak samo ważne jak ich przekraczanie.

Przyjmujemy, że model preferencji decydenta wyrażony w poziomach aspira-
cji i klasach priorytetów spe lnia leż ↪ace u podstaw metod punktu referencyjnego
postulaty P1 i P2 oraz dodatkowo nast ↪epuj ↪ace postulaty

P3. Minimalizacja dowolnego odchylenia w gór ↪e d
+
i jest ważniejsza od maksy-

malizacji każdego odchylenia w dó l d−j .

P4. Jeżeli k′ < k′′, to minimalizacja odchyleń w gór ↪e d+
i dla i ∈ P+

k′ jest
ważniejsza od minimalizacji odchyleń w gór ↪e d

+
i dla i ∈ P+

k′′ .

P5. Jeżeli k′ < k′′, to maksymalizacja odchyleń w dó l d−i dla i ∈ P−k′ jest
ważniejsza od maksymalizacji odchyleń w dó l d−i dla i ∈ P−k′′ .

Postulaty P3, P4 i P5 wyrażaj ↪a hierarchi ↪e minimalizacji odchyleń zdefiniowan ↪a
za pomoc ↪a klas priorytetów. Postulaty te mog ↪a być odpowiednio wyrażone jako
nast ↪epuj ↪ace w lasności relacji preferencji

yi′ > ai′ i yi′′ < ai′′ ⇒ y − ε′ei′ + ε′′ei′′ ≺ y (3.34)

dla 0 < ε′ ≤ yi′ − ai′
i 0 ≤ ε′′ ≤ ai′′ − yi′′

yi′ > ai′ , yi′′ ≥ ai′′ i k+(i′) < k+(i′′) ⇒ y − ε′ei′ + ε′′ei′′ ≺ y (3.35)

dla 0 < ε′ ≤ yi′ − ai′ , ε′′ ≥ 0

yi′ < ai′ , yi′′ < ai′′ i k−(i′) < k−(i′′) ⇒ y − ε′ei′ + ε′′ei′′ ≺ y (3.36)

dla ε′ > 0, ε′′ ≥ 0

gdzie k+(i) i k−(i) oznaczaj ↪a indeksy klas priorytetów takie, że odpowiednio i ∈
P+
k+(i) oraz i ∈ P−k−(i).

W celu wprowadzenia hierarchii odchyleń do modelu RPC zast ↪apimy funkcj ↪e
osi ↪agni ↪ecia (3.24) przez

LRPC : lexmin g(d−,d+) = [g+(d+),g−(d−)] (3.37)

pod warunkiem, że (3.25), (3.26) i (3.27)

gdzie

g+(d+) = [g+
11(d+), g+

12(d+), . . . ,g+
p+,1

(d+),g+
p+,2

(d+)] (3.38)

g−(d−) = [g−11(d−), g−12(d−), . . . ,g−p−,1(d−),g−p−,2(d−)] (3.39)

g+
k1(d+) = max

i∈P+
k

(w+
i d

+
i ) dla k = 1, 2, . . . , p+ (3.40)

g+
k2(d+) =

∑
i∈P+

k

w+
i d

+
i dla k = 1, 2, . . . , p+ (3.41)
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g−k1(d−) = max
i∈P−k

(−w−i d
−
i ) dla k = 1, 2, . . . , p+ (3.42)

g−k2(d−) =
∑
i∈P−k

−w−i d
−
i dla k = 1, 2, . . . , p− (3.43)

Zauważmy, że warunki problemu LRPC nie zawieraj ↪a wymagań (3.30) gwa-
rantuj ↪acych w laściwe obliczanie odchyleń w problemie RPC. Te wymagania moż-
na pomin ↪ać w problemie LRPC, ponieważ wszystkie odchylenia w dó l d−i maj ↪a
przypisane priorytety niższe niż dowolne odchylenie w gór ↪e d

+
i . Dzi ↪eki temu dla

dowolnych dodatnich wspó lczynników wagowych w+
i i w−i rozwi ↪azanie optymalne

problemu LRPC spe lnia warunek (3.31), gwarantuj ↪acy poprawność obliczania od-
chyleń z równań celowych (3.25)–(3.26).

Twierdzenie 3.8 Dla dowolnych poziomów aspiracji ai i dowolnych dodatnich
wag w−i i w+

i rozwi ↪azanie optymalne (x̄, d̄−, d̄+) problemu LRPC spe lnia warunki
(3.31), czyli d̄−i d̄

+
i = 0 dla i = 1, 2, . . . ,m

Dowód. Niech (x̄, d̄−, d̄+) b ↪edzie rozwi ↪azaniem optymalnym problemu LRPC.
Przypuśćmy, że d̄−i0 d̄

+
i0
> 0 dla pewnego indeksu i0 (1 ≤ i0 ≤ m). Możemy wtedy

zmniejszyć wartości obu zmiennych d̄−i0 i d̄+
i0

o t ↪e sam ↪a ma l ↪a dodatni ↪a liczb ↪e. To

znaczy, dla dostatecznie ma lej dodatniej liczby δ wektor (x̄, d̄− − δei0 , d̄+ − δei0)
jest dopuszczalny dla problemu LRPC. Ze wzgl ↪edu na dodatniość wag w−i i w+

i ,
spe lnione s ↪a nast ↪epuj ↪ace nierówności

g+
k1(d̄+ − δei0) ≤ g+

k1(d̄+) i g+
k2(d̄+ − δei0) ≤ g+

k2(d̄+) dla k = 1, 2, . . . , p+

Ponadto istnieje k0 takie, że i0 ∈ P+
k0

. St ↪ad wynika, że g+
k02(d̄+− δei0) < g+

k02(d̄+),

co przeczy optymalności (x̄, d̄−, d̄+) dla problemu LRPC. Zatem (x̄, d̄−, d̄+)
spe lnia warunki (3.31).

Z określenia leksykograficznej funkcji celu (3.37)–(3.43) jest jasne, że problem
LRPC spe lnia postulaty P3, P4 i P5. Kolejne twierdzenia pokazuj ↪a, że leksyko-
graficzny problem LRPC zawsze generuje rozwi ↪azanie efektywne dla oryginalnego
problemu wielokryterialnego (postulat P1) spe lniaj ↪ac jednocześnie postulat P2.

Twierdzenie 3.9 Dla dowolnych poziomów aspiracji ai oraz dowolnych dodatnich
wag w−i i w+

i , jeżeli (x̄, d̄−, d̄+) jest rozwi ↪azaniem optymalnym problemu LRPC,
to x̄ jest rozwi ↪azaniem efektywnym wielokryterialnego problemu (1.7).

Dowód. Niech (x̄, d̄−, d̄+) b ↪edzie rozwi ↪azaniem optymalnym problemu LRPC.
Przypuśćmy, że x̄ nie jest rozwi ↪azaniem efektywnym problemu (1.7), czyli istnieje
wektor x ∈ Q taki, że

fi(x) ≤ fi(x̄) dla i = 1, 2, . . . ,m (3.44)

i dla pewnego indeksu i0 (1 ≤ i0 ≤ m)

fi0(x) < fi0(x̄) (3.45)

Na mocy twierdzenia 3.8 odchylenia d̄−i i d̄+
i spe lniaj ↪a równania
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d̄+
i = (fi(x̄)− ai)+ i d̄−i = (ai − fi(x̄))+

Zdefiniujmy analogiczne odchylenia dla wektora x

d+
i = (fi(x)− ai)+ i d−i = (ai − fi(x))+ dla i = 1, 2, . . . ,m

Trójka wektorów (x,d−,d+) jest rozwi ↪azaniem dopuszczalnym problemu LRPC i
z (3.44) wynika

d+
i ≤ d̄

+
i i d−i ≥ d̄

−
i dla i = 1, 2, . . . ,m

St ↪ad, dla dowolnych dodatnich wag w−i i w+
i prawdziwe s ↪a nast ↪epuj ↪ace nierówności

g+
k1(d+) ≤ g+

k1(d̄+) i g+
k2(d+) ≤ g+

k2(d̄+) dla k = 1, 2, . . . , p+

g−k1(d−) ≤ g−k1(d̄−) i g−k2(d−) ≤ g−k2(d̄−) dla k = 1, 2, . . . , p−

Ponadto istnieje k+ taki, że i0 ∈ P+
k+

oraz k− taki, że i0 ∈ P−k− . A wi ↪ec, zgodnie z

(3.45), dla dowolnych dodatnich wag w−i i w+
i

g+
k+2(d+) < g+

k+2(d̄+) lub g−k−2(d−) < g−k−2(d̄−)

co przeczy optymalności (x̄, d̄−, d̄+) dla problemu LRPC. Zatem x̄ jest rozwi ↪aza-
niem efektywnym oryginalnego problemu wielokryterialnego (1.7).

Twierdzenie 3.10 Dla dowolnych poziomów aspiracji ai oraz dowolnych dodat-
nich wag w−i i w+

i , jeżeli (x̄, d̄−, d̄+) jest rozwi ↪azaniem optymalnym problemu
LRPC, to odchylenie d̄+

i jest dodatnie tylko wtedy, gdy nie istnieje żaden wektor
x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m.

Dowód. Niech (x̄, d̄−, d̄+) b ↪edzie rozwi ↪azaniem optymalnym problemu LRPC.
Przypuśćmy, że d̄+

i0
> 0 (czyli fi0(x̄) > ai0) dla pewnego indeksu i0 (1 ≤ i0 ≤ m)

i istnieje wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m. Zdefiniujmy
odchylenia dla wektora x

d+
i = (fi(x)− ai)+ = 0 i d−i = (ai − fi(x))+ ≥ 0 dla i = 1, 2, . . . ,m

Trójka wektorów (x,d−,d+) jest rozwi ↪azaniem dopuszczalnym problemu LRPC i
dla dowolnych dodatnich wag w−i i w+

i prawdziwe s ↪a nast ↪epuj ↪ace nierówności

g+
k1(d+) = 0 ≤ g+

k1(d̄+) i g+
k2(d+) = 0 ≤ g+

k2(d̄+) dla k = 1, 2, . . . , p+

Ponadto istnieje k0 taki, że i0 ∈ P+
k0

. St ↪ad g+
k01(d+) = 0 < w+

i0
d̄+
i0
≤ g+

k01(d̄+),

co przeczy optymalności (x̄, d̄−, d̄+) dla problemu LRPC. Zatem nie istnieje żaden
wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m.

Twierdzenie 3.11 Jeżeli wektor x̄ ∈ Q jest rozwi ↪azaniem efektywnym zadania
wielokryterialnego (1.7), to wektor (x̄,0,0) jest rozwi ↪azaniem optymalnym prob-
lemu LRPC z wektorem aspiracji a = F(x̄) i dowolnymi dodatnimi wagami w−i ,
w+
i .
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Dowód. Zauważmy, że dla dodatnich wag g+(d+)
>
= 0 i g−(d−)

<
= 0, a jedno-

cześnie g+(0) = 0 i g−(0) = 0. Zatem gdyby wektor (x̄,0,0) nie by l rozwi ↪azaniem
optymalnym problemu LRPC z wektorem aspiracji a = F(x̄), to istnia lby wektor
x ∈ Q taki, że

g+((f(x)− f(x̄))+) = 0 i g−((f(x̄)− f(x))+) <lex 0

St ↪ad f(x) ≤ f(x̄), co przeczy efektywności wektora x̄ dla zadania wielokryterialnego
(1.7).

Zauważmy, że żadne z twierdzeń 3.8–3.11 nie zak lada lo wypuk lości zbioru
dopuszczalnego Q. Zatem technika leksykograficznego referencyjnego PC może
być stosowana nie tylko do problemów liniowych, lecz także do problemów
ca lkowitoliczbowych, w których standardowe programowanie celowe może nie być
w stanie wygenerować rozwi ↪azania efektywnego (Hallefjord i Jörnsten, 1988).

Problem LRPC przyjmuje prostsz ↪a postać, gdy wszystkie klasy priorytetów s ↪a
zbiorami jednoelementowymi (p+ = p− = m). W takim przypadku

g+
k1(d+) = g+

k2(d+) = w+
τ ′(k)d

+
τ ′(k) dla k = 1, 2, . . . ,m

g−k1(d−) = g−k2(d−) = −w−τ ′′(k)d
−
τ ′′(k) dla k = 1, 2, . . . ,m

gdzie τ ′ i τ ′′ s ↪a permutacjami zbioru {1, 2, . . . ,m} takimi, że P+
k = {τ ′(k)} i

P−k = {τ ′′(k)} dla k = 1, 2, . . . ,m. Zatem funkcje wektorowe g+(d+) i g−(d−)
zdefiniowane w (3.38)–(3.43) mog ↪a być zast ↪apione przez

g+(d+) = [g+
1 (d+), g+

2 (d+), . . . , g+
m(d+)]

g−(d−) = [g−1 (d−), g−2 (d−), . . . , g−m(d−)]

gdzie g+
k (d+) = d+

τ ′(k) i g−k (d−) = −d−τ ′′(k) dla k = 1, 2, . . . ,m.

Przyk lad 3.3. Przedyskutujemy tutaj model LRPC dla przyk ladowego prob-
lemu decyzyjnego. Nasz problem jest oparty na podr ↪ecznikowym modelu wyboru
mediów dla akcji reklamowej (Budnick i inni, 1988). Rozpatrzmy problem podzia lu
budżetu na reklam ↪e pomi ↪edzy dwa media: telewizj ↪e i radio. Skuteczność reklamy
jest mierzona liczb ↪a odbiorców reklamy (osób, do których dana reklama dociera).
Przyjmijmy, że znane s ↪a wspó lczynniki skuteczności (stosunek liczby odbiorców re-
klamy do kosztów reklamy wyrażonych w tys. z l): 10 000 dla telewizji i 7 500 dla
radia. Za lóżmy, że należy osi ↪agn ↪ać nast ↪epuj ↪ace cele, w kolejności od najwyższego
do najniższego priorytetu:

1. Unikn ↪ać wydania wi ↪ecej niż 100 000 z l;

2. Osi ↪agn ↪ać co najmniej 750 000 odbiorców;

3. Unikn ↪ać wydania wi ↪ecej niż 70 000 z l na reklam ↪e w TV;

4. Maksymalizować liczb ↪e odbiorców;

5. Minimalizować ca lość wydatków;

6. Minimalizować wydatki na reklam ↪e w TV.
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 Latwo zauważyć, że podstawowy problem decyzyjny jest zadaniem optymali-
zacji z trzema kryteriami: liczb ↪a odbiorców (maksymalizowan ↪a), ca lkowitymi wy-
datkami (minimalizowanymi) i wydatkami na reklam ↪e w TV (minimalizowanymi).
Jednakże preferencje zosta ly wyspecyfikowane za pomoc ↪a poziomów aspiracji i prio-
rytetów.
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Rysunek 3.1:
Rys. 3.1. Analiza graficzna problemu wyboru mediów

Wprowadzaj ↪ac dwie zmienne decyzyjne x1 i x2, wyrażaj ↪ace odpowiednio wy-
datki na reklam ↪e w TV i w radiu (w tysi ↪acach z lotych), otrzymujemy nast ↪epuj ↪ace
równania celowe

x1 + x2 + d−1 − d+
1 = 100

10 000x1 + 7 500x2 + d−2 − d+
2 = 750 000

x1 + d−3 − d+
3 = 70

x1, x2, d
−
1 , d

+
1 , d

−
2 , d

+
2 , d

−
3 , d

+
3 ≥ 0

Preferencje można wyrazić przez nast ↪epuj ↪ac ↪a funkcj ↪e osi ↪agni ↪ecia LRPC

lexmin [d+
1 , d

−
2 , d

+
3 ,−d

+
2 ,−d

−
1 ,−d

−
3 ]

Zauważmy, że d−2 ma wyższy priorytet niż −d+
2 , ponieważ odpowiadaj ↪aca jej ocena
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jest maksymalizowana, podczas gdy do rozważań teoretycznych zak ladalísmy, że
wszystki funkcje oceny s ↪a minimalizowane.

Przeprowadzaj ↪ac analiz ↪e graficzn ↪a,  latwo sprawdzić (por. rys. 3.1), że powyższy
problem LRPC ma jednoznaczne rozwi ↪azanie optymalne x = (70, 30) z ocenami:
100 000 z l ca lkowitych wydatków, w tym 70 000 z l na reklam ↪e w TV, i 925 000
odbiorców. Analiza graficzna problemu wskazuje, że to rozwi ↪azanie nie jest opty-
malne dla żadnej funkcji osi ↪agni ↪ecia używaj ↪acej tylko dodatnich wag. Rzeczywíscie,
rozwi ↪azuj ↪ac problem

lexmin [w+
1 d

+
1 , w

−
2 d
−
2 , w

+
3 d

+
3 , w

+
2 d

+
2 , w

−
1 d
−
1 , w

−
3 d
−
3 ]

dla dowolnych dodatnich wag w−i i w+
i otrzymuje si ↪e jednoznaczne rozwi ↪azanie

optymalne x = (0, 100) z ocenami: 100 000 z l ca lkowitych wydatków wy l ↪acznie na
reklam ↪e w radiu i 750 000 odbiorców. To rozwi ↪azanie zdecydowanie nie jest zgodne
z hierarchi ↪a celów 1–6. Zatem okazuje si ↪e, że użycie ujemnych wag by lo w tym
przyk ladzie istotne. �

Szczególnym przypadkiem modelu LRPC jest problem ze wszystkimi odchy-
leniami w gór ↪e d

+
i należ ↪acymi do jednej klasy priorytetów P+

1 = I i wszystkimi
odchyleniami w dó l należ ↪acymi do jednej klasy priorytetów P−1 = I. Funkcje
osi ↪agni ↪ecia dla takiego problemu możemy zapisać w postaci

g+(d+) = [g+
1 (d+), g+

2 (d+)] =

[
max

i=1,...,m
(w+

i d
+
i ),

m∑
i=1

w+
i d

+
i

]
(3.46)

g−(d−) = [g−1 (d−), g−2 (d−)] =

[
max

i=1,...,m
(−w−i d

−
i ),

m∑
i=1

−w−i d
−
i

]
(3.47)

Zadanie LRPC (3.37) z funkcjami osi ↪agni ↪ecia (3.46)–(3.47) definiuje model
referencyjnego programowania celowego bez priorytetów minimalizacji odchyleń.
Różni si ↪e on od wprowadzonego wcześniej modelu RPC (3.24)–(3.29) nie tylko
form ↪a, lecz również w lasnościami. O ile w modelu RPC wspó lczynniki wagowe
musz ↪a spe lniać warunek (3.30), to model LRPC bez klas priorytetów wymaga je-
dynie dodatniości wag (por. twierdzenia 3.8–3.11). Wynika to z przyj ↪etego w mo-
delu preferencji dla LRPC dodatkowego postulatu P3. W lasność relacji preferencji
(3.34) równoważna temu postulatowi nie wynika z postulatu P2. Wr ↪ecz przeciwnie,
w przypadku racjonalnych relacji preferencji z w lasności (3.34) wynika spe lnienie
warunku (3.1). W lasności (3.34) nie posiada ani model preferencji zadania RPC,
ani model preferencji standardowych metod punktu referencyjnego opartych na
parametryzacji (3.4). Dok ladniej, metody punktu referencyjnego oparte na para-
metryzacji (3.4) spe lniaj ↪a warunek (3.34) zawsze w przypadku dwóch funkcji oceny
(m = 2), ale mog ↪a go nie spe lniać przy wi ↪ekszej liczbie funkcji.

Zauważmy, że postulat P2 nie precyzuje regu l preferencji dla różnych wektorów
ocen y′ 6�r a i y′′ 6�r a, a określa jedynie, że wektor aspiracji a jest preferowany
w stosunku do wszystkich wektorów ocen y 6�r a (por. (3.1)), Na przyk lad, w
standardowych metodach punktu referencyjnego opartych na parametryzacji (3.4)
z liniowymi funkcjami skaluj ↪acymi (3.5) o jednostkowych wspó lczynnikach λi, jak
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również w przypadku przedzia lami liniowych funkcji skaluj ↪acych (3.7) o jednost-
kowych wspó lczynnikach λi i β > 0.1, wektor ocen (a1 + 1, a2 + 1, a3 − 10) jest
preferowany w stosunku do wektora (a1 + 1, a2, a3). Preferowanie w takim wy-
padku wektora ocen (a1 + 1, a2, a3) wydaje si ↪e być zgodne z intuicyjnym poj ↪eciem
poziomów aspiracji i z leż ↪ac ↪a u podstaw podej́scia quasi–zadowalaj ↪acego zasad ↪a,
że decydent koncentruje uwag ↪e na poprawie wartości tych ocen, które nie osi ↪agn ↪e ly
swoich poziomów aspiracji. Odpowiada to przyj ↪eciu za lożenia, że wektor aspiracji a
definiuje model preferencji spe lniaj ↪acy warunki (3.2) oraz (3.34). Taki w laśnie mo-
del preferencji realizuje LRPC niezależnie od wartości wspó lczynników wagowych,
podczas gdy w standardowych metodach punktu referencyjnego, opartych na para-
metryzacji (3.4), wymaga to stosowania funkcji skaluj ↪acych typu (3.7) z arbitralnie
ma lym parametrem β > 0. Zatem, nawet w przypadku braku priorytetów, LRPC
nie jest modelem standardowych metod punktu referencyjnego zapisanym w ter-
minach programowania celowego, lecz jakościowo inn ↪a metod ↪a, ścíslej realizuj ↪ac ↪a
quasi–zadowalaj ↪acy model preferencji decydenta.

3.4 Przedzia lowe referencyjne programowanie ce-
lowe

3.4.1 Model ważony

Przy analizie praktycznych wielokryterialnych problemów decyzyjnych najwy-
godniejsz ↪a form ↪a metody punktu referencyjnego jest przedzia lowa metoda punktu
referencyjnego (por. podrozdzia ly 3.1 i 3.2), gdzie używa si ↪e dodatkowego wektora
referencyjnego, wyrażaj ↪acego poziomy rezerwacji, a wspó lczynniki skaluj ↪ace (wagi)
s ↪a automatycznie wyznaczane na podstawie poziomów aspiracji i rezerwacji. W tym
podrozdziale pokazujemy, że przedzia lowa metoda punktu referencyjnego może być
wyrażona za pomoc ↪a technik programowania celowego (por. Ogryczak i Lahoda,
1992). To znaczy, naszym celem jest sformu lowanie modelu PC zgodnego z po-
stulatami P1, P2 i P2a oraz spe lniaj ↪acego wymaganie zupe lności parametryzacji
zbioru rozwi ↪azań efektywnych.

Przedzia lowa metoda punktu referencyjnego używa wektora poziomów re-
zerwacji jako drugiego wektora parametrów steruj ↪acych. Poziomy rezerwacji
można wprowadzić do modelu programowania celowego zgodnie z tzw. tech-
nik ↪a funkcji kary (Romero, 1991). Najprostsz ↪a drog ↪a jest zdefiniowanie dwóch
równań celowych: jednego zwi ↪azanego z odchyleniami od poziomu aspiracji i dru-
giego zwi ↪azanego z odchyleniami od poziomu rezerwacji. Można jednak unikn ↪ać
zwi ↪ekszania wymiarów problemu, korzystaj ↪ac z techniki modelowania podobnej do
przedzia lowego PC (Ignizio, 1982; Ogryczak, 1988). W tym celu wprowadzamy
równania celowe postaci

fi(x) + d−i − d
a
i − dri = ai dla i = 1, 2, . . . ,m (3.48)

d−i ≥ 0, 0 ≤ dai ≤ ri − ai, dri ≥ 0 dla i = 1, 2, . . . ,m (3.49)

gdzie ai i ri oznaczaj ↪a odpowiednio poziom aspiracji i rezerwacji dla i–tej funk-
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cji oceny, a d−i , dai i dri s ↪a nieujemnymi zmiennymi stanu mierz ↪acymi odchylenia
wartości i–tej funkcji oceny od odpowiednich poziomów aspiracji i rezerwacji: d−i
jest odchyleniem w dó l od poziomu aspiracji, dai jest odchyleniem w gór ↪e od po-
ziomu aspiracji, wewn ↪atrz przedzia lu mi ↪edzy poziomem aspiracji i rezerwacji, a dri
jest odchyleniem w gór ↪e od poziomu rezerwacji.

Równania celowe (3.48)–(3.49) różni ↪a si ↪e od typowych (3.25)–(3.26) tylko tym,
że odchylenie w gór ↪e d

+
i jest sum ↪a dwóch odchyleń dai i dri , z których pierwsze jest

ograniczone do przedzia lu mi ↪edzy poziomami aspiracji i rezerwacji, a drugie jest
dodatnie tylko wtedy, gdy dai = ri−ai. Zmienne d−i , dai i dri wyrażaj ↪a odpowiednie
odchylenia wartości funkcji oceny fi(x) od poziomów aspiracji i rezerwacji (dri =
(fi(x) − ri)+, dai = (fi(x) − d̄ri − ai)+ i d−i = (ai − fi(x))+), o ile spe lnione s ↪a
warunki

d−i d
a
i = 0, (ri − ai − dai )dri = 0 dla i = 1, 2, . . . ,m (3.50)

stanowi ↪ace odpowiednie rozszerzenie warunków komplementarności odchyleń w
gór ↪e i w dó l (3.31).

Używaj ↪ac trzech typów odchyleń, zdefiniowanych przez równania celowe (3.48)–
(3.49), możemy zapisać obie formu ly (3.11) i (3.12) jako

si(d
−
i , d

a
i , d

r
i ) =

 −w−i d
−
i gdy yi ≤ ai

wai d
a
i gdy ai < yi < ri

wri d
r
i + 1 gdy yi ≥ ri

(3.51)

gdzie w−i , wai i wri s ↪a wagami dodatnimi, zdefiniowanymi w zależności od odpo-
wiednich poziomów aspiracji i rezerwacji. Zak ladaj ↪ac, że wai = 1/(ri − ai) jak w
formu lach (3.11) i (3.12), możemy zapisać funkcj ↪e (3.51) w postaci sumy ważonej
odchyleń

si(d
−
i , d

a
i , d

r
i ) = −w−i d

−
i + wai d

a
i + wri d

r
i (3.52)

Jednakże, podobnie jak w przypadku referencyjnego PC, w tej formule kryje si ↪e
pewna specyfika. Jest ni ↪a ujemny wspó lczynnik wagi −w−i wyst ↪epuj ↪acy przy od-
chyleniu w dó l d−i .

Jako odpowiednik leż ↪acej u podstaw przedzia lowej metody punktu referen-
cyjnego parametryzacji (3.13) możemy sformu lować nast ↪epuj ↪acy leksykograficzny
problem PC

PRPC : lexmin g(d−,da,dr) = [g1(d−,da,dr), g2(d−,da,dr)] (3.53)

pod warunkiem, że (3.48)–(3.49) oraz x ∈ Q

gdzie

g1(d−,da,dr) = max
i=1,...,m

{−w−i d
−
i + wai d

a
i + wri d

r
i } (3.54)

g2(d−,da,dr) =

m∑
i=1

(−w−i d
−
i + wai d

a
i + wri d

r
i ) (3.55)

Wyst ↪epuj ↪ace w funkcjach osi ↪agni ↪ecia g1 i g2 wagi w−i , wai i wri s ↪a parametrami do-
datnimi, które mog ↪a zależeć od poziomów aspiracji i rezerwacji. Na przyk lad,
k lad ↪ac wai = 1/(ri − ai), w

−
i = β/(ri − ai) i wri = γ/(ri − ai) z dodatnimi
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wartościami β i γ, otrzymujemy zadanie równoważne problemowi (3.13) z funk-
cjami si określonymi wzorem (3.12).

Dla zapewnienia w laściwego obliczania odchyleń w zadaniu PRPC, optymalne
wartości zmiennych reprezentuj ↪acych odchylenia powinny spe lniać warunki (3.50).
Pierwsze wymaganie d−i d

a
i = 0 można wzgl ↪ednie  latwo zaimplementować w prog-

ramowaniu liniowym. Drugie natomiast wymaga specjalnych technik, nawet w
przypadku programowania liniowego. Jednakże okazuje si ↪e, że warunki (3.50) s ↪a
spe lnione przez rozwi ↪azania optymalne problemu PRPC, jeżeli wagi spe lniaj ↪a wa-
runki naturalne dla przedzia lowej metody punktu referencyjnego

wai = 1/(ri − ai), 0 < w−i < wai < wri dla i = 1, 2, . . . ,m (3.56)

Twierdzenie 3.12 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri, jeżeli
wagi spe lniaj ↪a warunki (3.56), to rozwi ↪azanie optymalne (x̄, d̄−, d̄a, d̄r) problemu
PRPC spe lnia warunki (3.50), czyli d̄−i d̄

a
i = 0 oraz (ri − ai − d̄ai )d̄ri = 0 dla i =

1, 2, . . . ,m.

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu PRPC.
Przypuśćmy, że d̄−i0 d̄

a
i0
> 0 dla pewnego indeksu 1 ≤ i0 ≤ m. Możemy wtedy

zmniejszyć d̄−i0 i d̄ai0 o tak ↪a sam ↪a ma l ↪a liczb ↪e. To znaczy, dla dostatecznie ma lej

dodatniej liczby δ wektor (x̄, d̄−−δei0 , d̄a−δei0 , d̄r) jest dopuszczalny dla problemu
PRPC. Dzi ↪eki temu, że 0 < w−i < wai , spe lniona jest nast ↪epuj ↪aca nierówność

−w−i0(d̄−i0 − δ) + wai0(d̄ai0 − δ) + wri0 d̄
r
i0 < −w

−
i0
d̄−i0 + wai0 d̄

a
i0 + wri0 d̄

r
i0

St ↪ad wynika

g1(d̄− − δei0 , d̄a − δei0 , d̄r) ≤ g1(d̄−, d̄a, d̄r)

g2(d̄− − δei0 , d̄a − δei0 , d̄r) < g2(d̄−, d̄a, d̄r)

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu PRPC.
Dalej przypuśćmy, że (ri0 − ai0 − d̄ai0)d̄ri0 > 0 dla pewnego indeksu 1 ≤ i0 ≤

m. Możemy wtedy zmniejszyć d̄ri0 i jednocześnie zwi ↪ekszyć d̄ai0 o tak ↪a sam ↪a ma l ↪a
liczb ↪e. To znaczy, dla dostatecznie ma lej liczby dodatniej δ czwórka wektorów
(x̄, d̄−, d̄a+δei0 , d̄

r−δei0) jest rozwi ↪azaniem dopuszczalnym dla problemu PRPC.
Dzi ↪eki temu, że wri > wai , spe lniona jest nast ↪epuj ↪aca nierówność

−w−i0 d̄
−
i0

+ wai0(d̄ai0 + δ) + wri0(d̄ri0 − δ) < −w
−
i0
d̄−i0 + wai0 d̄

a
i0 + wri0 d̄

r
i0

St ↪ad wynika

g1(d̄−, d̄a + δei0 , d̄
r − δei0) ≤ g1(d̄−, d̄a, d̄r)

g2(d̄−, d̄a + δei0 , d̄
r − δei0) < g2(d̄−, d̄a, d̄r)

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu PRPC. Zatem (x̄, d̄−, d̄a, d̄r)
spe lnia oba warunki (3.50)

Z twierdzenia 3.12 wynika, że wymagania (3.50) można pomini ↪ać w sformu lowa-
niu problemu PRPC, gdy wagi wprowadzaj ↪a stosunkowo wysok ↪a kar ↪e za przekro-
czenie poziomu rezerwacji i stosunkowo nisk ↪a premi ↪e za wynik lepszy od odpowied-
niego poziomu aspiracji. Zauważmy, że dla parametrów β i γ spe lniaj ↪acych waruki
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0 < β < 1 i γ > 1, wagi określone wzorami wai = 1/(ri − ai), w−i = β/(ri − ai)
i wri = γ/(ri − ai) spe lniaj ↪a warunek (3.56). Zatem funkcja si zdefiniowana wzo-
rem (3.12) może być wyrażona w postaci (3.52), tak żeby spe lnione by ly wszystkie
za lożenia twierdzenia 3.12. W przypadku funkcji si zdefiniowanej wzorem (3.11)
można napotkać pewne trudności przy dobieraniu w laściwych wartości dla para-
metrów β i γ.

Wykażemy, że problem PRPC zawsze generuje rozwi ↪azanie efektywne orygi-
nalnego problemu wielokryterialnego (twierdzenie 3.13), spe lniaj ↪ac jednocześnie
postulaty P2 (twierdzenie 3.14) i P2a (twierdzenie 3.15), definiuj ↪ace model prefe-
rencji przedzia lowej metody punktu referencyjnego. Ponadto zadanie PRPC sta-
nowi zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań efektywnych za pomoc ↪a poziomów
aspiracji (twierdzenie 3.16).

Twierdzenie 3.13 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri i dowol-
nych dodatnich wag w−i , wri , wai spe lniaj ↪acych warunki (3.56), jeżeli (x̄, d̄−, d̄a, d̄r)
jest rozwi ↪azaniem optymalnym problemu PRPC, to x̄ jest rozwi ↪azaniem efektyw-
nym problemu wielokryterialnego (1.7).

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu PRPC.
Przypuśćmy, że x̄ jest rozwi ↪azaniem nieefektywnym problemu (1.7). Oznacza to,
że istnieje wektor x ∈ Q taki, że

fi(x) ≤ fi(x̄) dla i = 1, 2, . . . ,m (3.57)

i fi0(x) < fi0(x̄) dla pewnego indeksu i0 (1 ≤ i0 ≤ m), czyli

m∑
i=1

fi(x) <

m∑
i=1

fi(x̄) (3.58)

Na mocy twierdzenia 3.12 odchylenia d̄−i , d̄ai i d̄ri spe lniaj ↪a równości

d̄ri = (fi(x̄)− ri)+, d̄ai = (fi(x̄)− d̄ri − ai)+, d̄−i = (ai − fi(x̄))+

Zdefiniujmy analogicznie odchylenia dla wektora x jako

dri = (fi(x)− ri)+, dai = (fi(x)− dri − ai)+, d−i = (ai − fi(x))+

Czwórka wektorów (x,d−,da,dr) jest rozwi ↪azaniem dopuszczalnym problemu
PRPC i ze wzgl ↪edu na (3.57) i (3.58) nierówności

−w−i d
−
i + wai d

a
i + wri d

r
i ≤ −w−i d̄

−
i + wai d̄

a
i + wri d̄

r
i dla i = 1, 2, . . . ,m

m∑
i=1

(−w−i d
−
i + wai d

a
i + wri d

r
i ) <

m∑
i=1

(−w−i d̄
−
i + wai d̄

a
i + wri d̄

r
i )

s ↪a spe lnione dla dowolnych dodatnich wag w−i , wai i wri . St ↪ad wynika

g1(d−,da,dr) ≤ g1(d̄−, d̄a, d̄r) i g2(d−,da,dr) < g2(d̄−, d̄a, d̄r)

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu PRPC. Zatem x̄ jest rozwi ↪a-
zaniem efektywnym oryginalnego problemu (1.7).
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Twierdzenie 3.14 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri i dowol-
nych dodatnich wag w−i , wri , wai spe lniaj ↪acych warunki (3.56), jeżeli (x̄, d̄−, d̄a, d̄r)
jest rozwi ↪azaniem optymalnym problemu PRPC, to odchylenie d̄ri jest dodatnie tylko
wtedy, gdy nie istnieje wektor x ∈ Q taki, że fi(x) ≤ ri dla i = 1, 2, . . . ,m.

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu PRPC.
Przypuśćmy, że d̄ri0 > 0 (czyli fi0(x̄) > ri0 i d̄ai0 = ri0 − ai0) dla pewnego indeksu
i0 oraz istnieje wektor x ∈ Q taki, że fi(x) ≤ ri dla i = 1, 2, . . . ,m. Zdefiniujmy
odchylenia dla wektora x jako

dri = (fi(x)− ri)+ = 0, dai = (fi(x)− dri − ai)+ ≥ 0, d−i = (ai − fi(x))+ ≥ 0

dla i = 1, 2, . . . ,m. Czwórka wektorów (x,d−,da,dr) jest rozwi ↪azaniem dopusz-
czalnym dla problemu PRPC i dla dowolnych dodatnich wag w−i i wri s ↪a spe lnione
nast ↪epuj ↪ace zależności

max
i=1,...,m

{−w−i d
−
i + wai d

a
i + wri d

r
i } = max

i=1,...,m
{−w−i d

−
i + wai d

a
i } ≤ 1

max
i=1,...,m

{−w−i d̄
−
i + wai d̄

a
i + wri d̄

r
i } ≥ 1 + wri d̄

r
i > 1

St ↪ad g1(d−,da,dr) < g1(d̄−, d̄a, d̄r), co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla
problemu PRPC. Zatem nie istnieje wektor x ∈ Q taki, że fi(x) ≤ ri dla i =
1, 2, . . . ,m.

Twierdzenie 3.15 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri
oraz dowolnych dodatnich wag w−i , wri , wai spe lniaj ↪acych warunki (3.56), jeżeli
(x̄, d̄−, d̄a, d̄r) jest rozwi ↪azaniem optymalnym problemu PRPC, to odchylenie d̄ai
jest dodatnie tylko wtedy, gdy nie istnieje wektor x ∈ Q taki, że fi(x) ≤ ai dla
i = 1, 2, . . . ,m.

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu PRPC.
Przypuśćmy, że d̄ai0 > 0 (czyli fi0(x̄) > ai0) dla pewnego indeksu i0 oraz istnieje
wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m. Zdefiniujmy odchylenia dla
wektora x jako

dri = (fi(x)− ri)+ = 0, dai = (fi(x)− dri − ai)+ = 0, d−i = (ai − fi(x))+ ≥ 0

dla i = 1, 2, . . . ,m. Czwórka wektorów (x,d−,da,dr) jest rozwi ↪azaniem dopusz-
czalnym problemu PRPC i dla dowolnych dodatnich wag w−i i wri s ↪a spe lnione
nast ↪epuj ↪ace nierówności

max
i=1,...,m

{−w−i d
−
i + wai d

a
i + wri d

r
i } = max

i=1,...,m
{−w−i d

−
i } ≤ 0

max
i=1,...,m

{−w−i d̄
−
i + wai d̄

a
i + wri d̄

r
i } ≥ wai d̄ai > 0

St ↪ad g1(d−,da,dr) < g1(d̄−, d̄a, d̄r), co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla
problemu PRPC. Wi ↪ec nie istnieje wektor x ∈ Q taki, że fi(x) ≤ ai dla i =
1, 2, . . . ,m.

Twierdzenie 3.16 Jeżeli wektor x̄ ∈ Q jest rozwi ↪azaniem efektywnym zadania
wielokryterialnego (1.7), to wektor (x̄,0,0,0) jest rozwi ↪azaniem optymalnym prob-
lemu PRPC z wektorem aspiracji a = F(x̄), dowolnym wektorem rezerwacji r > a
i dowolnymi wagami w−i , wai , wri spe lniaj ↪acymi warunek (3.56).
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Dowód. Przypuśćmy, że (x̄,0,0,0) nie jest rozwi ↪azaniem optymalnym zadania
PRPC z wektorem aspiracji a = F(x̄). Istnieje wtedy wektor x ∈ Q taki, że

g1((f(x̄)− f(x))+, (f(x)− (f(x)− r)+ − f(x̄))+, (f(x)− r)+) < g1(0,0,0) = 0

albo

g1((f(x̄)− f(x))+, (f(x)− (f(x)− r)+ − f(x̄))+, (f(x)− r)+) = 0

i jednocześnie

g2((f(x̄)− f(x))+, (f(x)− (f(x)− r)+ − f(x̄))+, (f(x)− r)+) < g2(0,0,0) = 0

Zatem na mocy (3.56)

(f(x̄)− f(x))+ ≥ 0 i (f(x)− f(x̄))+ = 0

czyli f(x) ≤ f(x̄), co przeczy efektywności wektora x̄ dla zadania (1.7).

3.4.2 Implementacja w arkuszu kalkulacyjnym

Zauważmy, że warunki (3.56) s ↪a spe lnione dla wai = 1/(ri−ai), w−i = β/(ri−ai)
i wri = γ/(ri − ai) z wartościami β i γ spe lniaj ↪acymi nierówności 0 < β < 1 < γ.
Odpowiedni problem PRPC przyjmuje wtedy prost ↪a do implementacji postać

PRPC: lexmin g(d−,da,dr) = [g1(d−,da,dr), g2(d−,da,dr)]

pod warunkiem, że (3.48)–(3.49) i x ∈ Q

gdzie

g1(d−,da,dr) = max
i=1,...,m

{(−βd−i + dai + γdri )/(ri − ai)} (3.59)

g2(d−,da,dr) =

m∑
i=1

(−βd−i + dai + γdri )/(ri − ai) (3.60)

Powyższa postać zadania PRPC jest tak prosta, że może być  latwo zaimple-
mentowana w arkuszu kalkulacyjnym. W ostatniej dekadzie elektroniczne arkusze
kalkulacyjne sta ly si ↪e standardowym narz ↪edziem analizy używanym w zarz ↪adzaniu.
Podstawow ↪a technik ↪a analizy w arkuszach kalkulacyjnych jest analiza typu what–
if. Za jej pomoc ↪a użytkownik przymierza różne wartości w komórkach arkusza,
reprezentuj ↪acych zmienne decyzyjne i analizuje zaktualizowany arkusz w poszuki-
waniu najbardziej satysfakcjonuj ↪acego wyboru. Analiza symulacyjna typu what–if
nie jest wystarczaj ↪aco sprawna dla bardziej skomplikowanych modeli ilościowych.
Dlatego pewne arkusze kalkulacyjne oferuj ↪a tak zwan ↪a analiz ↪e goal–seeking (np.
Gray, 1988). Za jej pomoc ↪a użytkownik może określić preferowan ↪a wartość celu
dla pewnej komórki reprezentuj ↪acej ocen ↪e i wywo lać komend ↪e znajdowania odpo-
wiedniej wartości dla wskazanej komórki wej́sciowej (zmiennej decyzyjnej). Można
wi ↪ec uważać, że analiza goal–seeking jest rozwi ↪azywaniem równania lub uproszczon ↪a
symulacj ↪a odwrotn ↪a. Naturalnym krokiem dalej jest użycie narz ↪edzi optymalizacji
do poszukiwania najlepszych wartości zmiennych decyzyjnych, odpowiadaj ↪acych
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wartości optymalnej wskazanej komórki oceny. Poczynaj ↪ac od pionierskich im-
plementacji w po lowie lat 80. (por. Sharda, 1985), programowanie liniowe, czy
generalnie optymalizacja, zacz ↪e ly być dost ↪epne w arkuszach kalkulacyjnych jako
dodatkowe oprogramowanie lub jako wbudowane funkcje arkusza. Jednakże, aby
sprostać oczekiwaniom użytkownika, techniki optymalizacji nie powinny ograni-
czać si ↪e do analiz jednokryterialnych. Ponieważ modele w arkuszach kalkulacyj-
nych pozwalaj ↪a za pomoc ↪a analizy what–if obserwować wiele ocen, należa loby to
wykorzystać do optymalizacji wielokryterialnej.

Nowoczesne arkusze kalkulacyjne s ↪a wyposażone w narz ↪edzia u latwiaj ↪ace imple-
mentacj ↪e wi ↪ekszości funkcji systemów wspomagania decyzji (DeSanctis i Gallupe,
1987). Przede wszystkim, maj ↪a możliwości sk ladowania danych zarówno w formie
tablic, jak i w postaci relacyjnych baz danych. To pierwsze jest istotne, ponieważ
naturaln ↪a postaci ↪a wi ↪ekszości danych jest prostok ↪atna tablica i jej sk ladowanie
w relacyjnej bazie danych jest zwykle nieefektywne. Z drugiej strony, funkcje
relacyjnych baz danych s ↪a bardzo przydatne w procesie t lumaczenia wybranych
rozwi ↪azań (decyzji) na j ↪ezyk konkretnych procedur zarz ↪adzania. Arkusze kalkula-
cyjne wyposażone w różnorodne narz ↪edzia graficznej prezentacji wyników stanowi ↪a
też wygodne i przyjazne dla użytkownika środowisko dla implementacji systemów
wspomagania decyzji. S ↪a one wi ↪ec idealnym środowiskiem dla interaktywnej ana-
lizy wielokryterialnej (por. Troutt i inni, 1991). Omawiana w tym podrozdziale
technika przedzia lowego referencyjnego programowania celowego dobrze pasuje do
stylu analizy interaktywnej w arkuszu kalkulacyjnym, ponieważ proces interak-
tywny jest ca lkowicie otwarty, jak w typowej analizie what–if.

Interaktywna metoda PRPC zosta la zaimplementowana w arkuszu Lotus 1-2-3
wyposażonym w dodatkowy pakiet optymalizacyjny What’sBest! (Lindo Systems,
1992). Implementacja rozszerza zbiór zmiennych oryginalnego modelu decyzyj-
nego o zmienne odchyleń d−i , dai i dri , dodaje nowe ograniczenia typu (3.48)–(3.49)
i wykonuje dwa przebiegi optymalizacji. W pierwszym przebiegu jest minimali-
zowana funkcja (3.59), a w drugim funkcja (3.60) przy ustalonej na poprzednim,
optymalnym poziomie, wartości funkcji (3.59). W ten sposób otrzymywane s ↪a dwa
kolejne zadania optymalizacyjne. Do implementowania ograniczeń (3.48)–(3.49) i
funkcji osi ↪agni ↪ecia (3.59)–(3.60) zosta l przygotowany specjalny szablon. Ponieważ
dodatkowe równania celowe (3.48)–(3.49) używaj ↪a tylko wartości funkcji oceny z
oryginalnego modelu, szablon jest powi ↪azany z oryginalnym modelem tylko poprzez
kilka komórek odnosz ↪acych si ↪e do funkcji oceny fi(x) w (3.48). Aby skorzystać z
możliwości analizy PRPC, użytkownik potrzebuje tylko skopiować szablon do ar-
kusza zawieraj ↪acego problem decyzyjny i wskazać funkcje oceny, które maj ↪a być
analizowane. Użyty pakiet optymalizacyjny (Lindo Systems, 1992) pozwala anali-
zować wielokryterialne modele liniowe i ca lkowitoliczbowe. Jednakże PRPC stosuje
si ↪e także do problemów nieliniowych i może być implementowane do nich, jeśli tylko
dodatkowe oprogramowanie pozwala na optymalizacj ↪e nieliniow ↪a.

Wi ↪ekszość szablonu PRPC jest ukryta przed użytkownikiem, który pracuje
tylko z jedn ↪a tablic ↪a steruj ↪ac ↪a (por. tablica 3.10). Tablica steruj ↪aca wspomaga
zarówno ca ly interaktywny proces analizy, jak i przy l ↪aczenie narz ↪edzia PRPC do
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oryginalnego modelu (poprzez specyfikacj ↪e funkcji oceny). Wiersze tablicy ste-
ruj ↪acej odpowiadaj ↪a poszczególnym funkcjom oceny. Wszystkie maj ↪a tak ↪a sam ↪a
sześciokolumnow ↪a struktur ↪e. Pierwsze cztery kolumny powinny być wype lnione
przed rozpocz ↪eciem analizy interaktywnej, aby przy l ↪aczyć szablon do bież ↪acego mo-
delu decyzyjnego. Pierwsza kolumna (Objective) zawiera komórk ↪e tekstow ↪a prze-
znaczon ↪a na nazw ↪e funkcji oceny. Druga kolumna (Max/Min) s luży do określenia
typu funkcji. Zawiera ona komórk ↪e tekstow ↪a, w której wpisuje si ↪e odpowiednio
max lub min. Trzecia kolumna (Activity) pozwala użytkownikowi aktywizować lub
dezaktywizować funkcj ↪e oceny podczas analizy interaktywnej. Czwarta kolumna
(Value) jest przeznaczona do pokazywania bież ↪acej wartości funkcji oceny. Zawiera
komórk ↪e formu ly, w której na pocz ↪atku powinien być wpisany adres komórki funk-
cji oceny w oryginalnym modelu decyzyjnym. Operacja wpisania adresu przy l ↪acza
tablic ↪e steruj ↪ac ↪a do modelu decyzyjnego.

Tablica 3.10

Tablica steruj ↪aca PRPC

Tablica 3.10:
Objective Max/Min Activity Value Aspiration Reservation

(0 or 1) level level

tekst tekst liczba formu la liczba liczba

...
...

...
...

...
...

tekst tekst liczba formu la liczba liczba

Zasadnicza cz ↪eść implementacji kryje si ↪e w strukturze danych zawieraj ↪acej de-
finicje zmiennych i formu ly. Przygotowany zbiór formu l reperezentuje ograniczenia
(3.48)–(3.49) w postaci m roz l ↪acznych podzbiorów, z których każdy odwo luje si ↪e do
konkretnej funkcji oceny fi (i = 1, 2, . . . ,m). Dodatkowe dwie komórki zawieraj ↪a
formu ly reprezentuj ↪ace funkcje osi ↪agni ↪ecia (3.59) i (3.60). Zauważmy, że dodatkowe
struktury s ↪a niezależne od konkretnego modelu decyzyjnego i dlatego s ↪a uniwer-
salne. Jedyne po l ↪aczenie z modelem wyst ↪epuje w ograniczeniach (3.48), które s ↪a
przy l ↪aczane do reszty modelu poprzez adresy funkcji oceny w czwartej kolumnie
tablicy steruj ↪acej.

Drug ↪a cz ↪eść implementacji stanowi makro arkusza. G lównym jego zadaniem
jest wy l ↪aczenie zb ↪ednych formu l (3.48)–(3.49) odpowiadaj ↪acych nieaktywnym funk-
cjom oceny (zgodnie z wartościami z trzeciej kolumny tablicy steruj ↪acej) oraz przy-
gotowanie zadań dla każdego z dwóch przebiegów optymalizacji. Operacje te s ↪a re-
alizowane za pomoc ↪a standardowych komend arkusza Lotus 1-2-3. Do pierwszego
przebiegu optymalizacji wy l ↪aczana jest komórka zawieraj ↪aca funkcj ↪e celu (3.60). Po
pierwszej optymalizacji pomocnicza zmienna wybieraj ↪aca maksimum w (3.59) jest
ustalana na poziomie wartości optymalnej i uaktywniana jest funkcja celu (3.60)
dla drugiego przebiegu optymalizacji.

Maj ↪ac tablic ↪e steruj ↪ac ↪a przy l ↪aczon ↪a do modelu decyzyjnego można rozpocz ↪ać
analiz ↪e interaktywn ↪a, jako że model zostanie automatycznie rozszerzony o ogra-
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niczenia (3.48)–(3.49) zawarte w szablonie. Użytkownik steruje analiz ↪a poprzez
edycj ↪e poziomów aspiracji i/lub rezerwacji, czyli używaj ↪ac kolumn pi ↪atej (Aspira-
tion level) i szóstej (Reservation level) w tablicy steruj ↪acej. Kolumny te zawieraj ↪a
komórki przeznaczone do wpisywania odpowiednich liczb. Można także zaktywi-
zować lub dezaktywizować pewne funkcje oceny w trzeciej kolumnie. Wykonanie
makro generuje odpowiednie rozwi ↪azanie efektywne. Bież ↪ace oceny pojawiaj ↪a si ↪e w
czwartej kolumnie (Value) tablicy steruj ↪acej, podczas gdy bież ↪ace wartości zmien-
nych decyzyjnych s ↪a umieszczane w odpowiednich komórkach oryginalnego modelu.
Użytkownik może prowadzić otwart ↪a analiz ↪e interaktywn ↪a, jak w trybie what–if.
Standardowe możliwości sk ladowania i graficznej prezentacji danych w arkuszu kal-
kulacyjnym pozwalaj ↪a zapami ↪etywać i porównywać kilka rozwi ↪azań efektywnych w
sposób najbardziej dogodny dla użytkownika.

Cz ↪esto jako pierwszy krok analizy wielokryterialnej stosuje si ↪e jednokryterialn ↪a
optymalizacj ↪e wzgl ↪edem każdej funkcji oceny z osobna, co umożliwia wyznaczenie
macierzy konfliktu (por. podrozdzia l 1.4). Dlatego implementacja PRPC zosta la
wyposażona w dodatkowe makro wykonuj ↪ace wszystkie optymalizacje jednokry-
terialne w jednym wywo laniu. Jest to niewielkie rozszerzenie g lównego makro
optymalizacyjnego używaj ↪ace tych samych struktur danych. Macierz konfliktu po-
wstaje jako tablica zawieraj ↪aca wartości wszystkich funkcji oceny (wierszy) otrzy-
mywane podczas rozwi ↪azywania poszczególnych problemów jednokryterialnych (ko-
lumn). Dzi ↪eki użyciu techniki regularyzacyjnej podczas wyliczania macierzy kon-
fliktu każde jednokryterialne rozwi ↪azanie optymalne jest jednocześnie rozwi ↪azaniem
efektywnym oryginalnego problemu wielokryterialnego.

Przyk lad 3.4. Do zademonstrowania analizy wielokryterialnej przeprowadzanej z
pomoc ↪a szablonu PRPC w arkuszu kalkulacyjnym użyjemy ma lego przyk ladowego
problemu decyzyjnego. Problem wywodzi si ↪e z podr ↪ecznikowego modelu planowa-
nia finansowego (Shogan, 1988, rozdz. 4.4), ale my zajmiemy si ↪e jego wielokry-
terialn ↪a natur ↪a, podczas gdy w oryginale by l sformu lowany jako jednokryterialny
problem liniowy. Należy zdecydować, jak inwestować w okresie 6 miesi ↪ecy pewn ↪a
kwot ↪e “wolnej gotówki”. Jest kilka możliwości inwestowania (lokat terminowych)
charakteryzuj ↪acych si ↪e różnymi terminami, stopami procentowymi i wskaźnikami
ryzyka. Po up lywie terminu lokaty zainwestowana kwota wraz z odsetkami jest
natychmiast dost ↪epna do ponownego zainwestowania. Tworzy to dynamiczn ↪a sieć
przep lywu gotówki, któr ↪a można opisać liniowymi równaniami bilansu (por. Sho-
gan, 1988). Technika modelowania w arkuszu kalkulacyjnym (por. Lindo Systems,
1990) pozwala zapisać model decyzyjny w przejrzystej postaci prostok ↪atnej tablicy
zmiennych decyzyjnych (kwoty zainwestowane), z wierszami odpowiadaj ↪acymi po-
szczególnym możliwościom inwestowania, podczas gdy równania bilansu s ↪a ukryte
w dodatkowych formu lach.

Celem jest znalezienie scenariusza inwestowania, który maksymalizuje zysk
na koniec 6–miesi ↪ecznego okresu, minimalizuje ryzyko i maksymalizuje mobilność
gotówki. Zysk jest zdefiniowany jako różnica mi ↪edzy uzyskan ↪a kwot ↪a końcow ↪a a
kwot ↪a zainwestowan ↪a na pocz ↪atku. W celu określenia ryzyka definiujemy mie-
si ↪eczny wskaźnik ryzyka dla zainwestowanych kwot jako sum ↪e bież ↪acych inwestycji
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ważon ↪a odpowiednimi wskaźnikami ryzyka lokat. Funkcj ↪a oceny (minimalizowan ↪a)
jest wtedy maksimum z 6 miesi ↪ecznych wskaźników ryzyka. Jako miar ↪e mobilności
gotówki rozpatrujemy kwot ↪e dost ↪epn ↪a do szybkiego wycofania. W tym celu obli-
czamy dla każdego miesi ↪aca dwie wielkości: kwot ↪e dost ↪epn ↪a do wycofania w czasie
jednego miesi ↪aca i kwot ↪e dost ↪epn ↪a do wycofania w czasie dwóch miesi ↪ecy. Pozwala
to na sformu lowanie dwóch funkcji oceny (maksymalizowanych) wyrażaj ↪acych mi-
nimum po 6 miesi ↪acach kwot dost ↪epnych do wycofania odpowiednio w czasie 1 i
2 miesi ↪ecy. Rozpatrywany problem decyzyjny jest ostatecznie sformu lowany jako
wielokryterialny problem liniowy z czterema funkcjami oceny nazywanymi odpo-
wiednio: Zysk, Ryzyko, EW–1 i EW–2.

Wykonuj ↪ac odpowiednie makro otrzymujemy macierz konfliktu oraz wektory
utopii i nadiru pokazane w tablicy 3.11. Zauważmy, że wartości ocen zmieniaj ↪a
si ↪e znacz ↪aco w zależności od tego, która funkcja oceny jest wybrana do jednokry-
terialnej optymalizacji. Ponadto widać zdecydowany konflikt pomi ↪edzy Zyskiem i
pozosta lymi funkcjami oceny.

Tablica 3.11

Macierz konfliktu

Tablica 3.11:
Optymalizowana funkcja

Funkcja Zysk Ryzyko EW–1 EW–2 Utopia Nadir

Zysk 12.36 9.35 9.35 10.80 12.36 9.35

Ryzyko 9.54 1.08 1.08 4.00 1.08 9.54

EW–1 0.00 101.50 101.50 0.00 101.50 0.00

EW–2 0.00 101.50 101.50 103.50 103.50 0.00

Tablica 3.12

Analiza problemu przyk ladowego z PRPC

Tablica 3.12:
F-kcja Asp. Rez. Rozw. Asp. Rez. Rozw.

Iteracja 1 Iteracja 2

Zysk 12.36 9.35 10.86 12.36 9.35 10.51

Ryzyko 1.08 9.54 5.26 3.00 4.00 3.62

EW–1 101.50 0.00 51.15 50.00 30.00 37.65

EW–2 103.50 0.00 52.17 50.00 30.00 65.48

Iteracja 3 Iteracja 4

Zysk 12.36 11.00 10.76 12.36 11.00 11.04

Ryzyko 3.00 4.00 4.19 3.00 5.00 4.94

EW–1 50.00 30.00 26.26 40.00 20.00 20.56

EW–2 50.00 30.00 53.49 50.00 30.00 30.59



122 ROZDZIA L 3. METODY PUNKTU REFERENCYJNEGO

Przebieg analizy interaktywnej zosta l przedstawiony w tablicy 3.12. Na
pocz ↪atku użylísmy wektora utopii jako poziomów aspiracji i wektora nadiru jako po-
ziomów rezerwacji, co da lo w wyniku tak zwane rozwi ↪azanie neutralne. Analizuj ↪ac
rozwi ↪azanie neutralne spostrzeglísmy, że poziom Ryzyka nie jest satysfakcjonuj ↪acy,
podczas gdy wartości obu ocen mobilności s ↪a lepsze od spodziewanych. Dlatego w
Iteracji 2 zmienione zosta ly poziomy aspiracji i rezerwacji dla tych funkcji. W wy-
niku otrzymalísmy rozwi ↪azanie efektywne z mniejszym Zyskiem i bardzo dobrymi
pozosta lymi ocenami. Zauważmy, że wartość EW–2 jest nawet lepsza od odpo-
wiadaj ↪acego jej poziomu aspiracji, gdyż mog la być poprawiona bez pogarszania
innych ocen. To w laśnie różni podej́scie PRPC od standardowego programowania
celowego. Pragniemy znaleźć rozwi ↪azanie z wi ↪ekszym Zyskiem. Dlatego w Ite-
racji 3 podnosimy odpowiedni poziom rezerwacji do 11. W wyniku otrzymujemy
rozwi ↪azanie efektywne z wszystkimi ocenami gorszymi od odpowiadaj ↪acych im po-
ziomów rezerwacji. Zatem po ponownym rozpatrzeniu naszych oczekiwań, decydu-
jemy si ↪e na os labienie wymagań na Ryzyko i EW–1. Pozwala to na otrzymanie w
Iteracji 4 rozwi ↪azania efektywnego, w którym wszystkie oceny spe lniaj ↪a na lożone
na nie wymagania. Decydujemy si ↪e na przyj ↪ecie tego rozwi ↪azania jako końcowego.
Wybór końcowego rozwi ↪azania zależy oczywíscie od preferencji użytkownika. Nasz
przyk lad sesji PRPC pokazuje, jak  latwo decydent może poznać problem decyzyjny
i sterować analiz ↪a zbioru rozwi ↪azań efektywnych pracuj ↪ac w trybie what–if arkusza
kalkulacyjnego. �

W podej́sciu PRPC poziomy rezerwacji s ↪a pośrednio używane do definiowa-
nia wag wai = 1/(ri − ai). Można rozpatrywać standardowe podej́scie PC z tak
zdefiniowanymi wagami jako prostsz ↪a technik ↪e do zaimplementowania w arkuszu
kalkulacyjnym. W kolejnym przyk ladzie przedstawiamy wyniki eksperymentów
obliczeniowych s luż ↪acych do porównania tych dwóch podej́sć.

Przyk lad 3.5. Rozpatrujemy modele ważonego i minimaksowego programowania
celowego z wagami wi = 1/(ri − ai). Ponadto pozwalamy, aby poziomy rezer-
wacji by ly użyte jako drugie cele, definiuj ↪ac w ten sposób programowanie celowe
z funkcjami kary (Romero, 1991, rozdz. 6). W terminach modelu (3.48)–(3.49)
rozpatrywane przez nas funkcje osi ↪agni ↪ecia PC przyjmuj ↪a nast ↪epuj ↪ac ↪a postać

g(d−,da,dr) =

m∑
i=1

(dai + γdri )/(ri − ai) (3.61)

g(d−,da,dr) =

m∑
i=1

(βd−i + dai + γdri )/(ri − ai) (3.62)

g(d−,da,dr) = max
i=1,...,m

{(dai + γdri )/(ri − ai)} (3.63)

g(d−,da,dr) = max
i=1,...,m

{(βd−i + dai + γdri )/(ri − ai)} (3.64)

Wzór (3.61) reprezentuje jednostronn ↪a ważon ↪a funkcj ↪e osi ↪agni ↪ecia, minimali-
zuj ↪ac ↪a tylko odchylenia dodatnie, podczas gdy (3.62) uwzgl ↪ednia także odchylenia
ujemne. W przypadku γ = 1 standardowe odchylenia dodatnie s ↪a rozpatrywane
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z odpowiednimi wagami równymi 1/(ri − ai). Dla γ > 1 wzory definiuj ↪a funkcje
osi ↪agni ↪ecia z dodatkowymi karami za odchylenia przekraczaj ↪ace odpowiadaj ↪ace im
poziomy rezerwacji. Wzory (3.63) i (3.64) określaj ↪a podobne minimaksowe funkcje
osi ↪agni ↪ecia. Zauważmy, że funkcje osi ↪agni ↪ecia PC (3.64) i (3.62) różni ↪a si ↪e od
funkcji (3.59) i (3.60), używanych w podej́sciu PRPC, znakiem wspó lczynników
wagowych zwi ↪azanych z odchyleniami ujemnymi d−i .

Tablica 3.13 jest zestawieniem wyników standardowego podej́scia ważonego PC
(3.61) z γ = 1 dla problemu z przyk ladu 3.4. Iteracje od 1 do 4 odpowiadaj ↪a ta-
kim samym w tablicy 3.12 w tym sensie, że użyto tych samych poziomów aspiracji
i rezerwacji. W tablicy 3.13 można zaobserwować znacznie gorsz ↪a sterowalność
procesu interaktywnego przez poziomy aspiracji i rezerwacji. W pierwszej itera-
cji, używaj ↪ac wektora utopii jako wektora aspiracji i wektora nadiru jako wektora
rezerwacji, zamiast rozwi ↪azania kompromisowego otrzymujemy rozwi ↪azanie odpo-
wiadaj ↪ace jednokryterialnej optymalizacji wzgl ↪edem Ryzyka lub EW–1 (porównaj
tablica 3.11). W Iteracji 3, mimo zmiany poziomu rezerwacji dla Zysku, otrzy-
mujemy ponownie rozwi ↪azanie z Iteracji 2 z wartości ↪a Zysku poniżej poziomu re-
zerwacji, podczas gdy pozosta le kryteria osi ↪agaj ↪a lub przekraczaj ↪a swoje poziomy
aspiracji. Podobne cechy ma rozwi ↪azanie w Iteracji 4. Aby otrzymać rozwi ↪azanie
z wi ↪ekszym Zyskiem, w Iteracji 5 podnosimy odpowiedni poziom rezerwacji do
12. Daje to w efekcie rozwi ↪azanie z Zyskiem=11.04 (jak w Iteracji 4 PRPC, ale
znacznie poniżej bież ↪acego poziomu rezerwacji) i wartości ↪a Ryzyka przekraczaj ↪ac ↪a
swój poziom rezerwacji, podczas gdy kryteria mobilności osi ↪agaj ↪a swoje poziomy
aspiracji.

Tablica 3.13

Analiza ważonego PC dla problemu przyk ladowego

Tablica 3.13:
Iteracja 1 Iteracja 2 Iteracja 3 Iteracja 4 Iteracja 5

Funkcja Rozw. Rozw. Rozw. Rozw. Asp. Rez. Rozw.

Zysk 9.35 10.24 10.24 10.28 12.36 12.00 11.04

Ryzyko 1.08 3.00 3.00 3.00 3.00 5.00 5.60

EW–1 101.50 50.00 50.00 40.00 40.00 20.00 40.00

EW–2 101.50 78.32 78.32 93.71 50.00 30.00 50.00

Używaj ↪ac poziomu rezerwacji jako drugiego celu do definicji funkcji kary, można
poprawić sterowalność w podej́sciu ważonego PC. W tablicy 3.14 zestawiono wyniki
dla takiego w laśnie podej́scia (z γ = 10) do problemu przyk ladowego, dla takich
samych pi ↪eciu iteracji jak w tablicy 3.13. Można zauważyć popraw ↪e sterowalności
przez poziomy rezerwacji w tym sensie, że rozwi ↪azania s ↪a zmuszane do osi ↪agania
wszystkich poziomów rezerwacji, o ile jest to tylko możliwe. Jednakże, mimo po-
prawy w Iteracji 4, wszystkie trudności ze sterowalności ↪a wskazane w tablicy 3.13
pozostaj ↪a istotne w tablicy 3.14. Dok ladniej, wci ↪aż nie ma rozwi ↪azania kompro-
misowego w Iteracji 1, a rozwi ↪azanie z Iteracji 4 nie przybliża tak równomiernie
poziomów aspiracji i rezerwacji jak odpowiednie rozwi ↪azanie w tablicy 3.12.
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Tablica 3.14

Analiza problemu przyk ladowego z ważonym PC z funkcj ↪a kary

Tablica 3.14:
Iteracja 1 Iteracja 2 Iteracja 3 Iteracja 4 Iteracja 5

Funkcja Rozwi ↪azanie Rozwi ↪azanie Rozwi ↪azanie Rozwi ↪azanie Rozwi ↪azanie

Zysk 9.35 10.24 10.62 11.00 11.62

Ryzyko 1.08 3.00 4.00 5.00 7.17

EW–1 101.50 50.00 41.20 23.55 20.00

EW–2 101.50 78.32 50.00 50.00 30.00

Sterowalność, podobna do tej jak ↪a ma podej́scie PRPC, może być osi ↪agni ↪eta
przy minimaksowym PC z funkcj ↪a kary. W tym podej́sciu funkcja osi ↪agni ↪ecia
(3.63) różni si ↪e od pierwszego poziomu funkcji osi ↪agni ↪ecia PRPC (3.59) tylko tym,
że nie używa ujemnych wag dla odchyleń d−i . Jednakże ujemne wagi i użycie
drugiego poziomu funkcji osi ↪agni ↪ecia (3.60) s ↪a nieodzowne dla zagwarantowania
efektywności generowanego rozwi ↪azania (Ogryczak i Lahoda, 1992). Standardowe
techniki PC naruszaj ↪a w lasność P1 i dlatego mog ↪a generować rozwi ↪azania nieefek-
tywne. Ilustruj ↪a to eksperymenty z problemami testowymi generowanymi losowo.
Wygenerowano 20 dwukryterialnych problemów ca lkowitoliczbowych zdefiniowa-
nych bezpośrednio w dwuwymiarowej przestrzeni ocen (tzn. yi = fi(x) = xi). Dla
każdego problemu wygenerowano losowo 10 zbiorów poziomów aspiracji i rezerwa-
cji. Wszystkie rozwi ↪azania dopuszczalne s ↪a zawarte w kwadracie o wierzcho lkach
(0, 0), (0, 100), (100, 100) i (100, 0). Ponadto zosta ly wygenerowane losowo dwie
nierówności odcinaj ↪ace wierzcho lek (0, 0); jedna z wierzcho lka (0, 100) i druga z
wierzcho lka (100, 0). Wektory aspiracji wygenerowano jako punkty o wspó lrz ↪ednych
ca lkowitych należ ↪ace do trójk ↪ata o wierzcho lkach (0, 0), (0, 99) i (99, 0). 87% wyge-
nerowanych wektorów aspiracji okaza lo si ↪e być nieosi ↪agalnymi. Poziomy rezerwacji
wygenerowano losowo jako liczby ca lkowite spe lniaj ↪ace nierówności ai + 1 ≤ ri ≤
100. 44% spośród wektorów rezerwacji okaza lo si ↪e nieosi ↪agalne. Wszystkie liczby
losowe by ly generowane zgodnie z rozk ladem jednostajnym.

Tablica 3.15

Statystyka wyników dla generowanych losowo problemów ca lkowitoliczbowych

Tablica 3.15:
Funkcje osi ↪agni ↪ecia z β = γ = 1

(3.61) (3.62) (3.63) (3.64) (3.59) (3.60)
(3.59)

(3.60)

Nie osi ↪agni ↪eta efektywność 15% 30% 17% 30% 20% 0% 0%

Nie osi ↪agni ↪ete poz. rezerwacji 50% 50% 44% 44% 44% 82% 44%

Nie osi ↪agni ↪ete poz. aspiracji 87% 87% 87% 87% 87% 98% 87%

Nak ladaj ↪ace si ↪e rozwi ↪azania 27% 21% 24% 18% 20% 66% 26%

W tablicach 3.15 i 3.16 s ↪a zestawione wyniki dla różnych funkcji osi ↪agni ↪ecia
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Tablica 3.16

Statystyka wyników dla generowanych losowo problemów ca lkowitoliczbowych

Tablica 3.16:
Funkcje osi ↪agni ↪ecia z β = 0.1 i γ = 10

(3.61) (3.62) (3.63) (3.64) (3.59) (3.60)
(3.59)

(3.60)

Nie osi ↪agni ↪eta efektywność 11% 26% 13% 21% 15% 0% 0%

Nie osi ↪agni ↪ete poz. rezerwacji 44% 44% 44% 44% 44% 44% 44%

Nie osi ↪agni ↪ete poz. aspiracji 87% 87% 87% 87% 87% 90% 87%

Nak ladaj ↪ace si ↪e rozwi ↪azania 19% 14% 23% 17% 19% 27% 25%

na problemach testowych wygenerowanych losowo. To porównanie zawiera cztery
funkcje osi ↪agni ↪ecia PC (3.61)–(3.64), funkcje (3.59) i (3.60) z podej́scia PRPC
rozpatrywane oddzielnie i w końcu technik ↪e PRPC opart ↪a na leksykograficznej
minimalizacji funkcji (3.59) i (3.60). Kolejne wiersze tablic zawieraj ↪a: procent
wyznaczonych rozwi ↪azań, które nie spe lniaj ↪a wymagań efektywności, procent wyz-
naczonych rozwi ↪azań, które nie osi ↪agn ↪e ly swoich poziomów rezerwacji (y1 > r1 lub
y2 > r2), procent wyznaczonych rozwi ↪azań, które nie osi ↪agn ↪e ly swoich poziomów
aspiracji (y1 > a1 lub y2 > a2) oraz średni procent wyznaczonych nak ladaj ↪acych
si ↪e rozwi ↪azań.  Latwo zauważyć, że wszystkie funkcje osi ↪agni ↪ecia PC wygene-
rowa ly 11–30% rozwi ↪azań nieefektywnych, mimo że tylko 13% wektorów aspira-
cji by lo osi ↪agalnych. W istocie, poza technik ↪a PRPC tylko funkcja (3.60) wy-
generowa la wy l ↪acznie rozwi ↪azanie efektywne. Jednakże funkcja (3.60), w przy-
padku β = γ = 1 odpowiadaj ↪aca standardowemu podej́sciu ważonemu (1.19),
okaza la si ↪e bardzo s labo sterowalna przez poziomy aspiracji i rezerwacji. Wszyst-
kie podej́scia bazuj ↪ace na minimaksowych funkcjach osi ↪agni ↪ecia,  l ↪acznie z technik ↪a
PRPC, osi ↪agn ↪e ly wszystkie osi ↪agalne poziomy aspiracji i rezerwacji. Zauważmy, że
nawet “sp laszczona” wersja techniki PRPC z β = γ = 1 spe lni la w lasności P1–
P3. Wprowadzenie parametrów β = 0.1 i γ = 10 (tablica 3.16) poprawi lo wyniki
funkcji osi ↪agni ↪ecia PC, ale jeszcze pozosta lo wiele rozwi ↪azań nieefektywnych. �

3.4.3 Model leksykograficzny

W podrozdziale 3.3 pokazano, że referencyjne PC może być rozszerzone do
modelu leksykograficznego. W modelu PRPC można w podobny sposób określić
priorytety dla zmiennych odchyleń. Ponieważ priorytety dotycz ↪a zmiennych od-
chyleń a nie poszczególnych funkcji oceny, to zachowany zostaje oryginalny prob-
lem wielokryterialny (1.7) bez hierarchii funkcji oceny, a priorytety s luż ↪a tylko
jako dodatkowe narz ↪edzia lepszego wyrażania preferencji decydenta podczas inte-
raktywnego poszukiwania rozwi ↪azań efektywnych. Zak ladamy, że podczas analizy
interaktywnej decydent określa swoje preferencje poprzez wektory poziomów aspi-
racji a i rezerwacji r oraz trzy grupy klas priorytetów P rk dla k = 1, 2, . . . , pr, P

a
k dla

k = 1, 2, . . . , pa i P−k dla k = 1, 2, . . . , p−. Klasy priorytetów P rk (k = 1, 2, . . . , pr)
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reprezentuj ↪a hierarchi ↪e poziomów rezerwacji w sensie ważności osi ↪agania ocen nie
gorszych od odpowiadaj ↪acych im poziomów rezerwacji. Analogicznie, klasy prio-
rytetów P ak (k = 1, 2, . . . , pa) reprezentuj ↪a hierarchi ↪e poziomów aspiracji w sensie
ważności osi ↪agania ocen nie gorszych od odpowiadaj ↪acych im poziomów aspira-
cji. Klasy P−k (k = 1, 2, . . . , p−) reprezentuj ↪a hierarchi ↪e ważności osi ↪agania ocen
lepszych od odpowiadaj ↪acych im poziomów aspiracji. Każda z trzech grup klas
priorytetów stanowi rozk lad ca lego zbioru ocen i w szczególnym przypadku mog ↪a
one być identyczne. Model preferencji decydenta wyrażony w poziomach aspiracji
i rezerwacji oraz klasach priorytetów spe lnia nast ↪epuj ↪ace postulaty:
P1. Relacja preferencji jest racjonaln ↪a relacj ↪a preferencji, czyli spe lnia warunki

zwrotności (1.3), przechodniości (1.4) i ścis lej monotoniczności (1.5).

P2. Rozwi ↪azanie ze wszystkimi indywidualnymi ocenami fi(x) równymi odpo-
wiadaj ↪acym im poziomom aspiracji jest preferowane w stosunku do rozwi ↪a-
zania z przynajmniej jedn ↪a indywidualn ↪a ocen ↪a wi ↪eksz ↪a od odpowiadaj ↪acego
jej poziomu aspiracji.

P2a. Rozwi ↪azanie ze wszystkimi indywidualnymi ocenami fi(x) równymi odpo-
wiadaj ↪acym im poziomom rezerwacji jest preferowane w stosunku do rozwi ↪a-
zania z przynajmniej jedn ↪a indywidualn ↪a ocen ↪a wi ↪eksz ↪a od odpowiadaj ↪acego
jej poziomu rezerwacji.

P3a. Minimalizacja dowolnego odchylenia dai jest ważniejsza od maksymalizacji
każdego odchylenia w dó l d−j .

P3b. Minimalizacja dowolnego odchylenia dri jest ważniejsza od minimalizacji
każdego odchylenia daj .

P4a. Jeżeli k′ < k′′, to minimalizacja odchyleń dri dla i ∈ P rk′ jest ważniejsza od
minimalizacji odchyleń dri dla i ∈ P rk′′ .

P4b. Jeżeli k′ < k′′, to minimalizacja odchyleń dai dla i ∈ P ak′ jest ważniejsza od
minimalizacji odchyleń dai dla i ∈ P ak′′ .

P5. Jeżeli k′ < k′′, to maksymalizacja odchyleń w dó l d−i dla i ∈ P−k′ jest
ważniejsza od maksymalizacji odchyleń w dó l d−i dla i ∈ P−k′′ .

Postulaty P1, P2 i P2a charakteryzuj ↪a model preferencji wykorzystywany w
podej́sciu PRPC. Natomiast postulaty P3a, P3b, P4a, P4b i P5 wyrażaj ↪a hierar-
chi ↪e minimalizacji odchyleń zdefiniowan ↪a za pomoc ↪a klas priorytetów. Postulaty
P3a i P3b wyrażaj ↪a w lasności relacji preferencji, które mog ↪a być zapisane w pos-
taci warunku (3.34) i analogicznego warunku dla poziomów rezerwacji

yi′ > ri′ i yi′′ < ri′′ ⇒ y − ε′ei′ + ε′′ei′′ ≺ y (3.65)

dla 0 < ε′ ≤ yi′ − ri′ , 0 ≤ ε′′ ≤ ri′′ − yi′′

Postulat P5 wyraża w lasności relacji preferencji zapisane w postaci warunku (3.36),
natomiast postulaty P4a i P4b mog ↪a być zapisane w postaci warunków

yi′ > ri′ , yi′′ ≥ ri′′ i kr(i′) < kr(i′′) ⇒ y − ε′ei′ + ε′′ei′′ ≺ y

dla 0 < ε′ ≤ yi′ − ri′ , ε′′ ≥ 0

ri′ ≥ yi′ > ai′ , yi′′ ≥ ai′′ i ka(i′) < ka(i′′) ⇒ y − ε′ei′ + ε′′ei′′ ≺ y

dla 0 < ε′ ≤ yi′ − ai′ , 0 ≤ ε′′ ≤ ri′′ − yi′′
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gdzie kr(i) i ka(i) oznaczaj ↪a indeksy klas priorytetów takie, że odpowiednio i ∈
P rkr(i) oraz i ∈ P aka(i).

Hierarchia minimalizacji odchyleń może być wprowadzona do modelu PRPC za
pomoc ↪a nast ↪epuj ↪acych funkcji osi ↪agni ↪ecia

LPRPC : lexmin g(d−,da,dr) = [gr(dr),ga(da),g−(d−)] (3.66)

pod warunkiem, że (3.48), (3.49) i x ∈ Q

gdzie

gr(dr) = [gr11(dr), gr12(dr), . . . ,grpr,1(dr),grpr,2(dr)] (3.67)

ga(da) = [ga11(da), ga12(da), . . . ,gapa,1(da),gapa,2(da)] (3.68)

g−(d−) = [g−11(d−), g−12(d−), . . . ,g−p−,1(d−),g−p−,2(d−)] (3.69)

grk1(dr) = max
i∈P r

k

(wri d
r
i ) dla k = 1, 2, . . . , pr (3.70)

grk2(dr) =
∑
i∈P r

k

wri d
r
i dla k = 1, 2, . . . , pr (3.71)

gak1(da) = max
i∈Pa

k

(wai d
a
i ) dla k = 1, 2, . . . , pr (3.72)

gak2(da) =
∑
i∈Pa

k

wai d
a
i dla k = 1, 2, . . . , pa (3.73)

g−k1(d−) = max
i∈P−k

(−w−i d
−
i ) dla k = 1, 2, . . . , pr (3.74)

g−k2(d−) =
∑
i∈P−k

−w−i d
−
i dla k = 1, 2, . . . , p− (3.75)

Wyst ↪epuj ↪ace w problemie LPRPC wagi w−i , wai i wri mog ↪a przyjmować do-
wolne wartości dodatnie i nie musz ↪a spe lniać dodatkowych warunków typu (3.56)
dla zagwarantowania w laściwego obliczania odchyleń. Warunki te można pomin ↪ać
w problemie LPRPC, ponieważ wszystkie odchylenia w dó l d−i maj ↪a przypisane
priorytety niższe niż dowolne odchylenie dai i wszystkie odchylenia dai maj ↪a przy-
pisane priorytety niższe niż dowolne odchylenie dri . Zosta lo to sprecyzowane w
twierdzeniu 3.17.

Twierdzenie 3.17 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri i dowol-
nych dodatnich wag w−i , wai i wri rozwi ↪azanie optymalne (x̄, d̄−, d̄a, d̄r) problemu
LPRPC spe lnia warunki (3.50), czyli

d̄−i d̄
a
i = 0, (ri − ai − d̄ai )d̄ri = 0 dla i = 1, 2, . . . ,m

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu
LPRPC. Przypuśćmy, że d̄−i0 d̄

a
i0
> 0 dla pewnego indeksu i0 (1 ≤ i0 ≤ m). Możemy

wtedy zmniejszyć wartości obu zmiennych d̄−i0 i d̄ai0 o t ↪e sam ↪a ma l ↪a dodatni ↪a
liczb ↪e. To znaczy, dla dostatecznie ma lej dodatniej liczby δ czwórka wektorów
(x̄, d̄−−δei0 , d̄a−δei0 , d̄r) jest rozwi ↪azaniem dopuszczalnym dla problemu LPRPC.
Ze wzgl ↪edu na dodatniość wag w−i i wai , spe lnione s ↪a nast ↪epuj ↪ace nierówności
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gak1(d̄a − δei0) ≤ gak1(d̄a) i gak2(d̄a − δei0) ≤ gak2(d̄a) dla k = 1, 2, . . . , pa

Ponadto istnieje k0 takie, że i0 ∈ P ak0 . St ↪ad wynika, że gak02(d̄a − δei0) < gk02(d̄a),

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu LPRPC.
Dalej przypuśćmy, że (ri0 − ai0 − d̄ai0)d̄ri0 > 0 dla pewnego indeksu i0 (1 ≤

i0 ≤ m). Możemy wtedy zmniejszyć wartość zmiennej d̄ri0 i jednocześnie zwi ↪ekszyć
wartość d̄ai0 o tak ↪a sam ↪a ma l ↪a dodatni ↪a liczb ↪e. To znaczy, że dla dostatecznie
ma lej dodatniej liczby δ wektor (x̄, d̄−, d̄a + δei0 , d̄

r − δei0) jest dopuszczalny dla
problemu LPRPC. Ze wzgl ↪edu na dodatniość wag wri i wai , spe lnione s ↪a nast ↪epuj ↪ace
nierówności

grk1(d̄r − δei0) ≤ grk1(d̄r) i grk2(d̄r − δei0) ≤ grk2(d̄r) dla k = 1, 2, . . . , pr

Ponadto istnieje k0 takie, że i0 ∈ P rk0 . St ↪ad wynika, że grk02(d̄r−δei0) < grk02(d̄r), co

przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu LPRPC. Zatem (x̄, d̄−, d̄a, d̄r)
spe lnia oba warunki (3.50).

Z określenia leksykograficznej funkcji celu (3.66)–(3.75) jest jasne, że problem
LRPC spe lnia postulaty P3a, P3b, P4a, P4b i P5. Kolejne twierdzenia pokazuj ↪a,
że leksykograficzny problem LPRPC zawsze generuje rozwi ↪azanie efektywne dla
oryginalnego problemu wielokryterialnego (postulat P1), spe lniaj ↪ac jednocześnie
postulaty P2 i P2a.

Twierdzenie 3.18 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri oraz
dowolnych dodatnich wag w−i , wai i wri , jeżeli (x̄, d̄−, d̄a, d̄r) jest rozwi ↪azaniem
optymalnym problemu LPRPC, to x̄ jest rozwi ↪azaniem efektywnym problemu wie-
lokryterialnego (1.7).

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu
LPRPC. Przypuśćmy, że x̄ nie jest rozwi ↪azaniem efektywnym problemu (1.7), czyli
istnieje wektor x ∈ Q taki, że

fi(x) ≤ fi(x̄) dla i = 1, 2, . . . ,m (3.76)

i dla pewnego indeksu i0 (1 ≤ i0 ≤ m)

fi0(x) < fi0(x̄) (3.77)

Na mocy twierdzenia 3.17 odchylenia d̄−i , d̄ai i d̄ri spe lniaj ↪a równości

d̄ri = (fi(x̄)− ri)+, d̄ai = (fi(x̄)− d̄ri − ai)+, d̄−i = (ai − fi(x̄))+

Zdefiniujmy analogicznie odchylenia dla wektora x jako

dri = (fi(x)− ri)+, dai = (fi(x)− dri − ai)+, d−i = (ai − fi(x))+

Czwórka wektorów (x,d−,da,dr) jest rozwi ↪azaniem dopuszczalnym problemu
LPRPC i z (3.76) wynika

dri ≤ d̄ri , dai ≤ d̄ai i d−i ≥ d̄
−
i dla i = 1, 2, . . . ,m

St ↪ad, dla dowolnych dodatnich wag w−i , wai i wri prawdziwe s ↪a nast ↪epuj ↪ace
nierówności
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grk1(dr) ≤ grk1(d̄r) i grk2(dr) ≤ grk2(d̄r) dla k = 1, 2, . . . , pr

gak1(da) ≤ gak1(d̄a) i gak2(da) ≤ gak2(d̄a) dla k = 1, 2, . . . , pa

g−k1(d−) ≤ g−k1(d̄−) i g−k2(d−) ≤ g−k2(d̄−) dla k = 1, 2, . . . , p−
Ponadto istniej ↪a k−, ka i kr takie, że i0 ∈ P−k− , i0 ∈ P aka i i0 ∈ P rkr . A wi ↪ec, zgodnie

z (3.77), dla dowolnych dodatnich wag w−i , wai i wri prawdziwa jest przynajmniej
jedna z nierówności

grkr2(dr) < grkr2(d̄r) lub gaka2(da) < gaka2(d̄a) lub g−k−2(d−) < g−k−2(d̄−)

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu LPRPC. Zatem x̄ jest
rozwi ↪azaniem efektywnym oryginalnego problemu wielokryterialnego (1.7).

Twierdzenie 3.19 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri oraz
dowolnych dodatnich wag w−i , wai i wri , jeżeli (x̄, d̄−, d̄a, d̄r) jest rozwi ↪azaniem
optymalnym problemu LPRPC, to odchylenie d̄ri jest dodatnie tylko wtedy, gdy nie
istnieje żaden wektor x ∈ Q taki, że fi(x) ≤ ri dla i = 1, 2, . . . ,m.

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu
LPRPC. Przypuśćmy, że d̄ri0 > 0 (czyli fi0(x̄) > ri0) dla pewnego indeksu i0
(1 ≤ i0 ≤ m) i istnieje wektor x ∈ Q taki, że fi(x) ≤ ri dla i = 1, 2, . . . ,m.
Zdefiniujmy odchylenia dla wektora x

dri = (fi(x)− ri)+ = 0, dai = (fi(x)− dri − ai)+ ≥ 0, d−i = (ai − fi(x))+ ≥ 0

Czwórka wektorów (x,d−,da,dr) jest rozwi ↪azaniem dopuszczalnym problemu
LPRPC i dla dowolnych dodatnich wag w−i , wai i wri prawdziwe s ↪a nast ↪epuj ↪ace
nierówności

grk1(dr) = 0 ≤ grk1(d̄r) i grk2(dr) = 0 ≤ grk2(d̄r) dla k = 1, 2, . . . , pr

Ponadto istnieje k0 taki, że i0 ∈ P rk0 . St ↪ad grk01(dr) = 0 < wri0 d̄
r
i0
≤ grk01(d̄r),

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu LPRPC. Zatem nie istnieje
żaden wektor x ∈ Q taki, że fi(x) ≤ ri dla i = 1, 2, . . . ,m.

Twierdzenie 3.20 Dla dowolnych poziomów aspiracji i rezerwacji ai < ri oraz
dowolnych dodatnich wag w−i , wai i wri , jeżeli (x̄, d̄−, d̄a, d̄r) jest rozwi ↪azaniem
optymalnym problemu LPRPC, to odchylenie d̄ai jest dodatnie tylko wtedy, gdy nie
istnieje żaden wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m.

Dowód. Niech (x̄, d̄−, d̄a, d̄r) b ↪edzie rozwi ↪azaniem optymalnym problemu
LPRPC. Przypuśćmy, że d̄ai0 > 0 (czyli fi0(x̄) > ai0) dla pewnego indeksu i0
(1 ≤ i0 ≤ m) i istnieje wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m.
Zdefiniujmy odchylenia dla wektora x

dri = (fi(x)− ri)+ = 0, dai = (fi(x)− dri − ai)+ = 0, d−i = (ai − fi(x))+ ≥ 0

Czwórka wektorów (x,d−,da,dr) jest rozwi ↪azaniem dopuszczalnym problemu
LPRPC i dla dowolnych dodatnich wag w−i , wai i wri prawdziwe s ↪a nast ↪epuj ↪ace
nierówności
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grk1(dr) = 0 ≤ grk1(d̄r) i grk2(dr) = 0 ≤ grk2(d̄r) dla k = 1, 2, . . . , pr

gak1(da) = 0 ≤ gak1(d̄a) i gak2(da) = 0 ≤ gak2(d̄a) dla k = 1, 2, . . . , pa

Ponadto istnieje k0 taki, że i0 ∈ P ak0 . St ↪ad gak01(da) = 0 < wai0 d̄
a
i0
≤ gak01(d̄a),

co przeczy optymalności (x̄, d̄−, d̄a, d̄r) dla problemu LPRPC. Zatem nie istnieje
żaden wektor x ∈ Q taki, że fi(x) ≤ ai dla i = 1, 2, . . . ,m.

Twierdzenie 3.21 Jeżeli wektor x̄ ∈ Q jest rozwi ↪azaniem efektywnym zadania
wielokryterialnego (1.7), to wektor (x̄,0,0,0) jest rozwi ↪azaniem optymalnym prob-
lemu LPRPC z wektorem aspiracji a = F(x̄), dowolnym wektorem rezerwacji r > a
i dowolnymi dodatnimi wagami w−i , wai i wri .

Dowód. Zauważmy, że dla dowolnych dodatnich wag gr(dr)
>
= 0, ga(da)

>
= 0 i

g−(d−)
<
= 0, a jednocześnie gr(0) = 0, ga(0) = 0 i g−(0) = 0. Zatem, gdyby

wektor (x̄,0,0,0) nie by l rozwi ↪azaniem optymalnym problemu LRPC z wekto-
rem aspiracji a = F(x̄), to istnia lby wektor x ∈ Q taki, że gr((f(x) − r)+) = 0,
ga((f(x)−(f(x)−r)+−f(x̄))+) = 0 i g−((f(x̄)−f(x))+) <lex 0. St ↪ad f(x) ≤ f(x̄),
co przeczy efektywności wektora x̄ dla zadania wielokryterialnego (1.7).

Zauważmy, że żadne z twierdzeń 3.17–3.21 nie zak lada wypuk lości zbioru do-
puszczalnego Q. Zatem technika LPRPC może być stosowana nie tylko do prob-
lemów liniowych, lecz także do problemów ca lkowitoliczbowych.

Problem LPRPC przyjmuje prostsz ↪a postać, gdy wszystkie klasy priorytetów
s ↪a zbiorami jednoelementowymi (pr = pa = p− = m). Zauważmy, że w takim
przypadku

grk1(dr) = grk2(dr) = wrτr(k)d
r
τr(k) dla k = 1, 2, . . . ,m

gak1(da) = gak2(da) = waτa(k)d
a
τa(k) dla k = 1, 2, . . . ,m

g−k1(d−) = g−k2(d−) = −w−τ−(k)d
−
τ−(k) dla k = 1, 2, . . . ,m

gdzie τ r, τa i τ− s ↪a permutacjami zbioru {1, 2, . . . ,m} takimi, że P rk = {τ r(k)},
P ak = {τa(k)} i P−k = {τ−(k)} dla k = 1, 2, . . . ,m. Zatem funkcje wektorowe
gr(dr), ga(da) i g−(d−) zdefiniowane w (3.67)–(3.75) mog ↪a być zast ↪apione przez
nast ↪epuj ↪ace

gr(dr) = [gr1(dr), gr2(dr), . . . , grm(dr)]

ga(da) = [ga1 (da), ga2 (da), . . . , gam(da)]

g−(d−) = [g−1 (d−), g−2 (d−), . . . , g−m(d−)]

gdzie grk(dr) = drτr(k), g
a
k(da) = daτa(k) i g−k (d−) = −d−τ−(k) dla k = 1, 2, . . . ,m.

Szczególnym przypadkiem modelu LPRPC jest problem z pojedynczymi kla-
sami priorytetów P r1 = I, P a1 = I i P−1 = I. Funkcje osi ↪agni ↪ecia dla takiego
problemu możemy zapisać w postaci

gr(dr) = [gr1(dr), gr2(dr)] =

[
max

i=1,...,m
(wri d

r
i ),

m∑
i=1

wri d
r
i

]
(3.78)
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ga(da) = [ga1 (da), ga2 (da)] =

[
max

i=1,...,m
(wai d

a
i ),

m∑
i=1

wai d
a
i

]
(3.79)

g−(d−) = [g−1 (d−), g−2 (d−)] =

[
max

i=1,...,m
(−w−i d

−
i ),

m∑
i=1

−w−i d
−
i

]
(3.80)

Zadanie LPRPC (3.37) z funkcjami osi ↪agni ↪ecia (3.78)–(3.80) definiuje mo-
del przedzia lowego referencyjnego programowania celowego bez priorytetów mi-
nimalizacji odchyleń w poszczególnych grupach. Różni si ↪e on od wprowadzonego
wcześniej modelu PRPC (3.53)–(3.55) nie tylko form ↪a, lecz również w lasnościami.
O ile w modelu PRPC wspó lczynniki wagowe musz ↪a spe lniać warunek (3.56), to
model LPRPC bez klas priorytetów wymaga jedynie dodatniości wag (twierdzenia
3.17–3.21). Wynika to z przyj ↪etych w modelu preferencji dla LPRPC dodatkowych
postulatów P3a i P3b. W lasności relacji preferencji (3.34) i (3.65) równoważne
tym postulatom nie wynikaj ↪a z postulatów P2 i P2a. W lasności (3.34) i (3.65)
nie posiada ani model preferencji zadania PRPC, ani model preferencji standar-
dowych przedzia lowych metod punktu referencyjnego opartych na parametryzacji
(3.13). Dok ladniej, metody punktu referencyjnego oparte na parametryzacji (3.13)
spe lniaj ↪a warunki (3.34) i (3.65) w przypadku dwóch funkcji oceny (m = 2), ale
mog ↪a ich nie spe lniać przy wi ↪ekszej liczbie funkcji.

Zauważmy, że postulaty P2 i P2a określaj ↪a jedynie, że wektory aspiracji i
rezerwacji s ↪a preferowane w stosunku do wszystkich wektorów ocen spe lniaj ↪acych
odpowiednio warunki y 6�r a (por. (3.2)) i y 6�r r (por. (3.9)). Postulaty te nie pre-
cyzuj ↪a regu l preferencji dla różnych wektorów ocen y′ 6�r a i y′′ 6�r a lub y′ 6�r r i
y′′ 6�r r. Na przyk lad, w przedzia lowych metodach punktu referencyjnego opartych
na parametryzacji (3.13) z przedzia lami liniowymi funkcjami skaluj ↪acymi (3.12) z
r2−a2 = r3−a3, β > 0.1 i γ < 10 wektor ocen (a1 + 1, a2 + 1, a3−10) jest prefero-
wany w stosunku do wektora (a1+1, a2, a3) i wektor ocen (r1+1, r2+1, r3−10) jest
preferowany w stosunku do wektora (r1 +1, r2, r3). Preferowanie w takim wypadku
wektora ocen (a1 + 1, a2, a3) i odpowiednio (r1 + 1, r2, r3) wydaje si ↪e być zgodne z
intuicyjnym poj ↪eciem poziomów aspiracji i rezerwacji oraz z leż ↪ac ↪a u podstaw po-
dej́scia quasi–zadowalaj ↪acego zasad ↪a, że decydent koncentruje uwag ↪e na poprawie
wartości tych ocen, które nie osi ↪agn ↪e ly swoich poziomów aspiracji (lub odpowiednio
rezerwacji). Odpowiada to przyj ↪eciu za lożenia, że wektory aspiracji i rezerwacji de-
finiuj ↪a model preferencji spe lniaj ↪acy warunki (3.2) i (3.34) oraz (3.9) i (3.65). Taki
w laśnie model preferencji realizuje LPRPC niezależnie od wartości wspó lczynników
wagowych, podczas gdy w standardowych przedzia lowych metodach punktu refe-
rencyjnego, opartych na parametryzacji (3.13) z funkcjami si postaci (3.11) lub
(3.12), wymaga to stosowania arbitralnie ma lego wspó lczynnika β > 0 i arbitralnie
dużego wspó lczynnika γ. Zatem, nawet w przypadku braku priorytetów, LPRPC
nie jest modelem standardowych metod punktu referencyjnego zapisanym w ter-
minach programowania celowego, lecz jakościowo inn ↪a metod ↪a, ścíslej realizuj ↪ac ↪a
quasi–zadowalaj ↪acy model preferencji decydenta wyrażonych za pomoc ↪a poziomów
aspiracji i rezerwacji.
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Rozdzia l 4

Modele preferencji z
elementami równości

4.1 Rozwi ↪azania symetrycznie efektywne

4.1.1 Symetryczna efektywność

Różne rozwi ↪azania efektywne problemu wielokryterialnego (1.7) s ↪a rozwi ↪aza-
niami najlepszymi w sensie różnych racjonalnych relacji preferencji (por. twierdze-
nie 1.3). Wiele praktycznych wielokryterialnych modeli decyzyjnych narzuca do-
datkowe w lasności relacji preferencji i, co za tym idzie, ogranicza wybór rozwi ↪azania
do odpowiedniego podzbioru ca lego zbioru rozwi ↪azań efektywnych. Ten rozdzia l
jest poświ ↪econy problemom wielokryterialnym z ocenami jednorodnymi, których
minimalizacja jest jednakowo ważna (Podinowski, 1975). To znaczy, poszczególne
indywidualne oceny yi, chociaż generowane przez różne funkcje fi, s ↪a wszystkie
wyrażone w tej samej skali, co pozwala na porównywanie ich wartości. Dotyczy
to w szczególności sytuacji, gdy poszczególne funkcje oceny wyrażaj ↪a indywidu-
alne oceny różnych użytkowników pewnego systemu i poszukuje si ↪e rozwi ↪azania
możliwie najbardziej zadowalaj ↪acego wszystkich użytkowników. Oceny jednorodne
pojawiaj ↪a si ↪e w licznych problemach dynamicznych, gdzie poszczególne funkcje
oceny reprezentuj ↪a t ↪e sam ↪a ocen ↪e w odniesieniu do różnych momentów czasu (Klein
i inni, 1992). W problemach stochastycznych oceny jednorodne mog ↪a reprezen-
tować różne możliwe wartości niedeterministycznej pojedynczej oceny (Bell i Ra-
iffa, 1988). Ponadto wiele technik modelowania problemów decyzyjnych wprowa-
dza najpierw oceny jednorodne, a nast ↪epnie dokonuje ich (bezstronnej) agregacji.
Dotyczy to na przyk lad agregacji relacji przynależności do zbioru rozmytego (por.
Zimmermann, 1985; Yager i Filev, 1995).

W zadaniach z ocenami jednorodnymi i jednakowo ważnymi relacja preferen-
cji decydenta powinna być bezstronna ze wzgl ↪edu na indywidualne funkcje oceny.
To znaczy, przy danym zestawie funkcji oceny ważny jest tylko rozk lad wartości
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osi ↪agni ↪etych przez te funkcje dla danej decyzji, a nie jest ważne, jaka funkcja jak ↪a
wartość pryj ↪e la. Wymaganie to jest formu lowane matematycznie jako w lasność
anonimowości relacji preferencji.

Definicja 4.1 Mówimy, że relacja preferencji � jest anonimowa (bezstronna)
wtedy i tylko wtedy, gdy dla każdego wektora ocen y ∈ Y

(yτ(1), yτ(2), . . . , yτ(m)) ∼= (y1, y2, . . . , ym) (4.1)

dla dowolnej permutacji τ zbioru I = {1, 2, . . . ,m}.

Relacj ↪e preferencji, która oprócz warunków zwrotności (1.3), przechodniości
(1.4) i ścis lej monotoniczności (1.5) spe lnia dodatkowo warunek anonimowości (4.1),
b ↪edziemy dalej nazywać anonimowo racjonaln ↪a relacj ↪a preferencji. Tak ↪a relacj ↪a
jest na przyk lad relacja preferencji odpowiadaj ↪aca minimalizacji sumy wszystkich
funkcji oceny

y′ � y′′ ⇔
m∑
i=1

y′i ≤
m∑
i=1

y′′i (4.2)

Szereg wielokryterialnych problemów decyzyjnych z jednorodnymi ocenami wy-
maga anonimowo racjonalnych relacji preferencji. Jako podstawowego przyk ladu
problemu decyzyjnego z anonimowo racjonaln ↪a relacj ↪a preferencji b ↪edziemy używać
w tym rozdziale zagadnienia lokalizacyjnego. Ogólny problem lokalizacyjny można
sformu lować nast ↪epuj ↪aco. Dany jest zbiór m klientów (jednostek przestrzennych)
oraz zbiór n potencjalnych lokalizacji obiektów. W szczególności może to być pod-
zbiór (lub ca ly zbiór) punktów reprezentuj ↪acych klientów. Ponadto dana jest liczba
p (p ≤ n) obiektów do lokalizacji. Decyzj ↪e można tu opisać poprzez zmienne bi-
narne xj (j = 1, 2, . . . , n) równe 1, gdy ma być użyta j–ta lokalizacja, a 0 w przeciw-
nym przypadku. Zmienne decyzyjne xj musz ↪a spe lniać ograniczenie

∑n
j=1 xj = p.

Nast ↪epnie zak lada si ↪e, że dla każdego klienta i = 1, 2, . . . ,m jest zdefiniowana
funkcja fi(x) rozlokowania obiektów x = (x1, x2, . . . , xn). Jest ona miar ↪a satysfak-
cji i–tego klienta z danego rozlokowania obiektów. W typowych sformu lowaniach
problemów lokalizacyjnych funkcja ta jest zwykle zwi ↪azana z odleg lości ↪a i dlatego
jej mniejsza wartość oznacza wyższ ↪a satysfakcj ↪e klienta, a wi ↪ec każda funkcja fi
jest minimalizowana. Zatem ogólny problem lokalizacyjny może być sformu lowany
jako nast ↪epuj ↪acy wielokryterialny problem minimalizacji

min {f(x) :

n∑
j=1

xj = p, xj ∈ {0, 1} dla j = 1, 2, . . . , n} (4.3)

Funkcje fi zależ ↪a zwykle od wspó lczynników odleg lości dij (i = 1, 2, . . . ,m; j =
1, 2, . . . , n) wyrażaj ↪acych odleg lość i–tego klienta od lokalizacji j. W standardo-
wym problemie lokalizacyjnym (bez ograniczeń pojemnościowych) zak lada si ↪e, że
wszystkie potencjalne obiekty wykonuj ↪a ten sam rodzaj us lugi i każdy klient jest
obs lugiwany przez obiekt najbliżej usytuowany. Zatem poszczególne funkcje oceny
przyjmuj ↪a nast ↪epuj ↪ac ↪a postać

fi(x) = min
j=1,...,n

{dij : xj = 1} dla i = 1, 2, . . . ,m (4.4)
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Funkcje te można zapisać w jawnej postaci funkcji kawa lkami liniowych jako

fi(x) = min
j=1,...,n

(dij − dxj + d) dla i = 1, 2, . . . ,m (4.5)

gdzie d jest arbitralnie duż ↪a liczb ↪a (wi ↪eksz ↪a od wszystkich wspó lczynników od-
leg lości dij). Problem (4.3) z funkcjami celu (4.4) lub (4.5) jest klasycznym,
najcz ↪eściej analizowanym dyskretnym problemem lokalizacji. Jednakże w wielu
problemach lokalizacyjnych zbiór dopuszczalny Q ma bardziej z lożon ↪a struktur ↪e.
Decyzje przydzia lu s ↪a zwykle modelowane przy użyciu dodatkowych zmiennych de-
cyzyjnych x′ij (i = 1, 2, . . . ,m; j = 1, 2, . . . , n) równych 1, gdy lokalizacja j–ta jest
użyta do obs lugi i–tego klienta, a 0 w przeciwnym przypadku. Zmienne przydzia lu
musz ↪a spe lniać nast ↪epuj ↪ace ograniczenia

n∑
j=1

x′ij = 1 dla i = 1, 2, . . . ,m (4.6)

x′ij ≤ xj dla i = 1, 2, . . . ,m i j = 1, 2, . . . , n (4.7)

x′ij ∈ {0, 1} dla i = 1, 2, . . . ,m i j = 1, 2, . . . , n (4.8)

Przy jawnym użyciu zmiennych przydzia lu funkcje oceny fi mog ↪a być zapisane w
postaci liniowej

fi(x) =

n∑
j=1

dijx
′
ij dla i = 1, 2, . . . ,m (4.9)

Problem (4.3) może być rozpatrywany jako wielokryterialny problem decyzyjny
z ocenami jednorodnymi. Ponadto przy lokalizacji obiektów publicznych rozk lad
odleg lości wśród klientów jest czynnikiem istotnym i dlatego model preferencji
powinien mieć w lasność anonimowości. Zauważmy, że w przypadku zbioru po-
tencjalnych lokalizacji obiektów b ↪ed ↪acego podzbiorem lokalizacji klientów każde
rozwi ↪azanie dopuszczalne przypisuje oceny równe 0 funkcjom oceny odpowia-
daj ↪acym klientom w wybranych lokalizacjach i dodatnie oceny pozosta lym funk-
cjom. Każde rozwi ↪azanie dopuszczalne jest wtedy rozwi ↪azaniem efektywnym prob-
lemu (4.3) i wyznacza najlepsze lokalizacje w sensie pewnej racjonalnej relacji pre-
ferencji. Dopiero dodanie wymagania anonimowości relacji preferencji powoduje,
że jest brany pod uwag ↪e rozk lad odleg lości.

Przyjmuj ↪ac jako podstaw ↪e zbiór wszystkich anonimowo racjonalnych relacji
preferencji, możemy zdefiniować odpowiednie poj ↪ecia dominacji wektorów ocen i
rozwi ↪azań efektywnych, analogicznie jak dla racjonalnych relacji preferencji w pod-
rozdziale 1.2.

Definicja 4.2 Mówimy, że wektor ocen y′ ∈ Y dominuje symetrycznie y′′ ∈ Y lub
y′′ jest symetrycznie dominowany przez y′ wtedy i tylko wtedy, gdy y′ ≺ y′′ dla
wszystkich anonimowo racjonalnych relacji preferencji.

Definicja 4.3 Mówimy, że wektor ocen y′ ∈ Y jest symetrycznie indyferentny z
y′′ ∈ Y wtedy i tylko wtedy, gdy y′ ∼= y′′ dla wszystkich anonimowo racjonalnych
relacji preferencji.



136 ROZDZIA L 4. MODELE PREFERENCJI Z ELEMENTAMI RÓWNOŚCI

Definicja 4.4 Mówimy, że wektor ocen y′ ∈ Y s labo dominuje symetrycznie y′′ ∈
Y lub y′′ jest s labo dominowany symetrycznie przez y′ wtedy i tylko wtedy, gdy
y′ � y′′ dla wszystkich anonimowo racjonalnych relacji preferencji.

Relacje symetrycznej dominacji ≺a, indyferencji ∼=a i s labej dominacji �a
spe lniaj ↪a warunki (1.1)–(1.2), czyli stanowi ↪a relacj ↪e preferencji �a. Co wi ↪ecej,
spe lnia ona warunki zwrotności (1.3), przechodniości (1.4), ścis lej monotoniczności
(1.5) i anonimowości (4.1), czyli jest anonimowo racjonaln ↪a relacj ↪a preferencji. Re-
lacja dominacji �a jest najogólniejsz ↪a anonimowo racjonaln ↪a relacj ↪a preferencji i
każda anonimowo racjonalna relacja preferencji � jest z ni ↪a zgodna w tym sensie,
że

y′ �a y′′ ⇒ y′ � y′′

Relacja symetrycznej dominacji może być wyrażona jako relacja nierówności
dla wektorów ocen, których wspó lrz ↪edne s ↪a uporz ↪adkowane nierosn ↪aco. Formal-
nie można to zapisać z użyciem przekszta lcenia Θ : Rm → Rm porz ↪adkuj ↪acego
nierosn ↪aco wspó lrz ↪edne wektorów ocen (por. podrozdzia l 1.3), czyli Θ(y) =
(θ1(y), θ2(y), . . . , θm(y)), gdzie θ1(y) ≥ θ2(y) ≥ · · · ≥ θm(y) oraz istnieje per-
mutacja τ zbioru I taka, że θi(y) = yτ(i) dla i = 1, 2, . . . ,m. Zauważmy, że relacja

y′ � y′′ ⇔ Θ(y′)
<
= Θ(y′′) (4.10)

jest zwrotna, przechodnia i anonimowa. Ponadto prawdziwe s ↪a zależności

Θ(y′) ≤ Θ(y′′) ⇔
(

Θ(y′)
<
= Θ(y′′) i Θ(y′′) 6<= Θ(y′)

)
Θ(y′) = Θ(y′′) ⇔

(
Θ(y′)

<
= Θ(y′′) i Θ(y′′)

<
= Θ(y′)

)
Zatem relacja (4.10) jest relacj ↪a preferencji z relacjami ścis lej preferencji i indyfe-
rencji określonymi odpowiednio jako

y′ ≺ y′′ ⇔ Θ(y′) ≤ Θ(y′′) (4.11)

y′ ∼= y′′ ⇔ Θ(y′) = Θ(y′′) (4.12)

Ponadto dla dowolnego i ∈ I prawdziwa zależność

Θ(y − εei) ≤ Θ(y) dla ε > 0

czyli relacja (4.10), jest anonimowo racjonaln ↪a relacj ↪a preferencji.

Twierdzenie 4.1 Dla dowolnych wektorów ocen y′,y′′ ∈ Y

y′ �a y′′ ⇔ Θ(y′)
<
= Θ(y′′)

Dowód. Relacja (4.10) jest anonimowo racjonaln ↪a relacj ↪a preferencji. Zatem
bezpośrednio z definicji symetrycznej dominacji wynika prawdziwość implikacji

y′ �a y′′ ⇒ Θ(y′)
<
= Θ(y′′)

Dla udowodnienia odwrotnej implikacji za lóżmy, że Θ(y′)
<
= Θ(y′′). Zauważmy,

że dla każdej anonimowo racjonalnej relacji preferencji � prawdziwa jest zależność
y′ ∼= Θ(y′) � Θ(y′′) ∼= y′′. St ↪ad otrzymujemy y′ �a y′′.
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Wniosek 4.1 Wektor ocen y′ ∈ Y dominuje symetrycznie y′′ ∈ Y wtedy i tylko
wtedy, gdy Θ(y′) ≤ Θ(y′′).

Wniosek 4.2 Wektor ocen y′ ∈ Y dominuje symetrycznie y′′ ∈ Y wtedy i tylko
wtedy, gdy istniej ↪a permutacje τ ′ i τ ′′ takie, że

(y′τ ′(1), y
′
τ ′(2), . . . , y

′
τ ′(m)) ≤ (y′′τ ′′(1), y

′′
τ ′′(2), . . . , y

′′
τ ′′(m))

Dowód. Dostateczność warunku wynika bezpośrednio z definicji symetrycznej
dominacji. Natomiast jego konieczność wynika z wniosku 4.1.

Wniosek 4.3 Dla każdej anonimowo racjonalnej relacji preferencji � prawdziwe
s ↪a zależności

Θ(y′)
<
= Θ(y′′) ⇒ y′ � y′′

Θ(y′) ≤ Θ(y′′) ⇒ y′ ≺ y′′

Relacja dominacji ≺d może być ilustrowana za pomoc ↪a tzw. struktury domina-
cji (por. (1.10)), czyli przekszta lcenia przyporz ↪adkowuj ↪acego wektorom ocen y ∈ Y
zbiór dominowania

D(y) = {d ∈ Y : y ≺d y + d} ∪ {0}
Z wniosku 4.2 wynika, że struktura dominacji symetrycznej zależy od po lożenia
wektora y wzgl ↪edem prostej równych ocen (y1 = y2 = · · · = ym). W ogólnym
przypadku zbiór D(y) nie jest stożkiem i nie jest zbiorem wypuk lym. Rysunek 4.1
przedstawia D(y) zaczepiony w y, czyli zbiór y +D(y).
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Rysunek 4.1:
Rys. 4.1. Struktura symetrycznej dominacji w R2

Definicja 4.5 Wektor ocen y0 ∈ A nazywamy symetrycznie niezdominowanym
wtedy i tylko wtedy, gdy nie istnieje y ∈ A taki, że y dominuje symetrycznie y0.
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Bezpośrednio z definicji wektora symetrycznie niezdominowanego i wniosku 4.1
wynikaj ↪a nast ↪epuj ↪ace wnioski.

Wniosek 4.4 Wektor ocen y0 ∈ A jest wektorem symetrycznie niezdominowanym
wtedy i tylko wtedy, gdy istnieje anonimowo racjonalna relacja preferencji � taka,
że dla żadnego y ∈ A nie zachodzi y ≺ y0.

Wniosek 4.5 Wektor ocen y0 ∈ A jest wektorem symetrycznie niezdominowanym
wtedy i tylko wtedy, gdy nie istnieje y ∈ A taki, że Θ(y) ≤ Θ(y0).

Twierdzenie 4.2 Wektor ocen y0 ∈ A jest wektorem symetrycznie niezdomino-
wanym wtedy i tylko wtedy, gdy istnieje spójna, anonimowo racjonalna relacja pre-
ferencji � taka, że y0 � y dla wszystkich y ∈ A.

Dowód. Za lóżmy, że dla pewnej spójnej, anonimowo racjonalnej relacji preferencji
� prawdziwa jest zależność y0 � y dla wszystkich y ∈ A. Zatem dla żadnego
y ∈ A nie zachodzi y � y0. Tym samym, zgodnie z wnioskiem 4.4, wektor y0 jest
symetrycznie niezdominowanym wektorem ocen.

Niech y0 ∈ A b ↪edzie symetrycznie niezdominowanym wektorem ocen. Określmy
relacj ↪e

y′ �o y′′ ⇔ max
i=1,...,m

(θi(y
′)− θi(y0)) < max

i=1,...,m
(θi(y

′′)− θi(y0))

lub

(
max

i=1,...,m
(θi(y

′)− θi(y0)) = max
i=1,...,m

(θi(y
′′)− θi(y0))

i

m∑
i=1

y′i ≤
m∑
i=1

y′′i

)

Dla tak określonej relacji y0 �o y dla wszystkich y ∈ A.  Latwo sprawdzić, że
relacja �o jest zwrotna, przechodnia, spójna i anonimowa. Ponadto odpowiednia
relacja ≺o przyjmuje postać

y′ ≺o y′′ ⇔ max
i=1,...,m

(θi(y
′)− θi(y0)) < max

i=1,...,m
(θi(y

′′)− θi(y0))

lub

(
max

i=1,...,m
(θi(y

′)− θi(y0)) = max
i=1,...,m

(θi(y
′′)− θi(y0))

i

m∑
i=1

y′i <

m∑
i=1

y′′i

)

i spe lnia warunek ścis lej monotoniczności (1.5). Tym samym relacja �o jest spójn ↪a,
anonimowo racjonaln ↪a relacj ↪a preferencji, co kończy dowód twierdzenia.

Twierdzenie 4.3 Jeżeli zbiór osi ↪agalnych wektorów ocen A 6= ∅ jest domkni ↪ety i
istnieje wektor y∗ ∈ Y dominuj ↪acy symetrycznie wszystkie osi ↪agalne wektory ocen
y ∈ A, to istnieje symetrycznie niezdominowany wektor ocen y0 ∈ A.
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Dowód. Niech y′ ∈ A b ↪edzie dowolnym osi ↪agalnym wektorem ocen. Rozpatrzmy
zbiór A′ = {y ∈ A :

∑m
i=1 yi ≤

∑m
i=1 y′i}. Zbiór A′ jest zawarty w zbiorze

Y0 = {y ∈ Y : yi ≥ y∗ dla i = 1, 2, . . . ,m,

m∑
i=1

yi ≤
m∑
i=1

y′i}

gdzie y∗ = mini=1,...,m y
∗
i . Zatem A′ jest ograniczonym zbiorem domkni ↪etym. Z

tego wynika, że zadanie

min {
m∑
i=1

yi : y ∈ A′}

ma rozwi ↪azanie optymalne y0 ∈ A′. Co wi ↪ecej, dla każdego y ∈ A prawdziwa jest
nierówność

∑m
i=1 y0

i ≤
∑m
i=1 yi, czyli y0 jest również rozwi ↪azaniem optymalnym

zadania

min {
m∑
i=1

yi : y ∈ A} (4.13)

Zauważmy, że relacja preferencji definiowana przez minimalizacj ↪e (4.13) wyraża si ↪e
wzorem (4.2) i jest anonimowo racjonaln ↪a relacj ↪a preferencji. Zatem, zgodnie z
wnioskiem 4.4, y0 jest symetrycznie niezdominowanym wektorem ocen.

Definicja 4.6 Rozwi ↪azanie dopuszczalne x ∈ Q nazywamy symetrycznie efektyw-
nym rozwi ↪azaniem wielokryterialnego problemu (1.7) wtedy i tylko wtedy, gdy wek-
tor ocen y = f(x) jest symetrycznie niezdominowany.

Z wniosków 4.4 i 4.5 i twierdzenia 4.2 wynikaj ↪a nast ↪epuj ↪ace charakterystyki
rozwi ↪azań symetrycznie efektywnych.

Wniosek 4.6 Wektor dopuszczalny x0 ∈ Q jest symetrycznie efektywnym rozwi ↪a-
zaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy istnieje anoni-
mowo racjonalna relacja preferencji � taka, że dla żadnego x ∈ Q nie zachodzi
f(x) ≺ f(x

0
).

Wniosek 4.7 Wektor dopuszczalny x0 ∈ Q jest symetrycznie efektywnym rozwi ↪a-
zaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy istnieje spójna,

anonimowo racjonalna relacja preferencji � taka, że f(x
0
) � f(x) dla każdego

x ∈ Q.

Wniosek 4.8 Wektor dopuszczalny x0 ∈ Q jest symetrycznie efektywnym rozwi ↪a-
zaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy nie istnieje x ∈ Q
taki, że Θ(f(x)) ≤ Θ(f(x

0
)).

Wniosek 4.9 Dla dowolnej permutacji τ zbioru {1, 2, . . . ,m} wektor x0 ∈ Q jest
symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i
tylko wtedy, gdy jest symetrycznie efektywnym rozwi ↪azaniem zadania

min {(fτ(1)(x), fτ(2)(x), . . . , fτ(m)(x)) : x ∈ Q}
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Wniosek 4.10 Dla dowolnej ścísle rosn ↪acej funkcji s : R → R wektor x0 ∈ Q
jest symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy
i tylko wtedy, gdy jest symetrycznie efektywnym rozwi ↪azaniem zadania

min {(s(f1(x)), s(f2(x)), . . . , s(fm(x))) : x ∈ Q}

Zauważmy, że zgodnie z wnioskami 4.9 i 4.10, symetryczna efektywność
rozwi ↪azania nie zależy od kolejności funkcji oceny i od ścísle monotonicznej zmiany
skal indywidualnych ocen. W odróżnieniu od wniosku 1.9, dotycz ↪acego rozwi ↪azań
efektywnych, we wniosku 4.10 wszystkie funkcje oceny s ↪a skalowane za pomoc ↪a tej
samej ścísle rosn ↪acej funkcji s.

Symetryczna efektywność jest silniejsza od standardowej efektywności, a zbiór
rozwi ↪azań symetrycznie efektywnych jest podzbiorem standardowego zbioru roz-
wi ↪azań efektywnych. Dowodzi tego nast ↪epuj ↪ace twierdzenie.

Twierdzenie 4.4 Każde rozwi ↪azanie symetrycznie efektywne jest rozwi ↪azaniem
efektywnym.

Dowód. Niech x0 b ↪edzie rozwi ↪azaniem symetrycznie efektywnym. Na mocy twier-
dzenia 4.4 istnieje anonimowo racjonalna relacja preferencji � taka, że dla żadnego
x ∈ Q nie zachodzi f(x) � f(x

0
). Anonimowo racjonalna relacja preferencji jest w

szczególności racjonaln ↪a relacj ↪a preferencji. Zatem, na mocy wniosku 1.3, x0 jest
rozwi ↪azaniem efektywnym.

Stanowi ↪ace g lówny przedmiot naszych rozważań zadania WPL i WPLD maj ↪a
domkni ↪ete zbiory rozwi ↪azań dopuszczalnych Q i liniowe funkcje oceny fi. Zatem
domkni ↪ete s ↪a odpowiednie zbiory ocen osi ↪agalnych A. Co wi ↪ecej, w przypadku re-
gularnego zadania WPL lub WPLD, zbiór Q jest niepusty oraz istniej ↪a rozwi ↪azania
optymalne x̄i (i = 1, 2, . . . ,m) jednokryterialnych zadań (1.9). St ↪ad A 6= ∅ i wszyst-
kie osi ↪agalne wektory ocen y ∈ A s ↪a symetrycznie dominowane przez wektor y∗,
gdzie y∗i = fi(x̄

i) dla i = 1, 2, . . . ,m. Z twierdzenia 4.3 wynika wi ↪ec nast ↪epuj ↪acy
wniosek.

Wniosek 4.11 Regularne zadania WPL i WPLD maj ↪a rozwi ↪azania symetrycznie
efektywne.

Przyk lad 4.1. Dla zilustrowania koncepcji symetrycznej dominacji i symetrycznej
efektywności rozpatrzmy problem lokalizacji dwóch obiektów do obs lugi dziesi ↪eciu
klientów. Dla u latwienia analizy problemu przyjmujemy lokalizacje poszczególnych
klientów U1, U2,. . .,U10 jako punkty na osi X o wspó lrz ↪ednych: 0, 4, 5, 6, 8, 17, 18,
19, 20 i 28, z których każdy może być potencjaln ↪a lokalizacj ↪a obiektu. Zak ladamy,
że każdy obiekt ma nieograniczon ↪a pojemność i każdy klient jest obs lugiwany przez
najbliższy obiekt. Zatem problem przyjmuje postać (4.3)–(4.4) z m = n = 10 i
p = 2.

Tablica 4.1 zawiera cztery różne rozwi ↪azania problemu lokalizacji. Pierwsze
z nich odpowiada podej́sciu leksykograficznego minimaksimum (1.38) i polega na
umieszczeniu obiektów w punktach U2 i U9. W drugim wierszu tablicy 4.1 znajduje
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Tablica 4.1

Rozwi ↪azania zadania lokalizacji dla przyk ladu 4.1

Tablica 4.1:
Rozw. Wektor ocen Uporz ↪adkowany wektor ocen

1 2 3 4 5 6 7 8 9 10 1 2 3 4 5 6 7 8 9 10

U2 U9 4 0 1 2 4 3 2 1 0 8 8 4 4 3 2 2 1 1 0 0

U1 U9 0 4 5 6 8 3 2 1 0 8 8 8 6 5 4 3 2 1 0 0

U3 U8 5 1 0 1 3 2 1 0 1 9 9 5 3 2 1 1 1 1 0 0

U1 U10 0 4 5 6 8 11 10 9 8 0 11 10 9 8 8 6 5 4 0 0

si ↪e inne rozwi ↪azanie minimaksowe. W tym rozwi ↪azaniu obiekty s ↪a umieszczone w
punktach U1 i U9. Nast ↪epne wiersze zawieraj ↪a rozwi ↪azanie minimalizuj ↪ace sum ↪e
ocen (1.18) oraz rozwi ↪azanie minimalizuj ↪ace wspó lczynnik Giniego, który jest naj-
bardziej popularn ↪a miar ↪a rozbieżności ocen stosowan ↪a w ekonomii (Sen, 1973).
Problemami minimalizacji rozbieżności ocen zajmiemy si ↪e dok ladniej w nast ↪epnym
podrozdziale. W pierwszym z tych rozwi ↪azań obiekty s ↪a umieszczone w punktach
U3 i U8, a w drugim w punktach U1 i U10.

Zauważmy, że żadne spośród czterech rozwi ↪azań (wektorów ocen) wyst ↪epuj ↪a-
cych w tablicy 4.1 nie jest dominowane przez inne. Wszystkie s ↪a rozwi ↪azaniami
efektywnymi, ponieważ ze specyfiki problemu wynika, że każde rozwi ↪azanie do-
puszczalne jest rozwi ↪azaniem efektywnym. Natomiast uporz ↪adkowany wektor ocen
drugiego rozwi ↪azania jest dominowany przez uporz ↪adkowany wektor ocen pierw-
szego rozwi ↪azania, a uporz ↪adkowany wektor ocen czwartego rozwi ↪azania jest do-
minowany przez trzy pozosta le. Zatem, zarówno rozwi ↪azanie drugie, jak i czwarte
nie s ↪a symetrycznie efektywne. �

4.1.2 Techniki generacji

Rozwi ↪azania efektywne zadania wielokryterialnego można wyznaczać rozwi ↪a-
zuj ↪ac skalaryzacje zadania wielokryterialnego (1.13) z funkcj ↪a skalaryzuj ↪ac ↪a s :
Rm → R definiuj ↪ac ↪a relacj ↪e preferencji �s spe lniaj ↪ac ↪a warunek ścis lej monoto-
niczności (por. twierdzenie 1.6). Jeżeli relacja �s spe lnia ponadto warunek ano-
nimowości (4.1), to generowane przez t ↪e skalaryzacj ↪e rozwi ↪azanie efektywne jest
również symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego. Do-
tyczy to w szczególności skalaryzacji (1.18), polegaj ↪acej na minimalizacji sumy
wszystkich funkcji oceny fi(x), i regularyzowanego zadania minimaksowego (1.36).

Twierdzenie 4.5 Rozwi ↪azanie optymalne zadania (1.18), czyli zadania postaci

min {
m∑
i=1

fi(x) : x ∈ Q}

jest symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).
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Dowód. Niech x0 ∈ Q b ↪edzie rozwi ↪azaniem optymalnym zadania (1.18). Relacja
preferencji definiowana przez zadanie (1.18) wyraża si ↪e wzorem (4.2) i jest anoni-

mowo racjonaln ↪a relacj ↪a preferencji. Zatem, zgodnie z wnioskiem 4.4, f(x
0
) jest

symetrycznie niezdominowanym wektorem ocen i, co za tym idzie, wektor x0 jest
symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Twierdzenie 4.6 Rozwi ↪azanie optymalne leksykograficznego zadania (1.36), czyli
zadania postaci

lexmin {( max
i=1,...,m

fi(x),

m∑
i=1

fi(x)) : x ∈ Q}

jest symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Dowód. Niech x0 ∈ Q b ↪edzie rozwi ↪azaniem optymalnym zadania (1.36). Relacja
preferencji definiowana przez zadanie (1.36) wyraża si ↪e wzorem

y′ � y′′ ⇔ max
i=1,...,m

y′i < max
i=1,...,m

y′′i lub(
max

i=1,...,m
y′i = max

i=1,...,m
y′′i i

m∑
i=1

y′i ≤
m∑
i=1

y′′i

)
i jest anonimowo racjonaln ↪a relacj ↪a preferencji. Zatem, zgodnie z wnioskiem 4.4,
f(x

0
) jest symetrycznie niezdominowanym wektorem ocen i, co za tym idzie, wektor

x0 jest symetrycznie efektywnym rozwi ↪azaniem zadania (1.7).

Skalaryzacja (1.18) może być wykorzystywana do wyznaczania różnych rozwi ↪a-
zań efektywnych przez używanie różnych wspó lczynników wagowych dla poszcze-
gólnych funkcji oceny (por. wniosek 1.15). Stosowanie różnych wag dla posz-
czególnych funkcji oceny narusza jednak warunek anonimowości relacji preferencji
definiowanej przez skalaryzacj ↪e. Dlatego metoda ważenia ocen nie może być zasto-
sowana przy poszukiwaniu rozwi ↪azań symetrycznie efektywnych.

Zauważmy, że wniosek 4.8 może być wyrażony w terminach zadania z wektorow ↪a
funkcj ↪a uporz ↪adkowanych ocen Θ(f(x)) = (θ1(f(x)), . . . , θm(f(x))), gdzie θi(f(x)),
jak poprzednio, oznacza i–t ↪a sk ladow ↪a wektora wyniku operacji porz ↪adkowania
Θ(f(x))

min {Θ(f(x)) : x ∈ Q} (4.14)

Wniosek 4.12 Rozwi ↪azanie dopuszczalne x ∈ Q jest symetrycznie efektyw-
nym rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy jest
rozwi ↪azaniem efektywnym problemu wielokryterialnego (4.14).

Stosuj ↪ac optymalizacj ↪e leksykograficzn ↪a (1.32) do zadania (4.14) otrzymujemy
leksykograficzny minimaksowy problem (1.38), czyli zadanie postaci

lexmin {(θ1(f(x)), θ2(f(x)), . . . , θm(f(x))) : x ∈ Q}
Na mocy twierdzenia 1.15 i wniosku 4.12 prawdziwy jest nast ↪epuj ↪acy wniosek.

Wniosek 4.13 Rozwi ↪azanie optymalne leksykograficznego zadania minimaksowego
(1.38) jest symetrycznie efektywnym rozwi ↪azaniem zadania wielokryterialnego
(1.7).
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Stosuj ↪ac metod ↪e wag (1.19) do zadania (4.14) można generować różne rozwi ↪a-
zania efektywne problemu (4.14) i, co za tym idzie, różne symetrycznie efektywne
rozwi ↪azania oryginalnego zadania wielokryterialnego (1.7). Podej́scie takie odpo-
wiada przypisaniu wag do wspó lczynników uporz ↪adkowanych wektorów ocen. Tak ↪a
technik ↪e zaproponowa l Yager (1988) w tak zwanej agregacji OWA (Ordered Weigh-
ted Averaging). Stosuj ↪ac operator agregacji OWA do wielokryterialnego problemu
(1.7) otrzymujemy problem jednokryterialny

min {
m∑
i=1

wiθi(f(x)) : x ∈ Q} (4.15)

Na mocy wniosków 4.12 i 1.15 prawdziwy jest nast ↪epuj ↪acy wniosek.

Wniosek 4.14 Dla dowolnych dodatnich wag wi każde rozwi ↪azanie optymalne
problemu (4.15) jest symetrycznie efektywnym rozwi ↪azaniem problemu wielokry-
terialnego (1.7).

Niestety technika agregacji OWA (4.15) nie stanowi zupe lnej parametryzacji
ca lego zbioru rozwi ↪azań symetrycznie efektywnych. Wynika to ze specyfiki tech-
niki ważenia ocen w problemach wielokryterialnych (por. przyk lad 1.2). W przy-
padku wielokryterialnych problemów dyskretnych (jak problem lokalizacji (4.3)–
(4.4)) istniej ↪a rozwi ↪azania symetrycznie efektywne, które nie mog ↪a być wygenero-
wane jako rozwi ↪azania optymalne problemu (4.15) dla żadnego zbioru dodatnich
wag. Pokażemy to na ma lym przyk ladzie.

Przyk lad 4.2. Rozpatrzmy problem umiejscowienia pojedynczego obiektu w jed-
nej z trzech potencjalnych lokalizacji (P1, P2 i P3) do obs lugi dwóch klientów (C1 i
C2). Odleg lości pomi ↪edzy poszczególnymi klientami i potencjalnymi lokalizacjami
s ↪a nast ↪epuj ↪ace: d11 = 15, d12 = 14, d13 = 12, d21 = 10, d22 = 11, d23 = 12.

Zauważmy, że wszystkie trzy rozwi ↪azania dopuszczalne s ↪a efektywne w standar-
dowym i symetrycznym sensie.  Latwo sprawdzić, że stosuj ↪ac agregacj ↪e OWA nie
można wybrać lokalizacji P2 dla żadnego zbioru dodatnich wag. Jeżeli 3w1 < 2w2,
to lokalizacja P1 jest jednoznacznym rozwi ↪azaniem optymalnym problemu (4.15).
Jeżeli 3w1 > 2w2, to lokalizacja P3 jest jednoznacznym rozwi ↪azaniem optymalnym
problemu (4.15). W końcu, gdy 3w1 = 2w2, wtedy obie lokalizacje P1 i P3 s ↪a opty-
malne. Lokalizacja P2 nigdy nie jest rozwi ↪azaniem optymalnym problemu (4.15).

�

Zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań symetrycznie efektywnych można
otrzymać stosuj ↪ac metody punktu referencyjnego do zadania (4.14). Stosuj ↪ac pa-
rametryzacj ↪e (3.4) do zadania (4.14) otrzymujemy

lexmin {( max
i=1,...,m

si(ai, θi(f(x))),

m∑
i=1

si(ai, θi(f(x)))) : x ∈ Q}, a ∈ Y (4.16)

Bezpośrednio z wniosków 4.12, 3.1 i twierdzenia 3.2 wynikaj ↪a nast ↪epuj ↪ace wnioski.

Wniosek 4.15 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi
rozwi ↪azanie optymalne zadania (4.16) jest symetrycznie efektywnym rozwi ↪azaniem
zadania wielokryterialnego (1.7).
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Wniosek 4.16 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to każde syme-
trycznie efektywne rozwi ↪azanie x0 wielokryterialnego zadania (1.7) jest rozwi ↪aza-

niem optymalnym zadania (4.16) dla wektora aspiracji a0 = Θ(f(x
0
)).

Wniosek 4.17 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to dla dowolnego
symetrycznie efektywnego rozwi ↪azania x0 zadania wielokryterialnego (1.7) istnieje
wektor poziomów aspiracji a0 ∈ Y taki, że x0 jest rozwi ↪azaniem optymalnym odpo-
wiedniego zadania (4.16).

Zauważmy, że poszczególne wspó lrz ↪edne wektora aspiracji a użytego w paramet-
ryzacji (4.16) odpowiadaj ↪a wspó lrz ↪ednym uporz ↪adkowanego wektora ocen Θ(f(x)).
W szczególności, dla wyznaczenia symetrycznie efektywnego rozwi ↪azania x0 za po-
moc ↪a parametryzacji (4.16) jako wektor aspiracji należy przyj ↪ać a0 = Θ(f(x

0
)).

Tym samym można ograniczyć si ↪e do używania tylko uporz ↪adkowanych wektorów
aspiracji (a = Θ(a), czyli a1 ≥ a2 ≥ · · · ≥ am). Jest to równoważne zast ↪apieniu
parametryzacji (4.16) przez nast ↪epuj ↪ac ↪a

lexmin {( max
i=1,...,m

si(θi(a), θi(f(x))),

m∑
i=1

si(θi(a), θi(f(x)))) : x ∈ Q} (4.17)

Relacja preferencji parametryzacji (4.17) spe lnia nast ↪epuj ↪acy odpowiednik wa-
runku (3.1)

(Θ(y) 6≤ Θ(a) i Θ(y) 6= Θ(a)) ⇒ a ≺ y (4.18)

Oznacza to, że każdy wektor ya taki, że Θ(ya) = Θ(a) jest preferowany w stosunku
do dowolnego wektora ocen y ∈ Y , który nie dominuje symetrycznie ya i nie
stanowi permutacji wektora ya, czyli

y 6�a ya ⇒ ya ≺ y (4.19)

Twierdzenie 4.7 Dla dowolnego wektora aspiracji a ∈ Y , jeżeli funkcje si(ai, yi)
s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to relacja preferencji de-
finiowana przez leksykograficzn ↪a minimalizacj ↪e (4.17) jest zwrotna, przechodnia,
ścísle monotoniczna i anonimowa oraz spe lnia warunek (4.18).

Dowód. Zwrotność i przechodniość relacji preferencji definiowanej przez mini-
malizacj ↪e (4.17) jest oczywista. Anonimowość relacji wynika z użycia operatora
porzadku Θ.

Dla wykazania ścis lej monotoniczności zauważmy, że relacja (4.10) jest ano-
nimowo racjonaln ↪a relacj ↪a preferencji, czyli dla dowolnego i ∈ I prawdziwa jest
zależność

Θ(y − εei) ≤ Θ(y) dla ε > 0

St ↪ad, na mocy wniosków 1.21 i 1.2, otrzymujemy ścis l ↪a monotoniczność relacji
preferencji definiowanej przez minimalizacj ↪e (4.17).

Na mocy twierdzenia 1.11 prawdziwa jest implikacja Θ(y) 6<= Θ(a)⇒ Θ(a) ≺ y.
St ↪ad po uwzgl ↪ednieniu, że Θ(a) ∼= a, otrzymujemy implikacj ↪e (4.18).
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Wyst ↪epuj ↪acy w definicji parametryzacji (4.17) operator porz ↪adku Θ powoduje,
że ten problem jest bardzo trudny do implementacji. Dla najprostszych funkcji si
postaci

si(ai, yi) = yi − ai (4.20)

możliwe jest zast ↪apienie operatora porz ↪adku zadaniem przydzia lu. Zauważmy, że
dla dowolnych wektorów y ∈ Y i a ∈ Y oraz dowolnej permutacji τ zbioru indeksów
I prawdziwe s ↪a nast ↪epuj ↪ace zależności

max
i=1,...,m

{θi(y)− aτ(i)} ≥ max
i=1,...,m

{θi(y)− θi(a)}

m∑
i=1

(θi(y)− aτ(i)) =

m∑
i=1

(θi(y)− θi(a))

Tym samym zadanie (4.17) z funkcjami si postaci (4.20) może być zapisane w
postaci

lexmin ( max
i=1,...,m

zi,

m∑
i=1

zi)

pod warunkiem, że x ∈ Q

zi = fi(x)−
m∑
l=1

aluil,

m∑
l=1

uil = 1 dla i = 1, 2, . . . ,m

m∑
i=1

uil = 1 dla l = 1, 2, . . . ,m

uil ∈ {0, 1} dla i = 1, 2, . . . ,m; l = 1, 2, . . . ,m

Techniki tej nie można jednak rozszerzyć na ogólne funkcje si postaci (3.5) lub
(3.7) z różnymi czynnikami skaluj ↪acymi λi.

4.1.3 Podej́scie dystrybucyjne

Stosuj ↪ac uporz ↪adkowane wektory aspiracji w parametryzacji (4.17), określamy
w pewnym sensie preferowany rozk lad ocen. Dla wielokryterialnych problemów
dyskretnych ze skończonymi zbiorami wartości ocen możemy zajmować si ↪e bezpoś-
rednio dystrybucj ↪a ocen. Niech V = {v0, v1, . . . , vr} (v0 > v1 > · · · > vr) oznacza
zbiór wszystkich możliwych różnych wartości funkcji oceny fi dla x ∈ Q, czyli A ⊂
V m ⊂ Y . Możemy wprowadzić funkcje ca lkowite hk(y) (k = 0, 1, . . . , r) wyrażaj ↪ace
liczb ↪e wartości vk wyst ↪epuj ↪acych w wektorze ocen y = f(x). Analitycznie funkcje
hk można wprowadzić do modelu poprzez przypisanie im dodatkowych zmiennych
(binarnych) uik wed lug wzorów

hk(y) =

m∑
i=1

uik dla k = 0, 1, . . . , r (4.21)

yi =

r∑
k=0

vkuik dla i = 1, 2, . . . ,m (4.22)
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r∑
k=0

uik = 1 dla i = 1, 2, . . . ,m (4.23)

uik ∈ {0, 1} dla i = 1, 2, . . . ,m i k = 0, 1, . . . , r (4.24)

Zauważmy, że
∑r
k=0 hk(y) = m. Zatem jedna z funkcji, przyjmijmy hr, może być

pomini ↪eta i r–wymiarowa funkcja wektorowa h(y) = (h0(y), h1(y), . . . , hr−1(y))
jednoznacznie opisuje rozk lad wartości wspó lrz ↪ednych wektora ocen y

h(y′) = h(y′′) ⇔ Θ(y′) = Θ(y′′)

W wielu problemach dyskretnych wartości funkcji hk(f(x)) s ↪a dost ↪epne bez-
pośrednio, bez użycia dodatkowych zmiennych uik. Dotyczy to w szczególności
problemów lokalizacyjnych z jawnymi zmiennymi przydzia lu (4.6)–(4.8). Po-
dzielmy zbiór wszystkich indeksów (i, j) i = 1, . . . ,m; j = 1, . . . , n na klasy Ck
(k = 0, 1, . . . , r) zdefiniowane równymi wspó lczynnikami odleg lości dij . Niech
d(Ck) (k = 0, 1, . . . , r) oznacza wartość wspó lczynnika odleg lości dla klasy Ck i
d(C0) > d(C1) > · · · > d(Cr). Prawdziwa jest wtedy zależność

hk(f(x)) =
∑

(i,j)∈Ck

x′ij dla k = 0, 1, . . . , r (4.25)

czyli hk(f(x)) jest liniow ↪a funkcj ↪a zmiennych przydzia lu x′ij wyst ↪epuj ↪acych w za-
daniu lokalizacyjnym (4.6)–(4.8).

Maj ↪ac zdefiniowan ↪a wektorow ↪a funkcj ↪e rozk ladu h możemy zastosować do niej
liniowy operator kumulacji Γ = (γ1, γ2, . . . , γr), gdzie dla q ∈ Rr

γk(q) =

k−1∑
l=0

ql dla k = 1, 2, . . . , r (4.26)

W ten sposób otrzymujemy funkcj ↪e wektorow ↪a h̄(y) = Γ(h(y)), której poszczególne
wspó lrz ↪edne stanowi ↪a skumulowane funkcje rozk ladu

h̄k(y) =

k−1∑
l=0

hl(y) dla k = 1, 2, . . . , r (4.27)

To znaczy, że funkcja h̄k(y) wyraża liczb ↪e ocen wi ↪ekszych od vk. Funkcja wek-
torowa h̄(y) = (h̄1(y), h̄2(y), . . . , h̄r(y)) opisuje jednoznacznie rozk lad wartości
wspó lrz ↪ednych wektora ocen y, czyli

h̄(y′) = h̄(y′′) ⇔ Θ(y′) = Θ(y′′)

Zatem h̄ jest różnowartościowym przekszta lceniem zbioru

Rm≥ = {y ∈ Rm : y1 ≥ y2 ≥ · · · ≥ ym} (4.28)

w zbiór
Zr≤m = {q ∈ Zr : 0 ≤ q1 ≤ q2 ≤ · · · ≤ qr ≤ m} (4.29)

Rozpatrzmy problem wielokryterialny

min {(h̄1(f(x)), h̄2(f(x)), . . . , h̄r(f(x))) : x ∈ Q} (4.30)

Okazuje si ↪e, że symetryczna dominacja wektorów ocen y = f(x) dla zadania
wielokryterialnego (1.7) jest równoważna standardowej dominacji wektorów ocen
h̄(y) = (h̄1(y), h̄2(y), . . . , h̄r(y)) dla wielokryterialnego zadania (4.30).
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Twierdzenie 4.8 Dla dowolnych wektorów ocen y′,y′′ ∈ V m

h̄(y′) ≤ h̄(y′′) ⇔ Θ(y′) ≤ Θ(y′′)

Dowód. Niech h̄(y′) ≤ h̄(y′′), czyli h̄k(y′) ≤ h̄k(y′′) dla k = 1, 2, . . . , r, gdzie dla
co najmniej jednego indeksu k0 spe lniona jest nierówność ostra (h̄k0(y′) < h̄k0(y′′)).
Wtedy oczywíscie Θ(y′) ≤ Θ(y′′).

Za lóżmy, że Θ(y′) ≤ Θ(y′′). Zauważmy, że dla dowolnego y ∈ V m, h̄(y) =
h̄(Θ(y)). Dalej zauważmy, że h̄k(y′) = h̄k(y′′) = 0, jeżeli vk ≥ θ1(y′) i vk ≥ θ1(y′′)
oraz h̄k(y′) = h̄k(y′′) = m, jeśli vk < θm(y′) i vk < θ1(y′′). Co wi ↪ecej, dla
dowolnego i ∈ I, z tego że θi(y

′) = vk′ ≤ θi(y′′) = vk′′ wynika, że h̄k(y′) ≤ h̄k(y′′)
dla k′ ≤ k ≤ k′′. Zatem h̄(y′) ≤ h̄(y′′).

Wniosek 4.18 Wektor ocen y′ ∈ V m symetrycznie dominuje y′′ ∈ V m wtedy i
tylko wtedy, gdy h̄(y′) ≤ h̄(y′′).

Wniosek 4.19 Jeżeli A ⊂ V m, to rozwi ↪azanie dopuszczalne x ∈ Q jest syme-
trycznie efektywnym rozwi ↪azaniem problemu wielokryterialnego (1.7) wtedy i tylko
wtedy, gdy jest ono rozwi ↪azaniem efektywnym problemu wielokryterialnego (4.30).

Zadanie (4.30) w ogólnym przypadku może mieć bardzo duż ↪a liczb ↪e funkcji
oceny. Liczba tych funkcji zależy od liczby różnych wartości ocen vk. Tym samym
problem liczby funkcji oceny w zadaniu (4.30) wi ↪aże si ↪e z dok ladności ↪a rozróżniania
wartości ocen. Na przyk lad, w zadaniach lokalizacyjnych jest to problem przyj ↪etej
dok ladności rozróżniania odleg lości. W wielu przypadkach przy poszukiwaniu za-
dowalaj ↪acej dystrybucji ocen wyróżnia si ↪e jedynie niewielk ↪a liczb ↪e klas wartości
ocen typu: bardzo dobre, dobre itd. Odpowiada to rozmytemu podej́sciu do in-
terpretacji ocen. Ponadto wektory ocen problemu (4.30) maj ↪a bardzo przejrzyst ↪a
interpretacj ↪e graficzn ↪a na p laszczyźnie, gdzie na osi odci ↪etych odk ladamy wartości
vk, a na osi rz ↪ednych wartości h̄k(y) (por. rys. 4.2). Punkty (vk, h̄k(y)) dla kolej-
nych k = 1, 2, . . . , r mog ↪a być ze sob ↪a po l ↪aczone odcinkami tworz ↪ac  laman ↪a mono-
toniczn ↪a (nierosn ↪ac ↪a). Każdy wektor ocen jest wtedy reprezentowany przez wykres
 lamanej monotonicznej, a nierówność h̄(y′) ≤ h̄(y′′) oznacza, że żaden punkt  la-
manej odpowiadaj ↪acej y′ nie znajduje si ↪e powyżej  lamanej odpowiadaj ↪acej y′′, a
co najmniej jeden punkt znajduje si ↪e poniżej. Istnieje również możliwość zdefinio-
wania wartości h̄v(y) dla dowolnego v ∈ R jako liczby ocen yi wi ↪ekszych od v, czyli

h̄v(y) = m dla v < vr, h̄v(y) = h̄k(y) dla vk ≤ v < vk−1,

h̄v(y) = 0 dla v ≥ v0 (4.31)

Schodkowy wykres (v, h̄v(y)) odpowiada wtedy wykresowi “odwróconej” dystry-
buanty rozk ladu wartości yi. W modelach probabilistycznych dominacja wektorów
h̄(y) jest nazywana dominacj ↪a stochastyczn ↪a pierwszego rz ↪edu (Levy, 1992).

Zauważmy, że
∑r
k=1 (vk−1 − vk)h̄k(y) + mvr =

∑m
i=1 yi. Zatem, stosuj ↪ac

do zadania (4.30) technik ↪e ważenia ocen (1.19) z wagami określonymi jako wk =
vk−1 − vk dla k = 1, 2, . . . , r, otrzymujemy symetrycznie efektywne rozwi ↪azanie
równoważne minimalizacji sumy oryginalnych funkcji oceny (1.18).
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Rysunek 4.2:
Rys. 4.2. Wykres dystrybucyjny h̄(y)

Stosuj ↪ac optymalizacj ↪e leksykograficzn ↪a (1.32) do zadania (4.30) otrzymujemy
problem leksykograficzny postaci

lexmin {(h̄1(f(x)), h̄2(f(x)), . . . , h̄r(f(x))) : x ∈ Q}

Na mocy definicji optymalizacji leksykograficznej problem ten jest równoważny
zadaniu leksykograficznemu

lexmin {(h0(f(x)), h1(f(x)), . . . , hr−1(f(x))) : x ∈ Q} (4.32)

Problem (4.32) może być wykorzystany do konstrukcji efektywnego algorytmu wy-
znaczania minimaksimum leksykograficznego (1.38). Prawdziwe jest nast ↪epuj ↪ace
twierdzenie.

Twierdzenie 4.9 Jeżeli A ⊂ V m, to wektor x ∈ Q jest rozwi ↪azaniem optymalnym
leksykograficznego minimaksowego problemu (1.38) wtedy i tylko wtedy, gdy jest on
rozwi ↪azaniem optymalnym leksykograficznego minimaksowego problemu (4.32).

Dowód. Zbiór rozwi ↪azań optymalnych zadania (4.32) pokrywa si ↪e ze zbiorem
rozwi ↪azań optymalnych problemu leksykograficznego

lexmin {(v̄0h0(f(x)), v̄1h1(f(x)), . . . , v̄r−1hr−1(f(x))) : x ∈ Q} (4.33)

gdzie v̄k = vk − vr dla k = 0, 1, . . . , r − 1.
Funkcje hk można wyrażić za pomoc ↪a wzorów (4.21)–(4.24). Niech uk =

(uik)i=1,2,...,m. Zauważmy, że dla dowolnych wektorów u′k i u′′k spe lniaj ↪acych wa-
runki (4.23)–(4.24) prawdziwe s ↪a zależności

v̄k

m∑
i=1

u′ik < v̄k

m∑
i=1

u′′ik ⇔ Θ(v̄ku
′
k) <lex Θ(v̄ku

′′
k)

v̄k

m∑
i=1

u′ik = v̄k

m∑
i=1

u′′ik ⇔ Θ(v̄ku
′
k) = Θ(v̄ku

′′
k)

Co wi ↪ecej, ponieważ v̄k−1 ≥ v̄k dla k = 1, 2, . . . , r − 1, to prawdziwe s ↪a zależności
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v̄0

m∑
i=1

u′i0, . . . , v̄r−1

m∑
i=1

u′i,r−1

)
<lex

(
v̄0

m∑
i=1

u′′i0, . . . , v̄r−1

m∑
i=1

u′′i,r−1

)
⇔

⇔ Θ(

r−1∑
k=0

v̄ku
′
k) <lex Θ(

r−1∑
k=0

v̄ku
′′
k)(

v̄0

m∑
i=1

u′i0, . . . , v̄r−1

m∑
i=1

u′i,r−1

)
=

(
v̄0

m∑
i=1

u′′i0, . . . , v̄r−1

m∑
i=1

u′′i,r−1

)
⇔

⇔ Θ(

r−1∑
k=0

v̄ku
′
k) = Θ(

r−1∑
k=0

v̄ku
′′
k)

Dalej zauważmy, że zgodnie ze wzorami (4.22)–(4.24)

r−1∑
k=0

v̄kuik = fi(x)− vr dla i = 1, 2, . . . ,m

Zatem wektor x ∈ Q jest rozwi ↪azaniem optymalnym zadania leksykograficznego
(4.32) wtedy i tylko wtedy, gdy jest rozwi ↪azaniem optymalnym zadania leksyko-
graficznego

lexmin {(θ1(f(x))− vr, θ2(f(x))− vr, . . . , θm(f(x))− vr) : x ∈ Q}
które ma dok ladnie taki sam zbiór rozwi ↪azań optymalnych jak standardowe zadanie
minimaksimum leksykograficznego (1.38).

Przyk lad 4.3. Dla ilustracji, że problem leksykograficzny (4.32) pomimo dużej
liczby funkcji oceny hk może być znacznie  latwiejszy do rozwi ↪azania niż orygi-
nalny problem minimaksimum leksykograficznego (1.38), przedstawimy wyniki eks-
perymentów obliczeniowych na losowo generowanych problemach lokalizacyjnych.
Rozważamy problemy lokalizacji jednego obiektu wśród zadanego zbioru punktów
(p = 1, m = n). W eksperymentach generowano losowo (rozk lad jednostajny)
n punktów o ca lkowitych wspó lrz ↪ednych od 0 do 100. Dla określenia odleg lości
mi ↪edzy punktami najpierw zosta ly obliczone odleg lości euklidesowe (norma l2),
a nast ↪epnie zaokr ↪aglone do przyj ↪etego kroku (dok ladności) odleg lości. Ekspery-
menty zosta ly przeprowadzone dla liczby punktów n = 30, 50 i 100 oraz dla kroku
odleg lości 1 i 10. W ramach każdego eksperymentu wygenerowano losowo 50 prob-
lemów.

W rozważanych problemach wszystkie rozwi ↪azania dopuszczalne s ↪a znane expli-
cite i dla każdego z nich można  latwo wyznaczyć wektory Θ(f(x)) i h(f(x)). Tablica
4.2 pokazuje, ile wspó lrz ↪ednych wektorów Θ(f(x)) i odpowiednio h(f(x)) trzeba
zbadać dla wyznaczenia minimaksimum leksykograficznego. W tablicy podajemy
zarówno wyniki średnie, jak i najgorsze z 50 wygenerowanych problemów. Widać,
że w przypadku wi ↪ekszej liczby równych odleg lości (krok odleg lości 10) może być
konieczne badanie znacznej liczby wspó lrz ↪ednych uporz ↪adkowanego wektora ocen
Θ(f(x)). Natomiast przy badaniu wektora h(f(x)) zawsze wystarcza zbadanie nie-
wielkiej liczby pierwszych wspó lrz ↪ednych tego wektora, niezależnie od liczności klas
równych odleg lości. �
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Tablica 4.2

Identyfikacja leksykograficznego rozwi ↪azania minimaksowego

Tablica 4.2:
Liczba pozycji do Krok odleg lości 10 Krok odleg lości 1

zbadania n = 30 n = 50 n = 100 n = 30 n = 50 n = 100

średnio 3.54 3.70 5.82 1.16 1.16 1.40

w Θ(f(x)) najwi ↪ecej 22 25 32 3 5 3

średnio 2.04 1.80 2.02 1.16 1.16 1.38

w h(f(x)) najwi ↪ecej 5 3 3 3 5 3

Zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań symetrycznie efektywnych można
otrzymać stosuj ↪ac metody punktu referencyjnego do zadania (4.30). Stosuj ↪ac pa-
rametryzacj ↪e (3.4) do zadania (4.30) otrzymujemy

lexmin {( max
k=1,...,r

sk(qak , h̄k(f(x))),

r∑
k=1

sk(qak , h̄k(f(x)))) : x ∈ Q} (4.34)

gdzie sk : R2 → R i qa ∈ Rr. Bezpośrednio z wniosków 4.19, 3.1 i twierdzenia 3.2
wynikaj ↪a nast ↪epuj ↪ace wnioski.

Wniosek 4.20 Jeżeli A ⊂ V m i funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk, to
rozwi ↪azanie optymalne zadania (4.34) jest symetrycznie efektywnym rozwi ↪azaniem
zadania wielokryterialnego (1.7).

Wniosek 4.21 Jeżeli A ⊂ V m oraz dla każdego wektora poziomów aspiracji qa ∈
Zr funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk i spe lniaj ↪a warunek

s1(qa1 , q
a
1 ) = s2(qa2 , q

a
2 ) = · · · = sr(q

a
r , q

a
r ) (4.35)

to każde symetrycznie efektywne rozwi ↪azanie x0 zadania wielokryterialnego (1.7)

jest rozwi ↪azaniem optymalnym zadania (4.34) dla wektora aspiracji qa = h̄(f(x
0
)).

Wniosek 4.22 Jeżeli A ⊂ V m oraz dla każdego wektora poziomów aspiracji
qa ∈ Zr funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk i spe lniaj ↪a warunek (4.35), to
dla dowolnego symetrycznie efektywnego rozwi ↪azania x0 zadania wielokryterialnego
(1.7) istnieje wektor poziomów aspiracji q̄a ∈ Zr taki, że x0 jest rozwi ↪azaniem
optymalnym odpowiedniego zadania (4.34).

Zauważmy, że poszczególne wspó lrz ↪edne wektora aspiracji qa użytego w para-
metryzacji (4.34) odpowiadaj ↪a wspó lrz ↪ednym wektora h̄(f(x)). W szczególności,
dla wyznaczenia symetrycznie efektywnego rozwi ↪azania x0 za pomoc ↪a paramet-
ryzacji (4.34) jako wektor aspiracji powinno być przyj ↪ete qa = h̄(f(x

0
)). Tym

samym w czasie analizy interaktywnej można używać jedynie wektorów aspira-
cji reprezentuj ↪acych pewne skumulowane dystrybucje, czyli wektorów qa ∈ Zr≤m
(tzn. 0 ≤ qa1 ≤ qa2 ≤ · · · ≤ qar ≤ m). Oznacza to, że w przypadku dużego r
decydent nie musi zajmować si ↪e wszystkimi wspó lczynnikami qak . Wektor qa może
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być określony przez kilka wspó lrz ↪ednych qak i automatyczn ↪a interpolacj ↪e wartości
pozosta lych wspó lrz ↪ednych. Podej́scie takie prowadzi do interaktywnej metody re-
ferencyjnej dystrybucji jako uogólnienia metody punktu referencyjnego dla zadań
z ocenami jednorodnymi. Przedstawiona na rysunku 4.2 graficzna reprezentacja
wektorów ocen h̄(y) w postaci wykresów skumulowanych dystrybucji dostarcza
przejrzystego interfejsu graficznego do prowadzenia analizy interaktywnej w ra-
mach odpowiedniego systemu wspomagania decyzji.

W przypadku stosowania wektorów aspiracji qa ∈ Zr≤m relacja preferencji
parametryzacji (4.34) spe lnia warunek (4.18) dla wektora ya ∈ Y takiego, że
qa = h̄(ya), czyli

(Θ(y) 6≤ Θ(ya) i Θ(y) 6= Θ(ya)) ⇒ ya ≺ y (4.36)

Oznacza to, że każdy wektor ya taki, że qa = h̄(ya) jest preferowany w stosunku
do dowolnego wektora ocen y 6�a ya, czyli

y 6�a ya ⇒ ya ≺ y (4.37)

Twierdzenie 4.10 Jeżeli A ⊂ V m oraz dla każdego wektora poziomów aspiracji
qa ∈ Zr≤m funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk i spe lniaj ↪a warunek (4.35), to
dla dowolnego wektora aspiracji qa ∈ Zr≤m relacja preferencji definiowana przez mi-
nimalizacj ↪e leksykograficzn ↪a (4.34) jest zwrotna, przechodnia, ścísle monotoniczna
i anonimowa oraz spe lnia warunek (4.37).

Dowód. Jeżeli qa ∈ Zr≤m, to zadanie (4.34) jest równoważne zadaniu

lexmin {( max
k=1,...,r

sk(h̄k(ya), h̄k(f(x))),

r∑
k=1

sk(h̄k(ya), h̄k(f(x)))) : x ∈ Q} (4.38)

gdzie ya jest (dowolnym) wektorem ocen, takim że qa = h̄(ya).
Zwrotność i przechodniość relacji preferencji definiowanej przez minimalizacj ↪e

(4.38) jest oczywista. Anonimowość relacji wynika z symetrii przekszta lcenia h̄.
Z twierdzenia 4.8 wynika, że dla dowolnego i ∈ I prawdziwa jest zależność

h̄(y − εei) ≤ h̄(y) dla ε > 0

St ↪ad na mocy wniosków 1.21 i 1.2 otrzymujemy ścís l ↪a monotoniczność relacji pre-
ferencji definiowanej przez minimalizacj ↪e (4.38)

Na mocy twierdzenia 1.11 prawdziwa jest implikacja

h̄(y) 6<= h̄(ya) ⇒ ya ≺ y

St ↪ad, po uwzgl ↪ednieniu równoważności h̄(y′)
<
= h̄(y′′) ⇔ Θ(y′)

<
= Θ(y′′), otrzy-

mujemy implikacj ↪e (4.36).

Przyk lad 4.4. Dla ilustracji metody dystrybucji referencyjnej opartej na para-
metryzacji (4.34) przedstawimy pryk ladowy przebieg analizy interaktywnej dla lo-
sowo wygenerowanego problemu lokalizacyjnego (4.3)–(4.4). Rozważamy problem
lokalizacji dwóch obiektów (p = 2) wśród zadanych 10 potencjalnych lokalizacji
(n = 10) dla obs lugi zbioru 50 klientów (m = 50). Dla określenia potencjal-
nych lokalizacji i po lożenia klientów wygenerowano losowo (rozk lad jednostajny)
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60 punktów o ca lkowitych wspó lrz ↪ednych od 0 do 100. Dla określenia odleg lości
mi ↪edzy punktami najpierw zosta ly obliczone odleg lości euklidesowe (norma l2),
a nast ↪epnie zaokr ↪aglone do przyj ↪etego kroku (dok ladności) odleg lości 10. W ten
sposób otrzymano wielokryterialny problem (4.3)–(4.4) z 50 jednorodnymi oce-
nami o wartościach należ ↪acych do zbioru V = {150, 140, . . . , 10, 0}, gdzie v0 = 150,
v1 = 140,. . . , v14 = 10 i v15 = 0. Do analizy tego problemu zastosowano me-
tod ↪e dystrybucji referencyjnej (4.34) z najprostszymi funkcjami skaluj ↪acymi postaci
sk(qak , qk) = qk − qak .

Tablica 4.3

Wyniki interaktywnej analizy problemu lokalizacyjnego

Tablica 4.3:
Iteracja Skumulowana dystrybucja odleg lości h̄

0 10 20 30 40 50 60 70 80 90 100+

1

aspiracja 45 43 31 22 18 11 6 3 0 0 0

rozwi ↪azanie 48 44 31 22 21 12 7 5 0 0 0

2

aspiracja 50 50 40 30 18 11 6 3 0 0 0

rozwi ↪azanie 50 49 38 27 18 11 6 3 1 0 0

3

aspiracja 50 50 48 32 22 14 6 3 0 0 0

rozwi ↪azanie 50 49 38 27 18 11 6 3 1 0 0

Przebieg analizy interaktywnej ilustruje tablica 4.3 i rysunek 4.3. Jako pierwsz ↪a
dystrybucj ↪e referencyjn ↪a przyjmujemy dystrybucj ↪e utopii, czyli wektor qa z lożony
z najmniejszych możliwych wartości funkcji h̄k (k = 1, 2, . . . , 15). W wyniku
otrzymujemy jedno z rozwi ↪azań minimaksowych o dość znacznej liczbie odleg lości
najwi ↪ekszych (5 odleg lości wi ↪ekszych od 70, 7 odleg lości wi ↪ekszych od 60 i 12 od-
leg lości wi ↪ekszych od 50). W celu wyznaczenia rozwi ↪azania o mniejszej liczbie
dużych odleg lości, w drugiej iteracji zwi ↪ekszamy poziomy aspiracji odpowiadaj ↪ace
ma lym odleg lościom (qa15 = qa14 = 50, qa13 = 40, qa12 = 30), pozostawiaj ↪ac niezmie-
nione poziomy aspiracji dla odleg lości wi ↪ekszych od 40. W rezultacie otrzymu-
jemy rozwi ↪azanie o znacznie mniejszej liczbie dużych odleg lości (tylko 3 odleg lości
wi ↪eksze od 70, 6 odleg lości wi ↪ekszych od 60 i 11 odleg lości wi ↪ekszych od 50), cho-
ciaż pojawi la si ↪e jedna odleg lość wi ↪eksza od 80. Otrzymany rozk lad odleg lości wy-
daje si ↪e być zadowalaj ↪acym rozwi ↪azaniem. Zosta ly osi ↪agni ↪ete najmniejsze możliwe
liczby odleg lości wi ↪ekszych od 40, 50, 60 i 70.

Dla sprawdzenia, czy nie można znaleźć podobnego rozwi ↪azania bez odleg lości
wi ↪ekszej od 80, w trzeciej iteracji jeszcze bardziej zwi ↪ekszamy poziomy aspiracji
dla odleg lości mniejszych od 40, jak również podnosimy nieco poziomy aspiracji
dla odleg lości wi ↪ekszych od 40 i wi ↪ekszych od 50. Okazuje si ↪e, że ponownie otrzy-
mujemy to samo rozwi ↪azanie. Zatem nie istnieje inne rozwi ↪azanie dopuszczalne o



4.2. ROZWI ↪AZANIA WYRÓWNUJ ↪ACO EFEKTYWNE 153

Iteracja 1 Iteracja 2 Iteracja 3
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Rysunek 4.3:
Rys. 4.3. Wyniki interaktywnej analizy problemu lokalizacyjnego

podobnie ma lej liczbie dużych odleg lości. Wyraźnie widać to na rysunku 4.3, gdzie
wykresy otrzymanych dystrybucji odleg lości s ↪a prezentowane w postaci kropek na
tle s lupków reprezentuj ↪acych dystrybucje referencyjne (aspiracje). Akceptujemy
wi ↪ec otrzymane w drugiej iteracji rozwi ↪azanie jako zadowalaj ↪ace rozwi ↪azanie prob-
lemu lokalizacyjnego. �

4.2 Rozwi ↪azania wyrównuj ↪aco efektywne

4.2.1 Wyrównuj ↪aca efektywność

Istotnym czynnikiem oceny rozk ladu wartości poszczególnych ocen w rozwi ↪aza-
niu zadania wielokryterialnego z ocenami jednorodnymi jest cz ↪esto minimalizacja
rozbieżności pomi ↪edzy ocenami (por. Young, 1994). W naukach ekonomicznych
wprowadzono pewne miary rozbieżności ocen, których wartości s ↪a minimalizowane
(Sen, 1973; Marsh i Schilling, 1994). Najprostsz ↪a tak ↪a miar ↪a jest suma wartości
bezwzgl ↪ednych różnic mi ↪edzy ocenami

m∑
i=1

m∑
j=1

|yi − yj | (4.39)

W naukach ekonomicznych preferowane s ↪a wzgl ↪edne miary rozbieżności jako nie-
zależne od skali ocen. W szczególności powszechnie stosowana jest minimalizacja
wspó lczynnika (miary) Giniego

(

m∑
i=1

m∑
j=1

|yi − yj |)/(2m
m∑
i=1

yi) (4.40)

Wspó lczynnik Giniego wyraża po low ↪e średniej (bezwgl ↪ednej) różnicy mi ↪edzy oce-
nami w stosunku do średniej oceny (Kendall, 1958).

Rozbieżności pomi ↪edzy ocenami mog ↪a być ilustrowane graficznie za pomoc ↪a po-
pularnej w ekonomii techniki krzywych Lorenza. Krzywe Lorenza s luż ↪a do zobrazo-
wania rozbieżności w dystrybucji przychodów (w sensie pewnego ustalonego dobra),
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w danej populacji odbiorców. Odbiorców porz ↪adkuje si ↪e wed lug niemalej ↪acych
wartości przychodów, czyli od “najbiedniejszych” do “najbogatszych”. Pozwala
to identyfikować zadanego rozmiaru grup ↪e odbiorców o najniższych przychodach.
Jako rozmiar grupy przyjmuje si ↪e jej wzgl ↪edn ↪a liczność w stosunku do ca lej popu-
lacji. Nast ↪epnie dla każdej takiej grupy odbiorców oblicza si ↪e sum ↪e ich przychodów
w stosunku do sumy przychodów ca lej populacji. Wykres tak określonej zależności
wzgl ↪ednych przychodów od wzgl ↪ednej wielkości populacji stanowi krzyw ↪a Lorenza.
Rysunek 4.4 przedstawia krzywe Lorenza w uk ladzie wspó lrz ↪ednych, gdzie oś p1

reprezentuje wzgl ↪edn ↪a wielkość populacji, a oś p2 wzgl ↪edn ↪a wielkość przychodów.
Kropkowana linia ukośna reprezentuje krzyw ↪a Lorenza dla przypadku absolutnej
równości (wszyscy odbiorcy uzyskuj ↪a jednakowe przychody). Krzywa Lorenza dla
dowolnego rozk ladu przychodów jest krzyw ↪a wypuk l ↪a (faktycznie  laman ↪a przy dys-
kretnej populacji odbiorców)  l ↪acz ↪ac ↪a punkty (0,0) i (1,1). Zatem wszystkie krzywe
Lorenza s ↪a zawarte w trójk ↪acie poniżej linii absolutnej równości. Im krzywa Lo-
renza jest bliższa linii absolutnej równości, tym mniejsza jest nierówność dystry-
bucji przychodów. Mówimy, że krzywa Lorenza A dominuje krzyw ↪a Lorenza B,
gdy krzywa A nie ma żadnego punktu poniżej krzywej B, a przynajmniej jeden jej
punkt znajduje si ↪e powyżej krzywej B. Jeżeli krzywa Lorenza dla rozk ladu przy-
chodów A dominuje krzyw ↪a Lorenza dla rozk ladu przychodów B, to rozk lad A
generuje mniejsz ↪a wzgl ↪edn ↪a nierówność przychodów niż rozk lad B (Allison, 1978).
Wspó lczynnik Giniego (4.40) ma prost ↪a graficzn ↪a interpretacj ↪e jako stosunek pola
obszaru pomi ↪edzy krzyw ↪a Lorenza i prost ↪a absolutnej równości do pola ca lego
trójk ↪ata poniżej prostej absolutnej równości.

6
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Rysunek 4.4:
Rys. 4.4. Krzywe Lorenza

Minimalizacja miar rozbieżności jest na ogó l sprzeczna z minimalizacj ↪a posz-
czególnych ocen. Na przyk lad, w problemie lokalizacyjnym minimalizacja wspó l-
czynnika Giniego może prowadzić do wyboru lokalizacji obiektów maksymalnie
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odleg lych od wszystkich klientów (por. Erkut, 1993). W przyk ladzie 4.1 z po-
przedniego podrozdzia lu czwarte rozwi ↪azanie problemu lokalizacyjnego jest w laśnie
rozwi ↪azaniem minimalizuj ↪acym wspó lczynnik Giniego i jak pokazano, nie jest ono
rozwi ↪azaniem symetrycznie efektywnym.

Teoria miar rozbieżności opiera na aksjomacie przesuni ↪eć wyrównuj ↪acych
Pigou–Daltona (por. Shorrocks i Foster, 1987). Aksjomat ten może być zapisany
w postaci nast ↪epuj ↪acej w lasności relacji preferencji

yi′ > yi′′ ⇒ y − εei′ + εei′′ ≺ y dla 0 < ε < yi′ − yi′′ (4.41)

Zauważmy, że aksjomat przesuni ↪eć wyrównuj ↪acych można wyrazić w postaci sze-
regu innych równoważnych warunków (Bell i Raiffa, 1988).

Twierdzenie 4.11 Relacja preferencji � spe lnia dla dowolnych y ∈ Y aksjomat
przesuni ↪eć wyrównuj ↪acych (4.41) wtedy i tylko wtedy, gdy spe lnia dla dowolnych
y ∈ Y dowolny z nast ↪epuj ↪acych warunków

yi′ > yi′′ ⇒ y − εei′ ≺ y − εei′′ dla ε > 0 (4.42)

yi′ > yi′′ ⇒ y + εei′′ ≺ y + εei′ dla ε > 0 (4.43)

Dowód. Dla udowodnienia twierdzenia wykażemy, że prawdziwy jest ci ↪ag impli-
kacji: (4.41) ⇒ (4.42) ⇒ (4.43) ⇒ (4.41).

Za lóżmy, że warunek (4.41) jest prawdziwy dla dowolnego wektora y ∈ Y .
Rozpatrzmy wektor y′ = y− εei′′ . Zauważmy, że y′i′ = yi′ , y

′
i′′ = yi′′ − ε i y′i′ > y′i′′

dla dowolnego ε > 0, jeżeli yi′ > yi′′ . Stosuj ↪ac zależność (4.41) do wektora y′,
otrzymujemy warunek (4.42).

Za lóżmy, że warunek (4.42) jest prawdziwy dla dowolnego wektora y ∈ Y .
Rozpatrzmy wektor y′ = y +εei′ +εei′′ . Zauważmy, że y′i′ = yi′ +ε, y′i′′ = yi′′ +ε i
y′i′ > y′i′′ dla dowolnego ε > 0, jeżeli yi′ > yi′′ . Stosuj ↪ac zależność (4.42) do wektora
y′, otrzymujemy warunek (4.43).

Za lóżmy, że warunek (4.43) jest prawdziwy dla dowolnego wektora y ∈ Y .
Rozpatrzmy wektor y′ = y− εei′ . Zauważmy, że y′i′ = yi′ − ε, y′i′′ = yi′′ i y′i′ > y′i′′
dla 0 < ε < yi′ − yi′′ , jeżeli yi′ > yi′′ . Stosuj ↪ac zależność (4.43) do wektora y′,
otrzymujemy warunek (4.41).

Aksjomat przesuni ↪eć wyrównuj ↪acych nie jest sprzeczny z aksjomatami ano-
nimowo racjonalnych relacji preferencji. Istnieje zatem możliwość poszukiwania
wyrównuj ↪aco efektywnych rozwi ↪azań problemu wielokryterialnego (1.7), zdefinio-
wanych jako elementy minimalne w sensie racjonalych relacji preferencji spe lnia-
j ↪acych dodatkowo warunek anonimowości i aksjomat przesuni ↪eć wyrównuj ↪acych.
Relacje takie b ↪edziemy dalej nazywać wyrównuj ↪aco racjonalnymi relacjami pre-
ferencji. Przyjmuj ↪ac jako podstaw ↪e zbiór wszystkich wyrównuj ↪aco racjonalnych
relacji preferencji możemy zdefiniować odpowiednie poj ↪ecia dominacji wektorów
ocen i rozwi ↪azań efektywnych, analogicznie jak dla racjonalnych relacji preferencji
w podrozdziale 1.2.

Definicja 4.7 Mówimy, że wektor ocen y′ ∈ Y dominuje wyrównuj ↪aco y′′ ∈ Y lub
y′′ jest wyrównuj ↪aco dominowany przez y′ wtedy i tylko wtedy, gdy y′ ≺ y′′ dla
wszystkich wyrównuj ↪aco racjonalnych relacji preferencji.
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Definicja 4.8 Mówimy, że wektor ocen y′ ∈ Y jest wyrównuj ↪aco indyferentny z
y′′ ∈ Y wtedy i tylko wtedy, gdy y′ ∼= y′′ dla wszystkich wyrównuj ↪aco racjonalnych
relacji preferencji.

Definicja 4.9 Mówimy, że wektor ocen y′ ∈ Y s labo dominuje wyrównuj ↪aco y′′ ∈
Y lub y′′ jest s labo dominowany wyrównuj ↪aco przez y′ wtedy i tylko wtedy, gdy
y′ � y′′ dla wszystkich wyrównuj ↪aco racjonalnych relacji preferencji.

Relacje wyrównuj ↪acej dominacji≺w, indyferencji∼=w i s labej dominacji�w spe l-
niaj ↪a warunki (1.1)–(1.2), czyli stanowi ↪a relacj ↪e preferencji �w. Relacja ta spe lnia
warunki zwrotności (1.3), przechodniości (1.4), ścis lej monotoniczności (1.5), ano-
nimowości (4.1) i przesuni ↪eć wyrównuj ↪acych (4.41), czyli jest wyrównuj ↪aco racjo-
naln ↪a relacj ↪a preferencji. Relacja dominacji �w jest najogólniejsz ↪a wyrównuj ↪aco
racjonaln ↪a relacj ↪a preferencji i każda wyrównuj ↪aco racjonalna relacja preferencji �
jest z ni ↪a zgodna w tym sensie, że

y′ �w y′′ ⇒ y′ � y′′

Relacja wyrównuj ↪acej dominacji może być wyrażona jako relacja nierówności dla
skumulowanych uporz ↪adkowanych wektorów ocen, czyli z użyciem m–wymiarowego
liniowego operatora kumulacji Γ (4.26) do uporz ↪adkowanych wektorów ocen
Θ(y). Formalnie zapisujemy to za pomoc ↪a przekszta lcenia Θ̄ = (θ̄1, θ̄2, . . . , θ̄m)
określonego wzorem Θ̄(y) = Γ(Θ(y)), czyli

θ̄i(y) =

i∑
l=1

θl(y) dla i = 1, 2, . . . ,m (4.44)

Kolejne wspó lrz ↪edne wektora Θ̄(y) wyrażaj ↪a odpowiednio: najwi ↪eksz ↪a ocen ↪e, sum ↪e
dwóch najwi ↪ekszych ocen, sum ↪e trzech najwi ↪ekszych ocen itd.

Bezpośrednio z określenia operatora Θ̄ wynika, że dla dowolnych y′,y′′ ∈ Y
prawdziwe s ↪a nast ↪epuj ↪ace zależności

Θ(y′) = Θ(y′′) ⇔ Θ̄(y′) = Θ̄(y′′) (4.45)

Θ(y′) ≤ Θ(y′′) ⇒ Θ̄(y′) ≤ Θ̄(y′′) (4.46)

Implikacja odwrotna do (4.46) nie jest prawdziwa. Na przyk lad, Θ̄(2, 2, 2) =
(2, 4, 6) ≤ (3, 5, 6) = Θ̄(3, 2, 1) i jednocześnie Θ(2, 2, 2) 6≤ Θ(3, 2, 1).

Zauważmy, że relacja

y′ � y′′ ⇔ Θ̄(y′)
<
= Θ̄(y′′) (4.47)

jest zwrotna, przechodnia, anonimowa. Ponadto prawdziwe s ↪a zależności

Θ̄(y′) ≤ Θ̄(y′′) ⇔
(

Θ̄(y′)
<
= Θ̄(y′′) i Θ̄(y′′) 6<= Θ̄(y′)

)
Θ̄(y′) = Θ̄(y′′) ⇔

(
Θ̄(y′)

<
= Θ̄(y′′) i Θ̄(y′′)

<
= Θ̄(y′)

)
Zatem relacja (4.47) jest relacj ↪a preferencji z relacjami ścis lej preferencji i indyfe-
rencji określonymi odpowiednio jako
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y′ ≺ y′′ ⇔ Θ̄(y′) ≤ Θ̄(y′′) (4.48)

y′ ∼= y′′ ⇔ Θ̄(y′) = Θ̄(y′′) (4.49)

Co wi ↪ecej, prawdziwe s ↪a zależności

Θ̄(y − εei) ≤ Θ̄(y) dla ε > 0

yi′ > yi′′ ⇒ Θ̄(y − εei′ + εei′′) ≤ Θ̄(y) dla 0 < ε < yi′ − yi′′

czyli relacja (4.47) jest wyrównuj ↪aco racjonaln ↪a relacj ↪a preferencji.
Zauważmy, że określenie wartości θ̄i(y) dla i = 1, 2, . . . ,m jest podobne do

kostrukcji krzywych Lorenza dla populacji z lożonej z m funkcji oceny. Zasadni-
cza różnica polega na odwrotnym porz ↪adkowaniu wartości ocen, od najwi ↪ekszej do
najmniejszej. Wynika to z faktu, że rozpatrujemy zadanie minimalizacji wielokry-
terialnej i dlatego “najbiedniejszymi odbiorcami” s ↪a funkcje oceny o najwi ↪ekszych
wartościach. Rozpatruj ↪ac krzywe Lorenza w sensie minimalizacji otrzymalibyśmy
obrócone o 180o wykresy krzywych wkl ↪es lych. Wektor Θ̄(y) może być przedsta-
wiony graficznie w postaci  lamanej  l ↪acz ↪acej punkt (0,0) i punkty (i, θ̄i(y)) dla
i = 1, 2, . . . ,m. W przypadku wektorów ocen y′,y′′ ∈ Y o równej sumie ocen
(θ̄m(y′) = θ̄m(y′′)), nierówność Θ̄(y′) ≤ Θ̄(y′′) jest równoważna dominacji y′ nad
y′′ w sensie “obróconych” krzywych Lorenza. W ogólnym przypadku “obrócone”
krzywe Lorenza można traktować jako wykresy wspó lrz ↪ednych wektora Θ̄(y)/θ̄m(y)
(por. rys. 4.5). Natomiast wykresy wspó lrz ↪ednych wektorów Θ̄(y) stanowi ↪a analo-
giczne do “obróconych” krzywych Lorenza nienormalizowane krzywe wkl ↪es le (por.
rys. 4.6). Zauważmy, że w terminach krzywych Lorenza żaden wektor ocen nie
może być lepszy od wektora równych ocen. Relacja (4.47) bierze również pod
uwag ↪e wielkości ocen. Wektory jednakowych ocen s ↪a dodatkowo rozróżniane na
podstawie wartości ocen. S ↪a one reprezentowane przez różne proste ukośne na
rys. 4.6. Relacja preferencji (4.47) dopuszcza możliwość, że wektor nierównych
ma lych ocen jest preferowany w stosunku do wektora jednakowych dużych ocen.

Teoria dominacji w sensie krzywych Lorenza (Allison, 1978) i ogólniej teoria
miar rozbieżności opiera si ↪e na twierdzeniu o majoryzacji wektora (Hardy i inni,
1934), które w terminach Θ̄(y) może być wyrażone w nast ↪epuj ↪acej postaci.

Twierdzenie 4.12 Jeżeli Θ̄(y′) ≤ Θ̄(y′′) i θ̄m(y′) = θ̄m(y′′), to istnieje skończony
ci ↪ag wektorów y0 = y′′,y1, . . . ,yt = y′ taki, że yk = yk−1 − εkei′ + εkei′′ , 0 <
εk < yk−1

i′ − yk−1
i′′ dla k = 1, 2, . . . , t.

Poniższe twierdzenia i wnioski rozszerzaj ↪a ten wynik i doprowadzaj ↪a do
równoważności relacji wyrównuj ↪acej dominacji z relacj ↪a (4.47).

Twierdzenie 4.13 Jeżeli Θ̄(y′) ≤ Θ̄(y′′) i θ̄m(y′) < θ̄m(y′′), to istnieje wektor

ocen y′′′ ∈ Y taki, że Θ̄(y′)
<
= Θ̄(y′′′), θ̄m(y′) = θ̄m(y′′′), Θ(y′′′) ≤ Θ(y′′) i

θm(y′′′) ≥ min{θm(y′), θm(y′′)}.
Dowód. Niech u0 = Θ(y′′). Określmy wektory u1,u2, . . . ,um jako

uk+1 = uk − δkeik dla k = 0, 1, . . . ,m− 1
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Rysunek 4.5:
Rys. 4.5. Θ̄(y)/θ̄m(y) jako krzywe Lorenza
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Rysunek 4.6:
Rys. 4.6. Θ̄(y) jako nienormalizowane krzywe Lorenza
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gdzie ik jest indeksem takim, że

ukik > θik(y′) i uki ≤ θi(y′) dla ik < i ≤ m

a wspó lczynnik δk jest określony wzorem

δk = min{ukik − θik(y′), θ̄m(uk)− θ̄m(y′)}

Zauważmy, że

θ̄i(u
k)− θ̄i(y′) ≤ θ̄i−1(uk)− θ̄i−1(y′) dla ik < i ≤ m

oraz δk ≥ 0 dla k = 0, 1, . . . ,m − 1, przy czym δ0 > 0. St ↪ad, dla k = 1, 2, . . . ,m
prawdziwe s ↪a zależności

uk1 ≥ uk2 ≥ · · · ≥ ukm ≥ min{θm(y′), θm(y′′)}

Θ̄(y′)
<
= Θ̄(uk) i Θ(uk)

<
= Θ(uk−1)

Ponadto θ̄m(um) = θ̄m(y′) i Θ(um) ≤ Θ(y′′), czyli wektor y′′′ = um spe lnia
wszystkie warunki tezy twierdzenia.

Wniosek 4.23 Jeżeli Θ̄(y′) ≤ Θ̄(y′′), to istnieje skończony ci ↪ag wektorów y0 =
y′′, y1, . . . ,yt−1,yt = y′ taki, że θm(yk) ≥ min{θm(y′), θm(y′′)} oraz Θ(yk) ≤
Θ(yk−1) lub yk = yk−1 − εkei′ + εkei′′ , 0 < εk < yk−1

i′ − yk−1
i′′ dla k = 1, 2, . . . , t.

Twierdzenie 4.14 Dla dowolnych wektorów ocen y′,y′′ ∈ Y

y′ �w y′′ ⇔ Θ̄(y′)
<
= Θ̄(y′′)

Dowód. Zauważmy, że relacja (4.47) jest wyrównuj ↪aco racjonaln ↪a relacj ↪a prefe-
rencji. Zatem bezpośrednio z definicji wyrównuj ↪acej dominacji wynika prawdziwość
implikacji

y′ �w y′′ ⇒ Θ̄(y′)
<
= Θ̄(y′′)

Dla udowodnienia odwrotnej implikacji zauważmy, że na mocy wniosku 4.23
dla każdej wyrównuj ↪aco racjonalnej relacji preferencji � prawdziwa jest zależność
Θ(y′) � Θ(y′′). St ↪ad, korzystaj ↪ac z warunku anonimowości, otrzymujemy y′ � y′′.
Zatem y′ �w y′′.

Wniosek 4.24 Wektor ocen y′ ∈ Y dominuje wyrównuj ↪aco y′′ ∈ Y wtedy i tylko
wtedy, gdy Θ̄(y′) ≤ Θ̄(y′′).

Wniosek 4.25 Wektor ocen y′ ∈ Y jest wyrównuj ↪aco indyferentny z y′′ ∈ Y wtedy
i tylko wtedy, gdy Θ(y′) = Θ(y′′), czyli

y′ ∼=w y′′ ⇔ y′ ∼=a y′′

Wniosek 4.26 Wektor ocen y′ ∈ Y dominuje wyrównuj ↪aco y′′ ∈ Y wtedy i tylko
wtedy, gdy istnieje skończony ci ↪ag wektorów y0 = y′′,y1, . . . ,yt−1,yt = y′ taki,
że Θ(yk) ≤ Θ(yk−1) lub yk = yk−1 − εkei′ + εkei′′ , 0 < εk < yk−1

i′ − yk−1
i′′ dla

k = 1, 2, . . . , t.
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Wniosek 4.27 Dla każdej wyrównuj ↪aco racjonalnej relacji preferencji � praw-
dziwe s ↪a nast ↪epuj ↪ace zależności

Θ̄(y′)
<
= Θ̄(y′′) ⇒ y′ � y′′

Θ̄(y′) ≤ Θ̄(y′′) ⇒ y′ ≺ y′′

Z wniosku 4.26 wynika, że struktura dominacji wyrównuj ↪acej (por. (1.10))
zależy od po lożenia wektora y wzgl ↪edem prostej równych ocen (y1 = y2 = · · · =
ym). W ogólnym przypadku zbiór dominowania D(y) nie jest stożkiem i nie jest
zbiorem wypuk lym. Rysunek 4.7 przedstawia D(y) zaczepiony w y, czyli zbiór
y +D(y).
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Rysunek 4.7:
Rys. 4.7. Struktura wyrównuj ↪acej dominacji w R2

Definicja 4.10 Wektor ocen y0 ∈ A nazywamy wyrównuj ↪aco niezdominowanym
wtedy i tylko wtedy, gdy nie istnieje y ∈ A taki, że y dominuje wyrównuj ↪aco y0.

Bezpośrednio z definicji wektora wyrównuj ↪aco niezdominowanego i wniosku 4.24
wynikaj ↪a nast ↪epuj ↪ace wnioski.

Wniosek 4.28 Wektor ocen y0 ∈ A jest wektorem wyrównuj ↪aco niezdominowa-
nym wtedy i tylko wtedy, gdy istnieje wyrównuj ↪aco racjonalna relacja preferencji �
taka, że dla żadnego y ∈ A nie zachodzi y ≺ y0.

Wniosek 4.29 Wektor ocen y0 ∈ A jest wektorem wyrównuj ↪aco niezdominowa-
nym wtedy i tylko wtedy, gdy nie istnieje y ∈ A taki, że Θ̄(y) ≤ Θ̄(y0).

Twierdzenie 4.15 Wektor ocen y0 ∈ A jest wektorem wyrównuj ↪aco niezdomino-
wanym wtedy i tylko wtedy, gdy istnieje spójna, wyrównuj ↪aco racjonalna relacja
preferencji � taka, że y0 � y dla wszystkich y ∈ A.
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Dowód. Za lóżmy, że dla pewnej wyrównuj ↪aco racjonalnej relacji preferencji,
y0 � y dla wszystkich y ∈ A. Tym samym, dla żadnego y ∈ A nie zachodzi y ≺ y0.
Zatem, na mocy wniosku 4.28, wektor y0 jest wyrównuj ↪aco niezdominowanym
wektorem ocen.

Niech y0 ∈ A b ↪edzie wyrównuj ↪aco niezdominowanym wektorem ocen. Określmy
relacj ↪e

y′ �o y′′ ⇔ max
i=1,...,m

(θ̄i(y
′)− θ̄i(y0)) < max

i=1,...,m
(θ̄i(y

′′)− θ̄i(y0))

lub

(
max

i=1,...,m
(θ̄i(y

′)− θ̄i(y0)) = max
i=1,...,m

(θ̄i(y
′′)− θ̄i(y0))

i

m∑
i=1

θ̄i(y
′) ≤

m∑
i=1

θ̄i(y
′′)

)
Dla tak określonej relacji, y0 �o y dla wszystkich y ∈ A.  Latwo sprawdzić, że
relacja �o jest zwrotna, przechodnia, spójna i anonimowa. Odpowiednia relacja
≺o przyjmuje postać

y′ ≺o y′′ ⇔ max
i=1,...,m

(θ̄i(y
′)− θ̄i(y0)) < max

i=1,...,m
(θ̄i(y

′′)− θ̄i(y0))

lub

(
max

i=1,...,m
(θ̄i(y

′)− θ̄i(y0)) = max
i=1,...,m

(θ̄i(y
′′)− θ̄i(y0))

i

m∑
i=1

θ̄i(y
′) <

m∑
i=1

θ̄i(y
′′)

)
i spe lnia warunek ścis lej monotoniczności (1.5) oraz aksjomat przesuni ↪eć wyrów-
nuj ↪acych (4.41). Tym samym relacja �o spe lnia wszystkie wymagane warunki.

Twierdzenie 4.16 Jeżeli A ⊂ Y (y∗) = {y ∈ Y : yi ≥ y∗ dla i = 1, 2, . . . ,m}
dla pewnego y∗ ∈ R, to wektor ocen y0 ∈ A jest wektorem wyrównuj ↪aco nie-
zdominowanym wtedy i tylko wtedy, gdy istnieje relacja preferencji � spe lniaj ↪aca
warunki zwrotności, przechodniości, ścis lej monotoniczności, anonimowości i prze-
suni ↪eć wyrównuj ↪acych na zbiorze Y (y∗) taka, że dla żadnego y ∈ A nie zachodzi
y ≺ y0.
Dowód. Konieczność warunku wynika z wniosku 4.28. Dla udowodnienia dosta-
teczności warunku przypuśćmy, że istnieje relacja preferencji � spe lniaj ↪aca warunki
zwrotności, przechodniości, ścis lej monotoniczności, anonimowości i przesuni ↪eć wy-
równuj ↪acych na zbiorze Y (y∗) taka, że dla żadnego y ∈ A nie zachodzi y ≺ y0 i
pomimo tego y0 nie jest wektorem niezdominowanym. Zatem, zgodnie z wnio-
skiem 4.29, istnieje y ∈ A taki, że Θ̄(y) ≤ Θ̄(y0). Na mocy wniosku 4.23 istnieje
wtedy skończony ci ↪ag wektorów u0 = y,u1, . . . ,ut−1,ut = y0 taki, że uk ∈ Y (y∗)
dla k = 1, 2, . . . , t oraz Θ(uk) ≤ Θ(uk−1) lub uk = uk−1 − εkei′ + εkei′′ , gdzie
0 < εk < uk−1

i′ − uk−1
i′′ . St ↪ad, dla każdej relacji preferencji � spe lniaj ↪acej wa-

runki zwrotności, przechodniości, ścis lej monotoniczności, anonimowości i prze-
suni ↪eć wyrównuj ↪acych na zbiorze Y (y∗) spe lniony jest warunek y ≺ y0, co jest
sprzeczne z przyj ↪etym za lożeniem.
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Twierdzenie 4.17 Jeżeli zbiór osi ↪agalnych wektorów ocen A 6= ∅ jest domkni ↪ety
i istnieje y∗ ∈ R takie, że A ⊂ Y (y∗) = {y ∈ Y : yi ≥ y∗ dla i = 1, 2, . . . ,m},
to istnieje wyrównuj ↪aco niezdominowany wektor ocen y0 ∈ A.

Dowód. Zauważmy, że zadanie

min {
m∑
i=1

(yi − y∗)2 : y ∈ A} (4.50)

ma rozwi ↪azanie optymalne y0 ∈ A. Oznacza to, że dla relacji preferencji � defi-
niowanej przez minimalizacj ↪e (4.50) prawdziwy jest warunek y0 � y dla każdego
y ∈ A. Relacja preferencji definiowana przez minimalizacj ↪e (4.50) wyraża si ↪e wzo-
rem

y′ � y′′ ⇔
m∑
i=1

(y′i − y∗)2 ≤
m∑
i=1

(y′′i − y∗)2

i spe lnia warunki zwrotności, przechodniości, ścis lej monotoniczności, anonimowo-
ści i przesuni ↪eć wyrównuj ↪acych na zbiorze Y (y∗). Zatem, zgodnie z twierdzeniem
4.16, y0 jest wyrównuj ↪aco niezdominowanym wektorem ocen.

Definicja 4.11 Rozwi ↪azanie dopuszczalne x ∈ Q nazywamy wyrównuj ↪aco efek-
tywnym rozwi ↪azaniem wielokryterialnego zadania (1.7) wtedy i tylko wtedy, gdy
y = f(x) jest wyrównuj ↪aco niezdominowany.

Z wniosków 4.28 i 4.29 i twierdzenia 4.15 wynikaj ↪a nast ↪epuj ↪ace charakterystyki
rozwi ↪azań wyrównuj ↪aco efektywnych.

Wniosek 4.30 Wektor dopuszczalny x0 ∈ Q jest wyrównuj ↪aco efektywnym
rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy istnieje
wyrównuj ↪aco racjonalna relacja preferencji � taka, że dla żadnego x ∈ Q nie za-
chodzi f(x) ≺ f(x

0
).

Wniosek 4.31 Wektor dopuszczalny x0 ∈ Q jest wyrównuj ↪aco efektywnym
rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy istnieje

spójna wyrównuj ↪aco racjonalna relacja preferencji � taka, że f(x
0
) � f(x) dla

każdego x ∈ Q.

Wniosek 4.32 Wektor dopuszczalny x0 ∈ Q jest wyrównuj ↪aco efektywnym
rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy nie istnieje

x ∈ Q taki, że Θ̄(f(x)) ≤ Θ̄(f(x
0
)).

Wniosek 4.33 Dla dowolnej permutacji τ zbioru I = {1, 2, . . . ,m} wektor x0 ∈ Q
jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy
i tylko wtedy, gdy jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania

min {(fτ(1)(x), fτ(2)(x), . . . , fτ(m)(x)) : x ∈ Q}

Wniosek 4.34 Dla dowolnej ścísle rosn ↪acej funkcji liniowej s : R → R wektor
x0 ∈ Q jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego
(1.7) wtedy i tylko wtedy, gdy jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zada-
nia

min {(s(f1(x)), s(f2(x)), . . . , s(fm(x))) : x ∈ Q}
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Zauważmy, że zgodnie z wnioskami 4.33 i 4.34 wyrównuj ↪aca efektywność
rozwi ↪azania nie zależy od kolejności funkcji oceny i od ścísle monotonicznej linio-
wej zmiany skal indywidualnych ocen. W odróżnieniu od wniosku 1.9 dotycz ↪acego
rozwi ↪azań efektywnych, we wniosku 4.10 wszystkie funkcje oceny s ↪a skalowane za
pomoc ↪a tej samej ścísle rosn ↪acej funkcji liniowej s. Możliwe s ↪a wi ↪ec tylko liniowe
zmiany skal ocen z zachowaniem wyrównuj ↪acej efektywności rozwi ↪azań.

Wyrównuj ↪aca efektywność jest silniejsza od symetrycznej efektywności, a zbiór
rozwi ↪azań wyrównuj ↪aco efektywnych jest podzbiorem zbioru rozwi ↪azań symetrycz-
nie efektywnych. Dowodzi tego nast ↪epuj ↪ace twierdzenie.

Twierdzenie 4.18 Każde rozwi ↪azanie wyrównuj ↪aco efektywne jest rozwi ↪azaniem
symetrycznie efektywnym.

Dowód. Niech x0 b ↪edzie rozwi ↪azaniem wyrównuj ↪aco efektywnym. Przypuśćmy,
że x0 nie jest rozwi ↪azaniem symetrycznie efektywnym. Na mocy wniosku 4.8 ist-
nieje wtedy wektor dopuszczalny x taki, że Θ(f(x)) ≤ Θ(f(x

0
)). St ↪ad Θ̄(f(x)) ≤

Θ̄(f(x
0
)), co na mocy wniosku 4.32 jest sprzeczne z wyrównuj ↪ac ↪a efektywnościa

wektora x0.

Stanowi ↪ace g lówny przedmiot naszych rozważań zadania WPL i WPLD maj ↪a
domkni ↪ete zbiory rozwi ↪azań dopuszczalnych Q i liniowe funkcje oceny fi. Za-
tem domkni ↪ete s ↪a odpowiednie zbiory ocen osi ↪agalnych A. Co wi ↪ecej, w przy-
padku regularnego zadania WPL lub WPLD zbiór Q jest niepusty oraz istniej ↪a
rozwi ↪azania optymalne x̄i (i = 1, 2, . . . ,m) jednokryterialnych zadań (1.9). St ↪ad
A 6= ∅ i A ⊂ Y (y∗) = {y ∈ Y : yi ≥ y∗ dla i = 1, 2, . . . ,m}, gdzie
y∗ = mini=1,...,m fi(x̄

i). Z twierdzenia 4.17 wynika wi ↪ec nast ↪epuj ↪acy wniosek.

Wniosek 4.35 Regularne zadania WPL i WPLD maj ↪a rozwi ↪azania wyrównuj ↪aco
efektywne.

4.2.2 Techniki generacji

Rozwi ↪azania efektywne zadania wielokryterialnego można wyznaczać rozwi ↪azu-
j ↪ac skalaryzacje zadania wielokryterialnego z funkcj ↪a skalaryzuj ↪ac ↪a s : Rm → R,
definiuj ↪ac ↪a relacj ↪e preferencji �s spe lniaj ↪ac ↪a warunek ścis lej monotoniczności (por.
twierdzenie 1.6). Jeżeli relacja �s spe lnia ponadto warunek anonimowości (4.1)
i aksjomat przesuni ↪eć wyrównuj ↪acych (4.41), to generowane przez skalaryzacj ↪e
rozwi ↪azanie efektywne jest również wyrównuj ↪aco efektywnym rozwi ↪azaniem zada-
nia wielokryterialnego. Aksjomatu przesuni ↪eć wyrównuj ↪acych nie spe lnia skalary-
zacja (1.18), polegaj ↪aca na minimalizacji sumy wszystkich funkcji oceny fi(x), ani
skalaryzacje minimaksowe (1.21) i (1.36). Istnieje jednak możliwość spe lnienia ak-
sjomatu przesuni ↪eć wyrównuj ↪acych przez relacje preferencji zadań (1.18) i (1.36) z
odpowiednio skalowanymi ocenami. Prawdziwe s ↪a nast ↪epuj ↪ace twierdzenia.

Twierdzenie 4.19 Dla dowolnej ścísle wypuk lej, rosn ↪acej funkcji s : R→ R rela-
cja preferencji definiowana przez zadanie
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min {
m∑
i=1

s(fi(x)) : x ∈ Q} (4.51)

jest zwrotna, przechodnia, ścísle monotoniczna, anonimowa i spe lnia aksjomat prze-
suni ↪eć wyrównuj ↪acych (4.41).

Dowód. Zwrotność, przechodniość, ścis la monotoniczność i anonimowość relacji
preferencji definiowanej przez skalaryzacj ↪e (4.51) wynika bezpośrednio z odpowied-
nich w lasności relacji preferencji definiowanej przez skalaryzacj ↪e (1.18) i faktu, że
funkcja s jest ścísle rosn ↪aca. Pozostaje zatem udowodnić spe lnienie aksjomatu
przesuni ↪eć wyrównuj ↪acych (4.41). Niech y ∈ Y i yi′ > yi′′ . Zdefiniujmy wektory
yε = y − εei′ + εei′′ i ys = y − (yi′ − yi′′)ei′ + (yi′ − yi′′)ei′′ . Zauważmy, że
yε = λys + (1− λ)y, gdzie λ = ε/(yi′ − yi′′), czyli 0 < λ < 1 dla 0 < ε < yi′ − yi′′ .
Funkcja G(y) =

∑m
i=1 s(yi) jest ścísle wypuk la i symetryczna. St ↪ad

G(yε) < λG(ys) + (1− λ)G(y) = G(y) dla 0 < ε < yi′ − yi′′

Zatem relacja preferencji definiowana przez minimalizacj ↪e tej funkcji spe lnia waru-
nek przesuni ↪eć wyrównuj ↪acych, co kończy dowód.

Wniosek 4.36 Jeżeli f(x)
>
= 0 dla każdego x ∈ Q (czyli A ⊂ Rm+ ), to rozwi ↪azanie

optymalne zadania najmniejszych kwadratów

min {
m∑
i=1

f2
i (x) : x ∈ Q} (4.52)

jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Twierdzenie 4.20 Dla dowolnej ścísle wypuk lej, rosn ↪acej funkcji s : R→ R rela-
cja preferencji definiowana przez zadanie

lexmin {( max
i=1,...,m

s(fi(x)),

m∑
i=1

s(fi(x))) : x ∈ Q} (4.53)

jest zwrotna, przechodnia, ścísle monotoniczna, anonimowa i spe lnia aksjomat prze-
suni ↪eć wyrównuj ↪acych (4.41).

Dowód. Zwrotność, przechodniość, ścis la monotoniczność i anonimowość relacji
preferencji definiowanej przez skalaryzacj ↪e (4.53) wynika bezpośrednio z odpowied-
nich w lasności relacji preferencji definiowanej przez skalaryzacj ↪e (1.36) i faktu, że
funkcja s jest ścísle rosn ↪aca. Pozostaje zatem udowodnić spe lnienie aksjomatu
przesuni ↪eć wyrównuj ↪acych (4.41). Niech y ∈ Y i yi′ > yi′′ . Zdefiniujmy wektor
yε = y − εei′ + εei′′ Zauważmy, że dla 0 < ε < yi′ − yi′′

max
i=1,...,m

s(yεi ) ≤ max
i=1,...,m

s(yi) i

m∑
i=1

s(yεi ) <

m∑
i=1

s(yi)

St ↪ad (
max

i=1,...,m
s(yεi ),

m∑
i=1

s(yεi )

)
<lex

(
max

i=1,...,m
s(yi),

m∑
i=1

s(yi)

)
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Zatem relacja preferencji definiowana przez zadanie (4.53) spe lnia warunek prze-
suni ↪eć wyrównuj ↪acych, co kończy dowód.

Aksjomat przesuni ↪eć wyrównuj ↪acych spe lnia relacja preferencji definiowana
przez minimaksymalizacj ↪e leksykograficzn ↪a (1.38).

Twierdzenie 4.21 Relacja preferencji definiowana przez minimaksymalizacj ↪e lek-
sykograficzn ↪a (1.38) jest zwrotna, przechodnia, ścísle monotoniczna, anonimowa i
spe lnia aksjomat przesuni ↪eć wyrównuj ↪acych (4.41).

Dowód. Relacja preferencji odpowiadaj ↪aca minimaksymalizacji leksykograficznej
(1.38)

y′ � y′′ ⇔ Θ(y′) ≤lex Θ(y′′)
spe lnia warunki zwrotności (1.3), przechodniości (1.4) i ścis lej monotoniczności
(1.5) (por. dowód twierdzenia 1.24). Z w lasności operatora porz ↪adkuj ↪acego Θ
wynika też natychmiast anonimowość tej relacji.

Zauważmy, że jeżeli yi′ = θj′(y) > yi′′ = θj′′(y), to istnieje indeks j0, j′ ≤ j0 ≤
j′′ taki, że dla 0 < ε < yi′ − yi′′

θj0(y − εei′ + εei′′) < θj0(y) i θj(y − εei′ + εei′′) ≤ θj(y) dla j < j0

co dowodzi spe lnienia aksjomatu przesuni ↪eć wyrównuj ↪acych.

Wniosek 4.37 Rozwi ↪azanie optymalne leksykograficznego zadania minimaksowego
(1.38) jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego
(1.7).

Wniosek 4.32 może być wyrażony w terminach wielokryterialnego zadania z
wektorow ↪a funkcj ↪a skumulowanych uporz ↪adkowanych ocen Θ̄(f(x))

min {Θ̄(f(x)) : x ∈ Q} (4.54)

Wniosek 4.38 Rozwi ↪azanie dopuszczalne x ∈ Q jest wyrównuj ↪aco efektyw-
nym rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i tylko wtedy, gdy jest
rozwi ↪azaniem efektywnym problemu wielokryterialnego (4.54).

Zauważmy, że poszczególne wspó lrz ↪edne skumulowanego uporz ↪adkowanego wek-
tora ocen Θ̄(y) mog ↪a być zapisane w postaci wypuk lych, kawa lkami liniowych funk-
cji wektora y

θ̄i(y) = max
τ∈Π

(
i∑

k=1

yτ(k)

)
gdzie Π jest zbiorem wszystkich permutacji τ zbioru indeksów I. Tym samym, w
przypadku zadań WPL odpowiedni problem (4.54) może być wyrażony w postaci
wielokryterialnego zadania programowania liniowego (z duż ↪a liczb ↪a dodatkowych
nierówności liniowych)

min (z1, z2, . . . , zm) (4.55)

pod warunkiem, że x ∈ Q (4.56)

yi = fi(x) dla i = 1, 2, . . . ,m (4.57)

zi ≥
i∑

k=1

yτ(k) dla τ ∈ Π; i = 1, 2, . . . ,m (4.58)
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Wynika z tego, że w przypadku zadań WPL zbiór rozwi ↪azań wyrównuj ↪aco efek-
tywnych jest spójnym podzbiorem zbioru wszystkich rozwi ↪azań efektywnych.

Skalaryzacja minimaksowa (1.21) odpowiada minimalizacji pierwszej funkcji
oceny w wielokryterialnym zadaniu (4.54). Podobnie skalaryzacja (1.18) polegaj ↪aca
na minimalizacji sumy wszystkich oryginalnych funkcji oceny odpowiada minima-
lizacji ostatniej (m–tej) funkcji oceny w wielokryterialnym zadaniu (4.54). Zatem
w przypadku problemów dwukryterialnych (m = 2), zbiór rozwi ↪azań wyrównuj ↪aco
efektywnych pokrywa si ↪e ze zbiorem rozwi ↪azań efektywnych dwukryterialnego za-
dania z funkcjami oceny określonymi odpowiednio jako maksimum oryginalnych
ocen i suma oryginalnych ocen. W ogólnym przypadku, na mocy wniosków 4.38 i
1.13, prawdziwe s ↪a nast ↪epuj ↪ace wnioski.

Wniosek 4.39 Zbiór rozwi ↪azań optymalnych zadania (1.21) zawiera wyrównuj ↪aco
efektywne rozwi ↪azanie zadania wielokryterialnego (1.7), a jednoznaczne, w sensie
uporz ↪adkowanych wektorów ocen Θ(f(x)), rozwi ↪azanie optymalne zadania (1.21)
jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Wniosek 4.40 Zbiór rozwi ↪azań optymalnych zadania (1.18) zawiera wyrównuj ↪aco
efektywne rozwi ↪azanie zadania wielokryterialnego (1.7), a jednoznaczne, w sensie
uporz ↪adkowanych wektorów ocen Θ(f(x)), rozwi ↪azanie optymalne zadania (1.18)
jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Wniosek 4.41 Zbiór rozwi ↪azań efektywnych dwukryterialnego zadania

min {( max
i=1,...,m

fi(x),

m∑
i=1

fi(x)) : x ∈ Q} (4.59)

zawiera wyrównuj ↪aco efektywne rozwi ↪azanie zadania wielokryterialnego (1.7), a
jeżeli rozwi ↪azanie efektywne x0 zadania (4.59) spe lnia dla wszystkich x ∈ Q waru-
nek

( max
i=1,...,m

fi(x) = max
i=1,...,m

fi(x
0) i

m∑
i=1

fi(x) =

m∑
i=1

fi(x
0)) ⇒

⇒ Θ̄(f(x)) = Θ̄(f(x
0
))

to x0 jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Wniosek 4.42 Zbiór rozwi ↪azań optymalnych zadania (1.36) zawiera wyrównuj ↪aco
efektywne rozwi ↪azanie zadania wielokryterialnego (1.7), a jednoznaczne, w sensie
uporz ↪adkowanych wektorów ocen Θ(f(x)), rozwi ↪azanie optymalne zadania (1.36)
jest wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Stosuj ↪ac optymalizacj ↪e leksykograficzn ↪a (1.32) do zadania (4.54), otrzymujemy
problem leksykograficzny

lexmin {Θ̄(f1(x), f2(x), . . . , fm(x)) : x ∈ Q} (4.60)

Zauważmy, że na mocy definicji optymalizacji leksykograficznej problem (4.60)
jest równoważny standardowemu leksykograficznemu problemowi minimaksowemu
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(1.38) dla oryginalnego zadania wielokryterialnego (1.7). Prowadzi to do alterna-
tywnego dowodu wniosku 4.37.

Jednym ze stosowanych w praktyce sposobów uwzgl ↪edniania rozbieżności ocen
jest wprowadzanie miary rozbieżności jako dodatkowej funkcji oceny do modelu
wielokryterialnego i poszukiwanie rozwi ↪azań efektywnych dla tak rozszerzonego za-
dania wielokryterialnego. Na przyk lad, Mandell (1991) poszukiwa l rozwi ↪azań efek-
tywnych problemu dwukryterialnego, gdzie jednym kryterium by la minimalizacja
sumy ocen, a drugim minimalizacja wspó lczynnika Giniego. Nasuwa si ↪e tu natu-
ralne pytanie, czy takie podej́scia mog ↪a prowadzić do wyznaczenia wyrównuj ↪aco
efektywnych rozwi ↪azań oryginalnego zadania wielokryterialnego. Niech g(y) ozna-
cza minimalizowan ↪a miar ↪e rozbieżności. Rozwi ↪azania efektywne odpowiadaj ↪a wek-

torom ocen niezdominowanym w sensie relacji
<
=, czyli w przypadku rozszerzonego

problemu w sensie relacji

y′ � y′′ ⇔
(
y′

<
= y′′ i g(y′) ≤ g(y′′)

)
 Latwo zauważyć, że tak określona relacja preferencji nie spe lnia warunku ścis lej
monotoniczności, jeżeli funkcja g nie spe lnia warunku (s labej monotoniczności)
g(y − εei) ≤ g(y) dla ε > 0. Niestety, warunku tego nie spe lnia ani wspó lczynnik
Giniego (4.40), ani suma różnic ocen (4.39). Rozszerzone problemy wielokry-
terialne z użyciem tych miar nie generuj ↪a wi ↪ec rozwi ↪azań wyrównuj ↪aco efek-
tywnych. Dla ilustracji tego faktu odwo lajmy si ↪e do przyk ladu 4.1. Ostatnie
rozwi ↪azanie przedstawione w tablicy 4.1 stanowi jednoznaczne rozwi ↪azanie prob-
lemu minimalizacji wspó lczynnika Giniego. Jest zatem rozwi ↪azaniem efektywnym
rozszerzonego problemu wielokryterialnego. Tymczasem, jak pokazalísmy w tab-
licy 4.1, uporz ↪adkowany wektor ocen tego rozwi ↪azania jest zdominowany przez
uporz ↪adkowane wektory ocen wszystkich pozosta lych rozważanych rozwi ↪azań. Tym
samym rozwi ↪azanie to nie jest wyrównuj ↪aco efektywne.

Przyk lad 4.5. Dla ilustracji rozwi ↪azań wyrównuj ↪aco efektywnych można przed-
stawić wyniki analizy losowo generowanych problemów lokalizacyjnych. Rozważa-
my problemy lokalizacji jednego obiektu wśród zadanego zbioru punktów (p = 1,
m = n). W eksperymentach generowano losowo (przy użyciu rozk ladu jednostaj-
nego) punkty o ca lkowitych wspó lrz ↪ednych od 0 do 100. W pierwszej serii ekspe-
rymentów generowano losowo wszystkie n punktów w kwadracie o wierzcho lkach
(0,0), (100,0), (100,100) i (0,100), czyli wyst ↪epowa l jednostajny rozk lad punktów.
W drugiej serii eksperymentów wybrano narożny punkt (100,100), a pozosta le n−1
punktów generowano losowo w trójk ↪acie o wierzcho lkach (0,0), (100,0) i (0,100),
czyli istnia l jeden izolowany punkt. Dla określenia odleg lości mi ↪edzy punktami naj-
pierw zosta ly obliczone odleg lości euklidesowe (norma l2), a nast ↪epnie zaokr ↪aglone
do przyj ↪etego kroku (dok ladności) odleg lości równej 10. Eksperymenty zosta ly
przeprowadzone dla liczby punktów n = 30, 50 i 100. W ramach każdego ekspery-
mentu wygenerowano losowo 50 problemów.

Dla każdego z wygenerowanych problemów lokalizacyjnych wyznaczano sześć
rozwi ↪azań: lm – leksykograficzne rozwi ↪azanie minimaksowe (1.38), ls – rozwi ↪azanie
zadania najmniejszych kwadratów (4.52), mm – standardowe rozwi ↪azanie minimak-
sowe (1.21), ms – rozwi ↪azanie minimalizuj ↪ace sum ↪e ocen (1.18), ad – rozwi ↪azanie
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minimalizuj ↪ace sum ↪e bezwgl ↪ednych różnic mi ↪edzy ocenami (4.39), gc – rozwi ↪azanie
minimalizuj ↪ace wspólczynnik Giniego (4.40). Pierwsze dwa rozwi ↪azania lm i
ls s ↪a wyrównuj ↪aco efektywne na mocy wniosków 4.37 i 4.36. Dalsze dwa mm
i ms s ↪a wyrównuj ↪aco efektywne w przypadku jednoznaczności skumulowanych
uporz ↪adkowanych wektorów ocen (wnioski 4.39 i 4.40). Ostatnie dwa rozwi ↪azania
ad i gc minimalizuj ↪a standardowe miary rozbieżności.

Tablica 4.4

Średni rozk lad ocen dla problemu z jednostajnym rozk ladem punktów

Tablica 4.4:
Procentowy rozk lad ocen dla n = 30

Rozw. 0 10 20 30 40 50 60 70 80 90 100+

lm 3.67 4.80 11.53 20.27 25.40 20.93 11.20 1.93 0.27

mm 3.67 5.33 12.27 19.00 24.07 19.60 12.13 3.33 0.60

ms 3.80 6.53 12.07 21.27 23.60 17.93 10.53 3.33 0.87 0.07

ls 3.73 5.80 11.27 20.27 26.60 19.13 10.33 2.40 0.47

gc 3.33 1.60 5.00 11.40 16.87 16.67 12.20 11.07 8.73 6.60 6.53

ad 3.47 3.67 10.60 20.33 26.33 21.53 10.73 2.87 0.33 0.13

Procentowy rozk lad ocen dla n = 50

Rozw. 0 10 20 30 40 50 60 70 80 90 100+

lm 2.44 5.52 12.60 18.96 23.88 23.52 11.16 1.92

mm 2.56 5.92 12.52 18.40 23.20 21.80 12.68 2.92

ms 2.88 6.56 13.88 19.68 23.00 19.72 10.96 2.80 0.48 0.04

ls 2.60 6.08 13.16 20.28 23.68 21.16 10.44 2.40 0.20

gc 2.08 2.12 5.72 10.56 15.04 16.04 12.12 9.56 9.32 7.64 9.80

ad 2.44 4.88 11.72 20.08 25.24 23.56 9.48 2.44 0.16

Procentowy rozk lad ocen dla n = 100

Rozw. 0 10 20 30 40 50 60 70 80 90 100+

lm 1.54 5.78 12.40 19.64 23.52 24.72 10.76 1.64

mm 1.54 5.98 12.14 19.26 23.16 22.74 12.12 3.06

ms 1.68 6.48 13.14 19.72 23.92 21.54 10.86 2.32 0.34

ls 1.58 6.26 12.80 19.72 24.50 22.26 10.66 2.12 0.10

gc 1.16 2.66 5.80 10.02 13.78 14.96 10.96 9.16 9.40 10.20 11.90

ad 1.38 5.50 11.84 19.76 24.72 24.48 10.38 1.88 0.06

Tablice 4.4 i 4.5 przedstawiaj ↪a wyniki dla pierwszej serii eksperymentów z jed-
nostajnym rozk ladem punktów. Tablica 4.4 zawiera średnie rozk lady ocen dla
poszczególnych rozwi ↪azań. Obserwujemy tam dość wysoki procent dużych odleg-
 lości w rozwi ↪azaniu gc. Rozwi ↪azania mm i lm minimalizuj ↪a maksymaln ↪a odleg-
 lość. Rozwi ↪azanie lm minimalizuje jednak dodatkowo liczb ↪e wyst ↪apień odleg lości
maksymalnych. Rozwi ↪azanie ms wydaje si ↪e maksymalizować liczb ↪e wyst ↪apień naj-
mniejszych odleg lości, pozwalaj ↪ac pewnym ocenom przekraczać wartość minimak-
symaln ↪a. Rozwi ↪azanie ls jest podobne do ms, ale wydaje si ↪e zwracać wi ↪eksz ↪a
uwag ↪e na minimalizacj ↪e najwi ↪ekszych odleg lości.

Tablica 4.5 przedstawia koincydencj ↪e rozwi ↪azań, czyli procent przypadków, gdy
rozwi ↪azania by ly identyczne. Oprócz koincydencji poszczególnych par rozwi ↪azań
podano tam też procentow ↪a zgodność wszystkich rozwi ↪azań (all). Ze wzgl ↪edu na
jednostajny rozk lad punktów, można tu zaobserwować wzgl ↪ednie wysok ↪a koincy-
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Tablica 4.5

Koincydencja rozwi ↪azań dla problemu z jednostajnym rozk ladem punktów

Tablica 4.5:
n = 30 n = 50 n = 100

Rozw. lm mm ms ls gc lm mm ms ls gc lm mm ms ls gc

ad 72 56 40 60 34 62 44 32 52 30 62 28 28 38 32

gc 32 28 18 28 28 16 6 16 24 14 14 18

ls 76 60 74 56 38 72 48 20 74

ms 52 42 34 28 38 20

mm 68 64 38

all 16 4 6

dencj ↪e rozwi ↪azań dla wszystkich par. Koincydencja wszystkich rozwi ↪azań jest jed-
nak niska.

Tablice 4.6 i 4.7 przedstawiaj ↪a wyniki dla drugiej serii eksperymentów z izo-
lowanym punktem (100,100). W tej serii eksperymentów rozwi ↪azanie gc zawsze
polega lo na wyborze lokalizacji w izolowanym punkcie (100,100), a ad wybiera lo
ten punkt w 40–88% przypadków, zależnie od rozmiaru problemu. Wszystkie po-
zosta le rozwi ↪azania zawsze wybiera ly pewn ↪a lokalizacj ↪e w trójk ↪acie (0,0), (100,0),
(0,100). W tej serii eksperymentów sześć rozważanych rozwi ↪azań wyraźnie po-
dzieli lo si ↪e na trzy pary wzgl ↪ednie podobnych rozwi ↪azań: lm i mm, ms i ls oraz
ad i gc (por. tab. 4.7). Jednak nadal można zaobserwować różnice w średnich
rozk ladach ocen (por. tab. 4.6) pomi ↪edzy rozwi ↪azaniami lm a mm i odpowiednio
pomi ↪edzy rozwi ↪azaniami ls a ms. �

Stosuj ↪ac metod ↪e wag (1.19) do zadania (4.54) otrzymujemy parametryczne za-
danie postaci

min {
m∑
i=1

wiθ̄i(f(x)) : x ∈ Q} (4.61)

Zauważmy, że na mocy definicji operatora Θ̄ zadanie to jest równoważne zasto-
sowaniu do wielokryterialnego problemu (1.7) operatora agregacji OWA (4.15) z
odpowiednio zmodyfikowanymi wagami. Zadanie (4.61) może być zapisane w pos-
taci

min {
m∑
i=1

w̄iθi(f(x)) : x ∈ Q} (4.62)

gdzie w̄i =
∑m
j=i wj dla i = 1, 2, . . . ,m. Prawdziwe s ↪a nast ↪epuj ↪ace twierdzenia.

Twierdzenie 4.22 Jeżeli wagi wi spe lniaj ↪a warunek

w1 > w2 > · · · > wm−1 > wm > 0 (4.63)

to każde rozwi ↪azanie optymalne odpowiedniego problemu OWA (4.15) jest wyrów-
nuj ↪aco efektywnym rozwi ↪azaniem problemu wielokryterialnego (1.7).

Dowód. Zadanie (4.15) z wagami wi można zapisać w postaci
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Tablica 4.6

Średni rozk lad ocen dla problemu z izolowanym punktem

Tablica 4.6:
Procentowy rozk lad ocen dla n = 30

Rozw. 0 10 20 30 40 50 60 70 80 90 100+

lm 4.33 7.73 13.33 20.00 19.87 17.53 10.07 4.73 2.26 0.13

mm 4.00 8.20 13.20 18.27 18.40 17.20 11.20 5.80 3.60 0.13

ms 5.00 15.53 18.33 19.07 16.60 10.53 6.93 2.73 2.33 2.20 0.73

ls 4.87 12.73 18.20 20.80 18.33 11.87 6.33 2.20 2.33 1.80 0.53

gc 3.33 2.40 16.93 24.47 46.87

ad 3.47 2.67 6.80 10.07 10.60 8.33 3.00 2.47 9.87 14.07 28.65

Procentowy rozk lad ocen dla n = 50

Rozw. 0 10 20 30 40 50 60 70 80 90 100+

lm 2.68 7.28 12.40 20.28 22.92 18.92 10.44 4.20 0.88

mm 2.80 7.32 12.56 19.16 22.56 17.16 11.44 5.36 1.64

ms 3.60 14.32 21.40 19.04 17.04 11.56 6.60 2.60 1.60 1.76 0.48

ls 3.32 11.92 20.08 22.28 18.00 12.56 6.80 2.28 1.24 1.24 0.28

gc 2.00 2.60 15.36 26.20 53.84

ad 2.04 1.40 5.04 9.92 9.76 7.60 3.76 2.64 9.88 15.80 32.16

Procentowy rozk lad ocen dla n = 100

Rozw. 0 10 20 30 40 50 60 70 80 90 100+

lm 1.66 6.64 11.96 18.42 23.44 20.78 12.26 4.70 0.14

mm 1.66 6.72 12.00 18.24 23.08 20.24 12.30 5.34 0.42

ms 2.48 13.66 22.56 20.60 16.90 12.44 5.86 2.78 1.52 1.04 0.16

ls 2.30 12.16 21.90 21.40 18.42 14.16 5.44 2.16 1.10 0.90 0.06

gc 1.00 2.88 15.50 26.36 54.26

ad 1.04 0.60 1.42 2.94 2.76 2.60 1.16 2.78 13.94 23.18 47.58

Tablica 4.7

Koincydencja rozwi ↪azań dla problemu z izolowanym punktem

Tablica 4.7:
n = 30 n = 50 n = 100

Rozw. lm mm ms ls gc lm mm ms ls gc lm mm ms ls gc

ad 16 10 2 6 54 26 16 2 2 40 6 2 0 0 88

gc 0 0 0 0 0 0 0 0 0 0 0 0

ls 12 6 54 6 0 62 0 0 48

ms 6 4 2 0 0 0

mm 68 58 68

all 0 0 0
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min {
m∑
i=1

w′iθ̄i(f(x)) : x ∈ Q}

gdzie wspó lczynniki w′i s ↪a określone jako w′m = wm i w′i = wi − wi+1 dla i =
1, 2, . . . ,m− 1.

Jeżeli spe lniony jest warunek (4.63), to w′i > 0 dla i = 1, 2, . . . ,m. Zatem, na
mocy wniosków 1.15 i 4.38, rozwi ↪azanie optymalne zadania (4.15) jest wyrównuj ↪aco
efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7).

Twierdzenie 4.23 Dla każdego x0 wyrównuj ↪aco efektywnego rozwi ↪azania zadania
WPL istniej ↪a wagi w1 > w2 > · · · > wm−1 > wm > 0 takie, że x0 jest rozwi ↪azaniem
optymalnym odpowiedniego zadania OWA (4.15).

Dowód. Na mocy wniosku 4.38 x0 jest rozwi ↪azaniem efektywnym wielokryterial-
nego zadania programowania liniowego (4.55)–(4.58). Na mocy twierdzenia 1.9 ist-
niej ↪a wtedy dodatnie wagi w′i (i = 1, 2, . . . ,m) takie, że x0 jest rozwi ↪azaniem opty-
malnym odpowiedniego zadania (4.61). Zatem x0 jest rozwi ↪azaniem optymalnym
odpowiedniego zadania OWA (4.15) z wagami wi =

∑m
j=i w

′
j dla i = 1, 2, . . . ,m.

Zauważmy, że w przypadku wag wi spe lniaj ↪acych warunek (4.63), dla dowolnej
permutacji τ zbioru I prawdziwa jest nierówność

m∑
i=1

wτ(i)yi ≤
m∑
i=1

wiθi(y)

Zatem zadanie wyznaczenia rozwi ↪azania wyrównuj ↪aco efektywnego za pomoc ↪a
techniki OWA może być implementowane przez dodanie do ograniczeń zadania
m! nierówności liniowych, czyli w postaci zadania

min z (4.64)

pod warunkiem, że x ∈ Q (4.65)

yi = fi(x) dla i = 1, 2, . . . ,m (4.66)

z ≥
m∑
i=1

wτ(i)yi dla τ ∈ Π (4.67)

gdzie Π jest zbiorem wszystkich permutacji τ zbioru indeksów I. Dla zadań WPL
odpowiednie zadania (4.64)–(4.67) s ↪a zadaniami programowania liniowego. W
praktyce taki zapis zadania (4.61) jest użyteczny jedynie w przypadku niewielkiej
liczby funkcji oceny.

Niestety technika agregacji OWA z malej ↪acymi wagami nie stanowi — w ogól-
nym przypadku — zupe lnej parametryzacji ca lego zbioru rozwi ↪azań wyrównuj ↪aco
efektywnych. Wynika to ze specyfiki podej́scia ważenia ocen do problemów wie-
lokryterialnych (por. przyk lad 1.2). W przypadku wielokryterialnych problemów
dyskretnych (jak problem lokalizacji (4.3)–(4.4)) istniej ↪a rozwi ↪azania wyrównuj ↪aco
efektywne, które nie mog ↪a być wygenerowane jako rozwi ↪azania optymalne problemu
(4.15) dla żadnego zbioru dodatnich wag. Pokażemy to na ma lym przyk ladzie.
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Przyk lad 4.6. Rozpatrzmy problem umiejscowienia pojedynczego obiektu w jed-
nej z trzech potencjalnych lokalizacji (P1, P2 i P3) do obs lugi dwóch klientów (C1 i
C2). Odleg lości pomi ↪edzy poszczególnymi klientami i potencjalnymi lokalizacjami
s ↪a nast ↪epuj ↪ace: d11 = 15, d12 = 14, d13 = 13, d21 = 8, d22 = 11, d23 = 13.

Zauważmy, że wszystkie trzy rozwi ↪azania dopuszczalne s ↪a efektywne w standar-
dowym sensie i jednocześnie wyrównuj ↪aco efektywne.  Latwo sprawdzić, że stosuj ↪ac
agregacj ↪e OWA nie można wybrać lokalizacji P2 dla żadnego zbioru dodatnich wag.
Żeby lokalizacja P2 by la rozwi ↪azaniem optymalnym problemu (4.15), wspó lczynniki
wagowe musz ↪a spe lniać nierówności: w1 ≥ 3w2 i 2w2 ≥ w1, co nie jest możliwe
przy w1 > w2 > 0. Faktycznie, jeżeli 2w1 < 5w2, to lokalizacja P1 jest jednoznacz-
nym rozwi ↪azaniem optymalnym problemu (4.15). Jeżeli 2w1 > 5w2, to lokalizacja
P3 jest jednoznacznym rozwi ↪azaniem optymalnym problemu (4.15). W końcu, gdy
2w1 = 5w2, wtedy obie lokalizacje P1 i P3 s ↪a optymalne. Lokalizacja P2 nigdy nie
jest rozwi ↪azaniem optymalnym problemu (4.15). �

Zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań wyrównuj ↪aco efektywnych można
otrzymać stosuj ↪ac metody punktu referencyjnego do zadania (4.54). Stosuj ↪ac pa-
rametryzacj ↪e (3.4) do zadania (4.54) otrzymujemy

lexmin {( max
i=1,...,m

si(ai, θ̄i(f(x))),

m∑
i=1

si(ai, θ̄i(f(x)))) : x ∈ Q}, a ∈ Y (4.68)

Bezpośrednio z wniosków 4.38, 3.1 i twierdzenia 3.2 wynikaj ↪a nast ↪epuj ↪ace wnioski.

Wniosek 4.43 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi
rozwi ↪azanie optymalne zadania (4.68) jest wyrównuj ↪aco efektywnym rozwi ↪azaniem
zadania wielokryterialnego (1.7).

Wniosek 4.44 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funk-
cje si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to każde
wyrównuj ↪aco efektywne rozwi ↪azanie x0 zadania wielokryterialnego (1.7) jest roz-

wi ↪azaniem optymalnym zadania (4.68) dla wektora aspiracji a0 = Θ̄(f(x
0
)).

Wniosek 4.45 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to dla dowolnego
wyrównuj ↪aco efektywnego rozwi ↪azania x0 zadania wielokryterialnego (1.7) istnieje
wektor poziomów aspiracji a0 ∈ Y taki, że x0 jest rozwi ↪azaniem optymalnym odpo-
wiedniego zadania (4.68).

Zauważmy, że poszczególne wspó lrz ↪edne wektora aspiracji a, użytego w para-
metryzacji (4.68), odpowiadaj ↪a wspó lrz ↪ednym skumulowanego uporz ↪adkowanego
wektora ocen Θ̄(f(x)). W szczególności, dla wyznaczenia wyrównuj ↪aco efektyw-
nego rozwi ↪azania x0 za pomoc ↪a parametryzacji (4.68), jako wektor aspiracji należy

przyj ↪ać a0 = Θ̄(f(x
0
)). Tym samym, można ograniczyć si ↪e do używania tylko

wektorów aspiracji reprezentuj ↪acych pewne skumulowane uporz ↪adkowane wektory
ocen. Relacja preferencji parametryzacji (4.68) z wektorem aspiracji a = Θ̄(ya)
dla pewnego ya ∈ Y spe lnia nast ↪epuj ↪acy odpowiednik warunku (3.1)
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(Θ̄(y) 6≤ Θ̄(ya) i Θ̄(y) 6= Θ̄(ya)) ⇒ ya ≺ y (4.69)

Oznacza to, że każdy wektor ya taki, że a = Θ̄(ya), jest preferowany w stosunku
do dowolnego wektora ocen y 6�w ya, czyli

y 6�w ya ⇒ ya ≺ y (4.70)

Twierdzenie 4.24 Jeżeli wektor aspiracji a = Θ̄(ya) dla pewnego ya ∈ Y , funk-
cje si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to relacja
preferencji definiowana przez minimalizacj ↪e leksykograficzn ↪a (4.68) jest zwrotna,
przechodnia, ścísle monotoniczna i anonimowa oraz spe lnia aksjomat przesuni ↪eć
wyrównuj ↪acych i warunek (4.69).

Dowód. Jeżeli a = Θ̄(ya) dla pewnego ya ∈ Y , to minimalizacja (4.68) jest to
równoważna nast ↪epuj ↪acemu zadaniu

lexmin {( max
i=1,...,m

si(θ̄i(y
a), θ̄i(f(x))),

m∑
i=1

si(θ̄i(y
a), θ̄i(f(x)))) : x ∈ Q} (4.71)

Zwrotność i przechodniość relacji preferencji definiowanej przez minimalizacj ↪e
(4.71) jest oczywista. Anonimowość relacji wynika z użycia operatora Θ̄.

Dla wykazania ścis lej monotoniczności i warunku przesuni ↪eć wyrównuj ↪acych
zauważmy, że relacja (4.47) jest wyrównuj ↪aco racjonaln ↪a relacj ↪a preferencji, czyli
dla dowolnego i ∈ I prawdziwe s ↪a zależności

Θ̄(y − εei) ≤ Θ̄(y) dla ε > 0

yi′ > yi′′ ⇒ Θ̄(y − εei′ + εei′′) ≤ Θ̄(y) dla 0 < ε < yi′ − yi′′

St ↪ad na mocy wniosków 1.21 i 1.2 stwierdzamy, że relacja preferencji definiowana
przez minimalizacj ↪e (4.71) jest ścísle monotoniczna i spe lnia aksjomat przesuni ↪eć
wyrównuj ↪acych. Dalej, na mocy twierdzenia 1.11, prawdziwa jest implikacja

Θ̄(y) 6<= Θ̄(a) ⇒ ya ≺ y

czyli warunek (4.69).

Wielkości θ̄i(y)/i wyrażaj ↪a cz ↪eściowe średnie pocz ↪atkowych i wspó lrz ↪ednych
uporz ↪adkowanych wektorów ocen Θ(y). Mog ↪a być zatem interpretowane graficznie
za pomoc ↪a nierosn ↪acych  lamanych, jak na rysunku 4.8. Taka interpretacja graficzna
dostarcza wygodnego interfejsu graficznego dla interaktywnej analizy opartej na
parametryzacji (4.68).

4.2.3 Podej́scie dystrybucyjne

W podrozdziale 4.1 pokazalísmy, że w przypadku skończonego dyskretnego
zbioru wartości ocen V wielokryterialny problem minimalizacji uporz ↪adkowanych
wektorów ocen (4.14) jest równoważny wielokryterialnemu problemowi dystry-
bucyjnemu (4.30) z indywidualnymi funkcjami h̄k określonymi wzorami (4.25)–
(4.27). Podobny wynik można wyprowadzić dla wielokryterialnego problemu mi-
nimalizacji skumulowanych uporz ↪adkowanych wektorów ocen (4.54). Niech V =
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Rysunek 4.8:
Rys. 4.8. Wykres θ̄i(y)/i

{v0, v1, . . . , vr} (v0 > v1 > · · · > vr) oznacza zbiór wszystkich możliwych różnych
wartości funkcji oceny fi dla x ∈ Q, czyli A ⊂ V m ⊂ Y . Jak w podrozdziale 4.1,
niech funkcje hk(y) (k = 0, 1, . . . , r) wyrażaj ↪a liczb ↪e wartości vk wyst ↪epuj ↪acych w
wektorze ocen y = f(x), a funkcje h̄k(y) (k = 1, 2, . . . , r) stanowi ↪a skumulowane
funkcje rozk ladu (4.27), wyrażaj ↪ace liczb ↪e ocen wi ↪ekszych od vk. Dla uwzgl ↪ednienia
wartości wspó lczynników vk i kumulacji w operatorze Θ̄ do wektora h̄(y) zastosu-
jemy dodatkowo liniowy operator ważonej kumulacji Γv = (γv1 , γ

v
2 , . . . , γ

v
r ), gdzie

dla q ∈ Rr

γvk(q) =

k∑
l=1

(vl−1 − vl)ql dla k = 1, 2, . . . , r (4.72)

W ten sposób otrzymujemy funkcj ↪e wektorow ↪a ĥ(y) = Γv(h̄(y)), której poszcze-
gólne wspó lrz ↪edne s ↪a funkcjami postaci

ĥk(y) =

k∑
l=1

(vl−1 − vl)h̄l(y) dla k = 1, 2, . . . , r (4.73)

Zauważmy, że

ĥk(y) =

k∑
l=1

[(vl−1 − vl)
l−1∑
j=0

hj(y)] =

k−1∑
l=0

(vl − vk)hl(y) dla k = 1, 2, . . . , r (4.74)

czyli ĥk(y) wyraża sum ↪e różnic pomi ↪edzy ocenami yi wi ↪ekszymi od vk i wartości ↪a
vk. Ponieważ (vl− vk) > 0 dla 0 ≤ l < k, to z (4.74) wynika, że funkcja wektorowa
ĥ(y) jednoznacznie opisuje rozk lad wartości wspó lrz ↪ednych wektora ocen y, jako
że dla dowolnych y′,y′′ ∈ V m

ĥ(y′) = ĥ(y′′) ⇔ h(y′) = h(y′′) ⇔ Θ(y′) = Θ(y′′) (4.75)
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Zależność (4.74) pozwala też na bezpośrednie wyrażenie ĥk(y) jako kawa lkami li-
niowej funkcji wektora ocen y

ĥk(y) =

m∑
i=1

(yi − vk)+ dla k = 1, 2, . . . , r (4.76)

6h̄
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Rysunek 4.9:
Rys. 4.9. ĥk(y) jako pole obszaru pod wykresem h̄(y)

W poprzednim podrozdziale pokazalísmy, że istnieje możliwość zdefiniowania
wartości h̄v(y) dla dowolnego v ∈ R jako liczby ocen yi wi ↪ekszych od v (por.
(4.31)). Schodkowy wykres (v, h̄v(y)) odpowiada wtedy wykresowi “odwróconej”

dystrybuanty rozk ladu wartości yi. Wielkość ĥk(y) dla k = 1, 2, . . . , r może być
interpretowana jako pole obszaru pod wykresem (v, h̄v(y)) dla v ≥ vk (por. rys 4.9).

Podobnie wzór 4.74 pozwala na  latwe zdefiniowanie wartości ĥv(y) dla dowolnego
v ∈ R jako

ĥv(y) =
∑

k:vk>v

(vk − v)hk(y) =

m∑
i=1

(yi − v)+ (4.77)

Rysunek 4.10 przedstawia wykres (v, ĥv(y)/m). Zauważmy, że dla vr ≤ v ≤ v0

jest to krzywa ( lamana) wypuk la pokrywaj ↪aca si ↪e z osi ↪a v dla v ≥ θ1(y) i prze-
chodz ↪aca przez punkt (vr, ȳ − vr), gdzie ȳ jest średni ↪a arytmetyczn ↪a ocen yi. Tak

wi ↪ec przebieg krzywej (v, ĥv(y)/m) jest wst ↪epnie określony przez wartości maksy-
malnej i średniej oceny, ale ostateczny kszta lt krzywej zależy od ca lego rozk ladu
wartości wspó lrz ↪ednych yi. W modelach probabilistycznych dominacja wektorów
ĥ(y) jest nazywana dominacj ↪a stochastyczn ↪a drugiego rz ↪edu (Levy, 1992).

Rozpatrzmy problem wielokryterialny

min {(ĥ1(f(x)), ĥ2(f(x)), . . . , ĥr(f(x))) : x ∈ Q} (4.78)

Okazuje si ↪e, że wyrównuj ↪aca dominacja wektorów ocen y = f(x) dla zadania
wielokryterialnego (1.7) jest równoważna standardowej dominacji wektorów ocen

ĥ(y) = (ĥ1(y), ĥ2(y), . . . , ĥr(y)) dla wielokryterialnego zadania (4.78).

Twierdzenie 4.25 Wektor ocen y′ ∈ V m dominuje wyrównuj ↪aco y′′ ∈ V m wtedy
i tylko wtedy, gdy ĥ(y′) ≤ ĥ(y′′).
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Rysunek 4.10:
Rys. 4.10. Wykres ĥv(y)/m

Dowód. Jeżeli wektor ocen y′ ∈ Y dominuje wyrównuj ↪aco y′′ ∈ Y , to istnieje
skończony ci ↪ag wektorów y0 = y′′,y1, . . . ,yt−1,yt = y′ taki, że yk ∈ Y dla k =
1, 2, . . . , t oraz Θ(yk) ≤ Θ(yk−1) lub yk = yk−1−εei′+εei′′ dla 0 < ε < yk−1

i′ −y
k−1
i′′

Zauważmy, że na mocy (4.73) dla dowolnego wektora u ∈ Y

ĥ(u− εei′ + εei′′)
<
= ĥ(u) dla 0 < ε < ui′ − ui′′

i dla dowolnych wektorów u′, u′′ ∈ Y

Θ(u′) ≤ Θ(u′′) ⇒ ĥ(u′)
<
= ĥ(u′′)

Zatem ĥ(yk)
<
= ĥ(yk−1) dla k = 1, 2, . . . , t i, co za tym idzie, ĥ(y′)

<
= ĥ(y′′).

Jednocześnie na mocy (4.75), ĥ(y′) 6= ĥ(y′′), czyli ĥ(y′) ≤ ĥ(y′′). Tak wi ↪ec
z wyrównuj ↪acego dominowania wektora y′′ przez wektor y′ wynika nierówność
ĥ(y′) ≤ ĥ(y′′).

Niech ĥ(y′) ≤ ĥ(y′′). Pokażemy, że Θ̄(y′) ≤ Θ̄(y′′). Przypuśćmy, że Θ̄(y′) 6≤
Θ̄(y′′). Jeżeli Θ̄(y′) = Θ̄(y′′), to z (4.45) i (4.75) otrzymujemy ĥ(y′) = ĥ(y′′),
co przeczy ĥ(y′) ≤ ĥ(y′′). Pozostaje zatem przypadek, gdy Θ̄(y′) 6≤ Θ̄(y′′) i
Θ̄(y′) 6= Θ̄(y′′). Istnieje wtedy indeks i0 (1 ≤ i0 ≤ m) taki, że θ̄i0(y′) > θ̄i0(y′′)
i θ̄i(y

′) = θ̄i(y
′′) dla 1 ≤ i < i0. Niech k0 oznacza indeks taki, że θ̄i0(y′) = vk0 .

Zauważmy, że 0 ≤ k0 ≤ r − 1 oraz hk0(y′) > hk0(y′′) i hk(y′) = hk(y′′) dla

0 ≤ k < k0. St ↪ad, na mocy (4.74) otrzymujemy ĥk0+1(y′) > ĥk0+1(y′′), co przeczy
ĥ(y′) ≤ ĥ(y′′). Zatem z nierówności ĥ(y′) ≤ ĥ(y′′) wynika nierówność Θ̄(y′) ≤
Θ̄(y′′) i na mocy twierdzenia 4.24 wektor ocen y′ wyrównuj ↪aco dominuje y′′.

Wniosek 4.46 Dla dowolnych wektorów ocen y′,y′′ ∈ V m

ĥ(y′) ≤ ĥ(y′′) ⇔ Θ̄(y′) ≤ Θ̄(y′′)
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Wniosek 4.47 Jeżeli A ⊂ V m, to rozwi ↪azanie dopuszczalne x ∈ Q jest
wyrównuj ↪aco efektywnym rozwi ↪azaniem zadania wielokryterialnego (1.7) wtedy i
tylko wtedy, gdy jest ono rozwi ↪azaniem efektywnym problemu wielokryterialnego
(4.78).

Zauważmy, że ĥr(y) +mvr =
∑m
i=1 yi, czyli minimalizacja sumy oryginalnych

funkcji oceny problemu (1.7) (skalaryzacja (1.18)) jest równoważna minimalizacji
ostatniej pojedynczej funkcji oceny w zadaniu (4.78). Natomiast suma wartości
bewzgl ↪ednych wszystkich różnic mi ↪edzy ocenami (4.39) wyraża si ↪e jako

m∑
i=1

m∑
j=1

|yi − yj | = 2

r∑
k=1

hk(y)ĥk(y)

czyli jest kombinacj ↪a liniow ↪a o zmiennych wspó lczynnikach funkcji oceny z zada-
nia (4.78). Zatem minimalizacja (4.39) nie może być traktowana jako poprawna
skalaryzacja wielokryterialnego zadania (4.78).

Zupe ln ↪a parametryzacj ↪e zbioru rozwi ↪azań wyrównuj ↪aco efektywnych można
otrzymać stosuj ↪ac metody punktu referencyjnego do zadania (4.78). Stosuj ↪ac pa-
rametryzacj ↪e (3.4) do zadania (4.78) otrzymujemy

lexmin {( max
k=1,...,r

sk(qak , ĥk(f(x))),

r∑
k=1

sk(qak , ĥk(f(x)))) : x ∈ Q}, qa ∈ Rr (4.79)

gdzie sk : R×R→ R. Bezpośrednio z wniosków 4.47, 3.1 i twierdzenia 3.2 wynikaj ↪a
nast ↪epuj ↪ace wnioski.

Wniosek 4.48 Jeżeli A ⊂ V m i funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk, to
rozwi ↪azanie optymalne zadania (4.79) jest wyrównuj ↪aco efektywnym rozwi ↪azaniem
zadania wielokryterialnego (1.7).

Wniosek 4.49 Jeżeli A ⊂ V m oraz dla każdego wektora poziomów aspiracji
qa ∈ Rr funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk i spe lniaj ↪a warunek (4.35), to
każde wyrównuj ↪aco efektywne rozwi ↪azanie x0 zadania wielokryterialnego (1.7) jest

rozwi ↪azaniem optymalnym zadania (4.79) dla wektora aspiracji qa = ĥ(f(x
0
)).

Wniosek 4.50 Jeżeli A ⊂ V m oraz dla każdego wektora poziomów aspiracji
qa ∈ Rr funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk i spe lniaj ↪a warunek (4.35), to
dla dowolnego wyrównuj ↪aco efektywnego rozwi ↪azania x0 zadania wielokryterialnego
(1.7) istnieje wektor poziomów aspiracji q̄a ∈ Rr taki, że x0 jest rozwi ↪azaniem
optymalnym odpowiedniego zadania (4.79).

Zauważmy, że poszczególne wspó lrz ↪edne wektora aspiracji qa użytego w para-
metryzacji (4.79) odpowiadaj ↪a wspó lrz ↪ednym wektora ĥ(f(x)). W szczególności,
dla wyznaczenia wyrównuj ↪aco efektywnego rozwi ↪azania x0 za pomoc ↪a paramet-
ryzacji (4.79), jako wektor aspiracji powinno być przyj ↪ete q̄a = ĥ(f(x

0
)). Tym

samym, w czasie analizy interaktywnej można używać jedynie wektorów aspiracji
postaci qa = ĥ(ya) dla pewnych ya ∈ Y . Podej́scie takie prowadzi do interaktywnej
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metody referencyjnej dystrybucji jako uogólnienia metody punktu referencyjnego
dla zadań z jednorodnymi ocenami. Przedstawiona na rysunku 4.10 graficzna repre-
zentacja wektorów ocen ĥ(y) w postaci wykresów krzywych (v, ĥv(y)/m) dostarcza
interfejsu graficznego do prowadzenia analizy interaktywnej w ramach odpowied-
niego systemu wspomagania decyzji.

W przypadku stosowania wektorów aspiracji postaci qa = ĥ(ya) dla pew-
nych ya ∈ Y , relacja preferencji parametryzacji (4.34) spe lnia warunek (4.69) dla
każdego wektora ya ∈ Y takiego, że qa = ĥ(ya). Oznacza to, że każdy wektor
ya taki, że qa = ĥ(ya), jest preferowany w stosunku do dowolnego wektora ocen
y 6�w ya, czyli

y 6�w ya ⇒ ya ≺ y (4.80)

Twierdzenie 4.26 Jeżeli A ⊂ V m, wektor aspiracji qa = ĥ(ya) dla pewnego
ya ∈ Y oraz funkcje sk(qak , qk) s ↪a ścísle rosn ↪ace po qk i spe lniaj ↪a warunek (4.35),
to relacja preferencji definiowana przez leksykograficzn ↪a minimalizacj ↪e (4.79) jest
zwrotna, przechodnia, ścísle monotoniczna i anonimowa oraz spe lnia warunek prze-
suni ↪eć wyrównuj ↪acych i warunek (4.69).

Dowód. Jeżeli qa = ĥ(ya) dla pewnego ya ∈ Y , to minimalizacja (4.79) jest
równoważna nast ↪epuj ↪acemu zadaniu

lexmin {( max
k=1,...,r

sk(ĥk(ya), ĥk(f(x))),

r∑
k=1

sk(ĥk(ya), ĥk(f(x)))) : x ∈ Q} (4.81)

Zwrotność i przechodniość relacji preferencji definiowanej przez minimalizacj ↪e
(4.81) jest oczywista. Anonimowość relacji wynika z użycia operatora ĥ.

Dla wykazania ścis lej monotoniczności i warunku przesuni ↪eć wyrównuj ↪acych
zauważmy, że na mocy wniosku 4.46 prawdziwe s ↪a zależności

ĥ(y − εei) ≤ ĥ(y) dla ε > 0

yi′ > yi′′ ⇒ ĥ(y − εei′ + εei′′) ≤ ĥ(y) dla 0 < ε < yi′ − yi′′

St ↪ad, na mocy wniosków 1.21 i 1.2, stwierdzamy, że relacja preferencji definiowana
przez minimalizacj ↪e (4.81) jest ścísle monotoniczna i spe lnia aksjomat przesuni ↪eć
wyrównuj ↪acych.

Dalej, na mocy twierdzenia 1.11, prawdziwa jest implikacja

ĥ(y) 6<= ĥ(ya) ⇒ ya ≺ y

St ↪ad, na mocy wniosku 4.46 i zależności (4.75), otrzymujemy warunek (4.69).

4.3 Leksykograficzna metoda punktu referencyj-
nego

Rozważane w podrozdziale 3.1 metody punktu referencyjnego wyznaczania
rozwi ↪azań efektywnych zadania wielokryterialnego (1.7) można interpretować jako
stosowanie minimaksowej skalaryzacji (1.36) do zadania o parametrycznych funk-
cjach oceny si(ai, fi(x)) lub si(ai, ri, fi(x)) w przypadku przedzia lowej metody
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punktu referencyjnego. Oznacza to, że skalaryzacja (1.36) jest tam używana do
wyznaczania rozwi ↪azań efektywnych parametrycznych zadań wielokryterialnych

min {s(a, f(x)) : x ∈ Q}, a ∈ Y (4.82)

gdzie

s(a, f(x)) = (s1(a1, f1(x)), s2(a2, f2(x)), . . . , sm(am, fm(x))) (4.83)

lub odpowiednio

min {s(a, r, f(x)) : x ∈ Q}, a < r, a, r ∈ Y (4.84)

gdzie

s(a, r, f(x)) = (s1(a1, r1, f1(x)), s2(a2, r2, f2(x)), . . . , sm(am, rm, fm(x))) (4.85)

Wprowadzone w problemach (4.82) i (4.84) funkcje oceny si oceniaj ↪a wartości
oryginalnych funkcji oceny fi w terminach modelu preferencji określonego przez
przyj ↪ete poziomy aspiracji i rezerwacji (lub wspó lczynniki skaluj ↪ace). Co wi ↪ecej,
wyraźnie d ↪aży si ↪e do tego, żeby funkcje si mierzy ly indywidualne oceny w tej samej
skali. Najlepiej jest to widoczne w przedzia lowej metodzie punktu referencyjnego,
gdzie funkcje si s ↪a tak konstruowane, by zagwarantować spe lnienie warunku

si(ai, ri, ai) = 0, si(ai, ri, ri) = 1 dla i = 1, 2, . . . ,m

Zatem zadania wielokryterialne (4.82) i (4.84) leż ↪ace u podstaw metod punktu re-
ferencyjnego należ ↪a do klasy rozważanych w dwóch wcześniejszych podrozdzia lach
zadań z jednakowo ważnymi ocenami jednorodnymi. Pojawia si ↪e tu naturalne pyta-
nie, czy model preferencji standardowych metod punktu referencyjnego uwzgl ↪ednia
elementy równości funkcji oceny si w zadaniach (4.82) i (4.84).

W metodach punktu referencyjnego funkcje si s ↪a agregowane za pomoc ↪a regu-
laryzowanej skalaryzacji minimaksowej (1.36). Zatem, zgodnie z twierdzeniem 4.6,
model preferencji metod punktu referencyjnego spe lnia warunek anonimowości
(4.1) w odniesieniu do zadań (4.82) i (4.84). Natomiast nie jest spe lniony ak-
sjomat przesuni ↪eć wyrównuj ↪acych. Stosowanie pewnej regularyzacji skalaryzacji
minimaksowej jest istotne dla spe lnienia warunku (3.1), podstawowego w podej́sciu
quasi–zadowalaj ↪acym, o postaci

y 6<= a ⇒ a ≺ y

Zamiast regularyzowanej skalaryzacji minimaksowej (1.36) można jednak użyć mi-
nimaksymalizacji leksykograficznej (1.38), która również jest regularyzacj ↪a skalary-
zacji minimaksowej (1.21) i jednocześnie definiuje wyrównuj ↪aco racjonaln ↪a relacj ↪e
preferencji (por. twierdzenie 4.21). Stosuj ↪ac minimaksymalizacj ↪e leksykograficzn ↪a
(1.38) do zadania (4.82) otrzymujemy parametryzacj ↪e

lexmin {Θ(s(a, f(x))) : x ∈ Q}, a ∈ Y (4.86)

Metod ↪e punktu referencyjnego opart ↪a na parametryzacji (4.86) b ↪edziemy na-
zywać leksykograficzn ↪a metod ↪a punktu referencyjnego. Leksykograficzna me-
toda punktu referencyjnego zachowuje istotne w lasności standardowych metod
punktu referencyjnego opartych na parametryzacji (3.4). Z wniosku 1.26 wynika
nast ↪epuj ↪acy wniosek.
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Wniosek 4.51 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi
rozwi ↪azanie optymalne zadania (4.86) jest rozwi ↪azaniem efektywnym zadania wie-
lokryterialnego (1.7).

Ponadto prawdziwe s ↪a nast ↪epuj ↪ace odpowiedniki twierdzeń 3.1 i 3.2 oraz wyni-
kaj ↪acych z nich wniosków.

Twierdzenie 4.27 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi
i spe lniaj ↪acych warunek (3.6) relacja preferencji definiowana przez minimaksyma-
lizacj ↪e leksykograficzn ↪a (4.86) jest zwrotna, przechodnia, ścísle monotoniczna oraz
spe lnia warunek (3.1).

Dowód. Zwrotność, przechodniość i ścis la monotoniczność definiowanej przez
minimalizacj ↪e (4.86) relacji preferencji

y′ � y′′ ⇔ Θ(s(a,y′)) ≤lex Θ(s(a,y′′))

wynika bezpośrednio ze ścis lej monotoniczności funkcji si(ai, yi) wzgl ↪edem yi (por.
wniosek 1.26). Zauważmy, że θ1(s(a,y)) = maxi=1,...,m si(ai, yi). Zatem, na mocy
twierdzenia 1.11, prawdziwa jest implikacja

y 6<= a ⇒ a ≺ y

co oznacza spe lnienie warunku (3.1).

Twierdzenie 4.28 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funk-
cje si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to każde
rozwi ↪azanie efektywne x0 zadania wielokryterialnego (1.7) jest rozwi ↪azaniem opty-

malnym zadania (4.86) dla wektora aspiracji a0 = f(x
0
).

Dowód. Niech x0 b ↪edzie rozwi ↪azaniem efektywnym zadania (1.7). Przypuśćmy,
że x0 nie jest rozwi ↪azaniem optymalnym zadania (4.86) dla wektora aspiracji

a0 = f(x
0
). Istnieje wtedy wektor x ∈ Q taki, że Θ(s(f(x

0
), f(x))) <lex

Θ(s(f(x
0
), f(x

0
))).

Zauważmy, że na mocy warunku (3.6)

θ1(s(f(x
0
), f(x

0
))) = θ2(s(f(x

0
), f(x

0
))) = · · · = θm(s(f(x

0
), f(x

0
)))

i jednocześnie

θ1(s(f(x
0
), f(x))) ≥ θ2(s(f(x

0
), f(x))) ≥ · · · ≥ θm(s(f(x

0
), f(x)))

Zatem
si(fi(x

0), fi(x)) ≤ si(fi(x0), fi(x
0)) dla i = 1, 2, . . . ,m

i istnieje indeks i0 taki, że

si0(fi0(x0), fi0(x)) < si0(fi0(x0), fi0(x0))

Ponieważ funkcje si(fi(x
0), yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi, to fi(x) ≤ fi(x0) dla

i = 1, 2, . . . ,m, przy czym dla indeksu i0 zachodzi nierówność ostra. Przeczy to
efektywności wektora x0 dla problemu (1.7). Zatem wektor x0 jest rozwi ↪azaniem

optymalnym zadania (4.86) dla wektora poziomów aspiracji a0 = f(x
0
).
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Wniosek 4.52 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to dla dowol-
nego rozwi ↪azania efektywnego x0 zadania wielokryterialnego (1.7) istnieje wektor
poziomów aspiracji a0 ∈ Y taki, że x0 jest rozwi ↪azaniem optymalnym odpowied-
niego zadania (4.86).

Leksykograficzna metoda punktu referencyjnego nie tylko spe lnia wszystkie
podstawowe wymagania dla metod punktu referencyjnego, ale również ma pewne
dodatkowe zalety w porównaniu ze standardowymi metodami opartymi na para-
metryzacji (3.4). Omawiaj ↪ac w lasności modelu LRPC w podrozdziale 3.1 zwra-
calísmy uwag ↪e na fakt, że racjonalne relacje preferencji spe lniaj ↪ace warunek (3.34),
czyli

yi′ > ai′ i yi′′ < ai′′ ⇒ y − ε′ei′ + ε′′ei′′ ≺ y

dla 0 < ε′ ≤ yi′ − ai′ , 0 ≤ ε′′ ≤ ai′′ − yi′′

lepiej odzwierciedlaj ↪a znaczenie poziomów aspiracji w quasi–zadowalaj ↪acym mo-
delu decyzyjnym niż relacje spe lniaj ↪ace jedynie warunek (3.1). Warunki te s ↪a sobie
równoważne w przypadku dwuwymiarowej przestrzeni ocen Y (m = 2). W przy-
padku wi ↪ekszej liczby funkcji oceny warunek (3.34) jest silniejszy od warunku (3.1),
jako że każda racjonalna relacja preferencji posiadaj ↪aca w lasność (3.34) spe lnia
nast ↪epuj ↪ace uogólnienie warunku (3.1)

(yi)i∈J 6
<
= (ai)i∈J ⇒ [(ai)i∈J , (yi)i∈I\J ] ≺ y dla J ⊂ I (4.87)

Warunek (4.87) oznacza, że dla dowolnego podzbioru J zbioru wszystkich ocen
I, jeżeli przynajmniej jedna z ocen yi, i ∈ J , jest wi ↪eksza od swojego poziomu
aspiracji, to zast ↪apienie wszystkich ocen yi dla i ∈ J ich poziomami aspiracji jest
preferowane w stosunku do oryginalnych wartości ocen. Warunek (3.1) jest ograni-
czeniem warunku (4.87) do przypadku J = I. Omawiane w podrozdziale 3.1 stan-
dardowe metody punktu referencyjnego oparte na parametryzacji (3.4) w ogólnym
przypadku nie spe lniaj ↪a warunku (4.87) dla dowolnych J ⊂ I. Na przyk lad, w
metodach punktu referencyjnego opartych na parametryzacji (3.4) z liniowymi
funkcjami skaluj ↪acymi (3.5) o jednostkowych wspó lczynnikach λi, wektor ocen
(a1 +1, a2 +1, a3−10) jest preferowany w stosunku do wektora (a1 +1, a2, a3), pod-
czas gdy preferowanie w takim wypadku wektora ocen (a1 + 1, a2, a3) jest zgodne
z intuicyjnym poj ↪eciem poziomów aspiracji i leż ↪acej u podstaw podej́scia quasi–
zadowalaj ↪acego zasady, że decydent koncentruje uwag ↪e na poprawie wartości tych
ocen, które nie osi ↪agn ↪e ly swoich poziomów aspiracji. Model preferencji leksyko-
graficznej metody punktu referencyjnego (4.86), w odróżnieniu od standardowych
metod punktu referencyjnego opartych na parametryzacji (3.4), spe lnia warunek
(3.34) i, co za tym idzie, warunek (4.87) dla dowolnych J ⊂ I. Bezpośrednio z
twierdzenia 1.21 wynika bowiem nast ↪epuj ↪acy wniosek.

Wniosek 4.53 Jeżeli dla każdego wektora poziomów aspiracji a ∈ Y funkcje
si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi i spe lniaj ↪a warunek (3.6), to relacja pre-
ferencji definiowana przez minimaksymalizacj ↪e leksykograficzn ↪a (4.86) spe lnia wa-
runek (3.34).
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Stosuj ↪ac skalaryzacj ↪e minimaksimum leksykograficznego (1.38) do zadania
(4.84) otrzymujemy parametryzacj ↪e

lexmin {Θ(s(a, r, f(x))) : x ∈ Q}, a < r, a, r ∈ Y (4.88)

generuj ↪ac ↪a leksykograficzn ↪a przedzia low ↪a metod ↪e punktu referencyjnego. Zauważ-
my, że zarówno funkcje (3.11), jak i funkcje (3.12) spe lniaj ↪a za lożenia twierdzeń
4.27 i 4.28 oraz wniosku 4.51. Otrzymujemy zatem zupe ln ↪a parametryzacj ↪e zbioru
rozwi ↪azań efektywnych, zgodn ↪a z modelem preferencji określonym postulatami P1 i
P2 (por. rozdzia l 3). Ponadto, dzi ↪eki temu, że si(ai, ri, ri) = 1 dla i = 1, 2, . . . ,m,
spe lniony jest również postulat P2a. To znaczy, relacja preferencji definiowana
przez minimaksymalizacj ↪e leksykograficzn ↪a (4.88) spe lnia warunek (3.8), czyli

y 6<= r ⇒ r ≺ y

Prawdziwe jest bowiem nast ↪epuj ↪ace twierdzenie.

Twierdzenie 4.29 Dla dowolnych funkcji si(ai, ri, yi) ścísle rosn ↪acych wzgl ↪edem
yi i spe lniaj ↪acych warunek (3.14) relacja preferencji definiowana przez minimaksy-
malizacj ↪e leksykograficzn ↪a (4.88) spe lnia warunek (3.8).

Dowód. Zauważmy, że θ1(s(a, r,y)) = maxi=1,...,m si(ai, ri, yi). Zatem, na mocy
twierdzenia 1.11, prawdziwa jest implikacja

y 6<= r ⇒ r ≺ y

co oznacza spe lnienie warunku (3.8).

Relacja preferencji definiowana przez leksykograficzn ↪a przedzia low ↪a metod ↪e
punktu referencyjnego spe lnia również rozważany w podrozdziale 3.4 warunek
(3.65), czyli

yi′ > ri′ i yi′′ < ri′′ ⇒ y − ε′ei′ + ε′′ei′′ ≺ y

dla 0 < ε′ ≤ yi′ − ri′ , 0 ≤ ε′′ ≤ ri′′ − yi′′

który lepiej niż warunek (3.8) odzwierciedla znaczenie poziomów rezerwacji w
quasi–zadowalaj ↪acym modelu decyzyjnym. Warunki te s ↪a sobie równoważne w
przypadku dwuwymiarowej przestrzeni ocen (m = 2). W przypadku wi ↪ekszej
liczby funkcji oceny warunek (3.65) jest silniejszy od warunku (3.8), jako że
każda racjonalna relacja preferencji posiadaj ↪aca w lasność (3.65) spe lnia nast ↪epuj ↪ace
uogólnienie warunku (3.8)

(yi)i∈J 6
<
= (ri)i∈J ⇒ [(ri)i∈J , (yi)i∈I\J ] ≺ y dla J ⊂ I (4.89)

Warunek (4.89) oznacza, że dla dowolnego podzbioru J zbioru ocen I, jeżeli przy-
najmniej jedna z ocen yi, i ∈ J , jest wi ↪eksza od swojego poziomu rezerwacji, to
zast ↪apienie wszystkich ocen yi dla i ∈ J ich poziomami rezerwacji jest prefero-
wane w stosunku do oryginalnych wartości ocen. Warunek (3.8) jest ograniczeniem
warunku (4.89) do przypadku J = I. Omawiane w podrozdziale 3.1 standar-
dowe przedzia lowe metody punktu referencyjnego oparte na parametryzacji (3.13)
w ogólnym przypadku nie spe lniaj ↪a warunku (4.89) dla dowolnych J ⊂ I. Na
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przyk lad, w przedzia lowych metodach punktu referencyjnego opartych na paramet-
ryzacji (3.13) z kawa lkami liniowymi funkcjami skaluj ↪acymi (3.12) z r2−a2 = r3−a3

i γ < 10 wektor ocen (r1 + 1, r2 + 1, r3 − 10) jest preferowany w stosunku do wek-
tora (r1 + 1, r2, r3), podczas gdy preferowanie w takim wypadku wektora ocen
(r1 + 1, r2, r3) jest zgodne z intuicyjnym poj ↪eciem poziomów rezerwacji i leż ↪acej
u podstaw podej́scia quasi–zadowalaj ↪acego zasady, że decydent koncentruje uwag ↪e
na poprawie wartości tych ocen, które nie osi ↪agn ↪e ly swoich poziomów rezerwacji.
Model preferencji leksykograficznej przedzia lowej metody punktu referencyjnego
(4.88), w odróżnieniu od standardowych metod opartych na parametryzacji (3.13),
spe lnia warunek (3.65) i, co za tym idzie, warunek (4.89) dla dowolnych J ⊂ I.
Bezpośrednio z twierdzenia 1.21 wynika bowiem nast ↪epuj ↪acy wniosek.

Wniosek 4.54 Dla dowolnych funkcji si(ai, ri, yi) ścísle rosn ↪acych wzgl ↪edem yi i
spe lniaj ↪acych warunek (3.14) relacja preferencji definiowana przez minimaksyma-
lizacj ↪e leksykograficzn ↪a (4.88) spe lnia warunek (3.65).

Z dotychczasowych rozważań wynika, że leksykograficzna metoda punktu re-
ferencyjnego (4.86) i leksykograficzna przedzia lowa metoda punktu referencyjnego
(4.88), nie wykorzystuj ↪ac technik programowania celowego implementuj ↪a odpo-
wiednio modele preferencji realizowane przez LRPC i LPRPC bez prioryteów (por.
podrozdzia ly 3.3 i 3.4). O ile jednak spe lnienie warunków (3.34) i odpowiednio
(3.65) wynika lo w modelach LRPC i LPRPC z odpowiedniej konstrukcji funkcji
osi ↪agni ↪ecia, to w leksykograficznych metodach punktu referencyjnego s ↪a one kon-
sekwencj ↪a ogólnej w lasności skalaryzacji minimaksimum leksykograficznego (twier-
dzenie 1.21). Dzi ↪eki temu leksykograficzne metody punktu referencyjnego rozsze-
rzaj ↪a te w lasności poza wektory poziomów aspiracji i rezerwacji, analogicznie jak
standardowe metody punktu referencyjnego rozszerzaj ↪a w lasności (3.1) i (3.8) (por.
rozdzia l 3.1). W szczególności, ponieważ funkcje si(ai, ri, yi) zdefiniowane wzorem
(3.11) lub (3.12) spe lniaj ↪a warunek

s1(a1, r1, a1 + t(r1 − a1)) = · · · = sm(am, rm, am + t(rm − am)) dla 0 ≤ t ≤ 1

to leksykograficzne przedzia lowe metody punktu referencyjnego (4.88) z funkcjami
(3.11) i (3.12) implementuj ↪a model preferencji spe lniaj ↪acy dla wszystkich 0 ≤ t ≤ 1
i J ⊂ I nast ↪epuj ↪acy warunek

(yi)i∈J 6
<
= (ai + t(ri − ai))i∈J ⇒ [(ai + t(ri − ai))i∈J , (yi)i∈I\J ] ≺ y (4.90)

Warunek (4.90) oznacza, że dla dowolnego wektora ocen postaci a + t(r − a),
0 ≤ t ≤ 1 i dla dowolnego podzbioru J zbioru wszystkich ocen I, jeżeli przynaj-
mniej jedna z ocen yi, i ∈ J jest wi ↪eksza od ai+t(ri−ai), to zast ↪apienie wszystkich
ocen yi dla i ∈ J odpowiednimi wartościami ai + t(ri − ai) jest preferowane w sto-
sunku do oryginalnych wartości ocen. Realizowany przez standardowe przedzia lowe
metody punktu referencyjnego warunek (3.15) jest ograniczeniem warunku (4.90)
do przypadku J = I.

Rozważaj ↪ac różne modele preferencji na ogól ograniczamy si ↪e do ustalonej prze-
strzeni ocen Y . Przy analizie z lożonych problemów decyzyjnych decydent cz ↪esto
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(czasowo) koncentruje uwag ↪e na pewnym podzbiorze funkcji oceny. W takim przy-
padku model preferencji stanowi rodzin ↪e relacji preferencji określonych na różnych
podprzestrzeniach przestrzeni ocen. Naturalnym za lożeniem dotycz ↪acym modelu
preferencji jest warunek zgodności ze wzgl ↪edu na rozszerzanie i zaw ↪eżanie zbioru
ocen, czyli wymaganie, aby do l ↪aczenie lub usuni ↪ecie oceny o tej samej wartości nie
zmienia lo relacji preferencji pomi ↪edzy wektorami ocen.

Definicja 4.12 Mówimy, że model preferencji � spe lnia warunek zgodności ze
wzgl ↪edu na rozszerzanie i zaw ↪eżanie zbioru ocen wtedy i tylko, gdy dla dowolnego
J ⊂ I, J 6= I, spe lniony jest warunek

(y′i)i∈J � (y′′i )i∈J ⇔ [(y′i)i∈J , y
∗] � [(y′′i )i∈J , y

∗] dla y∗ ∈ R (4.91)

Rozważane w tej pracy skalaryzacje wielokryterialnych zadań programowa-
nia matematycznego definiuj ↪a faktycznie modele preferencji b ↪ed ↪ace rodzinami re-
lacji preferencji dla dowolnych pozbiorów oryginalnego zbioru funkcji oceny I.
Zauważmy, że model preferencji standardowych metod punktu referencyjnego
opartych na parametryzacji (3.4) w ogólnym przypadku nie posiada w lasności
zgodności ze wzgl ↪edu na rozszerzanie i zaw ↪eżanie zbioru ocen. Na przyk lad, w
metodach punktu referencyjnego opartych na parametryzacji (3.4) z funkcjami
skaluj ↪acymi (3.5) lub (3.7) o jednostkowych wspó lczynnikach λi, wektor ocen
(a1+1, a2+4, a3+10) jest preferowany w stosunku do wektora (a1+3, a2+3, a3+10),
podczas gdy (a1+3, a2+3) jest preferowany w stosunku do (a1+1, a2+4). Wady tej
nie maj ↪a leksykograficzne metody punktu referencyjnego oparte na parametryzacji
(4.86).

Twierdzenie 4.30 Dla dowolnych wektorów u′,u′′ ∈ Rk (1 ≤ k ≤ m) i dowolnej
liczby u∗ ∈ R prawdziwa jest zależność

Θ(u′) ≤lex Θ(u′′) ⇔ Θ(u′, u∗) ≤lex Θ(u′′, u∗) (4.92)

Dowód. Niech i′ b ↪edzie takim indeksem, że

θi(u
′) ≥ u∗ dla 1 ≤ i < i′ i θi(u

′) < u∗ dla i′ < i ≤ m

i analogicznie, niech i′′ b ↪edzie takim indeksem, że

θi(u
′′) ≥ u∗ dla 1 ≤ i < i′′ i θi(u

′′) < u∗ dla i′′ < i ≤ m

Zauważmy, że

θi(u
′) = θi(u

′, u∗) i θi(u
′′) = θi(u

′′, u∗) dla 1 ≤ i < min{i′, i′′}
θi(u

′) = θi+1(u′, u∗) i θi(u
′′) = θi+1(u′′, u∗) dla max{i′, i′′} < i ≤ m

z czego natychmiast wynika równoważność (4.92) w przypadku i′ = i′′.
Za lóżmy, że Θ(u′) ≤lex Θ(u′′). Jeżeli

(θi(u
′))1≤i<min{i′,i′′} <lex (θi(u

′′))1≤i<min{i′,i′′}

to oczywíscie Θ(u′, u∗) <lex Θ(u′′, u∗). Przypuśćmy zatem, że θi(u
′) = θi(u

′′)
dla 1 ≤ i < min{i′, i′′}. Wtedy i′ ≤ i′′, czyli po pomini ↪eciu przypadku i′ = i′′

otrzymujemy i′ < i′′. Zatem
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θi′(u
′, u∗) = u∗ ≤ θi′(u′′, u∗) i θi′+1(u′, u∗) < u∗ ≤ θi′+1(u′′, u∗)

St ↪ad Θ(u′, u∗) <lex Θ(u′′, u∗), czyli prawdziwa jest implikacja

Θ(u′) ≤lex Θ(u′′) ⇒ Θ(u′, u∗) ≤lex Θ(u′′, u∗)

Dla udowodnienia odwrotnej implikacji za lóżmy, że Θ(u′, u∗) ≤lex Θ(u′′, u∗).
Jeżeli (θi(u

′, u∗))1≤i<min{i′,i′′} <lex (θi(u
′′, u∗))1≤i<min{i′,i′′}, to oczywíscie

Θ(u′) <lex Θ(u′′). Przypuśćmy zatem, że θi(u
′, u∗) = θi(u

′′, u∗) dla 1 ≤ i <
min{i′, i′′} i pomińmy udowodniony już przypadek i′ = i′′. Jeżeli i′ > i′′, to

θi′′(u
′′, u∗) = u∗ ≤ θi′′(u′, u∗) i θi′′+1(u′′, u∗) < u∗ ≤ θi′′+1(u′, u∗)

co przeczy za lożeniu Θ(u′, u∗) ≤lex Θ(u′′, u∗). Zatem i′ < i′′, z czego wynika
Θ(u′) <lex Θ(u′′). Tym samym prawdziwa jest implikacja

Θ(u′, u∗) ≤lex Θ(u′′, u∗) ⇒ Θ(u′) ≤lex Θ(u′′)

co kończy dowód twierdzenia.

Twierdzenie 4.31 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi
model preferencji definiowany przez minimaksymalizacj ↪e leksykograficzn ↪a (4.86)
spe lnia warunek (4.91).

Dowód. Minimaksymalizacja leksykograficzna (4.86) stosowana do podzbioru
funkcji oceny J ⊂ I definiuje relacj ↪e preferencji � określon ↪a wzorem

(y′i)i∈J � (y′′i )i∈J ⇔ Θ((si(ai, y
′
i))i∈J) ≤lex Θ((si(ai, y

′′
i ))i∈J)

Funkcje si(ai, yi) s ↪a ścísle rosn ↪ace wzgl ↪edem yi. Zatem, na mocy twierdzenia 4.30,
model preferencji definiowany przez minimaksymalizacj ↪e leksykograficzn ↪a (4.86)
spe lnia warunek zgodności (4.91).

Wniosek 4.55 Dla dowolnych funkcji si(ai, yi) ścísle rosn ↪acych wzgl ↪edem yi, jeżeli
x0 ∈ Q jest rozwi ↪azaniem optymalnym zadania (4.86), to dla dowolnego J ⊂ I, x0

jest rozwi ↪azaniem optymalnym zadania

lexmin {Θ((si(ai, fi(x)i∈J) : x ∈ Q, fi(x) ≤ fi(x0) dla i ∈ I \ J}

Udowodnione w lasności relacji preferencji definiowanej przez minimaksymali-
zacj ↪e leksykograficzn ↪a (4.86) wskazuj ↪a na atrakcyjność leksykograficznej metody
punktu referencyjnego w porównaniu ze standardowymi metodami opartymi na
parametryzacji (3.4). Z wniosku 4.53 i twierdzenia 4.31 wynika, że metoda ta
ścíslej realizuje quasi–zadowalaj ↪acy model preferencji definiowany przez poziomy
aspiracji. W szczególności, spe lnienie warunków (3.34) i (4.91) jest bardzo istotne
dla dobrej sterowalności procesu analizy interaktywnej. Minimaksymalizacja leksy-
kograficzna (1.38) jest oczywíscie znacznie trudniejsza obliczeniowo niż minimaksy-
malizacja regularyzowana (1.36). Jednakże, jak pokazalísmy w podrozdzia lach 1.3
i 4.1, dla wielu klas zadań WPLD istniej ↪a efektywne algorytmy wyznaczania lek-
sykograficznego minimaksimum i, co za tym idzie, istnieje możliwość praktycznej
implementacji leksykograficznej metody punktu referencyjnego opartej na para-
metryzacji (4.86) lub jej wersji przedzia lowej (4.88).
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Rozdzia l 5

Zakończenie

W tej pracy optymalizacja wielokryterialna jest traktowana jako narz ↪edzie sto-
sowane w szerzej pojmowanym procesie rozwi ↪azania problemu decyzyjnego, czyli
jako technika do wykorzystania w systemie wspomagania decyzji. Co wi ↪ecej, skon-
centrowano si ↪e na otwartych technikach interaktywnych nie narzucaj ↪acych decy-
dentowi sztywnego scenariusza analizy problemu decyzyjnego i dopuszczaj ↪acych
możliwość modyfikacji jego preferencji w trakcie analizy, w wyniku poznawania spe-
cyfiki problemu decyzyjnego. Jako matematyczn ↪a podstaw ↪e takiego systemu wspo-
magania decyzji przyjmuje si ↪e pewn ↪a parametryzacj ↪e zbioru rozwi ↪azań efektywnych
(Wierzbicki, 1993). Parametry powinny reprezentować  latwo rozumiane przez de-
cydenta wielkości rzeczywiste charakteryzuj ↪ace jego preferencje. Na podstawie po-
dawanych przez decydenta wartości parametrów (steruj ↪acych) system przedstawia
odpowiednie rozwi ↪azania efektywne do analizy. Tym samym system wspomaga de-
cydenta w poszukiwaniu najbardziej satysfakcjonuj ↪acego rozwi ↪azania efektywnego.
Istotne jest tu, aby system gwarantowa l spe lnienie postulatu zupe lności paramet-
ryzacji zbioru rozwi ↪azań efektywnych, czyli aby dla każdego niezdominowanego
wektora ocen istnia l zestaw wartości parametrów steruj ↪acych, przy których sys-
tem wyznaczy rozwi ↪azanie efektywne generuj ↪ace ten wektor ocen. Niniejsza praca
koncentrowa la si ↪e na analizie interaktywnych technik optymalizacji wielokryterial-
nej z punktu widzenia reprezentowanych przez nie modeli preferencji i ich przy-
datności w systemach wspomagania decyzji. W przyj ↪etym modelu systemu wspo-
magania decyzji najlepiej sprawdzaj ↪a si ↪e metody operuj ↪ace poziomami aspiracji
jako parametrami steruj ↪acymi. Dlatego też analiza koncentrowa la si ↪e zasadniczo
na różnorodnych metodach typu punktu referencyjnego (Wierzbicki, 1977; 1982) i
programowania celowego (Charnes i Cooper, 1961).

Przedstawiona analiza dotyczy problemów wielokryterialnego programowania
liniowego i dyskretnego. Jest to bardzo ogólna klasa zadań i wi ↪ekszość wielo-
kryterialnych problemów decyzyjnych, a w szczególności decyzyjnych problemów
zarz ↪adzania, może być sformu lowana w postaci odpowiednich zagadnień progra-
mowania liniowego i dyskretnego. Ponadto wiele przedstawionych tu wyników do-
tyczy dowolnych zadań optymalizacji wielokryterialnej, a ograniczenie do zadań
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liniowych i dyskretnych jest zwi ↪azane jedynie z przeprowadzon ↪a analiz ↪a możliwości
efektywnej implementacji odpowiednich metod i algorytmów. Uwzgl ↪ednienie prob-
lemów dyskretnych stanowi istotny czynnik przedstawionej analizy. Wiele technik
stosowanych w wielokryterialnym programowaniu liniowym (na przyk lad techniki
oparte na ważeniu ocen) nie gwarantuje zupe lnej parametryzacji zbioru rozwi ↪azań
efektywnych w przypadku problemów dyskretnych. W tej pracy koncentrowano si ↪e
na technikach poprawnych zarówno w przypadku liniowym, jak i dyskretnym. Nie-
mniej jednak zwracano uwag ↪e na dodatkowe możliwości pojawiaj ↪ace w przypadku
zadań czysto liniowych lub czysto dyskretnych. W szczególności wprowadzona w
podrozdziale 2.2 symetryczna teoria dualności oraz dyskutowane w podrozdziale 2.3
techniki obliczeniowe dla programowania celowego wykorzystuj ↪a specyfik ↪e zadań
programowania liniowego. Z kolei podej́scia dystrybucyjne do problemów z jed-
norodnymi ocenami (punkty 4.1.3 i 4.2.3) wykorzystuj ↪a specyfik ↪e zadań czysto
dyskretnych o skończonych zbiorach wartości ocen.

Najważniejszym narz ↪edziem analizy jest zdefiniowana aksjomatycznie racjo-
nalna relacja preferencji. Rozwi ↪azania efektywne s ↪a określane jako elementy mi-
nimalne dla różnych racjonalnych relacji preferencji. Techniki interaktywne ana-
lizy problemów wielokryterialnych s ↪a definiowane przez parametryczne racjonalne
relacje preferencji (parametryczne skalaryzacje). Praca stanowi pierwsze konse-
kwentne uj ↪ecie zagadnień optymalizacji wielokryterialnej i interaktywnych technik
ich rozwi ↪azywania w kategoriach racjonalnej relacji preferencji. W tym sensie praca
jako ca lość stanowi nowe uj ↪ecie teorii i metod optymalizacji wielokryterialnej.

Zastosowane podej́scie umożliwi lo dok ladniejsze porównanie metod punktu
referencyjnego z programowaniem celowym. W wyniku tej analizy rozwini ↪eto
metody punktu referencyjnego wykorzystuj ↪ace techniki programowania celowego
(podrozdzia ly 3.3 i 3.4), co pozwoli lo na wprowadzenie hierarchii priorytetów po-
ziomów aspiracji do metod punktu referencyjnego i na ścíslejsz ↪a realizacj ↪e quasi–
zadowalaj ↪acego modelu procesu decyzyjnego.

Aksjomatyczna definicja racjonalnej relacji preferencji pozwoli la na rozważanie
zadań wielokryterialnych z pewnymi dodatkowymi w lasnościami relacji prefe-
rencji. W rozdziale 4 analizowane by ly modele preferencji uwzgl ↪edniaj ↪ace ele-
menty równości kryteriów. Rozwini ↪eta zosta la teoria symetrycznie efektywnych i
wyrównuj ↪aco efektywnych rozwi ↪azań zagadnień wielokryterialnych, jako rozwi ↪azań
minimalnych w sensie relacji preferencji anonimowo racjonalnych i odpowiednio
wyrównuj ↪aco racjonalnych. Zagadnienia tego typu rozpatrywane by ly dotychczas
niezależnie w różnych dziedzinach zastosowań, przy czym jedynie dla problemów
podejmowania decyzji w warunkach ryzyka zosta la rozwini ↪eta kompletna metodo-
logia uwzgl ↪edniaj ↪aca aspekty wielokryterialności (por. Levy, 1992). Metodologia
ta ogranicza si ↪e jednak do teorii funkcji użyteczności. Wyprowadzone w tej pracy
odpowiednie wersje metod punktu referencyjnego, przyjmuj ↪ace postać interaktyw-
nych technik referencyjnej dystrybucji ocen, stanowi ↪a pierwsz ↪a prób ↪e wprowadze-
nia interaktywnych metod typu punktu referencyjnego do zagadnień wielokryte-
rialnych z jednorodnymi ocenami, a w szczególności do zagadnień podejmowania
decyzji w warunkach ryzyka. Ponadto w podrozdziale 4.3 pokazano, jak koncepcja
wyrównuj ↪aco racjonalnej relacji preferencji może być wykorzystana do konstruk-
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cji leksykograficznej metody punktu referencyjnego ścísle implementuj ↪acej quasi–
zadowalaj ↪acy model procesu decyzyjnego dla standardowych zadań optymalizacji
wielokryterialnej.

Niezależnie od nowego ca lościowego uj ↪ecia teorii i metod optymalizacji wie-
lokryterialnej praca zawiera wiele szczegó lowych oryginalnych wyników autora,
z których cz ↪eść by la prezentowana w innej formie w artyku lach i na konferen-
cjach naukowych, a cz ↪eść jest publikowana tu po raz pierwszy (rozdzia l 4). Jako
najważniejsze wyniki teoretyczne należy wymienić: metody zupe lnej parametry-
zacji zbiorów rozwi ↪azań anonimowo i wyrównuj ↪aco efektywnych bez wykorzysty-
wania teorii funkcji użyteczności (podrozdzia ly 4.1 i 4.2); nowe warianty metody
punktu referencyjnego implementuj ↪ace dodatkowe w laśności relacji preferencji w
ramach quasi–zadowalaj ↪acego modelu procesu decyzyjnego (podrozdzia ly 3.3, 3.4
i 4.3); symetryczn ↪a teori ↪e dualności dla liniowych leksykograficznych zadań prog-
ramowania celowego obejmuj ↪ac ↪a odpowiedniki klasycznych zależności dualnych w
programowaniu liniowym,  l ↪acznie z w lasności ↪a punktu siod lowego i wzorami na
wartości krańcowe (podrozdzia l 2.2). Praca zawiera również wyniki przeprowa-
dzanych przez autora eksperymentów obliczeniowych i implementacji metod. W
szczególności autor projektowa l i implemtowa l modu l analizy wielokryterialnej w
systemie DINAS (podrozdzia l 3.2), który stanowi l pierwsz ↪a implemetacj ↪e metod
punktu referencyjnego dla mieszanych zadań dyskretnych.

Badania w zakresie optymalizacji wielokryterialnej przeżywaj ↪a w ostatnich la-
tach intensywny rozwój (Steuer i inni, 1996). Wiele metod optymalizacji wie-
lokryterialnej zosta lo zaproponowanych w literaturze i zaimplementowanych do
rozwi ↪azywania praktycznych problemów decyzyjnych. Niniejsza praca nie stanowi
pe lnego przegl ↪adu teorii i różnorodnych podej́sć do optymalizacji wielokryterialnej.
Skoncentrowano si ↪e w niej na klasycznym poj ↪eciu rozwi ↪azania efektywnego zada-
nia wielokryterialnego, nie zajmuj ↪ac si ↪e poj ↪eciami pochodnymi, jak na przyk lad
rozwi ↪azaniami w laściwie efektywnymi (Geoffrion, 1968). W rozważanej tu kla-
sie zadań WPL i WPLD te dwa poj ↪ecia efektywności rozwi ↪azania pokrywaj ↪a si ↪e
ze sob ↪a. Niemniej jednak rozważanie rozwi ↪azań w laściwie efektywnych z ogra-
niczonymi a priori wspó lczynnikami wymiany może prowadzić do interesuj ↪acych
technik “zgrubnego” przegl ↪adu zbioru rozwi ↪azań efektywnych (Kaliszewski, 1994).
Sugeruje to jeden z możliwych dalszych kierunków badań nad rozszerzaniem roz-
wini ↪etego w tej pracy uj ↪ecia optymalizacji wielokryterialnej.

Literatura dotycz ↪aca optymalizacji wielokryterialnej jest bardzo obszerna. Dla-
tego za l ↪aczony w pracy spis literatury nie stanowi kompletnej bibliografii opty-
malizacji wielokryterialnej. Poza pozycjami o charakterze ogólnym (monografie i
artyku ly przegl ↪adowe cytowane w podrozdziale 1.1) zawiera on jedynie cytowane
w tekście pozycje literatury bezpośrednio zwi ↪azane z problemami dyskutowanymi
w tej pracy.
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nymi kriteriami”, Żurna l Wyczislitielnoj Matiematiki i Matiematiczieskoj Fi-
ziki , 15, 330–344.

Podinowski W.W., Nogin W.D. (1982), Parieto–Optimalnyje Rieszenija Mnogokri-
terialnych Zadacz , Nauka, Moskwa.

Potters J.A.M., Tijs S.H. (1992), “The nucleolus of a matrix game and other nuc-
leoli”, Mathematics of Operations Research, 17, 164–174.

Prasad S.Y., Karwan M.H. (1992), “A note on solving bicriteria linear programming
problems using single criteria software”, Computers & Operations Research, 19,
169–173.

Rietveld P. (1980), Multiple Objective Decision Methods and Regional Planning ,
North–Holland, Amsterdam.

Ringuest J.L. (1992), Multiobjective Optimization: Behavioral and Computational
Considerations, Kluwer, Boston.

Rogowski T., Sobczyk J., Wierzbicki A.P., (1988), “IAC–DIDAS–L: Dynamic in-
teractive decision analysis and support system linear version”, WP–88–110,
IIASA, Laxenburg.

Romero C. (1991), Handbook of Critical Issues in Goal Programming , Pergamon
Press, Oxford.

Roy B. (1990), Wielokryterialne wspomaganie decyzji , WNT, Warszawa.

Sawaragi Y., Nakayama H., Tanino T. (1985), Theory of Multiobjective Optimiza-
tion, Academic Press, Orlando.

Schmeidler D. (1969), “The nucleolus of a characteristic function game”, SIAM
Journal of Applied Mathematics, 17, 1163–1170.

Sen A. (1973), On Economic Inequality , Clarendon Press, Oxford.

Sharda R. (1985), “Optimization using spreadsheets on a microcomputer”, Annals
of Operations Research, 5, 599–612.

Shogan A.W. (1988), Management Science, Prentice–Hall, Englewood Cliffs.



Literatura 197

Shorrocks A.F., Foster J.E. (1987), “Transfer sensitive inequality measures”, Re-
view of Economic Studies, LIV, 485–497.

Simon H.A. (1957), Models of Man, MacMillan, New York.
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minimalizacja leksykograficzna 28
metoda
— ważenia ocen 24
— punktu referencyjnego 79
— — leksykograficzna 175
— — przedzia lowa 83
model quasi–zadowalaj ↪acy 80
model zadowalaj ↪acy 75
nierówność leksykograficzna 28
nierówność wektorowa 15
parametryzacja 38
— zupe lna 38
parametr steruj ↪acy 38
poziom aspiracji 43, 80
poziom rezerwacji 83
porz ↪adek leksykograficzny 28
programowanie celowe 43

— leksykograficzne 45
— — , podej́scie sekwencyjne 67
— — , podej́scie wielofazowe 68
— referencyjne 97
— — przedzia lowe 110
— , teoria dualności 50
przekszta lcenie Θ 32, 132
przekszta lcenie Θ̄ 152
przestrzeń
— decyzji 11, 16
— ocen 12, 16
regularyzacja 23
relacja dominacji 16
— racjonalnej 16
— symetrycznej 131
— wyrównuj ↪acej 151
relacja indyferencji 12
— symetrycznej 131
— wyrównuj ↪acej 152
relacja preferencji 12
— anonimowa 130
— antysymetryczna 28
— bezstronna 130
— parametryczna 39
— przechodnia 12
— racjonalna 13
— — anonimowo 130
— — wyrównuj ↪aco 151
— s labej 12
— s labo monotoniczna 23
— spójna 13
— ścísle monotoniczna 12
— ścis lej 12
— , warunek zgodności 179
— zwrotna 12
równanie celowe 43
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rozwi ↪azanie
— dopuszczalne 11
— efektywne 20
— — symetrycznie 135
— — wyrównuj ↪aco 158
— Pareto–optymalne 20
— sprawne 20
skalaryzacja 22
— leksykograficzna 28
— minimaksowa 26, 27
— parametryczna 38
struktura dominacji 18
— racjonalnej 18
— symetrycznej 133
— wyrównuj ↪acej 156
system DINAS 86
system wspomagania decyzji 38
warunek zgodności 179
wartość krańcowa 53, 62
wektor dopuszczalny 11
wektor nadiru 41
wektor ocen 16
— dominowany 16
— — racjonalnie 16
— — symetrycznie 131
— — wyrównuj ↪aco 151
— indyferentny 17
— — racjonalnie 17
— — symetrycznie 131
— — wyrównuj ↪aco 152
— niezdominowany 19
— — racjonalnie 19
— — symetrycznie 133
— — wyrównuj ↪aco 156
— s labo dominowany 17
— — racjonalnie 17
— — symetrycznie 152
— — wyrównuj ↪aco 144
wektor utopii 40
wektor zmiennych decyzyjnych 16
wspó lczynnik Giniego 136, 149
zadanie
— regularne 16
— LPRPC 124
— LRPC 103

— PC 47
— PRPC 110
— RPC 97
— transportowo–lokalizacyjne 86
— WPL 14
— WPLD 15
zbiór
— dopuszczalny 11, 16
— osi ↪agalnych wektorów ocen 12, 16
zmienna decyzyjna 11


