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Analiza danych telemetrycznych z zastosowaniem systemu
rekomendacji audycji telewizyjnych

Streszczenie. Wraz z rozwojem technologii nattok informacji, ktéry nas otacza stale sie
zwieksza. W ciagu ostatnich lat coraz wiecej pozycji pojawia sie w ofercie sklep6w inter-
netowych, serwiséw internetowych, czy tez serwiséw VOD. Podobny problem spotyka
odbiorcow telewizji, ktorzy z uwagi na liczbe oraz r6znorodno$¢ emitowanych audycji
moga mie¢ problem z wyborem interesujacych ich pozycji. Na potrzeby opisywanej pracy
stworzono system rekomendacji audycji telewizyjnych, ktéry potencjalnie pomdégtby uzyt-
kownikowi w podjeciu decyzji o tym, co métby obejrzec. System bazuje na rzeczywistych
danych telemetrycznych z zamontowanych w gospodarstwach domowych urzadzen abo-
nenckich przeznaczonych do odbioru telewizji. Stworzony system rekomendacji opiera
sie na metodzie collaborative filtering oraz technice faktoryzacji macierzy. Opisane w
pracy badania starajg sie zweryfikowa¢ dzialanie oraz uzytecznosc¢ takiego mechanizmu

rekomendacji.

Stowa kluczowe: dane telemetryczne, systemy rekomendacji, metoda collaborative filte-
ring, faktoryzacja macierzy, algorytm naprzemiennych najmniejszych kwadratéw, oceny

niejawne



Analysis of telemtric data using a TV program recommender system

Abstract. With the development of technology, the amount of information that surrounds
us is constantly increasing. Over the last few years, more and more items appear in the
offer of online stores, online services, or VOD services. A similar problem is encountered by
television viewers who, due to the number and diversity of broadcasts, may have a problem
with choosing the items they are interested in. For the purpose of the described work, a
TV program recommender system, which would potentially help the user in making a
decision about what to watch, was created. The system is based on real telemetric data
from subscription devices installed in the households intended for television reception.
The created recommendation system is based on the collaborative filtering method and
the matrix factorization technique. The research described in the paper tries to verify the

mechanism and usefulness of such a recommendation system.

Keywords: telemetric data, recommender systems, collaborative filtering, matrix factori-
zation, alternating least squares, implicit ratings
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1. Wstep

1.1. Systemy rekomendacji - Wprowadzenie

W ciggu ostatnich lat wraz z rozwojem technologii nattok informacji, ktéry nas otacza
stale sig¢ zwieksza. Z roku na rok coraz wiecej pozycji pojawia sie w ofercie sklepéw inter-
netowych, serwis6w internetowych, czy tez serwiséw VOD. Z tego wzgledu uzytkownicy
takich system6w musza zmagac si¢ z nadmiarem mozliwo$ci wyboru i dlatego coraz
ciezej jest im odnaleZ¢ najbardziej trafiajace w ich gusta tresci. Na przeciw temu wychodzi
rozwoj domeny systemow rekomendacji (ang recommender systems). Systemy te prezentuja
uzytkownikom sugestie tych pozycji, ktére moga ich potencjalnie zainteresowac. Przy-
ktady wykorzystania systeméw rekomendacji mozemy zaobserwowac tak naprawde juz
na kazdym kroku, na przyktad w postaci proponowanych produktow z oferty w sklepach
internetowych, czy sugestii nastepnych filméw lub seriali do obejrzenia w serwisach VOD.

Dziatanie systemOw rekomendacji bazuje na analizie historycznych danych o prefe-
rencjach uzytkownikéw do danych produktéw. Preferencje moga by¢ wyrazone na r6zne
sposoby. Pierwszym, a zarazem najprostszym z nich, sg oceny jawne (ang. explicit ratings),
ktére bazuja na odpowiedzi zwrotnej uzytkownika (na przyktad w postaci oceny danego
produktu w skali numerycznej). Jednak czesto zebranie takich odpowiedzi nie jest moz-
liwe (przyktadowo przez pewne limitacje systemowe, koszt wdrozenia funkcjonalno$ci
zbierania takich odpowiedzi, czy brak checi uzytkownikéw do zostawiania takich ocen). Z
tego powodu wykorzystuje si¢ rOwniez tzw. oceny niejawne (ang. implicit ratings), ktore
niebezposrednio opisujg opinie uzytkownika o produkcie poprzez analize jego zachowan
(historie zakupdw, histori¢ wyszukiwan, czas spedzony na stronie).

Wsréd systemoéw rekomendaciji istnieje podziat na r6zne metody w zaleznosci od
sposobu ich dzialania. Wiodgcymi metodami jest podejScie bazujace na analizie cech
produktow (ang. content-based filtering systems) oraz podejsScie bazujace na powigzaniach
pomiedzy uzZytkownikami (ang. collaborative filtering systems).

Systemy content-based filtering tworza sugestie produktéw podobnych do tych, ktére
uzytkownik pozytywnie ocenil w przeszto$ci. Podobienistwo obliczane jest na podstawie
pewnego zbioru cech produktéw. Na przyktad, gdy uzytkownik pozytywnie ocenit film
nalezacy do gatunku komedii, na podstawie tego system bedzie sugerowal mu filmy
nalezace do tej kategorii.

Natomiast systemy collaborative filtering dzialaja na podstawie analizy zaleznoSci
pomiedzy uzytkownikami (alternatywnie pomiedzy produktami). Systemy te identyfikuja
uzytkownikéw o podobnych gustach, ktérzy podobnie ocenili konkretne produkty (alterna-
tywnie identyfikuja produkty, ktére zostaty podobnie ocenione) i na tej podstawie tworzg
rekomendacje. Przyktadowo, jesli dwoch uzytkownikéw podobnie ocenito pewien zbi6r

produktow, na tej podstawie mozemy zidentyfikowac pewne podobienstwo pomiedzy
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1. Wstep

nimi. Nastepnie, jesli jeden produkt zostal oceniony tylko przez pierwszego uzytkownika,
istnieje duze prawdopodobieristwo, ze zostanie podobnie oceniony przez drugiego z nich.

1.2. Celizalozenia badan

Elektroniczny przewodnik po programach (ang. electronic program guide, EPG) jest
obecnie gt6wnym narzedziem za pomoca, ktérego uzytkownicy telewizji moga wybrac
interesujace ich audycje. Jednak liczba programoéw telewizyjnych oraz r6znorodnosc
udostepnionych przez nie audycji moze sprawi¢, ze proces ten bedzie ucigzliwy.

W pracy przedstawiony zostal system rekomendacji audycji telewizyjnych opierajacy
sie na metodzie collaborative filtering, ktory potencjalnie pomogtby uzytkownikowi w pod-
jeciu decyzji o tym, co mogltby obejrze¢. W rezultacie przektadatoby si¢ to na zwigkszenie
jego satysfakcji z korzystania ustug telewizyjnych.

System bazuje na rzeczywistych danych telemetrycznych z zamontowanych w go-
spodarstwach domowych urzadzen abonenckich przeznaczonych do odbioru telewiz;ji.
Zgromadzone dane telemetryczne opisuja zarejestrowane informacje o czasie wlaczenia i
wylaczenia telewizora oraz identyfikatorze aktualnie odbieranego programu telewizyjnego.
Na podstawie tych informacji opisywane sg preferencje abonentéw do poszczegélnych
audycji w postaci przytaczanych wczesniej ocen niejawnych. Oceny te stuzg do stworze-
nia modelu rekomendacji, ktéry bedzie w stanie zaprezentowac uzytkownikom sugestie
audycji, ktérymi mogq by¢ potencjalnie zainteresowani.

Opisywane w tej pracy badania starajqg si¢ zweryfikowac dziatanie oraz uzytecznos¢
takiego systemu. Badania opisujg rowniez spos6b w jaki zmierzono si¢ ze zwigzanymi z
tym wyzwaniami w postaci:

e pierwszym problemem, ktéry trzeba zaadresowac jest pierwotna postac oraz pocho-

dzenie danych wejsciowych. Dane w czystej postaci zawierajg jedynie informacje
o ogladanych programach (jednakze w celu stworzenia rekomendacji audycji po-
trzebne sg informacje o audycjach emitowanych na tych programach). Dodatkowo
fakt, ze pozyskano je z rzeczywistych urzadzen sprawia, ze znajduje si¢ w nich
wiele szumu, ktéry w celu unikniecia potencjalnych negatywnych efektéw trzeba
zniwelowac,

e nastepnym wyzwaniem jest spos6b wyznaczania preferencji uzytkownikéw do kon-
kretnych audycji. W przedstawionych badaniach zaprezentowano oraz poré6wnano
trzy alternatywne sposoby obliczania ocen niejawnych, ktére na podstawie analizy
zachowan staraja sie opisa¢ zainteresowanie dang audycja,

e bardzo wazny jest r6wniez wyb6r metody, ktéra pomoze w ocenie skuteczno$ci
dziatania systemu rekomendacji. W pracy zaproponowano i opisano dwie miary

oceny jakosci rekomendacji.

Praca zostala zorganizowana w nastepujacy sposob: w rozdziale 2. przedstawiono ide¢

oraz koncepcje dziatania systemow rekomendacji. W rozdziale 3. opisano wykorzystane na
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potrzeby pracy biblioteki programistyczne. W rozdziale 4. przedtozono strukture danych
wej$ciowych wykorzystanych w stworzeniu oraz oceny jakosci modelu systemu rekomen-
dacji. Natomiast w rozdziale 5. omowiono jego architekture oraz metode sprawdzenia
jego skuteczno$ci. Rozdziat 6. prezentuje rezultaty badan. Praca zostala podsumowana w

rozdziale 7.



2. Systemy rekomendaciji

2.1. Idea system6w rekomendacji

Systemy rekomendacji (ang. recommender systems) sg to narzedzia, ktoére majg na
celu prezentowanie tre$ci dostosowanych do zainteresowan i potrzeb uzytkownikéw. W
zaleznoSci od Srodowiska w jakim dziata system rekomendacji prezentowanymi tre$ciami
moga by¢ na przyktad:

e w przypadku serwiséw VOD - filmy lub seriale,

e w przypadku sklepéw internetowych - konkretne produkty z oferty,

e w przypadku serwis6w muzycznych - utwory muzyczne.

Istnieje wiele powodow, z ktérych dostawcy tresci decydujq sie na wdrozenie technologii
systemOow rekomendacji. Migdzy innymi mogg nimi by¢ [1]:

e zwigkszenie liczby skonsumowanych tresci (np. liczby zakupionych produktéw w

sklepie),

e zwigkszenie dywersyfikacji konsumowanych tresci (sugerowanie uzytkownikom mniej
popularnych tresci, ktére bytyby trudne do odnalezienie bez konkretnej rekomenda-
cji),

e zwiekszenie satysfakcji uzytkownika (poprawa do$wiadczen z uzytkowania danego
sklepu, czy tez serwisu internetowego),

e zwigkszenie przywiqzania uzytkownika do systemu (uzytkownik bedzie bardziej przy-
wigzany do systemu, ktéry proponuje mu spersonalizowane tresci, ktére przypadaja

W jego gusta).

2.2. Metody zbierania preferencji uzytkownikéw

W zwigzku z gléwnym zadaniem omawianych systemow, czyli prezentowania uzytkow-
nikom pewnych rekomendacji, muszg one zbiera¢ informacje na temat historii zachowan
i preferencji tych uzytkownikéw. Informacje te mozemy interpretowac jako ich oceny
poszczeg6lnych tresci.

Jednym typem ocen s3 tzw. oceny jawne (ang. explicit ratings). W tym przypadku
uzytkownik bezposrednio proszony jest o podzielenie sie opinig na temat danej tresci w
postaci warto$ci w pewnej skali. Skale takich ocen mogg przyjmowac r6zne formy [2]:

e skala binarna, na przyktad ocena danego filmu w serwisie YouTube w postaci opcji

"To mi si¢ podoba"oraz "To mi si¢ nie podoba",
e skala numeryczna, na przyktad skala 1-5 gwiazdek w sklepie Amazon,
¢ skala porzadkowa, na przyklad miara zadowolenia klienta w skali "bardzo nieusatys-

fakcjonowany, niezadowolony, neutralny, zadowolony, bardzo zadowolony".

Jednak oceny jawne nie zawsze sa tatwe lub mozliwe do pozyskania (na przyktad przez

limitacje systemowe). W takich sytuacjach preferencje mogg zosta¢ wyrazone za pomoca
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ocen niejawnych (ang. implicit ratings). Ich zalozeniem jest to, ze opinia uzytkownika
na temat poszczegélnych tresci wnioskowana jest na podstawie historycznych dziatan i
interakcji z systemem [3][4]. Na przyktad:

¢ zakup moze oznaczaé pozytywne nastawienie do danego produktu,

e czas spedzony na stronie pokazuje zainteresowanie danym artykutem,

¢ lub w catos$ci obejrzany odcinek serialu wskazuje, ze uzytkownik lubi dang produkcje.

2.3. Definicja problemu rekomendacji

Problem, ktory systemy rekomendacji probujg rozwigza¢ mozna opisa¢ na rézne
sposoby. Dwie wiodgce definicje problemu rekomendaciji to [5][6]:

e problem predykcji ocen (ang. rating prediction problem), ktéry polega na predykcji
oceny, ktorg uzytkownik u przyzna nieocenionej jeszcze treSci i. Problem zaklada,
Ze istnieje pewien zbior danych treningowych, ktéry zawiera informacje o preferen-
cjach uzytkownika do poszczegélnych produktéw. Zbiér ten mozna zdefiniowa¢
jako macierz m x n, gdzie m to liczba uzytkownikéw, a n to liczba produktéw, ktéra
uzupelniona jest zaobserwowanymi warto$ciami ocen dla par uzytkownik-produkt.
WartoSci zaobserwowane stuza do estymacji wartosci brakujacych (niezaobserwo-
wanych) w tej macierzy,

e problem rekomendacji K najwazniejszych tresci (ang. top-K recommendation pro-
blem), ktérego rozwigzanie jest wykorzystywane w przypadkach, gdy estymacja
konkretnej warto$ci oceny nie jest potrzebna (lub jest niemozliwa do predykcji). W
takim przypadku problem rekomendacji mozna zdefiniowac¢ jako okreslenie listy K

tresci, ktore najbardziej moga trafi¢ w gusta uzytkownika u.

2.4. Typy system6w rekomendacji

Gléwnym podziatem systeméw rekomendacji jest podzial na systemy spersonalizowane
(ang. personalized) - takie, ktére bazuja na analizie historycznych danych o zachowaniach
i interakcjach uzytkownika oraz systemy niespersonalizowane (ang. non-personalized) - ta-
kie, ktore nie potrzebuja wiedzy na temat preferencji uzytkownika, a dziatajg na podstawie
ogolnych statystyk popularnos$ci danych produktéw w danym serwisie.

Wsréd spersonalizowanych systeméw rekomendacji wiodgcymi podej$ciami sg me-
tody bazujace na:

¢ analizie cech produktéw (ang. content-based filtering),

e powigzaniach pomiedzy uzytkownikami lub produktami (ang. collaborative filte-

ring).
Wybér metody jaka zostanie wykorzystana rézni sie w zaleznoS$ci od zastosowan i od tego,
jakie dane sg dostepne w danym srodowisku. Dodatkowo oba podejs$cia posiadaja swoje

wady i zalety. Z tego powodu w praktycznych zastosowaniach czesto wykorzystuje sie tzw.
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hybrydowe systemy rekomendacji (ang. hybrid recommender systems), czyli takie, ktore
agreguja rezultaty z kilku metod.

W opisywanych w tej pracy badania bazujgq na wykorzystywaniu metody collaborative
filtering. Jednakze w nastepnych sekcjach przedstawiono przekrojowy spos6b dziatania

obu tych metod.

2.4.1. Metoda content-based filtering

Systemy rekomendacji oparte na metodzie content-based filtering rozwigzujg problem
rekomendacji poprzez sugerowanie uzytkownikom tresci na podstawie podobienstwa
do tresci pozytywnie ocenionych przez nich w przesztosci. Samo podobieristwo tresci
bazuje na pewnym zbiorze ich atrybutéw. Atrybuty te pozyskiwane sg zazwyczaj poprzez
metadane lub opis tekstowy danego produktu i sg specyficzne dla domeny, w ktorej taki
system rekomendacji bytby wprowadzony. Na przykltad w domenie serwiséw VOD, system
rekomendacji moze bazowac na atrybutach filmu w postaci jego gatunku, rezysera i
gléwnego aktora. Innym przykladem moga by¢ serwisy informacyjne, ktére oceniatyby
podobienstwo artykutéw na podstawie wystepujacych w nich stéw kluczowych.

Sam proces rekomendacji systemu content-based filtering mozna uogo6lnic i zaprezen-
towac w postaci trzech krokéw [7][8]:

1. ekstrakcja atrybutow produktu - jest to etap, w ktérym z informacji na temat danego
produktu (informacje te sa specyficzne dla konkretnej domeny) wyodrebniony zostaje
zestaw jego cech (najczesciej w postaci wektorowe;j),

2. stworzenie profilu uzytkownika - nastepnym krokiem jest stworzenie modelu (unikal-
nego dla jednego uzytkownika, nazywanego rowniez profilem uzytkownika), ktory
bedzie zdolny do predykcji preferencji uzytkownika do konkretnych pozycji. Model
budowany jest na podstawie zbioru danych treningowych sktadajacego sie z potacze-
nia informacji o historycznych preferencjach (ocenach) uzytkownika z atrybutami
produktéw wyodrebnionymi w poprzednim kroku. Sam problem stworzenia takiego
modelu mozna interpretowac jako problem uczenia maszynowego, na przyktad jako
problem klasyfikacji, czy tez regresji liniowej,

3. prezentowanie rekomendacji - finalnie, z wykorzystaniem stworzonego profilu uzyt-
kownika mozliwe jest stworzenie rekomendacji zbioru produktéw (o atrybutach
korelujacych z profilem uzytkownika, ktére z uwagi na to potencjalnie zainteresuja
uzytkownika).

Zaletg systemow rekomendacji bazujacych na analizie cech produktéw jest to, ze sq w
stanie rekomendowac¢ produkty, ktére nie zostaly jeszcze przez nikogo ocenione. Waznym
aspektem jest rowniez to, ze z wykorzystaniem wyodrebnionych cech mozna w tatwy
spos6b wytlumaczy¢ uzytkownikowi pojawienie sie konkretnej rekomendacji (na przyktad
rekomendowany film jest tego samego gatunku co inny wczeéniej oceniony film).

Natomiast wada takich systemow jest fakt, ze w przypadku pojawienia si¢ nowego
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uzytkownika nie jest mozliwa analiza jego preferencji (nie jest mozliwe stworzenie profilu
uzytkownika), a co za tym idzie system nie bedzie w stanie prezentowa¢ wiarygodnych
rekomendacji. Taka sytuacja nazywana jest rowniez problemem zimnego startu (ang.
cold-start problem) dla uzytkownikéw. Druga wadg jest roznorodno$¢ samych rekomen-
dacji prezentowanych uzytkownikom. Z uwagi na fakt, ze systemy oparte na metodzie
content-based filtering bazuja na podobienistwie produktéw, czesto rekomendujg produkty
bardzo do siebie zblizone.

2.4.2. Metoda collaborative filtering

Systemy rekomendacji bazujace na powigzaniach pomiedzy uzytkownikami w celu
stworzenia rekomendacji dla uzytkownika wykorzystuja informacje o preferencjach in-
nych uzytkownikéw w systemie. Ideq ich dziatania jest to, Ze zainteresowanie uzytkownika
danym produktem moze zosta¢ wywnioskowane na podstawie innego uzytkownika, ktory
podobnie ocenial inne produkty. Istnieja dwa typy metod wykorzystywanych w systemach
collaborative filtering. Sq nimi metody oparte o pamiegc oraz metody oparte o model [1]:

1. metody oparte o pamiec (ang. memory-based) ze wzgledu na sposob dzialania nazy-
wane sg rowniez metodami opartymi na sqsiedztwie (ang. neighborhood-based). W
tym podejsciu estymacja ocen dla par uzytkownik-produkt obliczana jest na podsta-
wie sgsiedztwa. Same sgsiedztwo moze zosta¢ zdefiniowane na dwa sposoby [9][10]:

e user-based collaborative filtering definiuje sasiedztwo na podstawie podobien-
stwa uzytkownikéw. W celu znalezienia sasiedztwa uzytkownika u, obliczone
zostaje jego podobienstwo do pozostatych uzytkownikéw w systemie. Podo-
bienstwo miedzy uzytkownikami u i v moze zosta¢ wyrazone np. za pomoca
podobieristwa cosinusowego (ang. cosine similarity)':

) Ykel,nI, Tuk " Tvk
sim(u,v) = — ,

2 2
\/Zke]umlv P’ \/Zkelunl,, Tk

gdzie I, to zbiér produktéw ocenionych przez uzytkownika u, a r,,; to ocena,

ktoéra wystawit produktowi i. k najblizszych sqsiadow (ang. k nearest neighbours,
kNN), pod wzgledem podobieristwa do uzytkownika u, stuzy do estymacji oceny
produktéw jeszcze przez niego nieocenionych. Predykcja wyznaczona jest jako
Srednia wazona ocen tego produktu w najblizszym sasiedztwie,

e item-based collaborative filtering dziata na podobnej zasadzie co poprzednik.
Z tym, ze definiuje sgsiedztwo na podstawie na podstawie podobienstwa pro-
duktéw. Predykcja oceny uzytkownika u dla produktu i wyznaczona jest jako
Srednia wazona ocen, wystawionych przez u, produktéw, ktére sa w najblizszym
sasiedztwie produktu i.

' Powrzechnie wykorzystuje sie réwniez takie miary jak wspétczynnik korelacji Pearsona (ang. Pearson
correlation coefficient) oraz skorygowane podobieristwo consinusowe (ang. adjusted cosine similarity).
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2. metody oparte o model (ang. model-based) polegajq na stworzeniu modelu, ktéry be-
dzie w stanie estymowac preferencje uzytkownika do danego produktu. Przyktadami
metod wykorzystywanych w tym celu sq: algorytm drzew decyzyjnych (ang. decision
trees), reguly asocjacyjne, klasyfikatory bayesowskie (ang. Bayes classifiers) oraz modele

czynnikow ukrytych (ang. latent factor models). [11]

Zaletg systemOw collaborative filtering, w porownaniu do systemOw bazujgcych na
cechach produktu, jest to, ze rekomendacje sg zdywersyfikowane. Ze wzgledu na to, ze
metoda bazuje rowniez na gustach innych uzytkownikéw, rekomendacje moga znaczgco
sie r6zni¢ od produktow, ktére uzytkownik ocenit dotychczas.

Problemem tych systemoéw jest jednak fakt, Zze w sytuacji gdy pojawi sie nowy uzyt-
kownik nie sg znane jego preferencje oraz historia zachowan, przez co system nie jest w
stanie spersonalizowac jego rekomendacji (problem zimnego startu dla uzytkownikéw).
Podobna sytuacja wystepuje dla nowych produktéw, tzn. dopéki nowy produkt nie zosta-
nie oceniony, nie bedzie moégt zostac dla nikogo zarekomendowany (problem zimnego

startu dla produktéw).

2.5. Modele czynnikow ukrytych

Modele czynnikéw ukrytych (ang. latent factor models) sa metodami wykorzystywa-
nymi w systemach collaborative filtering opartych o model. Ich gléwnym zaloZzeniem
jest to, ze uzytkownicy oraz produkty zostajq scharakteryzowani za pomocg skonczone;j
liczby cech (czynnikéw ukrytych) automatycznie wywnioskowanych ze zbioru preferencji
uzytkownikéw (zbioru ocen). Wnioskowanie owych cech opiera sie na odkryciu pewnych
zwigzkoéw pomiedzy zaobserwowanymi warto$ciami preferencji. Przyktadowo, jesli jako
produkty opisane wezmiemy produkcje telewizyjne, odkrytymi czynnikami mogg by¢:
przynalezno$¢ do danego gatunku (dramat, komedia), preferowany wiek odbiorcy danej
produkcji lub tez inne cechy, ktérych nie jesteSmy w stanie w prosty sposéb zinterpreto-
wac.[12][13]

Jedna z najbardziej popularnych metod opartych o modele czynnikéw ukrytych jest
faktoryzacja macierzy (ang. matrix factorization), ktora jest chetnie wykorzystywana z
uwagi na dobre rezultaty oraz skalowalno$¢. Metoda faktoryzacji macierzy zaklada, ze
zbioér preferencji uzytkownikéw mozna zdefiniowac jako macierz R o rozmiarach m x n.
Warto$¢ r,; oznacza ocene uzytkownika u dla produktu i, ktéra znajduje sie na przecieciu
u-tego wiersza i i-tej kolumny tej macierzy. Macierz R nie jest uzupelniona, tzn. istnieje
wiele brakujacych warto$ci preferencji z uwagi na to, ze z reguly uzytkownicy nie zostawiaja
ocen dla wszystkich dostepnych produktéw.[12][14][4]

Gléwnym zalozeniem metody faktoryzacji macierzy w przypadku systeméw rekomen-

dacji jest to, ze macierz R (o wymiarach m x n) mozna przyblizy¢ poprzez iloczyn macierzy
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P (o wymiarach m x k) oraz Q (o wymiarach n x k) [13][12]:
Rmxn:mekQ;xk (1)

, gdzie k odnosi sie do liczby czynnikéw ukrytych, za pomoca ktérych zostang opisani
uzytkownicy oraz produkty. Kazdy uzytkownik u odpowiada u-temu wierszowi (p,, € R¥)
macierzy P. Natomiast kazdy produkt i odpowiada i-temu wierszowi (g; € R¥) macierzy
Q. Wektor g; opisuje jak otrzymane k cech ukrytych charakteryzuje produkt i (jakie cechy
posiada dany produkt). Odpowiednio p, opisuje jak te k cech charakteryzuje uzytkownika
u (jakimi cechami produktu uzytkownik jest zainteresowany).

Nastepnie na podstawie uzyskanych macierzy P i Q moga zosta¢ wyestymowane bra-
kujace warto$ci macierzy wejsciowej R - wartosci r,,; (brakujaca preferencja uzytkownika
u dla produktu 7). Przyblizenie wartos$ci r,; moze zostac obliczone na podstawie iloczynu
skalarnego wektoréw p, oraz g; [12]:

rui = 47 Pu )

W celu odnalezienia macierzy P oraz Q spelniajacych réwnanie (1) wykorzystuje sie
metody oparte na rozktadzie wedtug wartosci osobliwych (ang. singular value decom-
position, SVD). Jednak w przypadku systemow rekomendacji collaborative filtering, gdy
w macierzy preferencji R istniejg brakujace wartosci, zastosowanie klasycznych metod
SVD nie jest mozliwe [12]. Z tego wzgledu znalezienie P i Q powinno bazowac jedynie na
dostepnych (zaobserwowanych) warto$ciach w macierzy R. Mozna to osiaggnac poprzez
sformutowanie problemu optymalizacji bazujgcego jedynie na dostepnych wartoSciach
rui [12][11]:

(P*,Q"):=argmin Y, (rui—q; pu)” + M qil* + 1 pull®) 3)
(u,0)eS
, gdzie S to zbior wszystkich par (u, i), dla ktérych r,; wystepuje w wejsciowej macierzy
R. Natomiast parametr A wykorzystywany jest do regularyzacji, ktora probuje rozwigzac
problem nadmiernego dopasowania (ang. overfitting).

Do rozwigzania problemu minimalizacji z r6wnania (3) czesto wykorzystuje sie metode
stochastycznego spadku wzdtuz gradientu (ang. stochastic gradient descent, SGD). Drugim
podejsciem, ktére zostato uzyte w opisywanych w tej pracy badaniach, jest algorytm
naprzemiennych najmniejszych kwadratow (ang. alternating least squares, ALS).

2.5.1. Algorytm naprzemiennych najmniejszych kwadratéw (ang. alternating least
squares, ALS)

Algorytm naprzemiennych najmniejszych kwadratow (ang. alternating least squares,
ALS)[15][16] jest metodg faktoryzacji macierzy, ktéra jest wykorzystana do rozwigzania

problemu optymalizacji opisanego w réwnaniu (3). Algorytm ALS podchodzi do tego w
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sposob iteracyjny, dzielac omawiany problem na mniejsze problemy o nizszej ztozonosci.
Przebieg algorytmu mozna opisac jako naprzemienne wywotanie dwéch ponizszych
krokow [11]:
1. WartoS$ci macierzy P (wartosci p,) zostajg uznane jako wartosci stale. Nastepnie dla
kazdego z n wierszy macierzy Q (kazdego wektora g;) rozwigzany zostaje problem
optymalizacji:

Q'=argmin Y (rui—q; pu)* +AUqil* + 1 pul®) @
i:(u,i)es
, gdzie S to zbidr wszystkich par (u, i), dla ktérych r,; wystepuje w wejsSciowej macie-
rzy R. Natomiast p, traktowane sg jako wartosci state.
2. WartoSci macierzy Q (warto$ci ¢;) zostajg uznane jako warto$ci state. Nastepnie dla
kazdego z m wierszy macierzy P (kazdego wektora p,) rozwigzany zostaje problem
optymalizacji:

P*:=argmin ) (rui=q; pu)* +A0qil° + I pul®) 5)
u:(u,i)es
, gdzie S to zbidr wszystkich par (u, i), dla ktérych r,; wystepuje w wejSciowej macie-
rzy R. Natomiast g; traktowane sg jako wartoSci state.
Powyzsze kroki wykonywane sg iteracyjne do osiggniecia zbiezno$ci. Ponizej przedsta-
wiono omawiany algorytm réwniez w postaci pseudokodu [17]:

Algorytm 1 Alternating Least Squares (ALS)
Inicjalizacja q; — 0
Inicjalizacja p,, wartosciami losowymi
powtarzaj
Ustaw p, jako wartosci state, oblicz q; przez minimalizacje funkcji celu (4)
Ustaw q; jako wartosci state, oblicz p,, przez minimalizacje funkcji celu (5)
dopéki nie osiagnieto maksymalnej liczby iteracji

Algorytm ALS zyskal duza popularno$¢ i jest czesto stosowany w zastosowaniach
systeméw rekomendacji collaborative filtering z uwagi na to, ze problemy optymalizacji
dla kazdego p, (réwnanie 5) oraz dla kazdego ¢; (réwnanie 4) sg niezalezne. Z tego
wzgledu algorytm moze zosta¢ w prosty spos6b zréwnoleglony i przyspieszony poprzez
obliczenia rozproszone [15].

2.5.2. Metoda faktoryzacji macierzy z wykorzystaniem ocen niejawnych

Tak jak opisano w rozdziale 2.2 systemy rekomendacji mogg dziata¢ na podstawie
r6znych typéw ocen uzytkownikéw. Pierwszym z nich sg oceny jawne, tzn. takie w ktérych

uzytkownik bezposrednio wyraza opini¢ na temat danego produktu. Drugim typem sg
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oceny niejawne, w ktérych preferencje uzytkownikéw wnioskowane sg na podstawie
historycznych dziatan i interakcji z systemem.

Standardowe podejscie do metody faktoryzacji macierzy w systemach rekomendacji,
ktore zostato opisane w rozdziale 2.5, traktuje wartoSci macierzy preferencji jako oceny
jawne. Jednak w wielu przypadkach (réwniez w przypadku omawianej pracy) mozliwe
jest wylacznie zastosowanie ocen niejawnych. Z tego wzgledu autorzy [4] zaproponowali
modyfikacje metody faktoryzacji macierzy uwzgledniajaca typ ocen niejawnych.

W przypadku ocen niejawnych same oceny nie definiujg bezposrednich preferenciji
uzytkownikéw do danych produktéw, a opisujq site (pewnos$¢) obserwacji wywnioskowa-
nych na podstawie historycznych dziatani uzytkownikéw (np. sumaryczny czas spedzony
na ogladaniu danej serii programu telewizyjnego, serialu telewizyjnego). W zwigzku z
tym niskie wartoSci r,; wyrazaja matg pewnos$¢, ze uzytkownik u jest zainteresowany
produktem i (uzytkownik moégl obejrze¢ dany program telewizyjny tylko ze wzgledu
na wlaczony w tle odbiornik). Natomiast wysokie warto$ci r,,; 0znaczaja duza pewnosc
obserwacji (cykliczne ogladanie danej serii audycji oznacza rzeczywiste zainteresowanie
dang produkcja).

Autorzy [4] wprowadzajg dwie dodatkowe wartoSci. Pierwsza z nich jest wartoS¢ d;:

1 dlary,;=0
dyi = (6)
0 dlary,;=0

Warto$¢ binarna d,,; definiuje odnotowanie jakiejkolwiek interakcji pomiedzy uzytkowni-

kiem u, a produktem i. Druga warto$cig jest c,;, ktéra opisuje site obserwacji d,;:
cui=l+ary; (7)

Im wyzsza jest warto$¢ r;, tym szybszy jest wzrost sity obserwacji c,;. Tempo tego wzrostu
kontrolowane jest z wykorzystaniem wartosci statej a.

Nastepnie autorzy przedstawiajg modyfikacje problemu optymalizacji opisanego wzo-
rem (3), ktéry stosowany jest w standardowej metodzie faktoryzacji macierzy. Modyfikacja
uwzglednia zmieniajace sie wartosci sity obserwacji. Dodatkowo w przeciwienistwie do kla-
sycznego przypadku operuje ona na wszystkich mozliwych parach (u, i). Ponizej przedsta-
wiono zmodyfikowany problem optymalizacji, ktéry moze stuzy¢ do faktoryzacji macierzy

ocen R w przypadku, gdy wartoSci tej macierzy opisujg oceny niejawne uzytkownikow [4]:

(P*,Q*) :=argminy_ cyi(dui — q] pu)* + AU qilI* + | pull® 8)

u,i

Sformulowana w powyzszy spos6b metoda faktoryzacji macierzy (a w szczegélnosci jej
implementacja w silniku Apache Spark opisanego w rozdziale 3.2) zostata wykorzystana
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do stworzenia analizowanego w opisanych w tej pracy badaniach systemu rekomendacji
audycji telewizyjnych.
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3. Wykorzystane biblioteki oraz narzedzia programistyczne

Badania zostaty zrealizowane w jezyku Python w wersji 3.9, ktéry wykorzystano do
przetworzenia danych wejSciowych (opisanego w rozdziale 4.), stworzenia systemu reko-
mendacji (opisanego w rozdziale 5.) oraz oceny jego jakosci. Dodatkowo ponizej opisano

kluczowe biblioteki oraz narzedzia programistyczne wykorzystane w tej pracy.

3.1. PostgreSQL

PostgreSQL [18] jest jednym z najpopularniejszych systemow zarzadzania relacyjnymi
bazami danych. System zostat wykorzystany w badaniach ze wzgledu na mozliwo$¢ wy-
korzystania indeksu GiST opartego na algorytmie generalized search tree. Jest to rodzaj
indeksu, ktory jest szczeg6lnie przydatny do wyszukiwania w bardzo duzych bazach
danych. W pracy wykorzystano jego zastosowanie do tworzenia optymalnych zapytan
dotyczacych przedziatéw czasowych [19], co byto kluczowym mechanizmem w procesie
przetwarzania danych wej$ciowych (opisanych w rozdziale 4.).

3.2. Apache Spark

Apache Spark [20] jest to silnik analityczny wykorzystywany do przetwarzania duzej
ilosci danych. Jedng z gléwnych zalet tego rozwigzania jest mozliwos¢ réwnoleglego
wykonywania obliczen.

Na potrzeby opisywanej pracy wykorzystano rozszerzenie silnika Spark w postaci
biblioteki MLIib [21], ktéra umozliwia zastosowanie go do celéw rozwigzywania proble-
moOw uczenia maszynowego, a w szczeg6lnosci dla tych badan - rozwigzania problemu
rekomendacji z wykorzystaniem metody collaborative filtering opartej o model. Do tego
celu biblioteka MLI/ibudostepnia implementacje opisywanego w rozdziale 2.5.1 algorytmu
alternating least squares (ALS) [22].

Na rysunku 3.1 przedstawiono przyktad wykorzystania zawartej w bibliotece MLIib
implementacji algorytmu ALS. Przyktad opiera si¢ na Srodowisku PySpark - interfejsie
programistycznym silnika Apache Spark dla jezyka Python.

from pyspark.ml.recommendation import ALS

als = ALS(rank = 100
maxIter = 5,
regParam = 0.01,

implicitPrefs = True,

alpha = 10,
userCol = "userId",
itemCol = "movieId",

ratingCol = "rating")
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model = als.fit(training_df)

predictions = model.transform(test_df)

Rysunek 3.1. Przyktad wykorzystania algorytmu ALS w §rodowisku PySpark.

Zmienne training df oraz test_df definiujg odpowiednio zbiér danych treningowych

oraz zbior danych testowych, ktore opisujg dane w sposob tabelaryczny. Sktadajg sie

one z krotek w postaci " (userld, itemld, rating)"dotyczacych identyfikatora uzytkownika,

identyfikatora produktu oraz warto$ci oceny (w postaci jawnej lub niejawnej). W linii

trzeciej zdefiniowane zostajq parametry algorytmu ALS:

parametr rank opisuje liczbe czynnikéw ukrytych wykorzystanych przy faktoryzacji
macierzy,

parametr maxlter opisuje maksymalna liczbe iteracji algorytmu,

parametr regParam opisuje warto$¢ A wykorzystywang do regularyzacji ze wzoréw
(3) oraz (8),

parametr implicitPrefs jest flaga, ktéra stuzy do wyboru odpowiedniej wersji algo-
rytmu alternating least squares. Warto$¢ False oznacza wybor algorytmu z wykorzy-
staniem ocen jawnych (opisanego w rozdziale 2.5). Natomiast warto$¢ True oznacza
zastosowanie wersji algorytmu dla przypadku wykorzystania ocen niejawnych (opi-
sanego w rozdziale 2.5.2),

parametr alpha opisuje warto$c¢ stalag a wykorzystang we wzorze (7), ktéra okresla
tempo wzrostu sity obserwacji w przypadku ocen niejawnych,

parametry userCol, itemCol, ratingCol oznaczajq odpowiednio nazwy kolumn dla
kolumn identyfikatoréw uzytkownikéw, identyfikatoréw produktéw, wartosci ocen
w zbiorach danych treningowych oraz testowych (training_df oraz test_df).

W linii dwunastej utworzony zostaje model systemu rekomendacji poprzez wywotanie

algorytmu ALS na zbiorze danych treningowych. Nastepnie na podstawie uzyskanego

modelu wyznaczone zostaja przewidywane warto$ci ocen dla par (userld, itemld) ze zbioru

danych testowych (linia czternasta).
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4. Posta¢ danych wejSciowych

4.1. Pochodzenie danych

Dane uzyte na potrzeby systemu rekomendacji opisywanego w tej pracy zostaty prze-
kazane do cel6w naukowych przez instytut badawczy NASK (Naukowa i Akademicka Sie¢
Komputerowa). Zbiér pochodzi od jednego z operatoréw telewizji kablowej i dotyczy
ogladalnosci polskich programoéw telewizyjnych przez abonentéw. Dane zebrane zostaty
poprzez zagregowanie (w celu analizy danych potrzebnej do realizacji zalozonych celéw
bizensowych) zanonimizowanych informacji z dekoderéw STB (ang. set-top box), tzn.
elektronicznych urzadzen abonenckich, ktérych zadaniem jest zamiana zewnetrznego
zrédla sygnatu w mozliwy do wySwietlenia na telewizorze obraz [23].

4.2. Posta¢ danych

Omawiany zbiér danych na temat ogladalnosci telewizji udostepniony zostat w postaci
plikéw tekstowych w formacie CSV (ang. comma-separated values). Kazdy rekord w pliku
sktada sie z czterech kolumn kolejno opisujacych:

¢ unikalny, anonimowy identyfikator abonenta,

e date podtaczenia (norma ISO8601 [24] z doktadnoScig do sekund) urzadzenia abo-

nenckiego do okreslonego programu telewizyjnego,

e date odlaczenia (norma ISO8601 z dokltadnoscig do sekund) urzadzenia abonenc-

kiego do okreslonego programu telewizyjnego,

¢ identyfikator programu telewizyjnego.

Przykiad prébki danych przedstawiono w tabeli 4.1.

Tabela 4.1. Przyktad rekord6w na temat ogladalnosci (dla uproszczenia identyfikatory programoéw
telewizyjnych zostaty zastapione ich nazwami).

. . Program
Identyfikator abonenta | Data podlaczenia | Data odlaczenia o
Telewizyjny
. 2021-09-15 2021-09-15 Discovery
bt3riipx
18:29:35 18:59:40 Channel
2021-09-15 2021-09-15 Discovery
2no6c6gm . .
18:59:02 19:41:40 Historia
. 2021-09-15 2021-09-15 ]
bt3riipx Animal Planet
18:59:40 20:39:47
) 2021-09-15 2021-09-15
ilz7toba Eurosport 1
19:20:56 19:59:44
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. 2021-09-15 2021-09-15
ilz7toba Eurosport 2
19:59:44 20:57:58
. . 2021-09-15 2021-09-15 Discovery
njlwdja3 .
20:59:44 21:37:22 Science
B 2021-09-15 2021-09-15 Discovery
bt3riipx
22:25:55 23:15:44 Channel
2021-09-15 2021-09-15 Discovery
621h80tx
22:30:11 23:10:32 Channel

4.3. Statystyki zbioru danych

Wpisy zbioru danych pochodzg z przetomu wrzes$nia i pazdziernika 2021 roku. Pre-
zentujg informacje na temat ogladalnosci 218 r6znych programéw telewizyjnych przez 50
tysiecy roznych uzytkownikéw. Na rysunku 4.1 przedstawiono wykres liczby zgromadzo-
nych rekordéw dla poszczegdlnych dni, natomiast w calym zbiorze znajduje sie ponad 95

milionéw wpisow.
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1500000
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Rysunek 4.1. Wykres liczby zgromadzonych danych dla poszczeg6lnych dni (sumarycznie 95683318
wpisow).

4.4. Wzbogacenie danych o informacje z bazy EPG

Niestety dane w takiej postaci nie pozwalajq na analize nawykéw ogladania poszczegol-
nych audycji telewizyjnych przez uzytkownikéw, poniewaz zawieraja jedynie informacje o
preferencjach do konkretnych programéw telewizyjnych. Z tego powodu zbiér danych
zostat wzbogacony o dodatkowe informacje pochodzace z bazy danych EPG (ang. Electro-
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nic Program Guide). EPG [25][26] to elektroniczny przewodnik po programach, nadawany
w formie tekstowej, informujacy o aktualnym programie ramowym w telewizji. Klasycz-
nym zastosowaniem tego systemu jest mozliwo$¢ szybkiego i efektywnego wyszukiwania
z ekranu telewizora odpowiedniej audycji, ktora jest aktualnie emitowana lub bedzie
emitowana w najblizszej przysztosci.

Przyktadowymi informacjami udostepnionymi przez EPG, poza standardowg informa-
cja o godzinach emisji, sg:

¢ gatunek audycji (np. serial paradokumentalny, magazyn, serial komediowy, itp.),

¢ nazwiska aktoréw w niej grajacych,

e czy kraj produkciji.

Na potrzeby opisywanego w tej pracy systemu rekomendacji, dane otrzymane poprzez
EPG (z okresu pokrywajacego zbi6ér danych wejsciowych) zostaty zaimportowane do rela-
cyjnej bazy danych PostgreSQL, ktéra umozliwia optymalne zapytania dotyczace audycji
emitowanych na poszczeg6lnych programach telewizyjnych w okreslonych przedziatach
czasowych (przykiad takiego zapytania widnieje na rysunku 4.3). Schemat wykorzystanej
bazy zostal przedstawiony na rysunku 4.2.

channels
Fid
+1 name

channel_id:id

programmes
+-7 programme_id
5% broadcast_id
5% channel_id
o title
& duration

Rysunek 4.2. Schemat bazy danych z informacjami z EPG.

select programmes.id, programmes.title, duration , channel_id
from programmes
inner join channel on channels.id = programmes.channel_id and
— channels.name = 'Discovery Channel'
where programmes.duration

&& '[2021-09-15 14:30:00, 2010-09-15 14:35:00)'::tsrange

Rysunek 4.3. Przyktad zapytania do bazy danych dotyczacego emitowanych audycji.
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Surowe dane na temat ogladalnosci programéw telewizyjnych zostajg uzupeinione o
dodatkowe informacje na temat emitowanych audycji. Proces ten mozna przedstawi¢ w

nastepujacych krokach:

1. Kazdy wpis w pliku zawierajacy dane o podiaczeniu i odtgczeniu od danego pro-
gramu, zostaje rozszerzony (za pomocg zapytania do bazy EPG) do listy audycji
nadawanych w tej sesji ogladania. Dla przyktadu wpis przedstawiony w tabeli 4.2

zostaje przeksztatlcony do postaci przedstawionej w tabeli 4.3.

Tabela 4.2. Przyktad rekordu danych przed rozszerzeniem do listy audycji.

Identyfikator . . Program
Data podtaczenia | Data odtaczenia L
abonenta Telewizyjny
. 2021-09-15 2021-09-15 Discovery
xt3rci2x
18:19:35 20:39:40 Channel

Tabela 4.3. Przykiad listy rekordow przed zagregowaniem sesji ogladania dotyczacych jedne;j

audycji.
Identyfikator Rozpoczecie Zakonczenie Identyfikator Program
abonenta sesji sesji audycji Telewizyjny
1081977 .
] 2021-09-15 2021-09-15 Discovery
Xt3rci2x (Kamperem
18:29:35 19:00:00 o Channel
przez Swiat)
. 2021-09-15 2021-09-15 1451785 Discovery
Xt3rci2x .
19:00:00 20:00:00 (Polscy truckersi) Channel
. 2021-09-15 2021-09-15 1441285 Discovery
Xt3rci2x .
20:00:00 20:39:40 (Ztomowisko PL) Channel

2. Zostaje wyliczony czas (w sekundach) ogladania emitowanej audycji przez uzytkow-

nika w danej sesji ogladania.

3. Nastepnie wszystkie wpisy sg zgrupowane wedtug uzytkownikéw i audycji oraz zagre-
gowane do sumarycznego czasu ich ogladania we wszystkich sesjach ogladania. Dla
zobrazowania, lista rekordow z tabeli 4.4 zostaje zagregowana do formy opisanej w

tabeli 4.5.
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Tabela 4.4. Przyktad listy rekordéw przed zagregowaniem sesji dotyczacych jednej audyciji.

Identyfikator L Identyfikator Program
Dlugos¢ sesji . .
abonenta audycji Telewizyjny
. 1972865 (W sieci Discovery
ilz7toba 1810s i .
eksperymentow) Science
. 1264227 Discovery
ilz7toba 3540s )
(Polscy truckersi) Channel
. 1972865 (W sieci Discovery
ilz7toba 1245s . .
eksperyment6w) Science

Tabela 4.5. Przyktad listy rekord6w po zagregowaniu sesji dotyczacych jednej audyciji.

Identyfikator » Identyfikator Program
Dtugosc¢ okna . L
abonenta audycji Telewizyjny
. 1972865 (W sieci Discovery
ilz7toba 3055s . .
eksperyment6w) Science
. 1264227 Discovery
ilz7toba 3540s )
(Polscy truckersi) Channel

4. Do kazdego otrzymanego wpisu dodana zostata informacja o:
e catkowitej dtugosci danej audycji,
e czasie miedzy rozpoczeciem danej audycji, a rozpoczeciem ogladania audycji
przez uzytkownika,
e czasie miedzy zakoniczeniem ogladania danej audycji przez uzytkownika, a
zakonczeniem danej audycji,
e liczbie przelaczen uzytkownika na inny program podczas emisji audycji.
Finalnie po tym calym procesie, catkowita wielko§¢ zbioru danych to ponad 36 milio-
néw rekordéw. Na rysunku 4.4 przedstawiono wykres liczby zgromadzonych rekordow dla

poszczeg6lnych dni.
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Rysunek 4.4. Wykres liczby zgromadzonych danych dla poszczegélnych dni po procesie wzbogaca-
nia o informacje z bazy EPG (sumarycznie 36480846 wpisow).

4.5. Dyskusja

Kluczowym aspektem w tworzeniu systemu rekomendacji audycji telewizyjnych jest
informacja o aktualnym programie ramowym na poszczegélnych programach telewi-
zyjnych. W poczatkowym etapie badan skorzystano z ogélnodostepnej, darmowej bazy
danych EPG[27]. Niestety to rozwigzanie nie dostarczato na tyle dokladnych danych, aby
mogly by¢ wykorzystane w opisywanej pracy. W danych mozna byto odnaleZ¢ wiele przy-
padkéw btedéw oraz sprzecznoSci, takich jak: brak ciaglo$ci w informacjach o audycjach
emitowanych na poszczegélnych programach telewizyjnych (istniaty przedzialy czasowe,
w ktorych brakowato informacji o aktualnej emisji), czy tez brak zgodnoSci w emitowane;j
w danym czasie audycji (w bazie widniaty sprzeczne informacje o kilku r6znych audy-
cjach nadawanych w tym samym czasie na jednym programie telewizyjnym). Powyzsze
problemy nie pozwalaty na wykorzystanie tego dostawcy danych EPG w opisywanych
badaniach. Ostatecznie zastosowano dokladniejsze dane przekazane za posrednictwem

instytutu badawczego NASK, ktore pozbawione byly przypadkéw takich btedow.
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5.1. Redukcja szumu w zbiorze danych

Z uwagi na fakt, ze zbiér danych wejsciowych to rzeczywiste dane z urzadzen abo-
nenckich, zawiera on w sobie wiele szumu, ktéry moze negatywnie wptywac na jakos¢
rekomendacji. Przykladowo mozna zaobserwowac wiele przypadkéw, w ktérych jeden
program telewizyjny byt ogladany przez uzytkownika przez wiele godzin. Mozna, wigec
przypuszczac, ze odbiorca nie jest zainteresowany emitowanymi w tym czasie audycjami,
a odbiornik telewizyjny pozostawal po prostu wlaczony w tle.

W opisywanych badaniach zastosowano dwie strategie redukcji szumu:

1. odfiltrowane zostaty wszystkie rekordy dotyczace audycji ogladanych w bardzo krot-
kich sesjach (przyjete zostaly 2 minuty), poniewaz nie niesie to za sobg informacji
o zainteresowaniu dang audycjg, a moze oznaczac tzw. zapping [28], czyli spos6éb
ogladania polegajacy na ciaglym przetaczeniu programéw telewizyjnych (np. spowo-
dowanym brakiem wyboru konkretnej pozycji programowej lub niechecig odbiorcy
do blokéw reklamowych),

2. jesli sesja, w ktorej uzytkownik ogladat okreSlony program telewizyjny jest bardzo
dtuga (przyjete zostaty 4 godziny), brana pod uwage jest jedynie pierwsza audycja z
czasu trwania tej sesji.

Na rysunku 5.1 przedstawiono wielko$¢ zbioru danych przed i po procesie redukcji szumu.

Przed redukcjg szumu
Po redukcji szumu
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Rysunek 5.1. Wykres liczby zgromadzonych danych dla poszczeg6lnych dni przed i po procesie
redukcji szumu.
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5.2. Metody wyliczania ocen niejawnych

Tak jak opisano w rozdziale 2. systemy rekomendacji mogg korzystac z r6znych typow
danych wprowadzanych na wejsciu, opisujacych preferencje uzytkownikéw do poszcze-
golnych pozycji. Najczesciej wykorzystywanym typem sg oceny jawne (ang. explicit rating),
czyli takie, w ktorych uzytkownik wprost ocenia nastawienie do danego produktu. Jednak
nie zawsze (np. przez limitacje systemu) takie informacje sa atwe do zebrania, réwniez w
przypadku odbiorcow telewizji kablowej. W takim przypadku system rekomendacji moze
opierac si¢ na tzw. ocenach niejawnych (ang. implicit rating), czyli ocenach pozyskiwanych
poprzez obserwacje zachowan uzytkownikow.

W opisywanych w tej pracy badaniach poréwnano trzy metody wyliczania ocen nie-
jawnych abonentéw dla pojedynczej audycji telewizyjne;j:

e wariant pierwszy uwzglednia czas spedzony na ogladaniu i opiera sie na zatozeniu,

ze im wigksza jest cze$¢ w jakiej uzytkownik obejrzat dang audycje, tym wigksza jest
jego preferencja do tej audyciji [4]:

Tui =~ 9)

gdzie t,,; to sumaryczny czas, ktéry uzytkownik u poswiecit na ogladanie audyc;ji i.
Natomiast T; to catkowita dlugo$¢ audyc;ji i. Dla przyktadu warto$¢ r,; = 0.6 oznacza,
ze uzytkownik u obejrzat audycje i w 60%. Na rysunku 5.2 przedstawiono rozktad

liczby audycji w zalezno$ci od wartoSci uzyskanych ocen wariantu pierwszego.

4000000 -

n

3000000 4

2000000 4

Liczba audyc

1000000 4

00 02 04 0.6 08 10
Wartosc oceny

Rysunek 5.2. Rozktad liczby audycji w zalezno$ci od oceny niejawnej w wariancie pierwszym.

Jak mozna zauwazy¢ rozktad jest nierownomierny. Najwieksza liczba audycji (ponad
cztery miliony) zostala obejrzana w ponad 90% (r,; = 0.9), co moze by¢ zwigzane
z tendencjg odbiorcéw do ogladania jednego programu telewizyjnego w dtugich

sesjach (ogladanie wielu audycji na danym programie "pod rzad"). Mozna réwniez
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zaobserwowac wiele audycji, ktore zostaly obejrzane w niewielkim stopniu (r,; <
0.4)). Prawdopodobnie obrazuje to sytuacje, w ktérych uzytkownicy intensywnie
przetaczaja programy telewizyjne przy poszukiwaniu interesujgcych ich audycji.

e wariant drugi uwzglednia to, jakg czes$¢ audycji uzytkownik pominat od jej rozpocze-
cia oraz jakq czes$¢ audycji uzytkownik ominal na jej zakoniczenie. Wariant zaktada,
ze jesli uzytkownik rozpoczat ogladanie audycji po jej starcie lub przetaczyt program
telewizyjny przed jej zakoniczeniem, to w takim wypadku jego ocena danej audycji

bedzie mniejsza:

s e
tui + tui

e (10)

gdzie 1, to czas pomiedzy rozpoczeciem nadawania audycji i, a rozpoczeciem
ogladania audycji i przez uzytkownika u, a t. to czas pomiedzy zakoriczeniem
ogladania audycji i przez uzytkownika u, a zakonczeniem nadawania danej audyc;ji.
Przyktadowo, jesli abonent obejrzat audycje w catosci to r/ ; bedzie réwne 1, nato-
miast jesli rozpoczat ogladanie w potowie to warto$¢ r;,, wyniesie 0.5. Na rysunku
5.2 przedstawiono rozktad liczby audycji w zaleznos$ci od wartosci uzyskanych ocen
wariantu drugiego.
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Rysunek 5.3. Rozktad liczby audycji w zalezno$ci od oceny niejawnej w wariancie drugim.

Mozna zaobserwowac, ze przedstawiony rozktad zblizony jest do rozktadu z przy-
padku zastosowania wariantu pierwszego. Wystepuje jednak widoczny wzrost liczby
ocen z zakresu [0.9, 1.0] oraz spadek wsrdd niskich warto$ci. Prawdopodobnie jest
to nastepstwem tego, ze ocena nie uwzglednia czesci audycji, ktéra uzytkownik

pominat podczas jej trwania, co powoduje wystepowanie skrajnie wysokich wartosci

/

T
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e wariant trzeci jest to rozszerzenie wariantu pierwszego z uwzglednieniem kary za
nadmiarowg liczbe przetaczen programu telewizyjnego podczas nadawania danej

audycji, gdyz duza liczba przelaczen moze oznacza¢ mniejsze zainteresowanie.

. o= 0-72ui+3

r. .=r,, —————
ui W 4+ =0.724i+3’

(11

gdzie z,; okresla Srednig liczbe przelaczen programu na godzine przez uzytkownika
u podczas nadawania audycji i. Funkcja kary zostata dobrana na podstawie analizy
wartosci z,,; wystepujacych w zbiorze danych. Zaobserwowano, ze znaczna ich cze$¢
zawiera sie w przedziale od 0 do 10 przelaczen programu na godzine. Funkcja kary
stopniowo obniza ocene r,; wraz ze wzrostem Sredniej liczby przetaczen z,; w tym

przedziale.

5.3. Podzial danych na zbiér danych treningowy oraz zbiér danych testowy

Zbiér danych opisywany w poprzednim rozdziale zostat podzielony na:

e zbior danych treningowych - danych, ktére postuza do stworzenia modelu systemu

rekomendacji,

e zbidr danych testowych - danych, ktére postuza do oceny jakosci tego modelu.
Zaproponowanym podziatem jest podziat na trzy tygodnie (21 dni) opisujace zbiér danych
treningowych oraz pozostaty tydzieri (doktadnie 10 dni) na zbiér danych testowych. Podziat
ten przedstawiono na rysunku 5.4.
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Rysunek 5.4. Wykres liczby zgromadzonych danych dla poszczegélnych dni z uwzglednieniem
podziatu na zbiér treningowy i testowy (linia czerwona).
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Dodatkowo na rysunku 5.5 zobrazowano relacje pomiedzy zbiorami unikatowych
audycji w danych treningowych i danych testowych. Mozna zauwazyc¢, ze az okoto 15%
serii audycji jest unikatowe dla zbioru testowego (nowe seriale, filmy, ktore nie zostaly
zarejestrowane w zbiorze treningowym). Jednak z uwagi na to, ze w badaniach zostata wy-
korzystana metoda collaborative filtering, ktéra opiera sie na historii zachowan odbiorcéw
(przez co system nie jest w stanie zarekomendowac pozycji, ktére nie pojawiajq sie w da-
nych treningowych), badania skupiajq si¢ wylacznie na czesci wspdlnej przedstawionych
zbioréw audycji.

3503 3852 1373

Unikatowe serie audycji
Unikatowe serie audycji w zbiorze testowym
w zbiorze treningowym

Rysunek 5.5. Wykres relacji pomiedzy zbiorem unikatowych serii audycji w danych treningowych
oraz zbiorem unikatowych serii audycji w danych testowych.

Analogicznie na rysunku 5.6 przedstawiono relacje pomiedzy zbiorami unikatowych
uzytkownikéw w danych treningowych oraz testowych. W tym przypadku mozna zaob-
serwowac, ze tylko niewielka czesS¢ (okolo 2%) uzytkownikéw nie wystepuje w zbiorze
danych treningowych. Jednak ze wzgledu na fakt, ze wykorzystany system rekomendacji
nie jest w stanie wspomagac uzytkownikéw bez znajomosci ich historycznych preferenciji,
w badaniach brani sg pod uwage jedynie uzytkownicy wystepujacy na przecieciu zbioru
treningowego oraz testowego.
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Rysunek 5.6. Wykres relacji pomiedzy zbiorem unikatowych uzytkownikéw w danych treningowych
oraz zbiorem unikatowych uzytkownikéw w danych testowych.

5.4. Stworzenie modelu systemu rekomendacji

W celu stworzenia modelu systemu rekomendacji, warto$ci uzyskanych ocen nie-
jawnych w zbiorze danych treningowych zostaja, dla kazdego uzytkownika, zsumowane
wzgledem serii audycji, ktorej dotycza. Innymi stowami, dla kazdego uzytkownika wszyst-
kie oceny audycji dotyczace tej samej serii audycji zostaja zagregowane do postaci sumy.
Jesli uzytkownik cyklicznie powraca do audycji z pewnej serii (np. cyklicznie oglada kolejne
odcinki serialu), suma ta bedzie wieksza. Oznacza to wieksza pewnos¢, ze uzytkownik
znowu obejrzy audycje z tej serii. Natomiast niskie warto$ci zsumowanych ocen audycji
opisywatyby serie, ktére uzytkownik oglada sporadycznie.

Uzyskane sumaryczne wartosci ocen niejawnych wykorzystane sq do zbudowania
modelu systemu rekomendacji z wykorzystaniem wspomnianego w rozdziale 3.2 silnika
Apache Spark. Model opiera sie na opisanej w rozdziale 2.5 metodzie faktoryzacji macierzy
oraz algorytmie alternating least squares (ALS).

5.5. Miary jakos$ci rekomendacji

Gléwnymi stosowanymi w praktyce sposobami na ocene jako$ci systeméw rekomen-
dacji sg testowanie online oraz testowanie offline. Testowanie online bazuje na zebranej
informacji zwrotnej na temat prezentowanych rekomendacji, a co za tym idzie uzytkownik
jest kluczowym elementem dzialania tej metody. Jednak taka interakcja z uzytkowni-
kiem czesto nie jest mozliwa, na przyklad tak jak w przypadku tej pracy - w projektach
badawczych. Z tego powodu najczesciej wykorzystywang metoda zmierzenia jakosci

rekomendacji jest testowanie offline. [29][30]
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W testowaniu offline ocena dziatania system6w rekomendacji opiera si¢ na zebranym
zbiorze danych (zbiorze danych testowych) opisujacym historyczne preferencje (oceny)
uzytkownikow. Wykorzystanie takiego zbioru prébuje symulowac realne interakcje uzyt-
kownika z systemem i opiera sie na zatozeniu, ze jego zachowanie bedzie podobne w
sytuacji, gdy taki system rekomendacji zostanie juz docelowo wdrozony.

Najczesciej opisywanag w literaturze miarg jakosci systeméw rekomendac;ji jest doktad-
nos$¢ (ang. accuracy), tego jak bardzo przewidywane dla produktéw oceny zblizone sg do
rzeczywisécie odnotowanych w zbiorze danych testowych ocen. W tym celu wykorzysty-
wane sg takie metryki jak [30]:

e Sredni blqd bezwzgledny (ang. mean absolute error, MAE),

e czy pierwiastek bledu Sredniokwadratowego (ang. root-mean-square error, RMSE).

Jednak w wielu przypadkach funkcjonowanie systemu rekomendacji nie opiera si¢
wprost na estymowaniu tego, jak uzytkownik oceni dany produkt. Moga opierac sie¢ na
zaprezentowaniu listy rankingowej rekomendacji uszeregowanych wedtug preferencji
uzytkownika. W takich przypadkach nie jest wazne to, z jaka doktadno$cig system przewi-
duje konkretne wartoS$ci ocen, a interesuje nas to czy uzytkownik skorzysta z produktéw
przedstawionych w liScie rankingowej. Rezultat pojedynczej rekomendacji mozna opisa¢
jako jedna z czterech wartoSci przedstawionych w tabeli 5.1.

Tabela 5.1. Klasyfikacja mozliwych warto$ci rezultatéw pojedynczej rekomendacji.

Produkt Produkt
zarekomendowany niezarekomendowany
. ) warto$§¢ prawdziwie warto$¢ fatszywie
Produkt powinien by¢
pozytywna (ang. negatywna (ang.
zarekomendowany o )
true-positive, TP) false-negative, FN)
. . warto$c¢ fatszywie warto$¢ prawdziwie
Produkt nie powinien
. pozytywna (ang. pozytywna (ang.
by¢ zarekomendowany N .
false-positive, FP) true-nagative, TN)

Nastepnie z wykorzystaniem informacji na temat rezultatéw rekomendacji zawartych w
liscie rankingowej mozna obliczy¢ metryki jakoSci w postaci:
e precyzji (ang. precision), ktora okresla jaki jest stosunek liczby rekomendac;ji trafio-

nych wzgledem liczby wszystkich rekomendacji,

I TP

precision = ————
ITPI+IFPI
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5. Architektura systemu rekomendac;ji

e skuteczno$¢ (ang. recall), ktora okresla stosunek liczby rekomendacji trafionych
wzgledem liczby produktéw, ktére powinny by¢ zarekomendowane.

I TP

recall= ——
I TP| +|FNI

Czesto rOwniez wykorzystuje sie¢ wariacje powyzszych metryk w postaci precision@k
oraz recall@k, ktorych dzialanie jest tozsame z odpowiednikami. Dotycza one jednak

podzbioru k pierwszych propozycji z listy rankingowej rekomendacji.

5.5.1. Zaproponowane miary jako$ci

Przedstawione w tej pracy badania wykorzystujg system rekomendacji oparty na oce-
nach niejawnych. Jak zauwazono w [4] i [31] oceny niejawne nie dostarczajq de facto
informacji o nastawieniu uzytkownika do danej audycji. Sytuacja, w ktérej uzytkownik nie
obejrzat danej audycji nie musi oznaczac, ze nie jest nig zainteresowany (nie lubi jej), mogt
na przyklad by¢ zajety w czasie jej emisji. Wykorzystane oceny niejawne mozna natomiast
interpretowac jako pewien stopieni pewnosci (ang. confidence) tego, ze uzytkownik obejrzy
audycje z konkretnej serii (np. nastepny odcinek serialu) ponownie. Z tego powodu zasto-
sowanie w tym przypadku metryk opartych na doktadnosci (ang. accuracy) predykcji ocen
(na przyktad metryk MAE lub RMSE) mogloby prowadzi¢ do niejednoznacznych wynikow.

Dodatkowo za posrednictwem ocen niejawnych uzyskanych ze zbioru danych na
temat ogladalno$ci nie mamy tak na prawde informacji o tym, ktére audycje nie sq przez
uzytkownikéw preferowane (ktérych uzytkownik nie chce ogladac). Z tego wzgledu miary
jakoSci w oparciu o precyzje (ang. precision-based metrics) nie zostaly wykorzystane,
gdyz wymagajq znajomoSci audycji, ktére nie powinny by¢ zarekomendowane (wartosSci
false-positives oraz true-negatives). Wykorzystano zatem miary jako$ci oparte o skutecz-
nos$¢ (ang. recall-based metrics), ktére takich informacji nie potrzebuja. [4]

W opisywanych badaniach zostal zaprezentowany scenariusz, ktéry bazuje na catym
programie ramowych telewizji z okresu pokrywajacego dane ze zbioru testowego, tzn. mo-
del tworzy rekomendacje na podstawie wszystkich programéw emitowanych w telewizji w
tym okresie. Postuzono sie¢ dwoma sposobami na ocene jako$ci rekomendaciji:

e Pierwszy z tych sposobdw opiera si¢ na metryce mean percentage ranking, MPR
zaproponowanej w [31][4]. Jako rank,; oznaczymy ranking percentylowy (ang.
percentile-ranking) audycji i w uszeregowanej liScie rankingowej zaprezentowa-
nej uzytkownikowi u. Dla przyktadu rank,; = 0% oznaczatoby, ze audycja i zostata
wyznaczona jako najbardziej odpowiednia (najbardziej pewna) dla uzytkownika u.
Natomiast rank,; = 100% oznaczaloby, ze audycja i jest dla niego najmniej odpo-
wiednia (zostala umieszczona na koncu listy rankingowej). Na tej podstawie metryke
MPR mozna przedstawic jako $redni percentyl tych audycji, ktére zostaly trafnie

zarekomendowane uzytkownikowi (wartoSci true-positives, TP) i mozna wyrazic jg
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wzorem:

> uiAui x ranky;

MPR = ) (12)
Zu,i dui
gdzie zmienna d,,; przyjmuje warto$ci:
1 dlary;>0
ui =

Druga metoda zostata zaproponowana odpowiadajac na konkretne potrzeby pro-
blemu opisywanego w tej pracy, tzn. problemu rekomendacji audycji telewizyjnych.
Metoda prébuje w pewien sposéb imitowac zachowanie uzytkownika (oczywiscie w
pewnym uproszczeniu), w ktérym uzytkownik o pewnej porze dnia wtgcza odbiornik
telewizyjny i otrzymuje liste rekomendowanych na nastepne kilka godzin audycji.
Nastepnie z tej listy uzytkownik wybiera te, ktére mu odpowiadaja. Dzialanie tej
metody mozna opisa¢ w nastepujacych krokach:

1. Kazdy dzien z okresu pokrywajacego zbior danych testowych zostal podzielony
na siedem okien odpowiadajgcych porom dnia. Podziat ten zostal zaprezento-
wany w tabeli 5.2,

Tabela 5.2. Zaproponowany podzial na okna odpowiadajace porom dnia.

Okno czasowe Pora dnia

6:00 - 9:00 poranek
(ang. morning)

9:00 - 12:00 p6Zny poranek
(ang. late morning)
12:00 - 15:00 popotudnie
(ang. afternoon)

15:00 - 18:00 p6Zne popotudnie
(ang. late afternoon)
18:00 - 21:00 wieczOr

(ang. evening)

21:00 - 24:00 p6Zny wieczOr
(ang. late evening)
24:00 - 6:00 noc

(ang. night)

2. nastepnie kazda rekomendacja z zaprezentowanej dla uzytkownika listy rankin-
gowej audycji zostaje przypisana do odpowiadajacej jej pory dnia,
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5. Architektura systemu rekomendac;ji

3. rezultaty w takiej postaci zostaja pogrupowane kolejno wedlug dnia i okna
okreslajacego pore dnia. Dla k najlepszych rekomendacji w kazdej grupie wyli-
czona zostaje opisana w tym rozdziale miara recall@k oraz dodatkowa miara
hit@k, ktora okresla, czy w danym oknie udato si¢ poprawnie zarekomendowac

przynajmniej jedng audycje:

1 dla
0 dla

ITP|>0
ITP|=0

W badaniach przyjeto k = 10, tzn. wymienione wyzej metryki biorg pod uwage
dziesie¢ najlepszych rekomendacji dla danego okna. W tabeli 5.3 przedstawiono
przyktadowy rezultat tej operacji,

Tabela 5.3. Przyktad zastosowania metryk recall@k oraz hit@k w oknach okreslajagcych
pore dnia. W przyktadzie przyjeto k = 3.

Uzytkownik Dzieni Pora dnia Audycje Audycje recall@k hit@k
rzeczywiscie | zarekomendo-
obejrzane wane
ilz7toba 07.10.2020 wieczor (101,109] (101, 104, 108] 0.5 1
ilz7toba 07.10.2020 poZny [120] (119,120, 111] 1 1
wieczor
ilz7toba 08.10.2020 | poranek [201,204] [211, 209, 205] 0 0
ilz7toba 08.10.2020 | popotudnie| [220,223,228]| [220, 223, 230] 0.66 1

e finalnie uzyskane wartosci recall@k oraz hit@k z kazdego® okna okreslajacego

pore dnia w od kazdego uzytkownika u zostajg zagregowane do postaci Srednich:

S li@k
recall@k = Luw(reca Juw (13)
>uWuy
—— Yy (hit@k)yy
hit@k =— (14)
2uWy

Warto$¢ W, oznacza liczbe okien, w ktérych uzytkownik u obejrzat przynajmniej

jedna audycje.

2 Oczywiscie brane pod uwage sa jedynie te okna okreslajace pore dnia, w ktérych uzytkownik obejrzat
przynajmniej jedna audycje.

36




6. Uzyskane rezultaty rekomendacji

6.1. Wartos$¢ odniesienia rezultatéow

Dla celé6w poré6wnawczych zaimplementowano réwniez prosty, niespersonalizowany
system rekomendacji bazujacy na statystykach popularnosci (ang. popularity-based re-
commender system). System ten tworzy liste rekomendacji na podstawie popularnosci
audycji. Na poczatku takiej listy umiejscowiona jest audycja najczesciej ogladana wsrod
uzytkownikéw. Natomiast na jej koricu znajduje sie audycja, ktéra ogladana jest najrza-

dziej.

WartoS$ci miar M PR, recall@10 i hit@10 uzyskane z wykorzystaniem powyzszego
systemu rekomendacji postuzg jako wartos¢ odniesienia dla rezultatéw otrzymanych
przez proponowany w opisywanych badaniach system collaborative filtering.

6.2. Rezultaty dla wariantu pierwszego ocen niejawnych (uwzgledniajacego czas
spedzony na ogladaniu audycji)

Na rysunku 6.1 przedstawiono uzyskane wartosci metryki M PR dla modelu rekomen-
dacji wykorzystujacego oceny niejawne w wariancie pierwszym, opisanym wzorem (9).
Warto$ci poré6wnano wzgledem liczby czynnikéw ukrytych wykorzystanych w trenowaniu
modelu systemu rekomendacji collaborative filtering (linia czarna). Dodatkowo oznaczono

rezultat osiagniety przez system bazujgcy na popularnosci (linia czerwona) jako punkt

odniesienia.
14
gé- 12
= —— CF
e 10 Popularity
o
=
8-\\

%0 25 50 75 100
Liczba czynnikéw ukrytych

Rysunek 6.1. Uzyskane warto$ci miary MPR dla modelu opartego na ocenach niejawnych w
wariancie pierwszym.
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6. Uzyskane rezultaty rekomendacji

System rekomendacji bazujacy na popularnosci uzyskat wynik MPR = 13.5%. Jednak taki
system nie jest spersonalizowany pod konkretnego uzytkownika i proponuje wszystkim
jednakowe rekomendacje, traktujac kazdego w ten sam sposo6b. Jak mozna zauwazy¢
system collaborative filtering, personalizujac rekomendacje, potrafi znaczaco poprawic
ten rezultat. WartoSci M PR dla tego systemu spadajg wraz z liczbg czynnikéw ukrytych i
0siagajq najlepszy wynik dla MPR = 6.33%.

Na rysunkach 6.2 i 6.3 przedstawiono natomiast rezultaty dla metryk recall@10 oraz
hit@10.

1.0 1.0
—— CF —— CF

0.8 Popularity 0.8 Popularity
= 0.6 9 0.6 0524 0.545 0.55 0.553
g 5 bt
© =
§ 0.4 Wﬁ_/ojg 0.395 0.397| = 04

0.2 0.2

04y 25 50 75 100 % 5 50 75 100

Liczba czynnikéw ukrytych Liczba czynnikéw ukrytych

Rysunek 6.2. Uzyskane wartoSci miary Rysunek 6.3.Uzyskane warto$ci miary hit@10
recall@10 dla modelu opartego na ocenach dla modelu opartego na ocenach niejawnych w
niejawnych w wariancie pierwszym. wariancie pierwszym.

Mozna zaobserwowac, ze obie te metryki r6wniez rosng wraz z liczbg zastosowanych czyn-
nikéw ukrytych. Maksymalnie recall@10 osiaga warto$¢ 0.4, co oznacza, ze $rednio we
wszystkich oknach okreslajacych pore dnia udaje sie zarekomendowac¢ 40% audycji, ktére
zostaty rzeczywiScie obejrzane. Wynik ten mozna poréwnac do systemu popularity-based,
gdzie warto§cé ta jest prawie dwukrotnie mniejsza. Natomiast miara /i t@10 dochodzi do
poziomu 0.55. To znaczy, ze w 55% okien zaproponowano przynajmniej jedng trafiong
rekomendacije.

6.3. Rezultaty dla wariantu drugiego ocen niejawnych (uwzgledniajacego czas
pominiety na poczatku oraz na koricu audycji)

Uzyskane rezultaty dla modelu systemu rekomendacji wykorzystujgcego wariant drugi
ocen niejawnych (opisanego wzorem (10)) zaprezentowano na rysunkach 6.4, 6.5 oraz
6.6. Mozna zaobserwowac, ze podobnie jak poprzednio, najlepsze wartosci uzyskano
dla modelu z najwigkszg liczbg czynnikéw ukrytych. W najlepszym przypadku srednio w
kazdym oknie udaje sie zarekomendowa¢ 39% obejrzanych audycji (wartos¢ recall@10 =
0.39). Dodatkowo, w 54% okien okres$lajacych pore dnia zasugerowano przynajmniej jedna

trafiong audycje (warto$¢ hit@10 = 0.54). Natomiast metryka M PR maksymalnie osiaga
wartoS¢C MPR =8.74%
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Rysunek 6.4. Uzyskane warto$ci miary MPR dla modelu opartego na ocenach niejawnych w
wariancie drugim.

1.0 1.0
—— CF —— CF

0.8 Popularity 0.8 Popularity
% 0.6 9 0.6 0516 0.538 0544 0.545
= @ 0.44
g 04 0.361 0.382 0.388 0.389| E 0.4
= 0.29

0.2 0.2

0'%0 25 50 75 100 O'qO 25 ) 50 o 75 100

Liczba czynnikéw ukrytych Liczba czynnikéw ukrytych

Rysunek 6.5. Uzyskane wartoSci miary Rysunek 6.6. Uzyskane wartosci miary hit@10
recall@10 dla modelu opartego na ocenach dla modelu opartego na ocenach niejawnych w
niejawnych w wariancie drugim. wariancie drugim.

6.4. Rezultaty dla wariantu trzeciego ocen niejawnych (uwzgledniajacego liczbe
przelaczen programu podczas emisji audycji)

Uzyskane rezultaty dla modelu systemu rekomendacji wykorzystujgcego wariant trzeci
ocen niejawnych (opisanego wzorem (11)) zaprezentowano na rysunkach 6.7, 6.8 oraz 6.6.
W tym przypadku réwniez najlepsze rezultaty uzyskano z wykorzystaniem najwiekszej
liczby czynnikéw ukrytych. W najlepszym przypadku srednio w kazdym oknie udaje sie
zarekomendowaé 39% obejrzanych audycji (wartoéé recall@10 = 0.39). Dodatkowo, w
55% okien okreslajacych pore dnia zasugerowano przynajmniej jedng trafiong audycje
(warto$¢ hit@10 = 0.55). Metryka M PR maksymalnie osigga warto§¢ MPR = 6.39%.
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Rysunek 6.7. Uzyskane wartoSci miary MPR dla modelu opartego na ocenach niejawnych w
wariancie trzecim.
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Rysunek 6.8. Uzyskane wartosci miary Rysunek 6.9.Uzyskane warto$ci miary hit@10
recall@10 dla modelu opartego na ocenach dla modelu opartego na ocenach niejawnych w
niejawnych w wariancie trzecim. wariancie trzecim.

6.5. Dyskusja

Jak mozna zauwazy¢ najlepsze rezultaty osiggnieto z wykorzystaniem podstawowego
wariantu ocen niejawnych (wariantu pierwszego opisanego wzorem (9)). Niestety uwzgled-
nienie kary za nadmiarowg liczbe przetaczen programu telewizyjnego podczas nadawania
danej audycji (wariant trzeci opisany wzorem (11)) nie przyniosto poprawy i wyniki sg
bardzo zblizone do tych z wariantu pierwszego. Najgorsze rezultaty uzyskano dla wariantu
drugiego - uwzgledniajacego czas pominiety na poczatku oraz na koricu audycji.

Niestety, z uwagi na to, ze jako$¢ opisywanego systemu rekomendacji badana jest na
podstawie rzeczywistych danych na temat ogladalnosci, istniejg potencjalne czynniki
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zewnetrzne, ktére moga wptywac na jakos$¢ uzyskanych wynikéw. Prezentowane badania
opieraja sie na testowaniu offline opartym na zebranym zbiorze danych testowych opisu-
jacym historyczne preferencje odbiorcow. Z tego wzgledu rekomendacje, ktore nie byty
trafne mogg wynikac z tego, ze:

e w tym samym czasie na innym programie telewizyjnym nadawana byta audycja,
ktéra bardziej interesowata uzytkownika,
¢ odbiorca nie byl Swiadomy emisji danej audycji,
e czy tez sytuacje, w ktorych kto$ inny (na przyktad inny cztonek rodziny) aktualnie
korzysta z odbiornika i rekomendacje nie byly kierowane do niego.
Takie czynniki nie moga by¢ w prosty sposéb zaadresowane podczas oceny jako$ci systemu
rekomendacji, a co za tym idzie mogg powodowac gorsze rezultaty.
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7. Podsumowanie

Celem badan omawianych w niniejszej pracy byta weryfikacja dziatania oraz uzytecz-
noéci systemu rekomendacji audycji telewizyjnych, ktéry docelowo pomogtby odbiorcy
telewizji w podjeciu decyzji o tym, co mogltby obejrze¢. Wykorzystane dane wejSciowe
przekazane zostaly do celéw badawczych przez instytut badawczy NASK. Sg to rzeczy-
wiste dane telemetryczne pochodzace z zamontowanych w gospodarstwach domowych
urzadzen abonenckich. Opisujg zarejestrowane informacje o identyfikatorze aktualnie
odbieranego programu telewizyjnego oraz czasie podtaczenia i odlgczenia uzytkownika do
tego programu. Dane zostaty dodatkowo wzbogacone o informacje na temat emitowanych
audycji z wykorzystaniem bazy danych EPG.

W celu stworzenia omawianego systemu rekomendacji zastosowano metode collabo-
rative filtering z wykorzystaniem modelu czynnikéw ukrytych. Model czynnikéw ukrytych
bazowal na technice faktoryzacji macierzy, a dokladnie na algorytmie naprzemiennych
najmniejszych kwadratéw (ALS).

Do opisania preferencji odbiorcéw do poszczeg6lnych audycji wykorzystano oceny
niejawne, czyli oceny pozyskane poprzez obserwacje zachowan uzytkownikéw. W bada-
niach por6éwnano trzy warianty wyliczania takich ocen. Pierwszy z nich uwzglednia czas
spedzony na ogladaniu danej audycji przez uzytkownika. Drugi bierze pod uwage czas jaki
uzytkownik pomingl na poczatku oraz na koricu emisji. Natomiast trzeci ma na uwadze to,
ile razy uzytkownik przelaczyl program telewizyjny podczas nadawania danej audycji.

Jednym z wyzwan napotkanych podczas badan byt wyboér sposobu oceny jako$ci
systemu rekomendacji. Zaproponowano miare MPR, kt6ra opisuje Sredni percentyl trafnie
zarekomendowanych audycji na uszeregowanej liScie rankingowej wszystkich zapropo-
nowanych uzytkownikowi audycji. Przedstawiono réwniez metode odpowiadajaca na
konkretne potrzeby problemu rekomendacji audycji telewizyjnych. Metoda prébuje w
pewien spos6b imitowac zachowanie uzytkownika, w ktérym uzytkownik o pewnej porze
dnia wigcza odbiornik telewizyjny i otrzymuje liste zaproponowanych na nastepne kilka
godzin audycji. Dla kazdej pory dnia zostaje zbadana jakos$¢ rekomendacji za pomoca

miar recall@k oraz hit@k.

Dalszym kierunkiem rozwoju badan moze by¢ stworzenie hybrydowego systemu
rekomendacji poprzez zastosowanie opisanej w rozdziale 2.4.1 metody content-based
filtering. Z uwagi na to, Ze przy uzyciu jedynie metody collaborative filtering, w sytuacji gdy
w ramoéwce pojawi sie nowa seria audycji (na przyktad nowy serial lub nowy film), audycja
z tej serii nie bedzie mogta zosta¢ dla nikogo zarekomendowana (problem zimnego startu).
Wynika to z tego, ze metoda collaborative filtering opiera si¢ jedynie na historii zachowan
uzytkownikéw w systemie. Metoda content-based filtering mogtaby rozwiazac ten problem
poprzez tworzenie rekomendacji na podstawie podobienistwa (podobieristwo mogltoby
by¢ okreslone na przyktad na podstawie programu telewizyjnego, gatunku produkciji, czy

tez pory emisji) nowych tre$ci do audycji obejrzanych w przesztosci.
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