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1. Wprowadzenie

1.1. Cel pracy

Jedna z metod wykorzystywanych w analizie obrazéw cyfrowych ([54], [66], [104]) jest
analiza tekstury ([7], [105], [112]). Tekstura reprezentuje takie wilasciwosci obrazu jak
kierunkowos$¢ (kierunek uktadania si¢ wzorca) czy porowato$¢. Tekstura jest wlasciwoscia
niejednorodnego obszaru w obrazie. Na tej podstawie mozna rozr6zni¢ dwa obrazy od siebie,
jak réwniez wyznaczy¢ w danym obrazie obszary spelniajace okreslone warunki. Teksture
obrazu mozna symbolicznie opisa¢ poprzez podanie wartosci dla skonczonego wektora cech.
Wymiar tego wektora jest zwykle duzo nizszy niz liczba pikseli w opisywanym fragmencie

obrazu.

Wyszukiwanie w obrazach cyfrowych obszar6w o okreslonych wtasciwosciach moze zostac¢
wykorzystane w réznych zastosowaniach, np. w celu okreslenia zmian sceny (monitoring),
wyszukiwania okre§lonych obrazéw z bazy, a takze w analizach medycznych. Do okreslenia
charakteru tych obszaréw stosuje si¢ rézne opisy — od metod czysto statystycznych, poprzez

detekcje dyskretnych segmentéw, az po te oparte na ludzkiej percepcji.

Angiografia jest to metoda diagnostyczna wykorzystywana w medycynie, ktéra polega na
badaniu kontrastowym naczyn krwionos$nych. W przeprowadzonych testach chodzi o
okreslenie przyrostu (lub zanikania) naczyn krwionosnych w tkance pod wptywem badanego

preparatu. Tego typu diagnoza wykorzystywana jest m. in. w terapii nowotworéw. W
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niektérych przypadkach nie jest konieczne dokladne okreslenie liczby naczyh, a jedynie
stwierdzenie zmian. Spodziewamy sig, ze analiza wlasciwos$ci tekstury poszczegdlnych
obszaréw pozwoli wykry¢ i sklasyfikowa¢ stan naczyn krwionos$nych, co utatwi dalsza
analize, dokonywana przez specjalist¢. Poszukujemy takiej reprezentacji, ktéra pozwoli na
skuteczna klasyfikacj¢ obszar6w niezaleznie od obrotu obrazu, zakresu intensywnosci pikseli

czy skali obrazu.

Kolejnym celem tej pracy jest znalezienie mozliwie najdoktadniejszego klasyfikatora dla
opracowanej reprezentacji (cech) tekstury, przy czym weryfikacja jego skutecznosci bedzie
przeprowadzona dla obrazow medycznych. Znane z literatury sa gléwne trzy typy
algorytméw:

- cechy oparte o filtry Gabora (deskryptory tekstury MPEG-7) ([42], [91], [107]),

- cechy oparte o PCA (analiza skladowych gléwnych — popularny sposéb redukcji

informacji) ([16], [85], [99], [106]),
- cechy oparte o tzw. macierz spdjnosci jasnosci (standardowa metoda opisu tekstur w

obrazach) [29].

Gléwnym celem tej pracy jest wykazanie przydatnoSci podejscia ICA (ang. Independent
Component Analysis — analiza sktadowych niezaleznych ([13], [37], [49]) do analizy tekstur,
w szczegdlnosci w przypadku obrazéw angiograficznych. Typowe podejscia do detekcji cech
— wykorzystywane w problemach reprezentacji lub kompresji obrazu cyfrowego - w oparciu o
liniowe przeksztalcenie [75], takie jak Fouriera, Hadamarda, transformata kosinusowa [85]
czy filtry Gabora ([42], [107]) nie sa dopasowane do konkretnych obrazéw danego rodzaju,
gdyz maja uniwersalny charakter. W przeciwienstwie do nich przeksztalcenia uzyskiwane w
wyniku analizy PCA (analiza sktadowych gtéwnych) lub ICA (przewidziana przez nas
analiza sktadowych niezaleznych) sa estymowane w oparciu o same dane uczace — przyktady

obrazéw danego rodzaju.

Z tych dwéch metod PCA przeznaczona jest raczej do kompresji — orientujac si¢ na
podobienstwa obrazéw réznych klas — a ICA powinna nadawac si¢ do klasyfikacji, gdyz
orientuje si¢ na réznice pomigdzy obrazami réznych klas [46]. ICA jest odmiang
statystycznego ,,projection pursuit”, czyli poszukiwania ,,ciekawych” (oddajacych strukture
rozktadow statystycznych) rzutéw wielowymiarowych danych. Rozktad Gaussa jest najmnie;j

ciekawy, natomiast kierunki najmniej gaussowskie sg ,,najciekawsze”. Obszary w przestrzeni

-4 -
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nie pokrywane przez niezalezne sktadowe sa wypelniane przez szum Gaussa - znajdujac
kierunki nie-gaussowskie znajdujemy efektywnie niezalezne sktadowe, czyli docelowe osie
przestrzeni cech. Niniejsza praca ma wykaza¢, ze odpowiednio dobierajac (do prébek danych)
juz same przestrzenie cech tekstury (a nie dopiero na poézniejszym etapie klasyfikacji
uniwersalnych przestrzeni cech), mozna stworzy¢ narzedzie duzo skuteczniejsze w analizie

tekstur, niz dotychczas znane metody.

W sktad narzedzia programowego, wykorzystanego do testow, wchodzi zaréwno detekcja
cech, jak i klasyfikator cech. Badane bgda podstawowe typy klasyfikatoréw: klasyfikator
Bayesa, klasyfikator SVM (liniowa maszyna wektorow nosnych) 1 klasyfikator neuronowy
([22], [73], [82]). Wybrany klasyfikator powinien spetnia¢ nast¢pujace warunki:
- pozwoli¢ na wytonienie najwigkszej liczby klas przy zachowaniu wysokiego stopnia
poprawnosci klasyfikacji

- nie popelnia¢ krytycznych btedow klasyfikacji.

W przypadku obrazéw angiograficznych analiza tekstury moze stanowi¢ etap wstepny do
bardziej precyzyjnych obliczen, np. zwiazanych z kr¢toscia naczynia. Aplikacja tego typu
moze by¢ narzedziem pomocniczym w diagnostyce. Nalezy przede wszystkim wzia¢ pod
uwage ryzyko zwiazane z automatyzacja procesu. Wprawdzie podejmowanie decyzji
lekarskiej wytacznie na podstawie wyniki klasyfikatora jest raczej niewskazane, niemniej
jednak wspomniany program moze by¢ istotnym wsparciem w pracy eksperta, np. jako

narzedzie do pre-selekc;ji.

Tezy rozprawy sa nastgpujace:

1. Odpowiednio dobierajac reprezentacje cech tekstury do rzeczywistych danych i
klasyfikator, dla ktérego okreslono koszty ryzyka biednej klasyfikacji, mozna
stworzy¢ narzedzie skuteczne i pomocne w analizie obrazow.

2. Dla wybranego rodzaju obrazéw (w tym przypadku obrazy angiograficzne) metoda
ICA pozwala na lepsza spdjnos¢ cech tej samej klasy i rozdzial cech r6znych klas (niz

inne proponowane podejscia), a takze utatwia poprawna klasyfikacje.

Praca powstata dzigki badaniom prowadzonym w ramach grantu KBN nr 7T08A05016,
dotyczacego analizy obrazéw angiograficznych oraz grantu Ministerstwa Nauki i

Informatyzacji 3T11A 015 26.
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1.2. Podstawy analizy tekstur
1.2.1 Pojecie tekstury

Tekstura reprezentuje regularne cechy powierzchni obiektu — patrzac na obraz mozemy
powiedzie¢, czy przedstawia on obiekt gtadki (np. powierzchnia szyby) lub chropowaty (np.
kora drzewa), a takze czy prezentowany wzorzec jest mniej lub bardziej regularny. Cztowiek
decyduje o rodzaju tekstury na podstawie obserwacji pewnych niewielkich wzoréw, ktérych

regularne rozmieszczenie pozwala na klasyfikacjg.

D9 (trawa) D19 (materiat D29 (piasek

[
IR Iﬂ‘ ’ il

welniany) plazy)

I :}@\‘«;ﬂ!’ l"

D38 (woda) D68 (stoje D84 (rafia) D94 (ceglana D112

drzewa) Sciana) (plastikowe
pecherzyki)

Rysunek 1.1 Przyktady tekstur z albumu Brodatz’a (zrédto: [7]).

Popularnymi przyktadami tekstury, czgsto wykorzystywanymi w badaniach poréwnawczych
metod analizy tekstury sa tekstury z albumu Brodatz’a [7]. Jednak tatwo zauwazy¢, ze obrazy
angiograficzne, czyli przedstawiajace uktad naczyn krwiono$nych, réznia si¢ tekstura od

typowych obrazéw Brodatz’a.

() (b) ()
Rysunek 1.2 Przyktadowe obrazy angiograficzne: (a) i (b) - tkanka skérna myszy, (c) - zarodek kurzy

-6-
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Aby scharakteryzowa¢ tekstur¢ matematycznie, wprowadzono szereg parametrow
obliczanych na podstawie wtasciwosci obrazu cyfrowego. W literaturze mozna spotkac

nastgpujace typy parametréw stuzacych do opisu tekstury:

statystyczne [27],
strukturalne [11],

wykorzystujace techniki przetwarzania sygnatéow [57],

morfologiczne ([12], [64], [68]).

W analizie tekstur stosuje si¢ technik¢ zwana granulometria morfologiczna [28]. Obraz
traktowany jest jako zbior ziaren, ktére moga by¢ nastgpnie przesiewane przez zwigkszajace
si¢ oka w swego rodzaju ,.sicie”’. Te, ktére zostana, mierzone sa jako wielkosci rozktadu
granulometrycznego. Dla potrzeb definicji operacji morfologicznych obrazéw w skali
szarosci obraz 1(i,j) traktowany jest jako funkcja dwdch zmiennych, przyjmujaca wartosci ze
zbioru liczb rzeczywistych. Z kolei przesiewanie obrazu przez sito o zmieniajacych sig
wielkosciach oka realizowane jest w praktyce przez operacje morfologiczne obrazu, czyli
zamykanie 1 otwieranie odpowiednim elementem strukturujacym. Sekwencja obrazéw,
powstajacych w wyniku takiego przeksztalcenia, tworzy ciag malejacy. Sekwencj¢ tego typu
nazywamy granulometria [9]. Odwrotnos$cia granulometrii otwierajacej jest granulometria

zamykajaca.

Niniejsza praca nie obejmuje metod morfologicznych. Metody morfologiczne naleza do
dziedziny segmentacji obrazu, natomiast celem pracy jest analiza metod opartych o

transformacj¢ przestrzeni reprezentacji obrazu.

1.2.2 Parametry statystyczne pierwszego rzedu

Aby ulatwi¢ opisywanie cech tekstury, wprowadzono szereg parametrow wyliczanych na
podstawie obrazu cyfrowego [63]. Parametry te odzwierciedlaja liczbowo wtasciwosci

tekstury, ktére mozna wykorzysta¢ do analizy 1 klasyfikowania.

Podstawa obliczania parametréw statystycznych pierwszego rzedu jest histogram jasnosci

obrazu, opisujacego liczbg pikseli majacych zadang jasnos¢. Obraz o N poziomach jasnosci
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ma histogram o N prazkach. Na tej podstawie wyznaczane jest prawdopodobienstwo

wystapienia danego poziomu jasnos$ci w obrazie.

P(i)= Hn(i) , (1.1

gdzie:
® P(i) — prawdopodobienstwo wystapienia danego poziomu jasnosci i w obrazie,
® H(i) - liczba punktéw o jasnosci i w obrazie,

e 15— liczba wszystkich punktéw (pikseli).

Na podstawie histogramu mozna wyznaczy¢ parametry, ktére opisuja globalne cechy obrazu
w danym obszarze i sa stosunkowo proste do wyznaczenia ([23], [31], [50], [53], [62]). Nie

mozna ich jednak wykorzysta¢ do okreslenia wygladu obrazu (np. stopnia porowatosci).

Jednym z podstawowych parametréw obrazu jest wartos¢ $rednia (jasnosci). Okresla ona

srednig jasno$¢ obrazu lub danego obszaru i wyznaczana jest wedlug wzoru:

m=3iP(). (1.2)

Kolejnym parametrem wyznaczanym na podstawie histogramu jasnosci jest odchylenie
standardowe, ktdre okresla globalng zmienno$¢ pikseli danego obrazu. Parametr ten wyznacza

si¢ wedtug wzoru:

o= |3 (i—m)’ P(). (1.3)

Skos$nos¢ histogramu charakteryzuje stopien asymetrii rozktadu jasnos$ci wokét jego sredniej i
okreslana jest mianem wspétczynnika asymetrii. Sko$sno$¢ dodatnia oznacza rozktad z
asymetrycznym ,,ogonem’” rozciagajacym si¢ w kierunku coraz wyzszych wartosci dodatnich,
natomiast sko$no$¢ ujemna — rozktad z asymetrycznym ,,ogonem’ rozciagajacym si¢ w

kierunku wartos$ci blizszych zeru. Parametr ten wyznacza si¢ na podstawie zaleznoSci:
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sz{ _(i—m)3.P(i)]i3. (14)
: o

Dwa kolejne parametry nie maja swoich bezposrednich odpowiednikéw w statystyce
matematycznej, ale zaliczane sa do opisywanej grupy ze wzgledu na fakt, ze wyznacza si¢ je

na podstawie histogramu jasnosci i charakteryzuja one jej rozktad w obrazie.

Energia wyznaczana jest na podstawie wzoru:

E:ﬁpz(i), (1.5)

natomiast entropia — z nastgpujacego wzoru.

Ent = —ﬁ P(i)-log, (P(i)) (1.6)

Parametry te charakteryzuja jedynie globalne wtasciwosci tekstury w obrazie i sa wrazliwe na

wszelkie szumy i zakldcenia oraz sposéb standaryzacji obrazu.

1.2.3 Histogramy sum i roznic

Innym sposobem jest utworzenie histograméw sum i r6znic par pikseli odlegtych od siebie
wzdtuz réznych kierunkéw. Niech fi 1 fiivive beda dwoma pikselami przesunigtymi o

wektor v=(v1; v2). Niech suma i réznica dla tych pikseli wynosza odpowiednio:

Sj;k = fj;k + fj+v1;k+v2 oraz dj;k = fj;k - fj+vl;k+v2‘ (1-7)

Obliczmy histogramy dla sum i réznic:

H,()=|f1u Vs =1, (1.8)
H ,(m)=|fVd o =m], (1.9)

gdzie |...l oznacza liczbg elementéw (moc) zbioru.
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Nastepnie histogramy te normowane sa wzgledem liczby punktow.

(1.10)

2 d(m (1.11)

Dla tak przygotowanych histograméw mozna wyznaczy¢ wartosci cech statystyk opisanych w
rozdziale 1.2.2. Przyktadowy zestaw o$miu cech — po cztery cechy wyliczone na podstawie

kazdego histogramu:

1. wartoSci Srednie

2L-2 L-1
c,=2.1h(1), c; = Y mh,(m) (1.12)
=0 L+1
2. momenty 2-go rz¢du
2L-2 : L-1 :
¢y = () ei= 3 (h,(m) (1.13)
=0 L+1
3. kontrasty
2L-2 ) L-1 )
CSZZ(Z_CI) hs(l)’ Ce = Z(m_cz) hd(m) (1.14)
=0 m=—L+1
4. entropie
2L-2 -1
¢; = 2 —h,()og(h, (1)), ¢, = 3~ h, (m)log(n, (m)) (1.15)
=0 m=—L+1

W praktyce wyznacza si¢ pary histograméw dla czterech kierunkéw wektora v, co daje w

sumie 32 cechy tekstury.

Liczba cech zalezy od wymagan uzytkownika — moga to by¢ np. wartos¢ srednia, odchylenie
standardowe, kontrast i energia — zob. przyktady powyzej. Daje to dwa razy wigksza liczbe
parametrow do analizy, przy czym ilo$¢ ta zwigksza si¢ z kazdym nowym przesuni¢ciem v,
co pozwala na poprawienie wynikow. W praktyce czgsto stosuje si¢ redukcje liczby

poziomOw jasnosci L, np. do L=32.

-10 -



E. Snitkowska Analiza tekstur w obrazach cyfrowych

1.2.4 Macierz spojnosci wartosci jasnosci

Parametry statystyczne drugiego rzedu wyznaczane sa na podstawie specjalnie
skonstruowanych macierzy opisujacych zaleznosci w przestrzennym rozkladzie jasnosci par
pikseli w analizowanym obrazie. Podejscie to zostato zaprezentowane w pracy [31] 1 znalazto

szerokie zastosowanie w analizie obrazéw (np. [96]).

Macierz spdjnosci jasnosci (MSJ) jest postaci G(d; a) = [g,.(d; a)], gdzie element g,, oznacza
liczbg par pikseli (fijj=u, fiz=v), ktore sa odlegle o d 1 wyznaczaja kierunek a. Najcze¢Sciej
przyjmuje si¢, ze kazdy punkt (piksel) obrazu ma o$miu sasiadéw: w kierunku poziomym

(0%), pionowym (90°), diagonalnym (135°) i przeciwdiagonalnym (45°):

Kierunek 135° Kierunek Kierunek 45°
" PLONOWY .
6.1 7.8
-1 ,“ S o SEeSas Eierunek pomomy
13|z

Rysunek 1.3 Sasiedztwo punktéw (pikseli) oraz kierunki analizy dla macierzy spdjnosci jasnosci

Przykiad 1.1 [47]

Dla obrazu f o wymiarze 5x5 pikseli i L=4 poziomach jasno$ci mamy macierz MSJ o L*=4x4

elementach.

00110

4 4 2 1
00110

4 4 0 O

f—0 2 2 20 G1,0) =

2 0 14 1
22330

1 0 1 2
2. 22 2 2

Dla elementu ggo(1;0) mamy:

800 (1L0) = (Fus Fo)s (Fors Foods (Fros i )s (fins fio)

-11 -
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Otrzymane w ten spos6b macierze sa kwadratowe i symetryczne, czyli g (d; a) = gw(d; a).
Rozmiar takiej macierzy réwny jest liczbie poziomdéw jasnosci w obrazie. Dla kazdego
kierunku analizy buduje si¢ odpowiednia macierz.

Aby wyznaczy¢ wektor cech, nalezy przeprowadzi¢ normalizacj¢ wartosci MSJ wzgledem
sumy wszystkich jej elementéw. Po znormalizowaniu otrzymujemy macierz, ktorej
elementami sa prawdopodobienstwa P(u,v) wystgpowania w odlegtosci d pikseli o

jasnos$ciach u i v. Okre$lmy 4 parametry, ktére beda pomocne przy wyznaczaniu cech — sg to:

- suma wierszy znormalizowanej macierzy

Px(u)=2P(u,v), (1.16)

- suma kolumn znormalizowanej macierzy

P (v)= ZP(u,v), (1.17)

- rozktad sumacyjny znormalizowanej macierzy

2

—1N—
P. ()= P(u,v), gdy u+v=1,1=0,1,...,2(N-1), (1.18)

v=0

L

1l
(=]

u

- rozklad réznicowy znormalizowanej macierzy

N-1
P_ ()= " P(u,v), gdy =y =1,1=0,1, ..., 2(N-1). (1.19)

u=0 v

2

i
o

Korzystajac z powyzszych parametréw dla znormalizowanej macierzy mozna wyznaczy¢ 14

cech:

1. Drugi moment zwyktly

Z[P(u ol (1.20)
2. Kontrast
=S kP (k) (1.21)

-12 -
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3. Korelacja

2

-1 N-1

v)- P(u,v)— y
o »:o(u V) P R, (1.22)

0.0,

Il
[=)

gdzie u 1 o oznaczaja warto$¢ Srednia i odchylenie standardowe odpowiednich

rozktadéw brzegowych.

4. Suma kwadratow — wariancja

N-1N-1
fi= (w—v)* - P(u,v) (1.23)
u=0 v=0
5. Odwrotny moment réznicowy
N-1N-1 1

)2 P(u,v) (1.24)

6. Suma S$rednich

2(N-1)
fo= Dli-P, () (1.25)
i=0
7. Entropia sumacyjna
2(N-1)
Z P, (i)-loglP.,, ()] (1.26)
8. Wariancja sumacyjna
2(N-1)
fo= 2= f)-P., () (1.27)
i=0
9. Entropia
N-1N-1
P(u,v)-log[P(u,v)] (1.28)
u=0 v=0
10. Entropia ré6znicowa
2(N-1)
== 2P, rlogle )] (129)
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11. Wariancja r6znicowa

2(N-1)
fu= 2= fip) P, () (1.30)
i=0
12. Korelacyjne mierniki informacji
fi =l 1.31
12 —m’ (1.31)
fio =\1-expl-2-(n2,, —n, )], (1.32)
gdzie
hxy = f9 4
N-1N-1
== Plu,v)-log[P,(v)- P, (),
u=0 v=0
N-1N-1
2, = P.(v)- P, () log[P,(v)- P, (w)],
u=0 v=0
N-1
h, ==Y P,(v)-log[P,(v)],
v=0
N-1
h == P.0): log[P, (u)].
13. Maksymalny wspétczynnik korelacji
s =V o - (1.33)
Symbol Amax 0znacza druga najwigksza wartos¢ wtasng macierzy:
N P(u’k) i P(V’k)
C(u,v) = . (1.34)

k=0

P.(v)- P, (u)

Statystyczna klasyfikacj¢ mozna réwniez przeprowadzi¢ bez wyznaczania powyzszych cech,

na samej macierzy G, usrednionej po

swoje odzwierciedlenie w wygladzie

dyskretnych kierunkach. Nie wszystkie cechy maja

obrazu. Jedna z cech, ktéra moze decydowa¢ o

wrazeniach wzrokowych, jest kierunkowy moment drugiego rzedu (fl), ktory okresla

jednorodnos¢ obrazéw (im wigksza liczba pozioméw jasnosci, tym mniejsza wartos$¢ cechy, a

wigc dla obrazéw gtadkich o matych wahaniach jasno$ci cecha ta przyjmuje wigksze

wartosci). Od zakresu pozioméw jasnosci zalezy rowniez kontrast (f2)

— przyjmuje wigksze

warto$ci dla szerszych zakreséw. Entropia zas okresla stopien skomplikowania obrazu — im

wigcej szczegbtow jest widoczne w teksturze, tym wigksza warto$¢ przyjmuje ta cecha.

-14 -



E. Snitkowska Analiza tekstur w obrazach cyfrowych

2. Heurystyczne przeksztatcenia obrazu

W tym rozdziale zaprezentowane zostana podejscia stuzace do wyznaczania cech obszaru
obrazu, nalezace do grupy przeksztalcen heurystycznych. Heurystyczne przeksztatcenia
przestrzeni wykorzystuja, dobrze zdefiniowane na potrzeby reprezentacji, funkcje
matematyczne i bazuja na zrozumieniu problemu, eksperymentach i doswiadczeniu. Metody
te jednak nie optymalizuja zadnego kryterium zaleznego od danych reprezentowanych w tych

przestrzeniach.

2.1. Heurystyczne liniowe przeksztalcenia wzorca

2.1.1 Baza ortogonalna

Przeksztatcenie ortogonalne odpowiada rozwinigciu wzorca f(x) w ortogonalnym systemie
funkcji ¢,(x) lub rozwinigcie wektora pomiarowego f w ortogonalnej przestrzeni wyznaczonej

przez wektory @, ([52], [67]).
Cv=¢ff=z¢vjfj Jlub c=®-f (2_1)
j
Mozna powiedzie¢, ze wymiar wektora ¢ jest mniejszy lub réwny wymiarowi wektora f, ale w

procesie detekcji cech dazymy do sytuacji, gdy wymiar wektora ¢ bgdzie duzo nizszy niz

wymiar wektora pomiarowego.

- 15 -



E. Snitkowska Analiza tekstur w obrazach cyfrowych

Zal6zmy, ze istnieje przeksztalcenie ,,pseudo-odwrotne” wyrazajace si¢ wzorem:

f=d"c=>cp, , gdzie DD’ =1 2.2)
v=1

Dazymy to takiej postaci @, dla ktérej nastgpuje minimalizacja biedu sredniokwadratowego

aproksymacji f przez f:

e=t-1) [t -F) (2.3)

Jednym ze sposobow na wyprowadzenie powyzszego jest zastosowanie zasady

ortogonalnosci ([52], [67]). W tym przypadku otrzymujemy:

o(f —®’c)=0,
DD = Bf, (2.4)
c=9f

Ostatnie przeksztalcenie wynika z ortonormalnosci wektoréw bazowych:

¢T‘¢ :{l U=V
v Pu

0 przeciwnie

Wektory bazowe sa wprawdzie uporzadkowane, ale ich wyznaczenie nie zalezy od
konkretnych danych, nie jest wigc zupelnie prawdziwe stwierdzenie, ze n poczatkowych
wspotczynnikéw rozwinigcia stanowi najlepsze (lub najgorsze cechy). Znanych jest wiele

przeksztatcen ortogonalnych, np. Fouriera, Hadamarda-Walsha, Haara [67].

2.1.2 Transformata Fouriera (DFT)

Dwu-wymiarowa dyskretna transformata Fouriera przedstawia si¢ nastgpujaco ([85], [100]):

j=0 k=0 M

y

~ ML L vk
F,=orr{f, =¥ X 7, exf{‘ ad [M_ - _ﬂ ’ 2.5)

gdzie pu, v=0, £1, £2, ...
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Dla przypadku wektorowych probek rozpatrzona zostanie 1-wymiarowa DFT, dla ktorej

— 1275} . Wéwczas
M

funkcja wyktadnicza we wzorze (2.5) zostanie oznaczona jako W,, =exp[

I-wymiarowa DFT wynosi:

S

-1
E,=2 Wi (2.6)

J

Il
(=]

o : v 2y Y L :
Przyjmujac nastepnie wektor @ = (WS, W , W2 oy WM ) mozna zauwazy¢, ze zachodzi

F, =¢! f, co jest zgodne ze wzorem (2.1).

Aby okre§li¢ cechy w przestrzeni jednowymiarowej DFT, przyjmujemy moduty

wspotczynnikow przeksztatcenia Fouriera jako wartosci rzeczywiste:

‘=FF 2.7)

CcC =

v

FV

2.1.3 Przeksztalcenie Walsha-Hadamarda

Ciagte funkcje Walsha definiowane sg rekursywnie jako:

wwuaj+p%J—N%L{Wdf%x+i}jJ+Gﬁyﬂww(4x_%}{ﬁ

1 o—tex<d @8

wal(x;0) = )
0 przeciwnie
dlaj=0,1,2,...oraz p=0,1.

Funkcje zdefiniowane powyzej ograniczone sa do dziedziny (-0.5, 0.5). Funkcje Walsha sa

ortogonalne, tzn.:

JE wal(x; j)wal(x;k) = {1 j=k 2.9)

0 przeciwnie
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Przyktadem dyskretnej wersji funkcji Walsha jest przeksztalcenie Walsha-Hadamarda ([74],
[84]). Wektory ¢, otrzymujemy poprzez probkowanie funkcji Walsha w przedziale (-0.5,

0.5), w wyniku czego otrzymywane jest M=29 wektoréw probek.

Macierz przeksztalcenia o rozmiarze M~ mozna obliczy¢ rekursywnie z macierzy Hadamarda

H 1o
20 -1

H, =H,®H,,,,=H, ®H, ®...® H, (¢ czynnikdw).

Symbol ® oznacza produkt Kroneckera dwéch macierzy.

Przykilad 2.1

Dla macierzy A o wymiarach M?i macierzy B o wymiarach m? otrzymujemy macierz (Mm)*,

np. dla Hg:

Hs :Hz ®(H2®H2):(Hz ®H2)®H2 =
11 1 1 1 1 1 1]
1 -1 1 -1 1 -1 1 -1
1 1 -1 -1 1 1 -1 -1
1 1 1 1
1 -1 -1 1 1 -1 -1 1
1 -1 1 -1
1 1 -1 -1
1 1 1 1 -1 -1 -1 -1
1 -1 -1 1
1 -1 1 -1 -1 1 -1 1
1 1 -1 -1 -1 -1 1 1
-1 -1 1 -1 1 1 -1

Uporzadkowane macierza Hadamarda przeksztalcenie = Walsha-Hadamarda HWH

zastosowane dla wzorca f o M elementach dostarcza wektor cech

c=H,f=HWH(f) (2.10)

Witasnosci przeksztatcenia HWH:
- wymagane sa jedynie operacje dodawania 1 odejmowania na argumentach
rzeczywistych,

- wynikiem przeksztatcenia sa tylko wartosci rzeczywiste,
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- istnieje szybki algorytm obliczenia tego przeksztalcenia (szybka transformata
Walsha [74]) — podobnie jak w przypadku FFT uzyskana przez faktoryzacje

macierzy Hy,.

2.1.4 Transformata falkowa

Transformata falkowa [86] (ang. wavelet) funkcji f(t) w oparciu o bazg y*(.) w czasie ciaglym

dana jest wzorem:

__ L «[ 177
CWT(f,a)—MIf(t)W ( ~ jdt, @.11)

gdzie:

- T oznacza wspoétczynnik przesunigcia falki (wpltywa na potozenie na osi czasu),
- o oznacza wspolczynnik skali falki (wptywa na czas trwania)

- v oznacza funkcje falki bazowe;.

Wspdtczynniki © 1 a interpretuje si¢ jako miar¢ podobienstwa do danego fragmentu

analizowanego sygnatlu. Czynnik ﬁ normalizuje wyniki tak, aby na kazdym poziomie
al

kazdy transformowany sygnal mial ta sama energig.

W odréznieniu od wezesniej wspomnianych transformat Fouriera i Walsha-Hadamarda, ktére
charakteryzuja si¢ réwnomiernym podziatem ptaszczyzny spektrogramu, transformata

falkowa dzieli przestrzen wyznaczong przez czas i czgstotliwos¢ w sposéb logarytmiczny.

-

-

(&) (k)

Rysunek 2.1 Podzial ptaszczyzny spektogramu w przeksztatceniach: (a) - DFT, (b) - WT.
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Transformata odwrotna dla wzoru (2.11) wyglada nastgpujaco:

a a

£l)=-1 T TCWT(Z',Q’) ! y/(t_fj dula (2.12)

Mozna powiedzie¢, ze f(t) jest splatana z funkcja w. Funkcja w(f) musi spetnia¢ nastgpujacy

warunek zwiazany z jej transformata Fouriera ¥(w):

c, = T|‘P(wl dw< oo (2.13)

Warunek ten jest spetniony, jesli W¥(0)=0 lub réwnowaznie J-¢(t)dt =0.

—o0

W celu uzyskania dyskretnej transformaty falkowej, wspétczynniki 1 1 o sa probkowane tak,
aby falka bazowa mogta by¢ skalowana i przesuwana tylko w dyskretnych krokach. W

rezultacie otrzymujemy dla jednowymiarowej dyskretnej transformaty falkowe;j:

. 2.14

, 1
DW(J,k)=+Zx(n}P(— :
Jal
gdzie i oraz j sa liczbami catkowitymi dodatnimi.

Schemat tworzenia 2-wymiarowej dyskretnej transformaty falkowej DWT wyglada

nastgpujaco:

1. Przy pomocy 1-wymiarowej DWT przeksztalcane sa wszystkie wiersze obrazu. W ten
spos6b powstana dwa bloki wspdiczynnikow o tej samej liczbie wierszy i polowie
kolumn, co oryginalny obraz.

2. Wszystkie kolumny obu blokéw wspoétczynnikow przeksztalcane sa przez 1-wymiarowa
DWT. W ten sposéb powstaja 4 bloki wspétczynnikéw, kazdy o potowie liczby wierszy i
kolumn oryginalnego obrazu.

3. Proces przeksztalcania opisany w punktach 1. i 2. nalezy powtarza¢ do uzyskania 4

blokéw o tylko jednym wspoétczynniku.
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Powyzszy proces mozna zaczaé poprzez przeksztalcenie kolumn oryginalnego obrazu i dalej

postepujac analogicznie.

Przyktady zastosowan falek w analizie tekstur mozna znalez¢ w [81] oraz [90]. DIla obrazéw
w skali szaro$ci wlasciwosci tekstury okreslane s na podstawie wartosci energii dyskretnej

transformaty falkowe;j. Technika ta moze by¢ réwniez rozszerzona na obrazy barwne.

2.1.5 Funkcje Gabora

Funkcja Gabora to liniowe przeksztatcenie obrazu x o postaci:

s=H-x, (2.15)
H =[5, (X, )yeens 1, (2, 7)] '
Funkcje bazowe dlai =1, ..., n dane sa jako:
h; (x,y) = glg(x, ), wlx, y)|cos(2f, q(x, y)). (2.16)

gdzie:

ooy = exp{—{— }
O 2.17)

q(x,y)zcos( )x+sm y,
w(x,y)=—sin( )x+c0s( O)y

W powyzszych wzorach @ oznacza kat obrotu wzgledem osi X, natomiast f, — czgstotliwos¢

podstawowa, a Srodek oscylacji znajduje si¢ w Srodku przeksztalcanego obszaru obrazu.

Mozna interpretowaé funkcje Gabora jako detektory krawedzi o réznych (dyskretnych)
orientacjach i ré6znych czgstotliwosciach. Funkcje Gabora przyjmowane sa uniwersalnie —

niezaleznie od zastosowania, w tym réwniez w analizie tekstur [114].
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2.2. Opis tekstury w MPEG-7 (deskryptory)

W tym rozdziale zostanie zaprezentowane podej$cie do opisu tekstury bazujace na funkcjach

Gabora, a przewidziane w standardzie MPEG-7, zgodnie z dokumentami [18] oraz [116].

Celem MPEG-7, znanego réwniez jako ,,Multimedia Content Description Interface”, jest
standaryzacja opisu obiektéw multimedialnych. MPEG-7 proponuje trzy podejscia do opisu
tekstury (tworzenia tzw. ,,deskryptorow”). Wynikaja one z réznych sposobdéw interpretacji
danych obrazu, stad tez znajduja zastosowanie w odmiennych przypadkach. Podstawa

wyznaczania ich parametrow sa funkcje Gabora.

1. Deskryptor tekstury jednorodnej, dalej oznaczany jako HTD (Homogeneous Texture
Descriptor), opiera si¢ na wtasciwo$ciach statystycznych obrazu, reprezentowanych jako
62-elementowy wektor. Wektor ten wyznaczany jest na podstawie odpowiedzi filtru
Gabora dla 30 kanatow czestotliwo$ci obrazu.

2. Kolejny deskryptor standardu — deskryptor przegladania tekstury TBD (Texture Browning
Descriptor) rowniez wyznacza si¢ na podstawie odpowiedzi filtréw Gabora dla kanatow
czestotliwosdci. Jego parametry zas odpowiadaja percepcyjnemu, zblizonemu do
ludzkiego, postrzeganiu tekstury. W testach wykorzystywany jest tzw. PBD — Perceptual
Browning Descriptor, ktéry zawiera informacj¢ o regularnosci, kierunkowosci i
porowatosci wzorca.

3. Trzeci z proponowanych przez MPEG-7 deskryptoréw, deskryptor histogramu krawedzi
EHD (Edge Histogram Descriptor) to 80-punktowy histogram reprezentujacy rozktad
krawgdzi w obrazie. Wykorzystywany jest przewaznie do analizy zmian sceny w

sekwencji obrazow.

Podczas wczesniejszych prac autorka przebadata uzytecznos¢ tych trzech deskryptorow. W
wyniku testow stwierdzono, ze deskryptory HTD, PBD lub ich kombinacje sa uzytecznym
narzedziem w analizie tekstur. Deskryptor EHD pominig¢to jako dajacy najmniej istotne
wyniki. Badania nad wykorzystaniem wiasciwosci deskryptoréw MPEG-7 byly prowadzone

w ramach grantu KBN nr 7TO8A05016 ([91], [92]).
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2.2.1 Wyznaczanie energii

Poszczeg6lne elementy deskryptoréw tekstury wyznaczane sa na podstawie rozkiadu
czgstotliwosci w analizowanym obrazie. Przestrzen czgstotliwosci dzielona jest na réwne
obszary o szerokosci 30 stopni w kierunku katowym i1 oktawy w kierunku biegunowym.
Obszary te nazywane sa kanatami wtasnosci. Podyktowane to jest sposobem postrzegania

przez mézg, ktéry dokonuje dekompozycji catego spektrum na pasma percepcji.

L Chamel (C)

Rysunek 2.2 Schemat rozktadu czgstotliwosci dla 30 kanatow.

W przestrzeni znormalizowanej czgstotliwosci srodkowe kazdego kanalu wyznaczane sa
wedlug wzoru 0, =30° xr, gdzie 0 < r < 5 jest indeksem katowym, natomiast szeroko$¢
katowa wszystkich kanatéw jest rowna 30 stopniom. W kierunku biegunowym czgstotliwosci

katowe wyrazane sg zaleznoscia ®, =®, -2, 0 <s <4, wy=3/4.

Do kazdego z kanatéw stosowana jest dwuwymiarowa funkcja Gabora:

G (wg)p{w}p{ﬁ} .
20

2
Py 20—@

gdzie s- indeks kanatu w kierunku biegunowym, r — indeks kanatu w kierunku katowym.
Zmienne o, 1 oy, 0znaczaja standardowe odchylenie w kierunku katowym lub biegunowym, w

miejscu zetknigcia si¢ sasiednich filtréw w potowie maksimum. W kierunku katowym
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o

v2In2

odchylenie standardowe ma stala wartos¢ réwna ©, = , natomiast w kierunku

biegunowym dana jest zaleznos¢:

B.
6, =——— (2.19)

P~ 242In2

gdzie B, =B, -27", By= 1/2 jest szeroko$cig pasma kanatu w kierunku biegunowym.

Na podstawie rozktadu czestotliwosci i funkcji Gabora wyznaczana jest energia e; i-tego

kanatu wtasnosci:

€ = log[1+ pi]’

pi = i %[GPS,r(w, 0) P(e,0)] (2.20)

©=0+0=0°+

oraz odchylenie standardowe energii

d, = log10[1+ q,‘],
360° (2.21)

q; = J Z Se.., @0 r@.0)f - p.f

=0+ 6=0°+

gdzie P(w,f) oznacza transformat¢ Fouriera obrazu w biegunowej dziedzinie czgstotliwosci

[75].

2.2.2 Deskryptor tekstury jednorodnej

Deskryptor ten opisuje wlasciwosci statystyczne tekstury i wyznaczany jest wedlug schematu
oméwionego w poprzednim punkcie. Deskryptor ten moze sktada¢ si¢ z 32 lub 62 elementow,
w zalezno$ci od tego, czy brana jest pod uwage podstawowa ptaszczyzna wilasnosci czy

ptaszczyzna rozszerzona.

HTD=[a, sd, el, e2, ..., 30, edl, ed2, ..., ed30] (2.22)

-4 -



E. Snitkowska Analiza tekstur w obrazach cyfrowych

Pierwsze dwa reprezentuja Srednia intensywnosci pikseli obrazu a z zakresu 0 — 255 oraz
odchylenie standardowe sd. Nastgpne stanowia 30-elementowa tablic¢ zawierajaca wartosci
energii e; wyznaczone dla kazdego z kanatow wiasnosci. Ostatnie 30 elementéw to tablica
wartos$ci odchylenia standardowego energii ed; dla kanaléw wtasnosci. Wartosci te

wyznaczane sa, gdy brana jest pod uwagg rozszerzona plaszczyzna wlasnosci.

Deskryptor HTD wykorzystywany jest przy wyszukiwaniu precyzyjnym. Podobienstwo

migdzy obrazami mierzone jest jako odlegto$¢ migdzy wektorami wtasnosci:

d(TD

TD 0, () = TD e (K|
uery D ata me) = dISI(TD wery D atat ave) = E query atabase
query databas query 9 datatbas - a(k) ‘

(2.23)
gdzie a(k) jest odchyleniem standardowym TDyupase(k) dla danej bazy (moze by¢ rowniez

ustalane).

Proponowane sa cztery sposoby poréwnywania [59]:

- niezalezne od intensywnos$ci — z wektora wtasnosci HTD usuwany jest pierwszy
element;

- niezalezne od rotacji — wektor wtasnos$ci obrazu obréconego jest przesunigta katowo
wersja dla obrazu referencyjnego; wowczas odleglos¢ wyznaczana jest jako
najmniejsza z otrzymanych w wyniku przesunigcia;

- niezalezna od skali — dla N mozliwych wersji przeskalowanego czynnika odlegto§¢
wyznaczana jest jako najmniejsza z uzyskanych;

- niezalezne od obrotu i skalowania — odlegto$¢ wyznaczana jest jako najmniejsza ze

wszystkich mozliwych kombinacji skalowania i obrotu.

Testy przeprowadzone czionkéw grupy MPEG-7 wykazaly duza skutecznos$¢ tego
deskryptora ([1], [97]). Jako miar¢ efektywnosci stosuje si¢ ARR (Average Retrieval Rate —

wskaznik Sredniej liczby prawidiowo odnalezionych obrazéw).

Prezentowane w dokumencie M5490 ([79]) wyniki utrzymuja si¢ na poziomie ARR powyzej

70 dla baz zawierajacych obrazy réznych tekstur zdefiniowanych w MPEG-7 CE (Core
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Experiments). W przypadku, gdy pod uwage brana jest rozszerzona ptaszczyzna wilasnosci
(deskryptor HTD zawiera oprocz energii wektor warto$ci odchylenia standardowego)

nastgpuje poprawa wskaznika ARR.

Dokumenty [76] oraz [115] omawiaja wyniki eksperymentéw dla deskryptora tekstury
jednorodnej przebrowadzone na bazie 832 obrazéw tekstury. Jako zapytanie pobrano
arbitralnie 52 obrazy, ktére poddano obrébce, wycinajac odpowiedni ksztalt. W efekcie
uzyskano dodatkowe trzy zbiory — tekstury o ksztalcie prostokata, rombu (diamentu) i kota.

Ponizsza tabela przedstawia wyniki trzech eksperymentow.

Tabela 2.1 Przyktadowe wyniki testow dla wzorcéw HTD o réznym ksztatcie (wskaznik ARR)

Zbior zapytania Wypelnianie Czarne tlo Inna tekstura
Oryginaty 91.03 86.62 86.62
Ksztalt prostokata 83.97 67.05 45.38
Ksztalt kota 81.67 59.36 48.97
Ksztatt rombu 78.46 59.36 43.59

Kolumny odpowiadaja kolejnym eksperymentom. W pierwszym tlo obrazéw zostalo
wypelnione danymi ze §rodka obszaru tekstury. W drugim pozostalo one czarne. W trzecim

eksperymencie tto zostato wypetnione inna tekstura. Przedstawiaja to rysunki ponize;j:

(ITD.) (b) (©)

Rysunek 2.3 Przyktady wzorcéw o réznych ksztattach: (a) - oryginal, (b) - wzorzec prostokatny na
czarnym tle, (c) - wzorzec prostokatny na tle wypelnionym zawartoscia tektury wzorca, (d) - wzorzec
prostokatny na tle wypetnionym inng strukturg, (e) - wzorzec okragly, (f) - wzorzec romboidalny.

Najlepsze wyniki uzyskano dla obrazéw oryginalnych — wartos¢ wskaznika ARR
utrzymywata si¢ powyzej 85. Dla wszystkich typéw obrazéw pogorszenie nastapito przy
zmianie tla, przy czym najgorsze wyniki dato wypetnienie tta inna tekstura — dla tekstur o
wyznaczonych ksztaltach wskaznik ARR spadl ponizej 50. Pogorszenie wynikéw

spowodowane jest faktem wykonywania operacji filtrowania na granicach obszaréw.
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2.2.3 Deskryptor przegladania tekstury

Deskryptor ten odpowiada percepcyjnemu, zblizonego do ludzkiego, charakteryzowaniu
tekstury. Operuje takimi terminami jak regularnos¢, porowatos¢, kierunkowosc.
Wyznaczanie, podobnie jak w przypadku HTD, odbywa si¢ poprzez filtracj¢ za pomoca
filtrow Gabora, przy czym mamy 4 zamiast 5 indekséw s. Wykonywana jest dekompozycja
obrazu — kazdy z otrzymanych w jej wyniku obrazéw zawiera informacj¢ w okreslonej skali i
kierunku. Na tej podstawie wyznaczany jest wektor TBC ( Texture Browsing Component),

okreslajacy regularnos¢ lub jej brak we wzorcu.
Kolejne elementy wektora

TBC = [vI v2 v3 v4 v5] (2.24)

0znaczaja:

- regularno$¢ vl — reprezentuje stopien regularnosci obrazu (im wigksza wartos¢, tym

bardziej regularny wzorzec);
- kierunkowos¢ (v2, v4) — dwa kierunki dominujace tekstury;

- skala (v3, v5) — dwie dominujace warto$ci, zalezne od stopnia regularno$ci wzorca.

Kierunkowos¢ oparta jest na histogramach wyznaczanych ze zbioru przefiltrowanych

obrazéw w réznych skalach, zdefiniowanych wzorem:

N(s,k)

H(s, k) =——3
D N(s,k)

(2.25)

dlas =0,..,31k=0,..,5 N(s, k) oznacza liczbe pikseli w filtrowanym obrazie w skali s i
kierunku k, ktérych nat¢zenie jest wigksze niz dany prég t,. Jako kierunek (kierunki)
dominujacy wybierany jest ten, ktérego wierzcholek jest w H(s, k), rowniez dla sasiednich
wartosci skali. Jako elementy wektora TBC zapisywane sa dwa kierunki DOI 1 DO2
najwigkszego kontrastu (w niektérych przypadkach moze by¢ okre§lony tylko jeden

kierunek).
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W celu wyznaczenia skali okreslane sa dwie projekcje ([58], [60]) dla kazdego
przefiltrowanego obrazu W,,,(x, y) wzdluz kierunkéw dominujacych DOI i1 DO2:

Py (l)”Wmn (x, y)0(xcos 0, + ysin0,,, —dxdy (2.26)
P (l)”Wmn (x, y)d(xcos B, + ysin0,,, —dxdy (2.27)

Nastepnie dla kazdej ze zbioru projekcji (dla obu kierunkéw dominujacych) wyznaczana jest

znormalizowana funkcja autokorelacji NAC (Normalized Autocorrelation Function) [60]:

=

-1

P(m—k)P(m)

>~

NAC(k) =

—= — (2.28)
\/ P*(m—k))_ P*(m)

m=k

gdzie P(l) oznacza wybrang projekcje dla danego kierunku dominujacego. Niech M 1 N —
maksima i minima funkcji NAC(k), natomiast p_magn(i) oraz v_magn(i) (i=1,2, ..., M) -
wartos$ci lokalnych miniméw 1 maksiméw.Wdéwczas

1 ¥ 1 ,
K =—§ p _magn(i) —— § v_magn(j) (2.29)
M%< N

J=1

wyznacza kontrast.

Na podstawie sekwencji wierzchotkow p_pos(i) wyznaczane sa odlegltosci migdzy
wierzchotkami dis oraz odchylenie standardowe std. Niech y = std/dis. Jes§li wartos¢ ta jest
mniejsza od zatozonego progu, dana projekcje uwaza si¢ za regularna. Po usunigciu
pozostatych wyznacza si¢ projekcje o najwigkszym kontrascie. Przyjmujac m*(H) jako indeks
skali projekcji o najwigkszym kontrascie i m*(V) — skala projekcji o najmniejszym kontrascie,

elementy wektora TBC wyznaczane sa jako:

v3 =m*(H)
oraz (2.30)
vy =m*(V)

Przy wyznaczaniu regularnosci stosowane sa specjalne zatozenia dla tych projekcji, ktére

przeszty test regularnosci omawiany powyzej. Dla tekstur jednorodnych kandydaci
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(projekcje) sa sasiadami w danej przestrzeni. Kandydatéw dzieli si¢ na trzy grupy 1 przydziela
si¢ im na tej podstawie kredyty V. Pierwsza grupa okresla tych, dla ktérych mozna znalez¢ co
najmniej jednego innego kandydata odpowiadajacego w sasiedniej skali lub kierunku. Kredyt
wynosi wowczas V;=1.0. Nastgpna grupe stanowia projekcje, dla ktérych istnieje odpowiedni
kandydat dla takiej samej skali lub kierunku, ale nie ma ich dla skali (kierunkéw) sasiednich.
Grupie tej przyznaje si¢ kredyt V»,=0.5. Ostatni zbidr to kandydaci, ktérzy sa jedyni dla swojej
skali i kierunku — przyznany kredyt wynosi V;=0.2. Jako warunek okreslajacy regularnos¢

przyjmuje si¢ sumg kredytow dla zbioru kandydatéw w obu dominujacych kierunkach:

3
M=2Ni*‘/; (2.31)

i=1

gdzie N; okresla liczbe kandydujacych projekcji. Wéwczas

vI=0 jedli M<5,
vI=1 jedli 5<M<IO0,
vI=2 jedli 10<M <20,
vI=3 jesli M=>20

(2.32)

Im wyzsza warto$¢ parametru v/, tym bardziej regularna struktura. Ponizszy rysunek
przedstawia przyktadowe tekstury dla okreslenia stopnia regularnosci.

TLT g o . i S
vl=3 vl=2 vl=1 v1=0
Rysunek 2.4 Przyktady tekstur o réznym stopniu regularno$ci wzorca (od lewej - zmniejszajacy si¢ stopien
regularnosci)

TBD wykorzystywany jest do zgrubnego wyszukiwania obrazéw o podobnych
wlasciwosciach, moze wigc stuzy¢ do tworzenia zbioru kandydatéw przy wyszukiwaniu
precyzyjnym. Z tego wzgledu uzywa si¢ go w kombinacji z deskryptorem tekstury
jednorodnej HTD.

Wyznaczanie podobienstwa dla obrazéw z baz MPEG-7 XM omawia dokument M5092 [59].
Podane wyniki dotycza deskryptora, ktéry oprécz wektora TBC zawiera wektor SRC, o

elementach okreslajacych pierwszy 1 drugi moment przefiltrowanych obrazéw. Osiagnigto
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wyniki powyzej 70% prawidlowo odnalezionych obrazéw, przy czym pordwnania obrazu
zapytania samego z soba byly pomijane. Dla tekstur z albumu Brodatz'a osiagnigto wynik

99.96%.

Dokument M5449 omawia wyniki przeszukiwania dla podobnie zbudowanego deskryptora
(zawierajacego wektory TBC i SRC). Baze stanowity wzorce z albumu Brodatz'a. Kazdy ze
166 wzorcéw zostat podzielony na 4 podobrazy, obrécony. Obrazy podzielone zostaty na
dwie grupy — w okreslonymi dwoma kierunkami dominujacymi i z jednym kierunkiem
dominujacym. Podziat taki stuzyl zbadaniu, jak detekcja kierunku wptywa na ludzka
percepcje. W przypadku pierwszej grupy lepsze wyniki (98 % znalezionych) osiagnigto przy
poréwnywaniu dla pierwszego kierunku dominujacego (88% dla drugiego). Dla drugiej

grupy, z pojedynczym kierunkiem dominujacym osiagni¢to wynik 100% (zobacz [76]).

2.2.4 Deskryptory tekstury w analizie obrazow

Na potrzeby pracy wykonano seri¢ testow dotyczacych analizy tekstury w obrazach
angiograficznych.  Zastosowano  pofaczenie = omawianych  deskryptorow  ([61],

[78]).Szczegdétowe wyniki zostang oméwione w dalszych rozdziatach.

Ze wzgledu na precyzj¢ wyszukiwania przyje¢to petlne wersje deskryptorow, to jest 62
elementowy deskryptor tekstury jednorodnej (dodatkowe wyznaczanie odchylenia energii)
oraz 5-elementowy deskryptor przegladania tekstury (dwa kierunki dominujace zamiast
jednego). W tej sytuacji funkcja podobienstwa rozumiana jako odlegtos¢ migdzy elementami
poszczegdlnych zbiorow cech wyglada nastgpujaco (indeks ,,g” — zapytanie, indeks ,,db” —

WZOrzec):
- dla deskryptora tekstury jednorodne;j

dr, (TD,, TD,, )= 0.28- abs(TD,,[0]- TD, [0]) +

*0.22-abs(TD ,[1]-TD [1]) + (2.33)

5

+3"> {m[r]- abs(TD,,[i1- TD, [ /) +d[r]- abs(TD ,[ j1-TD [/}

s=0 r=0

gdzie i=s+r+2; j=s+r+32;
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- dla deskryptora przegladania tekstury

dpy (TD,,, D, )= 0.6- abs(TD,,[0]-TD,[0]) +
+0.2-{0.5-[abs(TD,,[11-TD [1]) + abs(TD,,[2]- TD, [2])} + (2.34)
+0.2-{0.5-[abs(TD,,[3]- TD,[3]) + abs(TD,,[4]- TD, [4])}

Wartosci elementéw tablic wspétczynnikow m i d we wzorze (2.32) okreslone sa w kodzie
MPEG-7 Experimentation Model, podobnie jak pozostate wagi we wzorach (2.32) 1 (2.33).
Symbol TDg, okresla wektor cech (tzw. ,.deskryptor”) referencyjny, TD, — wektor cech
obszaru analizowanego, natomiast abs oznacza warto$¢ bezwzglgedna wyrazenia podanego
jako parametr. Indeksy okreslaja kolejnos¢ elementéw w wektorze cech (62 dla deskryptora
tekstury jednorodnej 1 5 dla deskryptora przegladania tekstury). Wartosci distyrp 1 distrpp sa
nastgpnie sumowane i porownywane do wartosci progowej a. Wartos¢ ta nalezy do przedziatu

(0.5, 0.8), wyznaczonego w trakcie eksperymentow.
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3. Analityczne przeksztalcenia obrazu

Rozdzial ten omawia trzy gléwne sposoby pozyskiwania przeksztalcen przestrzeni
reprezentacji obrazu, ktére, kryteria odrdznieniu od przedstawionych w rozdziale 2
przeksztatcen heurystycznych, optymalizuja kryteria oparte na probkach (danych) uczacych

charakteryzujacych dziedzing zastosowania.

3.1. Przeksztalcenie PCA

Po fazie ekstrakcji otrzymujemy pewne skupisko punktéw. Jednym ze sposobow jego
reprezentacji jest rzutowanie ortogonalne na podprzestrzen liniowa. Analiza sktadowych
gtéwnych PCA (ang. Principal Component Analysis) polega na przetworzeniu duzej ilosci
informacji zawarte] we wzajemnie skorelowanych danych wejsciowych na zbiér nowych,

ortogonalnych wzgledem siebie cech [99]. W niektérych opracowaniach nazywana jest ona

réwniez (dyskretna) transformata Karhunena-Loevego. Dla wektora cech xe R" znajdowana
jest baza podprzestrzeni, dla ktorej wartos¢ oczekiwana normy réznicy migdzy wektorem x a

jego rzutem na t¢ podprzestrzen osigga minimum. Innymi stowy, przeksztalca dany wektor x

KxN

na wektor ye R za posrednictwem macierzy We R®Y, K<N. Nowa przestrzen o

zredukowanym wymiarze zachowuje informacje dotyczace procesu, zatem metoda PCA moze
by¢ uznana za formg¢ kompresji danych ([86], [103], [108]). Wektory macierzy W nazywane
sa inaczej sktadowymi gtéwnymi, a ich liczba jest rowna wymiarowi szukanej podprzestrzeni

liniowe;.
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Warunkiem na to, by zbiér wektorow skupiska X tworzyl podprzestrzen liniowa jest odjgcie

od kazdego wektora wartosci Sredniej tego zbioru, czyli spetnienie warunku:

E[Xx]=0 (3.1)

Dla danego skupiska X o wymiarze N szukana jest podprzestrzen S o wymiarze 0 < K < N
taka, ze oczekiwana warto$¢ dlugosci réznicy wektora (skupiska) X i1 jego rzutu jest

minimalna:

E|X - P(X )" =min, (3.2)

gdzie Ps(x) oznacza projekcj¢ wektora X na podprzestrzen S ([87], [88]). Mozna zauwazyc¢, ze
poszukiwanie podprzestrzeni minimalizujacej oczekiwany biad projekcji (3.2) jest

rownowazne poszukiwaniom podprzestrzeni maksymalizujacej wariancj¢ projekcji [26]:

Hx R (x)f =
) . 3.3)
E|x - E[x] - E|p,(x)-E[X]|
Niech X=[x;, X, ..., x,,]T oznacza wektor losowy o zerowej wartosci Sredniej, a Rxx=E[XXT] —

warto$¢ Srednia macierzy autokorelacji po wszystkich wektorach x. Niech W=[W;;, Wj,, ...,
Wi, i=1, 2, ..., N oznacza ortogonalne wektory wtasne odpowiadajace wartosciom wtasnym

A; macierzy Ryx. Mozna zdefiniowa¢ przeksztatcenie PCA

y=Wx (3.4)

poprzez uszeregowanie warto$ci wlasnych macierzy kowariancji malejaco A;<A<...< Ay <0 i

wybor z tej grupy jedynie K najwigkszych wartosci macierzy W.

Minimalizacje warto$ci oczekiwanej btedu rekonstrukcji otrzymuje si¢ dla bazy przestrzenti,

ktorej wektory w spetniaja warunek:

cov(X)-w, =Aw,,
i=1,...,.N (3.5)
A<ho<...< Ay
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gdzie cov(X) jest macierza kowariancji skupiska X, a A; — i-ta warto$cia wtasna tej macierzy.
Mozna wyznaczy¢ réwniez wektory wiasne macierzy kowariancji bez wyznaczania samej
macierzy kowariancji. Metoda ta korzysta bezposrednio z wektoréw wejsciowych (skupiska)

([16], zobacz takze [83], [89]).

Rysunek 3.1 PCA: Sktadowa gléwna prébek w dwuwymiarowej przestrzeni cech. Linia wskazuje kierunek
pierwszej sktadowej gtéwnej, druga sktadowa gléwna jest prostopadta (w ogélnosci - ortogonalna).

3.2. ICA

Podstawowym zastosowaniem metody ICA (ang. independent component analysis) jest
estymacja wielu sygnatéw zrédtowych jedynie na podstawie obserwacji ich mieszanin. Nie
jest wymagana zadna informacja ani o kierunku zrédta, ani o warunkach pomiaru. Zaktada
si¢, ze obserwowany n-wymiarowy sygnal wektorowy x(f) jest wynikiem "punktowego"
(nieznanego) wymieszania m niezaleznych statystycznie (nieznanych) sygnatow zrodet s(r)

([34], [35D):

X(1) = As()+n() = Y s;(Da] +n(r), (3.6)
i=1
gdzie a] oznacza i-ty wiersz macierzy A.

Celem ICA jest jednoczesna estymacja nieznanych zrédet 1 mxn — wymiarowej macierzy

separujacej W(¢) takiej, e m-wymiarowy wektor:
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y() = W() x(2) (3.7)

staje si¢ (z dokladnoscia do skali i permutacji sygnatéw) aproksymacja nieznanych zrédet. Z
punktu widzenia zapisu matematycznego wykorzystuje ona réwniez liniowe przeksztatcenie
przestrzeni wektorowej, podobnie jak transformata Fouriera, Hadamarda, transformata
kosinusowa itp. Jednak w ICA nastgpuje kazdorazowa estymacja przeksztalcenia w oparciu o
same dane pomiarowe - uzyskane w ten sposéb przeksztalcenie jest dopasowane do

aktualnego problemu (zastosowania).

Znanych jest szereg algorytmow do ICA. Zasadnicze kryteria ich zr6znicowania to:
- algorytm pracujacy w trybie "wsadowym" lub adaptacyjny algorytm typu "on-line",

- algorytm wymagajacy obrébki wstgpnej lub algorytm jedno-przebiegowy.

Najbardziej znane algorytmy do ICA to:

- C. Jutten, 1990 (historycznie 1-szy algorytm oparty jedynie o dekorelacj¢ wyzszego
rzedu) [44],

- P. Common, 1994 (definicja pojecia “ICA”) [19],

- J. Cardoso, 1989-95 (algorytm “Jade ICA” - "wsadowy") ([9], [10]),

- Cichocki et al., 1994 (adaptacyjny algorytm typu ,,on-line”) ([14], [15], [17]),

- T.Bell & T. Sejnowski, 1995 (algorytm “Infomax ICA™) ([5], [6]),

- S. Amari et al., 1995-96 (adaptacyjny algorytm “Natural gradient ICA”) ([2], [3]),

- Hyvarinen, E.Oja, J. Karhunen, 1998-2000 (algorytm ,,Fast ICA” - "wsadowy") ([71],
[72]).

W dalszej czgséci pracy omawiany beda jedynie przypadki liniowe ICA, cho¢ w literaturze
mozna spotka¢ przyktady nieliniowych zastosowan ICA ([19], [44]). Pomini¢te zostang
rOwniez przypadki sygnaléw zaszumionych. Podstawy (warunki) modelu ICA sa nastgpujace

[36]:

1. Wszystkie komponenty niezalezne s; musza mie¢ rozktad nie-Gaussowski z
doktadnoscia do jednego elementu.
2. Liczba obserwowanych mieszanin liniowych m musi by¢ co najmniej réwna liczbie

komponentéw niezaleznych n, czyli m > n.
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3. Jezeli macierz mieszajaca A ma wymiary m X n, to musi by¢ rz¢du n.

Dodatkowo zaklada sig, ze wektory x 1 s sa wysrodkowane (mozna to uzyska¢ poprzez

odjecie wartosci Sredniej wektora).

Definicja ICA, w odréznieniu od PCA, nie zaktada sortowania sktadowych niezaleznych, ale
mozna takie sortowanie zastosowa¢ (np. wykorzystujac normy kolumn macierzy

mieszajacej).

Niech p(y1,y») oznacza gestos$¢ rozktadu tacznego zmiennych y; 1 yz, a pi(y1) 1 pi(y1) — ggstosé
rozktadu brzegowego dla y; 1 dla y, odpowiednio. Zmienne losowe y; i y, sa niezalezne wtedy

1 tylko wtedy, gdy:

P1.y2) =pi1) p2(2). (3.8)

Dla dwéch funkcji niezaleznych zmiennych losowych A 1 hy zachodzi:

E{h1(y1)h2(y2)}:E{h1(y1)}E{h2(y2)}- (3.9)

Dwie zmienne y; 1 y; sa zdekorelowane, jesli ich kowariancja jest zerowa:

E{y1y2}_E{y1}E{yz}:0- (3.10)

Zmienne niezalezne sa jednocze$nie zdekorelowane, ale nie na odwrét. Np. niech (y1,y2) sa
dyskretnymi zmiennymi o prawdopodobienstwie 1/4 dla wartosci (0,1), (0,-1), (1,0), (-1,0).

2

. . . . 1
Wtedy y; iy, sa zdekorelowane. Ale jednocze$nie zachodzi E {yl 5 }= 0= i E {)’12 }E {y22 },

czyli zmienne nie sa niezalezne.

Dwie zmienne Gaussowskie nie moga by¢ odseparowane w modelu ICA. Mieszaniny dwdch
zmiennych Gaussa wymieszane ortogonalng macierza zachowuja rozktady Gaussa. Ggstos¢
rozktadu tacznego dwoch mieszanin jest wtedy w pelni symetryczna - nie zawiera ona zadne;j
informacji o kierunku wektor6w w macierzy mieszajacej. Taka macierz nie moze zostac

znaleziona w analizie ICA 1 jest to podstawa warunku numer 1.
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Dla sygnatéw niezaszumionych ICA moze by¢ uznana za przypadek ,,projection pursuit” —
oznacza wtedy wyszukiwanie pewnych interesujacych projekcji, ktére moga estymowac
sktadowe niezalezne ([25], [32], [98]). Rownie duze podobienstwo mozna znalezé w

przypadku sSlepego rozplatania ([15], [48]) oraz analizy czynnikowej (rozdziat 3.3).

Mozna tez zauwazy¢ powiazania z analiza sktadowych gléwnych, niemniej jednak nie nalezy
uznawa¢ ICA za ,rozszerzenie” PCA. PCA ma duze znaczenie w przypadku redukcji
wymiarow, natomiast w przypadku ICA mozemy mie¢ do czynienia zaréwno z redukcja,
zwigkszeniem lub brakiem zmian, jesli chodzi o wymiary wektoréw. Powiazania z innymi

metodami przedstawia ponizszy rysunek [36]:

ICA Dane rie- Factor analysis
gaussowskie
Liodel bez Ty
GBI, gaussowskie
Projection pursuit PCA

Rysunek 3.2 Linie przedstawiaja powiazania migdzy wybranymi metodami. Opisy obok linii méwia o
wymaganiach, ktére musza by¢ spelnione, by relacja byta prawdziwa.

Klasycznym przyktadem zastosowan ICA jest Slepe rozplatanie wzorcéw (blind source

separation) [46].

3.3. Analiza czynnikowa (factor analysis)

Analiza czynnikowa (ang. factor analysis) to metoda stluzaca do odnajdywania struktur w
zbiorze zmiennych losowych ([30], [51]). Celem analizy czynnikowej jest zredukowanie
duzej liczby zmiennych do mniejszego zbioru. Istnieja dwa podejscia:
- eksploracyjna analiza czynnikowa EFA (Exploratory Factor Analysis): czynniki sa
poczatkowo nieznane i zostaja wyodrgbnione dzigki analizie warto$ci zmiennych
- konfirmacyjna analiza czynnikowa CFA (Confirmatory Factor Analysis) — zaktadamy

istnienie pewnego okreslonego zbioru czynnikéw 1 dzigki analizie wartosci zmiennych
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losowych badamy zasadno$¢ naszego przypuszczenia i estymujemy parametry

modelu.

Zaktadany jest nastgpujacy model danych:

X =AS +n, (3.11)

gdzie x jest wektorem obserwowanych zmiennych, s — wektorem ukrytych zmiennych
(czynnikéw), ktérych nie mozna zaobserwowac. A jest macierza o wymiarach m x n, a
wektor n reprezentuje szum. Wektory X 1 n maja ten sam wymiar n, natomiast zazwyczaj
zaktada si¢, ze s ma wymiar nizszy od x. Poréwnujac wzory (3.11) 1 (3.6) tatwo zauwazy¢
powiazanie z ICA, natomiast biorac pod uwage redukcje wymiaréw mozna poréwnywac

analiz¢ czynnikowa z PCA.

Istnieja dwie gtéwne metody analizy czynnikowej. Pierwsza z nich jest analiza czynnikow
gtéwnych PFA (Principal Factor Analysis), ktéra stanowi modyfikacj¢ PCA. Idea polega na
zastosowaniu PCA do danych x w taki sposéb, by uwzgledni¢ wptyw zaszumienia. Innymi
stowy zaklada si¢, ze macierz kowariancji szumu jest znana. Czynniki znajdowane sa poprzez
wykonanie PCA z wykorzystaniem zmodyfikowanej macierzy kowariancji powstatej w
wyniku odjgcia od macierzy kowariancji X macierzy kowariancji n. W ten sposéb wektor s
uzyskuje si¢ jako wektor sktadowych gtéwnych x po usunigciu szumu. Druga popularna
metoda moze by¢ sprowadzona do wyznaczania sktadowych gtéwnych na zmodyfikowane;j

macierzy kowariancji.
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4. Detekcja cech dzig¢ki dekompozycji ICA

W tym rozdziale przedstawiona =zostanie autorska metoda detekcji cech tekstury
wykorzystujaca dekompozycj¢ przestrzeni reprezentacji znalezionga dzigki przeksztalceniu

ICA

4.1. Opis metody

Podstawa stosowania algorytméw ICA w analizie obrazéw jest zatozenie, ze dany obraz

mozna przedstawi¢ w postaci sumy wazonej obrazéw sktadowych ([31], [43], [113]). Obrazy

2
+  ap lJ+...+ A,

S Sm

sktadowe sa statystycznie niezalezne.

=

B

b
LY

X

Rysunek 4.1 Tlustracja sktadania tekstury obrazu z niezaleznych sktadowych: x; - obserwowany i-ty blok
obrazu; a; wspélczynniki wymieszania zrédet (tu: warto$ci cech obserwowanego bloku obrazu); sy, 3 ,..., Sm, -
zrodta w ICA (ich 2-wymiarowa ilustracja) niezalezne sktadowe (wektory bazowe)

Prostokatne bloki obrazu (kazdy o rozmiarze k x [ = N) traktowane sa jako mieszaniny m
niezaleznych sktadowych (zrédet w modelu ICA). Bloki te sa skanowane w ustalonym z gory
porzadku do postaci sygnatow x(t) (i = 1,..., n; t = [I,..., N). Zakladamy, ze te sygnatly

(zebrane w wektor x(7) ) spetniaja model punktowego mieszania przyjety w ICA:
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x(t) = As(t) = isi (Ha! . 4.1)

Czyli x(7) jest wektorowa reprezentacja obserwowanych blokéw obrazéw (jest to wektor n
sygnatow, kazdy z nich o dlugosci N = k x/, jako wynik skanowania blokéw obrazu). {a;} to
n wektoréw cech (kazdy o dlugosci m) tworzacych wiersze macierzy (mieszajacej) A (kazdy
wiersz stanowi wartosci cech, poszukiwane dla opisu tekstury w obserwowanym bloku

obrazu). {s;} to m N-elementowych sygnaléw zrédet jak na rysunku powyzej.

Dysponujac obserwacjami danymi w postaci kolejnych blokéw obrazu x,(f) stosujemy

algorytm ICA pozwalajacy na jednoczesng estymacj¢ nieznanych niezaleznych sktadowych s

1 pewnej macierzy W. Po "zamrozeniu" macierzy W okreslany jest ostateczny wektor

wyjsciowy y taki, ze:

S=y=W-x

4.2)
W=A" (

Macierz W znaleziona w procesie ,,nauczenia” systemu sktadowych niezaleznych nie jest
dalej brana pod uwageg. Dopiero w fazie aktywnej pracy systemu detekcji cech tekstury celem
jest ustalenie dla kazdego analizowanego bloku obrazu jego wektora cech a;. Ten problem
sprowadza si¢ do standardowego problemu identyfikacji kanatu przesylowego o wejsciu s i

wyjsciu X.

Podsumowujac wiasnosci metody ICA w procesie opisu tekstury obrazu:
- ICA znajduje najbardziej ,,nie-Gaussowska” dekompozycj¢ obrazu;
- funkcje bazowe (zrédia s) sa dopasowane do konkretnej klasy obrazéws;
- wektory s; posiadaja naturalng interpretacje¢ po przeksztalceniu ich w bloki obrazu - sa
detektorami krawedzi w obrazie - interesujacy aspekt dla ,biologicznych badan

percepcji cztowieka”.

Aby uzyskac¢ redukcj¢ rozmiaru przestrzeni cech w stosunku do rozmiaru oryginalnego bloku
obrazu, nalezy zastosowa¢ obrobke wstgpna typowa dla kompresji obrazu, np. w postaci

PCA. Dla przyktadu blok o rozmiarze 12 x 12 prowadzi do wektora obserwacji o dtugosci
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144; w procesie PCA mozna wybra¢ np. 50 najwigkszych sktadowych giéwnych, dokonac
kompresji wektoréw x do rozmiaru 50 x 1 i znalez¢ w procesie ICA macierz W o rozmiarze
50 x 50. Oczywiscie w celu 2-wymiarowej ilustracji wektorow bazowych (wierszy macierzy
W) nalezy najpierw przywroci¢ kazdy 50-elementowy wektor do postaci 144-elementowego

wektora 1 dopiero wtedy zamieniac je na bloki 12 x 12-elementowe

4.2. Proces uczenia wektoréw bazowych

4.2.1 Przetwarzanie wstepne

Przypomnijmy, ze w przypadku algorytméw ICA méwimy o zmiennych niezaleznych (zob.
rozdziat 3.2). Dwie zmienne Gaussowskie nie moga by¢ odseparowane w modelu ICA.
Mieszaniny dwoch zmiennych Gaussa wymieszane ortogonalng macierza zachowuja rozklady
Gaussa. Gestos¢ rozktadu tacznego dwdch mieszanin jest wtedy w pelni symetryczna - nie
zawiera ona zadnej informacji o kierunku wektoréw w macierzy mieszajacej. Taka macierz

nie moze zosta¢ znaleziona w analizie ICA.

W celu uproszczenia algorytméw ICA stosuje si¢ usuwanie wartosci Sredniej. Niech m bedzie
wektorem wartosci Srednich wektora obserwacji x(7). Po estymacji sygnatéw wyjsciowych w

ICA ich wymagane wartosci srednie moga zosta¢ odtworzone jako:

A'm, 4.3)

gdzie A-1 jest odwrotnosci macierzy mieszajacej (okreslonej w procesie ICA).

Stosowane jest réwniez ,,wybielanie” (ang. ,,whitening”, ortogonalizacja). Jest to liniowe
przeksztalcenie wektora tak, aby poszczegdlne skladowe obserwowanego wektora byty

nieskorelowane 1 posiadaty jednostkowe wariancje:

Elzx"|=1. (4.4)

Wybielenie probek mozna przeprowadzi¢ np. dzigki dekompozycji na wektory witasne

macierzy kowariancji probek (EVD).
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Elxx" |= EDE"

) 4.5
D =diag(d, yuyd,) (4.5)
Nowy wektor pomiarowy otrzymujemy wyznaczajac:
%=ED E'x. (4.6)
Proces ten przeprowadza macierz mieszajaca w macierz ortogonalng
~ _ —% T _ -~
~)TC—ED E" As=As 4.7

E|xx ]=AE[SST]AT =AA" =1

Po przeprowadzeniu "wybielenia" obserwacji w procesie ICA zamiast estymacji n?
elementéw (swobodnej) macierzy wystarczy teraz estymacja n(n-1)/2 elementéw macierzy
ortogonalnej. W graficznej interpretacji dla 2-wymiariowego rozktadu (po ,,wybieleniu”
uzyskujemy rozklad prébek w obszarze kwadratu) wystarczy teraz znalezienie jednego kata
obrotu, aby boki kwadratu byty réwnolegle do osi uktadu wspétrzednych. Mozliwa tez staje
si¢ ewentualna redukcja rozmiaru macierzy - wtedy, gdy pewne wartosci wtasne A; sa juz zbyt

mate.

Przetwarzanie wstepne jest istotnym etapem przeksztatcenia ICA — pozwala na zmniejszenie

liczby wykonywanych operacji oraz przygotowuje dane do dalszego przetwarzania.

7

WYBIELAHIE PCA

i@ - | 53

Rysunek 4.2 Graficzna interpretacja procesu wybielania - po wybieleniu uzyskujemy kwadratowy rozktad
probek, wystarczy wigc znalezienie jednego kata obrotu.
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4.2.2 Algorytm ICA

Do testow wykorzystano algorytm "FastICA", opracowany przez Hyvarinena, Karhunena i
Oje ([331], [39]). Pracuje on w trybie wsadowym 1 dlatego te mozliwe jest zastosowanie
krokéw wstepnej obrobki danych, ktére przyspieszaja i utatwiaja proces zbiegania si¢ procesu
uczenia wag macierzy W. Ten algorytm oparty jest na iteracyjnej regule modyfikacji
macierzy wag i takim kryterium kosztu, ktére wymusza takie wartosci macierzy W, przy
ktérych nastgpuje maksymalizacja niegaussowskiego charakteru wektora wyjsciowego y =
Wx. Ten niegaussowski charakter jest wyrazony np. przez dywergencj¢ Kulbacka-Leiblera

("negentropig"):

KLOW) = [ p(ylog " lay.
[T1r00) (4.8)

KLOW) = ~H(Y; W)+ S H(Y,; W)

Pierwszy sktadnik wyraza entropi¢ rozktadu tacznego, a drugi - sume¢ entropii 1-
wymiarowych rozktadéw brzegowych. Wartos¢ KL(W) jest minimalna wtedy, gdy
poszczegbdlne zmienne sa wzajemnie niezalezne. Poniewaz bezposrednie obliczenie KL(W)
jest zbyt zlozone, w praktyce stosuje si¢ aproksymacje rozkladéw przy pomocy momentéw
wyzszego rzedu 1 nieliniowych funkcji. Sam proces iteracji, ktérego celem jest minimalizacja

kryterium kosztu KL(W), jest zblizony do metody Newtona.

Przed wykonaniem algorytmu wymagana jest obrobka wstgpna sygnatu wektorowego, a wigc

usunigcie wartosci sredniej wektora obserwacji oraz wybielenie obserwacji.

Pierwszym etapem algorytmu ,,FastICA” jest inicjalizacja macierzy wag W dowolnymi

niezerowymi wartosciami. Nastgpnie dla wyjs¢ p = 1, ..., n wykonywane sa kroki (2-4):

1. Obliczany jest zmodyfikowany wektor:

w' =Efx- gwx)}- E{lg' (W x)}- w, (4.9)
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gdzie g jest funkcja nieliniowa , g’ jej pierwsza pochodna wzgledem czasu.

. Uzyskany w punkcie 1. wektor jest normalizowany do wektora o dlugosci jednostkowej :

w+

W=Hw—+- (4.10)

Aby zapobiec zdazaniu poszczegdlnych wektoréw do tego samego maksimum nalezy
dokonywa¢ dekorelacji kolejnego wektora wzgledem poprzednich wektorow wag.
Mozliwy jest tu np. schemat deflacji oparty na dekorelacji Grama-Schmidta (od
aktualnego wektora odejmij sumg rzutow poprzednich "ustalonych" wektoréw, a

nastgpnie znormalizuj tak otrzymany nowy wektor):

P
— T .
wp+l_wp+l zwpﬂwj’
Jj=1

v 4.11)

p+l T .
w p+l w p+l

Jesli nie chcemy nadawac¢ okreslonej kolejnosci wektorom wag, to mozliwa jest tez

symetryczna dekorelacja ,,macierzowa’:

W=—o0ow—. (4.12)

4. Jesli zbieznos¢ W nie wystapita to algorytm jest powtarzany od kroku 1.

Przeksztalcenia uzyskiwane w wyniku analizy ICA sa estymowane w oparciu o same dane

uczace — przyktady obrazéw danego rodzaju ([38], [40], [41], [55]). ICA powinna dobrze

spetnia¢ role klasyfikatora, gdyz orientuje si¢ na réznice pomig¢dzy obrazami réznych klas

([45], [56D.

4.3. Detekcja cech a analiza obrazu i klasyfikacja.

Opisywany algorytm ,,FastiCA” wykorzystano do testow przydatnosci deskryptora opartego o

wspolczynniki przeksztalcenia ICA w klasyfikacji tekstur dla obrazéw cyfrowych. W testach
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wykorzystano obrazy angiograficzne oraz, celem poréwnania, obrazy z albumu tekstur

Brodatz’a.

Algorytm , FastlICA” pozwala na okreslenie warunkéw wyznaczania wspotczynnikow.
Testowano nastgpujace parametry algorytmu:
1. sposoéb estymacji sktadowych niezaleznych w procesie dekorelacji:
- symetryczny (jeden po drugim),
- réwnolegty;
2. funkcja nieliniowa do wyznaczania wektora we wzorze 4.9:
- g w=u’,
- g, (u)=tanh(u),

- g3(u)—u'exp( 5 j,

- g.w)=u’.

Badane byly mozliwe kombinacje tych parametréw. W niektorych przypadkach dla testow
funkcji nieliniowej nie udato si¢ osiagna¢ zbieznosci algorytmu. Taka sytuacja miata miejsce
dla zastosowanych funkcji gp(u), g3(u) oraz gu(u), dlatego tez w testach klasyfikatoréw

wykorzystano tylko deskryptory wyznaczone z wykorzystaniem funkcji g;(u).

Schemat dziatania aplikacji testowej przedstawiony jest ponizej:
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Wezyta) obraz Pobierz
— E— parametty
preekaztatcenia
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tmacierze &1 W

l

Zapisz
wapdlczynni ki

Rysunek 4.3 Schemat dziatania aplikacji testowe;.

Do testéw wybrano obrazy w skali szarosci, o wymiarach 64 x 64 pikseli. Taki dobor

parametrow obrazu umozliwia szybsze dziatanie algorytmu bez utraty istotnych informacji.

W wyniku dziatania przeksztatcenia ICA otrzymuje si¢ zestaw informacji, skladajacy si¢ z
macierzy sktadowych niezaleznych, macierzy wag W oraz macierzy A, bedacej odwrotnoscia
macierzy W (zob. wzor 4.2), a zawierajacej wartosci cech obrazu, ktére beda nastgpnie
wykorzystywane w procesie klasyfikacji. Rozmiary tych macierzy zaleza od liczby prébek
podlegajacych przetwarzaniu — jak wspomniano wczesniej, na etapie przetwarzania
wstgpnego mozliwe jest ograniczenie rozmiarOw macierzy poprzez wybranie odpowiednio
wysokich wartosci wlasnych. W najprostszym przypadku, kiedy nie stosujemy zadnych
ograniczen, liczba probek jest rOwna rozmiarowi macierzy reprezentujacej obraz. Jesli
natomiast stosuje si¢ ograniczenie liczby prébek, nalezy pamigta¢ o koniecznosci zachowania
tej samej liczby probek dla kazdego obrazu testowego, aby proces klasyfikacji na podstawie
wektora cech, zbudowanego z wspdtczynnikow przeksztalcenia ICA, przebiegat prawidtowo.
Wymaga to wigc wczesniejszych testow, w trakcie ktorych mozna okresli¢ dopuszczalna

minimalng i1los¢ prébek.
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Rysunek 4.4 Na podstawie takiego wykresu mozna odrzuci¢ te wartosci wlasne, ktére nie przekraczaja pewnego
progu. Dla obrazu tekstury z albumu Brodatz’a o rozmiarach 128 x 128, dla ktérego wykonano ten wykres,
mozna ograniczy¢ rozmiar do (na przyktad) 80 prébek bez ryzyka utraty istotnych informacji.

Po wyznaczeniu macierzy A, z jej elementéw tworzony jest wektor cech dla danego obrazu.
W procesie klasyfikacji wektory cech réznych obrazéw sa porownywane z wykorzystaniem

réznych typoéw klasyfikatoréw.
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5. Obrazy angiograficzne

Angiografia to metoda diagnostyki medycznej, ktéra pozawala na wizualizacj¢ naczyn
krwiono$nych (w tym ubytkéw) poprzez podanie srodka kontrastowego. Badania tego typu
wykorzystywane sa w na przyktad w kardiologii w celu okre$lenia ryzyka zawatu lub zmian

chorobowych (np. retinopatii cukrzycowej [70]).

Rysunek 5.1 Obraz naczyn krwiono$nych w mézgu (angiogram).

Typowa procedura w przypadku obrazéw angiograficznych jest substrakcja. Zapamigtywany
jest obraz przed podaniem S$rodka kontrastowego, ktéry nastgpnie odejmowany jest od

kolejnych obrazéw wykonywanych w trakcie badania [24]. NajczgSciej spotykane aplikacje
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dotycza wyznaczania kontur6w w obrazach, przy czym prezentowane sa rézne podejscia

([69], [111]).

W testach przeprowadzonych dla potrzeb niniejszej pracy wykorzystano obrazy
przedstawiajace proces angiogenezy. Angiogeneza, czyli tworzenie si¢ nowych naczyn,
stanowi wazny skladnik wielu proceséw fizjologicznych, takich jak organogeneza
(wyksztalcanie si¢ narzaddéw) czy gojenie si¢ ran. Nadmierna, patologiczna angiogeneza
stanowi podtoze wielu choréb, np. przewleklych choréb zapalnych tkanki tacznej, retinopatii
cukrzycowej1 1 nowotworéw [93]. Angiogeneza nowotworowa, czyli tworzenie si¢ nowych
naczyn w obrgbie guza, jest procesem niezb¢dnym dla jego wzrostu i progresji przerzutow.
Czgs¢ obrazéw wykorzystanych w omawianych testach pochodzi z badan nad inhibitorami

(czynnikami hamujacymi wzrost) procesu angiogenezy [4].

Rysunek 5.2 Proces angiogenezy w tkance skérnej myszy. Zaznaczony obszar to miejsce wstrzyknigcia
preparatu.

! Retinopatia cukrzycowa — powiklanie cukrzycy, najczestsze schorzenie oka, polegajace na uszkodzeniu matych
naczyn krwiono$nych siatkéwki, prowadzace do uszkodzenia wzroku oraz $lepoty.
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Rysunek 5.3 Proces angiogenezy w zarodku kurzym.

Analizujac tego typu obrazy angiograficzne mozna bra¢ pod uwage zaréwno dlugos$¢ naczyn,
jak tez ich srednicg. W przypadku angiogenezy istotna tez jest ocena ilosci naczyn w danym
obszarze. Wykorzystujac metody analizy tekstur w obrazach cyfrowych mozna
przeprowadzi¢ analiz¢ poréwnawcza obrazéw badanych wobec kontrolnych (stwierdzi¢, czy

nastapit przyrost naczyn, czy tez ich ubytek).
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6. Klasyfikatory cech

6.1. Problem Kklasyfikacji

W dziedzinie rozpoznawania wzorcéw proces klasyfikacji polega na przypisaniu wektora
cech ¢, reprezentujacego badany wzorzec, do pewnej dyskretnej klasy Q; ze zbioru klas Q.
Wymagany wektor cech jest wynikiem przeksztalcenia calego wzorca (w tym przypadku
obrazu) w wyniku transformacji przestrzeni reprezentacji lub segmentacji obrazu. Dobry
proces detekcji cech powinien doprowadzi¢ do sytuacji, gdy cechy wzorca tej samej klasy
zajmuja ,,zwarty” obszar w przestrzeni cech, a obszary cech wzorcéw r6znych klas moga by¢
od siebie odseparowane. Klasyfikacja wzorca wymaga podjgcia decyzji. Decyzja
podejmowana jest zarbwno na podstawie obserwacji danego wektora cech, w oparciu o

wiedzg¢ nabyta na podstawie zbioru uczacego.

Kryteria oceny jakosci (optymalnej) klasyfikatora mozna definiowa¢ na rézne sposoby. Pod
uwage¢ mozna brac takie aspekty jak:

- wartos¢ prawdopodobienstwa bigdnej klasyfikacji, koszt ryzyka,

- zlozonos¢ obliczeniowa,

- zdolnos¢ do uczenia regul,

- zdolnos$¢ do uogdlnienia dla nieznanych prébek.
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Statystyczna ocena klasyfikatora obejmuje trzy zagadnienia. Pierwszy stanowi opis
statystycznych wtasno$ci analizowanych wzorcéw. Po wielu decyzjach mozliwe jest
oszacowanie prawdopodobienstwa biedow przeksztatcen. W drugim etapie obliczane jest
ryzyko (koszty) podjecia decyzji. Koszty powstaja, gdy wzorzec zostanie zaklasyfikowany
blednie do klasy Q ; zamiast Q ;. Trzecie zagadnienie wigze si¢ z tym, czy poziom btgdu ma
charakter reprezentacyjny dla calosci obszaru cech, czy tez ogranicza si¢ do obszaru
pokrytego przez probki uczace. W przypadku, gdy wybierana jest doktadnie jedna sposrod K

mozliwych klas, to najczesciej stosuje si¢ zero-jedynkowa funkcje kosztu:

T =0,

ru=1dlai#korazik=1,....K (6.1)

W takim przypadku optymalny jest klasyfikator Bayesa jako osiagajacy najmniejsze
prawdopodobienstwo biedu [112], jesli taki btad moze zosta¢ oszacowany. W praktyce jest to
prawda, gdy zbiér probek uczacych ma charakter reprezentatywny dla catej dziedziny cech.
W przeciwnym razie mozemy wiarygodnie oszacowac jedynie tzw. btad empiryczny. Btad

empiryczny jest minimalizowany najlepiej przez klasyfikator SVM.

Podstawowe zalozenia konstrukcyjne klasyfikatora sa nastgpujace:

- jesli wektory cech naleza do tej samej klasy, odlegto$¢ migdzy nimi jest mata,

- jesli wektory cech naleza do r6znych klas, odlegtos¢ migdzy nimi jest duza.
Odlegtosci migdzy wektorami cech mozna wyznaczy¢ korzystajac z funkcji gestosci

prawdopodobienstwa, odlegtosci Euklidesowej lub metryki modutowe;.

6.1.1 Podstawowe typy klasyfikatoré6w numerycznych

Przyklady klasyfikator6w numerycznych najczgsciej wystepujace w literaturze [103]:

1. Klasyfikator statystyczny
Rozktad prawdopodobienstwa klas nad przestrzenia cech ma znana posta¢, a zadaniem
procesu uczenia jest wyznaczenie parametrow tego rozkladu dla kazdej z rozpatrywanych
klas. Zaktada sig, ze probki uczace maja charakter reprezentatywny dla catosci rozktadu.
Klasyfikator statystyczny moze dysponowal parametryczna lub nie-parametryczng

funkcja gestosci. Do tej grupy zalicza si¢ klasyfikator Bayesa i jego uproszczone formy —
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klasyfikator najwigkszej wiarygodnosci i klasyfikator geometryczny wedtug najmniejsze;j

odlegtosci.

2. Klasyfikator SVM (maszyna wektoréw nos$nych)
Zaklada sig, ze probki uczace maja skonczony charakter, a wigc nie sa reprezentatywne

dla catosci rozktadu. Klasyfikacja K klas ma charakter wielokrotnej klasyfikacji binarne;j.

3. Klasyfikator wedtug funkcji potencjatu
Dla danego zbioru probek okreslana jest rodzina funkcji potencjalu zgodna z jego
charakterem (np. funkcja liniowa, wielomian). Pojedyncza funkcja jest zwiazana z klasa
poprzez odpowiedni zestaw parametréw, a klasyfikacja odbywa si¢ zgodnie z
maksymalng wartoscia funkcji potencjatlu dla danego wektora cech. Klasyfikator ten
zostal jednak wykorzystany w testach, poniewaz zdecydowano si¢ na bardziej optymalna

SVM.

4. Klasyfikator neuronowy
Sieci neuronowe wykorzystywane sa do aproksymacji funkcji rozdzielajacych lub regut
decyzyjnych. W celu klasyfikacji wektora cech najczesciej uzywa si¢ sieci typu

,wielowarstwowy perceptron”.

5. Klasyfikator k-sasiadow
W procesie uczenia okresla si¢ podzial przestrzeni cech, a kazda prébka uczaca jest
pojedynczym reprezentantem danej klasy. W procesie klasyfikacji 1 lub wigcej
reprezentantOw sasiadujacych z aktualnie klasyfikowana probka rywalizuje w glosowaniu

za swoja klasa.

6.2. Klasyfikator statystyczny Bayesa

Niech
- X — zmierzony (wykryty) wektor cech, ktéry powinien zosta¢ przypisany do pewnej
klasy
- Cy—Kklasa cech tekstury, k=1, ..., K.
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Prawdopodobienstwo warunkowe a priori przynaleznosci wektora x do klasy Cy okresla si¢

WZOorem:

P(C, Nx,)

P(x,1C,) = ()

(6.2)

Przeksztalcajac powyzszy wzor i korzystajac z wlasnosci prawdopodobienstwa warunkowego

otrzymujemy nastgpujaca réwnosc:

P(C, nx,)=P(C,)-P(x,1C,). (6.3)

Te dwa prawdopodobienstwa moga 1 powinny by¢ okreslone na etapie uczenia
(projektowania) klasyfikatora. Mamy wigc:
- P(Cy) — prawdopodobienstwo a priori wystgpowania klasy k-tej, k=1, ..., K

- P(xiCy) — prawdopodobienstwo warunkowe a priori wektora cech x; dla klasy Cy.

6.2.1 Uczenie klasyfikatora

W przypadku uczenia rozktadéw prawdopodobienstwa mowimy o dwéch modelach funkcji
gestosci prawdopodobienstwa p(XICy):
- nieparametryczny, dla ktérego stosuje si¢ dyskretne prawdopodobienstwa (np.
histogramy),
- parametryczny, polegajacy na zalozeniu rodziny funkcji gestosci 1 szacowaniu
parametrow na podstawie probek uczacych, zwykle przy zatozeniu statystycznej

niezaleznosci elementow wektora cech.

W przypadku parametryzacji ggstosci rozktadu prawdopodobienstwa dla d-wymiarowego

wektora cech o rozktadzie normalnym stosuje si¢ d-wymiarowa funkcje gestosci:

1 _(X—ﬂk )T'ZZI '(X—ﬂk )
p(xICk):—-e 2 . (6.4)

Vdet (272,
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W procesie uczenia klasyfikatora wartosci parametréw gy i 2y, dla kazdej klasy Cj, gdzie x*’

jest prébka klasy C;, moga by¢ oszacowane wedlug metody najwigkszego

prawdopodobienstwa:

; (6.5)

(0 =g ) (& = a,). (6.6)

6.2.2 Regula decyzyjna

Poszukujemy wartosci P(Cylx;) - prawdopodobienstwo warunkowe a posteriori klasy Cj dla

wektora x; takie, ze
argmax P(C, | x;). 6.7)
K
Dla oznaczen jak powyzej (x; — wektor cechy, Cy — klasa) twierdzenie Bayesa jest postaci:

_P(x,1C,)-P(C,)
- P(x,) '

P(C, Ix,) (6.8)

Oznaczenie: Cylx; — zdarzenie ,,obiekt nalezy do klasy Cy, jesli zmierzona cecha ma wartos¢

x;”. W liczniku wyrazenia (6.5) wystepuja oba prawdopodobienstwa a priori.

Prawdopodobienstwo btednej klasyfikacji jest najmniejsze, jesli wybrana zostanie klasa Ci,

dla ktérej prawdopodobienstwo warunkowe a posteriori (6.5) jest najwigksze.

Poniewaz mianownik wyrazenia (6.5) ma taka sama posta¢ przy wyznaczaniu tego

prawdopodobienstwa dla kazdej klasy, mozna pomina¢ jego wartosci w funkcji decyzyjne;j.
Reguta decyzyjna klasyfikatora Bayesa to:

6(X)=argmax p(C; 1 X)=argmax p(C, )p(X 1C,) (6.9)
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Dla jednorodnego rozktadu klas (réwne prawdopodobienstwa dla wszystkich par klas) reguta

decyzyjna Bayesa sprowadza si¢ do reguty decyzyjnej najwigkszej wiarygodnosci:
g(X) = argmax p(Ck )p(X I Ck)z argmax p(X I Ck) (6.10)
k k

Jesli prawdopodobienstwa a priori ustalone sa w sposoéb reprezentacyjny dla calego wektora
klas, to prawdopodobienstwo biedu klasyfikatora Bayesa pp stanowi dolna granicg¢ biedu
dowolnego klasyfikatora [67].

W czesci eksperymentalnej zastosowany zostanie klasyfikator Bayesa, dla ktérego w procesie

uczenia zastosowano funkcj¢ gestosci dla rozktadu normalnego — wzor (6.4).

6.2.3 Klasyfikator wedlug minimalnej odleglosci

Podstawa klasyfikacji minimalnoodlegtosciowej jest zalozenie, ze zbiér wektoréw cech
tworzy obszary skupien w swojej przestrzeni [85]. Dla tego typu klasyfikatora oblicza si¢ dla
kazdej klasy C; odlegtos¢ wektora cech od srodka danej klasy. Dokltadno$¢ 1 czas
rozpoznawania zaleza od wybranej metryki przestrzeni cech. Jedna z popularniejszych i
stosowanych w tej pracy jest metryka Euklidesowa, dla ktérej miara odlegtosci wyraza si¢

WZ0orem

(6.11)

gdzie:
- N -liczba wyznaczonych cech

- X, X' — wartos$ci charakteryzujace cechy dla wektora cech i $rodka klasy.

Regula podejmowania decyzji w tym przypadku oznacza, ze nieznany obiekt zostanie
zakwalifikowany do tego obszaru, do ktérego $rodka jest najblizej w przestrzeni cech. Jest to
specyficzny przypadek klasyfikatora Bayesa. Na przyktad dla dwoch klas reguta decyzyjna
poréwnuje kwadratowe miary odlegtosci Euklidesowej aktualnego wektora cech od srodkow

rozktadéw klas (reguta decyzyjna wedtug minimalnej odlegtosci):
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lng(C[)—%[(x—,ui )Tz'i_l(x_:u; ):|>10gp(cj)_%[(x_/'lj )TZ;I (x_:uj )] (6-12)

Po uproszczeniu tej reguly otrzymujemy regule¢ decyzyjna wedtug minimalnej odlegtosci:

(x_ﬂi)T(x_ﬂi)<(x_ﬂj)T(x_ﬂj)’

5 ) (6.13)
lox— ] <‘x—ﬂj‘ .

Reguta (6.12) powstaje z reguty klasyfikatora Bayesa przy zatozeniu, ze p(C;) = p(C)) dla

ij=1,...,K oraz normalizacji przestrzeni cech %; = 1, i=1,....K.

6.3. Klasyfikator ,,k najblizszych sasiadow”

W przypadku klasyfikatora k-NN (,,k najblizszych sasiadéw’) wymagany jest zbior probek
wektorow cech x; nalezacych do klas C;. Regula decyzyjna polega na przypisaniu nowego
wektora cech do tej klasy, do ktérej nalezy wigkszos$¢ sposrdd k jego najblizszych sasiadéw

[80].

W przypadku, gdy rozwazamy tylko jednego sasiada (a wigc klasyfikator wedlug najblizszego
sasiada — klasyfikator NN), reguta decyzyjna ma postac:

argminﬂx—xi|,i :1,2,...,K}, (6.14)

C

gdzie x oznacza nowy wektor. Zbiér punktéw, dla ktérych najblizszym sasiadem jest x;,

nazywany jest komorka Voronoi’a dla x;. W ten sposob dzielona jest cata przestrzen cech.
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Rysunek 6.1 Przyktadowy zbiér Voronoi'a.

Jesli przyjmiemy jako pg prawdopodobienstwo btedu klasyfikatora Bayesa (zob. rozdziat
6.2), to prawdopodobienstwo btednej klasyfikacji dla klasyfikatora NN dla K klas mozna

oszacowac jako:

K
< < 2—pp—— 6.15
P =P PB( Ps K—lj ( )
W przypadku klasyfikatora k-NN reguta decyzyjna polega na wybraniu klasy najlepsze;j
wsrdd k najblizszych sasiadow. Prawdopodobienstwo btednej klasyfikacji dla klasyfikatora k-
NN zbiega do prawdopodobienstwa btedu klasyfikatora Bayesa wraz ze wzrostem probek

uczacych 1 wartosci k.

6.4. Klasyfikator SVM

Algorytm klasyfikacji SVM (Support Vector Machine) przedstawiony zostal m. in. w pracach
[109] i [110]. W algorytmie tym przyjmuje si¢ skonczony charakter prébek uczacych.
Problem sprowadza si¢ do wielokrotnej decyzji pomigdzy dwiema klasami (lub grupami klas)
(oznaczanymi zwykle jako ,,.+17, ,,-1”). Podczas uczenia maszyny poszukuje si¢ optymalnej
hiper-ptaszczyzny (dla przypadku liniowego) lub hiper-powierzchni (dla ,nieliniowej”
maszyny) [67]. Algorytm SVM z powodzeniem stosuje si¢ w dziedzinie rozpoznawania

twarzy czy znakow [21].
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Dla binarnej maszyny SVM mozna wybrac jedna ze strategii klasyfikacji & klas:
- Jjedna przeciw wszystkim pozostatym: klasyfikator decyduje o przynaleznosci prébki
do danej klasy lub do pozostatych (k-1) klas,
- jedna przeciw jednej: dla kazdego binarnego klasyfikatora wybrana klasa uzyskuje
punkt, a decyzja k-klasowa polega na wyborze klasy o najwigkszej liczbie punktow,
- Jjedna przeciw pozostatym: po uporzadkowaniu klas w szereg, realizuje si¢ (k-1)
klasyfikatorow binarnych dla odréznienia pojedynczej klasy od pozostatych,

nastgpnych w szeregu.

Do testéw wybrano podejscie ,,jedna przeciw jednej”.

6.4.1 Funkcje kosztu empirycznego

Zat6zmy, ze zadaniem maszyny jest przypisanie pewnych danych x; (reprezentowanych jako
wektor) do pewnej klasy okre§lanej za pomoca y;. Dla danych uczacych istnieje tez pewna
nieznana funkcja prawdopodobienstwa P(x, y). Prébki rozdzielane sa pomigdzy klasami za
pomoca funkcji rozdzielajacej fix, ), gdzie a jest parametryzatorem. Sredni koszt (ryzyko)

takiej klasyfikacji okreslamy jako:

R(a)= j %|y— f(x,a)dP(x,y). (6.16)

Funkcja P(x, y) jest nieznana, wigc powyzszy wzor nalezy zastapi¢ oszacowaniem ryzyka

empirycznego. Dla N prébek uczacych oszacowanie takie przyjmuje postac:

1 N
Re(a)—ﬁglyi—f(xi,a)l- 6.17)

Wielkos¢ %| v, —f (xnaj nazywana jest strata [8].

Dla kazdej funkcji rozdzielajacej f'1 dla kazdego N >h zachodzi z prawdopodobienstwem 1-7

zaleznos¢ [109]:
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R(@)<R (@)+ \/h[log(zzv/h);ﬂ—log(nm) | 6.18)
Wartos¢ n mozna okresli¢ nastgpujaco: zat6zmy, ze zadaniem maszyny jest przypisanie
obrazu do jednej z dwéch klas. Wéwcezas strata moze przyjac tylko dwie wartosci — 0 albo 1.

W takim przypadku O < n < 1. Z kolei parametr & nazywany jest rozmiarem Vapnika-

Chervonenkisa lub krétko — rozmiarem VC.

Rozmiar VC, we wzorze (6.27) oznaczony jako h, jest miarg zbioru funkcji rozdzielajacych.
Dla problemu dwoéch klas /& wyznacza maksymalna liczbe wzorcéw, ktére moga byc
rozdzielone we wszystkie mozliwe sposoby — liczba takich podziatéw wynosi 2". Wystarczy
przy tym, aby dla kazdego sposobu podzialu istnial przynajmniej jeden zbiér wzorcéw o

mocy h, tzn. istnieje wtedy przynajmniej jedna prawidtowa funkcja rozdzielajaca.

Specyficznym zbiorem funkcji rozdzielajacych jest zbidr zorientowanych hiperptaszczyzn

f(x,a)=x"a+a,

- ( a ] ) (6.19)
a:
aO

Za pomoca tych plaszczyzn okreslamy, czy wynik lezy po ,,dodatniej” czy po ,,ujemnej”
stronie plaszczyzny, lub tez na plaszczyznie rozdzielajacej. Rozmiar VC zbioru

zorientowanych hiper-ptaszczyn w przestrzeni R" wynosi k = n +1 [8].

Celem SVM jest minimalizacja oszacowania ryzyka empirycznego.

6.4.2 Probki separowalne liniowo

Zaktadamy, ze dwie klasy mozna dokladnie rozdzieli¢ za pomoca hiperptaszczyzny a,
zdefiniowanej jak (6.19). Wéwczas dla kazdej probki mozemy otrzymac y; = 1 lub y; = -1.

Zachodzi:

x a+a, >+l (6.20)
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gdy yi=1 oraz

x a+a, <1 (6.21)
gdy yi=-1.

,Pozytywna” odlegto$¢ danego punktu od hiperptaszczyzny zachodzi, gdy punkt lezy w
kierunku wektora normalnego do powierzchni. Dla przypadku, gdy y; moze przyjmowac tylko
dwie wartosci (préobki klasyfikowane ,,pozytywnie”: yi= 11 ,,negatywnie”: y; = -1) otrzymamy
dwie hiperptaszczyzny odlegte od siebie o 2/|af| (tzw. margines), pomigdzy ktérymi nie leza
zadne probki uczace. Sensownym kryterium podlegajacym optymalizacji jest maksymalizacja

odstepu lub minimalizacja lal’.

Wektorami nosnymi nazywamy te z probek wuczacych, ktére leza dokladnie na
hiperptaszczyznach. Obecno$¢ wektoréw nosnych jest warunkiem wystarczajacym i

koniecznym do wyznaczenia hiperptaszczyzny optymalnej H*.

- ® @ wektory nosne

L ] [+

Rysunek 6.2 Optymalna hiperptaszczyzna rozdzielajaca H* dla dwdch klas préobek.

Optymalny liniowy klasyfikator wyznaczany jest przez hiperptaszczyzng H* zdefiniowana

jako:

-61 -



E. Snitkowska Analiza tekstur w obrazach cyfrowych

H*: f(x,0)=x 0+, =0. (6.22)

Hiperptaszczyzne (6.22) uzyskuje sie dzieki minimalizacji kryterium lal* oraz przy

spetnionych warunkach

v+ a,)-120 (6.23)

dla kazdego z N wektoréw x. Wéwczas reguta decyzyjna ma postac:

Q : y20 6.24
Xe .
Q, : y<0 6:24)

Definicja (6.24) odpowiada problemowi optymalizacji metoda wypuktego oprogramowania

kwadratowego z nieréwnosciowymi ograniczeniami liniowymi.

Aby zredukowa¢ warunki dodatkowe (6.23), wprowadza si¢ mnozniki Lagrange’a

V= (191 youoy Uy )T . Otrzymujemy w ten sposéb funkcjonat

a.o)= -3 0 a1 ©29

n=1

ktéry nalezy minimalizowa¢ wzglgdem @ i oy do momentu, gdy nie zanikna pochodne
wzgledem ¢. Dla optymalizacji funkcjonalu L okreSlone sa warunki konieczne i

wystarczajace (Karush-Kuhn-Tucker):

oL v
T ca-YByx =0 6.26
» Z . V,X, (6.26)
oL

— =48y, =0 27
S, Z Y, (6.27)

0<o
0<y (X a+a,)-1 (6.28)

0<2.[y, (o +a,)-1]
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dlan=1,...,N.

W  przypadku maszyn SVM przeksztalca si¢ problem (6.25) w dualny problem
maksymalizacji funkcjonatu z warunkiem dodatkowym o zanikaniu pochodnych a i ay. Jesli
do wzoru (6.25) wstawimy pochodne (6.26) 1 (6.27), otrzymamy dualny problem postaci
Wolfa:

N N r
Zzz%ﬂjyiy,(cicj)

i=l j=1

L©)=33,-

n=l1

N |~

: 6.29
0<® (629

N
0=2>.3,y,
n=1

Zadaniem uczenia maszyny SVM jest maksymalizacja funkcjonatu L; wzgledem ¢ przy
podanych warunkach dodatkowych, ktére sa niezalezne od a i 0. Po wyznaczeniu ¢ wartosci

uzyskujemy korzystajac ze wzoréw (6.26) i (6.27).

Korzystajac z definicji (6.25) mozna przeksztalci¢ definicje (6.22) do postaci:

H*: f(x,8)=Y.8,,[x'x, )+, =0. (6.30)

n=1

Na podstawie (6.30) mozna stwierdzi¢, ze do wyznaczenia optymalnej hiperptaszczyzny

wystarcza wektory cech, dla ktérych mnoznik Lagrange’a wynosi ¢, > 0 (wektory nosne).

6.4.3 Probki nie separowalne liniowo

Jesli przypadek omawiany w rozdziale 6.4.2 uogdélnimy na prébki, ktérych nie da si¢ liniowo
odseparowa¢, wowczas w rownaniach okreslajacych przypisanie probki do klasy trzeba

uwzgledni¢ pewna zmienna 6;>0, ktéra okre$la wzajemne ,,przebicie” obszaréw probek.

Zachodzi:

x'a+a,>2+1-0 (6.31)
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gdy yi=1 oraz

x'o+a, <-1+3 (6.32)
gdy yi=-1.

Blad klasyfikacji probki i-tej za pomoca hiperplaszczyzny powstaje woéwczas, gdy 0;>1.
Oszacowaniem takich btedéw bedzie wéwczas suma Zié'i, ktéra réwniez powinna byc¢

minimalizowana.

6.5. Klasyfikator neuronowy

Jezeli nie zaktadamy okreslonej (zadanej) postaci funkcji rozdzielajacych, funkcji potencjatu
lub funkcji rozktadu prawdopodobienstwa, to mozemy zastosowac klasyfikator zbudowany w
oparciu o sieci neuronowe. W przypadku uzywania sieci neuronowej jako klasyfikatora,
sygnatami wejSciowymi sa wykryte wczesniej cechy obrazu. Liczba neuronéw wejsciowych
jest rowna liczbie analizowanych cech, natomiast wyjs¢ jest tyle, ile klas obrazéw ([20],
[101], [102]). Popularnym klasyfikatorem jest wielowarstwowa sie¢ jednokierunkowa MLP

(perceptron).

W sieci jednowarstwowej neurony ulozone sa w jednej warstwie [73]. Potaczenie wektora
wejsciowego neuronami warstwy wyjsciowej jest zwykle pelne, to znaczy kazdy wezet
wejsciowy jest polaczony z kazdym neuronem wyjsciowym. Potaczenia reprezentowane sa

przez macierz wag potaczen W.
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Y1

JO) P z,

JO) % z

JOy) P z;

f(y) > 24

Rysunek 6.3 Sie¢ neuronowa jednokierunkowa jednowarstwowa.

W sieciach jednokierunkowych sygnaty wejsciowe sa przesytane od wejscia do warstwy
wyjsciowe]j poprzez potaczenia pobudzajace. Funkcja pobudzania neuronu wyjSciowego ma

postac:

y=W-x (6.33)

Istnieja réwniez sieci rekurencyjne, ktére posiadaja jedynie potaczenia hamujace migdzy
neuronami warstwy, zebrane w postaci macierzy wag H. Dla takiej sieci funkcja pobudzenia

neurondéw wyglada nastgpujaco:

y=x-H-y (6.34)

W stanie ustalonym liniowa sie¢ rekurencyjna jest réwnowazna liniowej sieci

jednokierunkowej o postaci:

y=I+H)" x (6.35)

gdzie I oznacza macierz jednostkowa.

Typowa stosowana funkcja aktywacji f(y;) w sieci MLP jest funkcja sigmoidalna unipolarna

fy)= (6.36)

L+ exp(- fy,)’

-65 -



E. Snitkowska Analiza tekstur w obrazach cyfrowych

gdzie P jest zadanym parametrem, a sygnal wyjSciowy neuronu przyjmuje wartosci z

przedziatu [0, 1], lub funkcja bipolarna

f(y;)=tgh[%j 6.37)

gdzie o jest zadanym parametrem, a sygnal wyjSciowy neuronu przyjmuje wartos$ci z

przedziatu [-1, 1].

W przypadku sieci wielowarstwowych wystepuje jedna lub wigcej warstw ukrytych, oprocz

warstwy wejsciowej 1 neurondéw wyjsciowych ([65], [96]).
Dla kazdej warstwy [ =0, 1, 2, ... przyjmujemy funkcje:

v =yl Oy _@(/)]’ (6.38)

przy czym y’=x. Indeks i oznacza i-te wyjscie w ramach warstwy, natomiast indeks / jest
indeksem warstwy. W powyzszym wzorze w[] oznacza nieliniowa funkcje aktywacji,

zazwyczaj sigmoidalna funkcje postaci:

1
y)= 1+ exp(— y) ’ (639)
o ciaglej pochodnej wynoszacej:
oy
—=yll-y].
5 pll-y] (6.40)

Oznaczenie ©; to wektor dodatkowych wejs¢, ktéry wyznacza wartos¢ progowa dla ,,szumow

pomiarowych”.

W przypadku klasyfikator6w opartych na sieciach neuronowych mamy do czynienia z
uczeniem z lub bez nauczyciela [102]. Dla uczenia z nadzorem stosuje si¢ regut¢ Widrofa-
Hoffa (,,delta”), ktéra méwi, ze waga wejsciowa i-tego neuronu potaczenia z j-tym neuronem

wyjsciowym jest wzmacniana proporcjonalnie do réznicy pozadanej i rzeczywistej aktywacji.
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Dla sieci MLP stosuje si¢ uogdlniona regul¢ ,.delta”, czyli regulg¢ ,,wstecznej propagacji

btedu” w perceptronie:

AW =y Y (6.41)

gdzie y’=x, a d” jest wektorem korekcji wag dla neuron6éw I-tej warstwy.

Dla uczenia bez nadzoru mamy regut¢ Hebba wzglednie anty-Hebba [66], ktéra mowi, ze
waga luku pobudzajacego wzglednie hamujacego jest wzmacniana, gdy aktywacje obu
potaczonych neuronéw sa skorelowane (np. PCA lub ICA dla sieci rekurencyjnej). Inaczej
mowiac, jesli aktywny neuron A jest cyklicznie pobudzany (lub hamowany) przez neuron B,

to staje si¢ on jeszcze bardziej czuty na pobudzenie tego neuronu.

6.5.1 Klasyfikator zastosowany w testach

Na potrzeby testow zastosowano neuronowa sie¢ konkurencyjna (ang. competitive).
Podstawowa sie¢ konkurencyjna skilada si¢ z dwoéch warstw — warstwy obliczajacej

podobienstwo i warstwy konkurencyjne;j.

Warstwa wyznaczajaca podobienstwo zawiera macierz wag W, o rozmiarach m x p. Kazdy
wiersz macierzy W powiazany jest z jednym neuronem. Zadaniem warstwy jest
wygenerowanie sygnatow d(n), ktére okreslaja podobienstwo (odlegtos¢) miedzy wektorem
wejsciowym x(n) a kazdym z wektorow w;(n). Z kolei warstwa konkurencyjna generuje m
sygnatéw binarnych y;. Sygnat taki przyjmuje wartos¢ ,,1” dla neuronu, dla ktérego sygnat
odlegtosci d; jest najmniejszy. Innymi stowy y=1 oznacza, ze i-ty wektor w;(n) jest

najbardziej podobny do sygnatu wejsciowego x(n).

W przypadku sieci konkurencyjnej wagi modyfikowane sa w odpowiedzi na sygnaty
wejsciowe — jest to uczenie bez nadzoru. Sama warstwa konkurencyjna jest siecia

rekurencyjna ze zdefiniowana macierza potaczen M:
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gdzie a<l jest pewna wartoscia stala. Macierz M okresla odpowiedz do pozostatych

neuronow o sile — a.

Uczenie w przypadku sieci konkurencyjnej zaktada, ze dane wejSciowe sa podzielone na
klastry (w przypadku testowanych obrazow angiograficznych bgda to rézne klasy
obserwowanych naczyn). Zatem kazdy z m wektoréw wagowych w reprezentuje Srodek
klastra. Zadaniem uczenia konkurencyjnego jest kwantyzacja przestrzeni wektorow

wejsciowych.

W testach zastosowano metody dostgpne w module sieci neuronowych programu MATLAB.

Schemat dziatania jest nastepujacy:
® Zainicjuj wektory wagowe (np. losowo wybranymi wektorami wejSciowymi).

¢ Dla kazdego wektora wejsciowego x
- na podstawie odlegtosci migdzy wektorem wagowym w a wektorem wejsciowym
x okresl neuron najblizszy wektorowi wejsciowemu
- przeksztat¢ zwycigski wektor w, by byl jak najblizszy wektorowi wejsciowemu x

(nie modyfikuj pozostatych wektoréw w):

Aw () = )y, (| (1) w ,(n)] (6.42)

e W celu osiagnigcia statycznego wyniku krok uczenia powinien by¢ zmniejszany o pewna

stala wartos¢, np. ﬂ(n) =0. 1(1 - %) .
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7. Eksperymenty dotyczace detekcji cech
tekstur

7.1. Obrazy testowe

Do testéw omawianych metod analizy tekstury wybrano dwie grupy obrazéw. Pierwsza
stanowit tradycyjny zbiér tekstur z albumu Brodatz’a [7], natomiast druga — obrazy

angiograficzne.

7.1.1 Tekstury z albumu Brodatz’a

Album Brodatz’a jest podstawowym zrédiem obrazéw tekstur dla wielu aplikacji zwiazanych
z ta tematyka. Zawiera zbiér obrazéw przedstawiajacych tekstury réznych typéw: o réznym
stopniu porowatosci, regularnosci wzorca itp. Przyklady tekstur z albumu Brodatz’a

przedstawia ponizszy Rysunek 7.1.
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Rysunek 7.1 Przyktady tekstur z albumu Brodatz'a

Tekstury te postuzyly za punkt odniesienia dla badan nad obrazami angiograficznymi i do

testow poprawnosci implementowanych algorytmoéw.

7.1.2 Obrazy angiograficzne

Aplikacja wyszukuje w badanym obrazie obszary zawierajace okre$lone informacje. Dla
potrzeb testow odpowiednie obszary zostaly oznaczone i opisane przez specjalistow lekarzy
bioracych udziat w grancie 7TO8A05016 realizowanym przez autorke¢ ([4], [93]). Obszary te
wykorzystano w niniejszej pracy w procesach uczenia klasyfikatorow. Obszary te zawieraja
nowo powstale naczynia krwionosne bgdace odgalgzieniami juz istniejacych ,,gtéwnych”
naczyn. O ile za pomoca deskryptora tekstury trudno okresli¢ dlugo$¢ i krg¢tos¢ naczynia, o
tyle deskryptor ten moze przenosi¢ wystarczajaco duzo informacji, by wyrézni¢ klasy
obszaréw zawierajace takze naczynia. Takie podejscie pozwala na wyrdéznienie obrazéw
zawierajacych okreSlone obszary lub tez na poréwnanie obrazéw jednej serii (np. zdjgcia

tkanki pacjenta wykonane w pewnych odstepach czasu).
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Rysunek 7.2 Przyktady obrazéw angiograficznych (zarodek kurzy)

7.2. Wyniki detekcji cech
7.2.1 Wektory cech oparte o filtry Gabora

Jako metod¢ wyznaczania wektoréw cech wykorzystano w tym przypadku deskryptory
tekstury opisane w standardzie MPEG-7 (zob. 2.1.5). Po testach wstgpnych zadecydowano, ze
zastosowany zostanie deskryptor potaczony, sktadajacy si¢ z deskryptora tekstury jednorodne;j
HTD i deskryptora przegladania tekstury TBD. Takie podejscie zostalo podyktowane faktem,
ze sam deskryptor przegladania tekstury dawat zbyt podobne wyniki, by mozna byto
przeprowadzi¢ klasyfikacj¢. Mozna to fatwo wyttumaczy¢ tym, ze TBD jest bardziej ogdlny,
poniewaz operuje na bardziej percepcyjnych witasciwosciach obrazu. Wykorzystana seria
zawierata bardzo podobne wizualnie obrazy — zdjgcia zarodka kurzego, stad tak zblizone
wyniki. Natomiast w potaczeniu z deskryptorem tekstury jednorodnej otrzymano bardziej
zréznicowane wyniki. Dlatego tez TBD moze by¢ wykorzystany do rozréznienia obrazéw

réznych typoéw (np. obrazy przedstawiajace angiogenez¢ w tkance skornej 1 angiogenez¢ w
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zarodku kurzym), natomiast HTD stuzy do rozrézniania obrazéw nalezacych do tego samego

typu.

Deskryptor tekstury jednorodnej moze skiadac si¢ z 32 lub 62 elementéw i zawiera $rednia
wartos$¢ pikseli i odchylenie standardowe dla nich oraz tabelg wartosci energii dla 30 kanatéw
wynikajacych z podzialu obszaru czg¢stotliwosci obrazu. W wersji 62-elementowej zawiera
dodatkowo tablicg¢ odchylen standardowych energii dla 30 kanatéw czestotliwosci. Tabela 7.1
przedstawia $rednie wyniki dla deskryptora tekstury jednorodnej. Testy wykonano dla
obrazéw w skali szaro$ci, o rozmiarach 64 x 64 pikseli. Badania przeprowadzono dla serii
zdje¢ przedstawiajacych rozwdj naczyn krwionosnych w zarodku kurzym (obrazy
angiograficzne), dla tych samych obrazéw przeksztatconych do postaci krawedziowej oraz

tekstur z albumu Brodatz’a.

Tabela 7.1 Srednie wyniki dla deskryptora tekstury jednorodnej. Oznaczenia: p — $rednia intensywno$é pikseli,
6 - odchylenie standardowe, lel - energia (modut), I.| - odchylenie standardowe energii (modut)

Srednie wartosci n ¢ lel loel
Obrazy angiograficzne 102.0058 2.7855 1.7383 3.6106
Obrazy angiograficzne krawedziowe 28.5703 8.6174 2.1531 4.0427
Tekstury Brodatz’a 151.9115 4.4093 2.2922 4.1044

Tabela 7.1 przedstawia $rednie wyniki dla deskryptora tekstury jednorodnej. W trakcie testow
zastosowano dwa podejscia dla wyznaczania energii — z uwzglednieniem wartosci statej dla
czgsci rzeczywiste] wspotczynnikéw funkcji Gabora i bez uwzglednienia tej wartosci.
Wspoétczynniki te pozwalaja na wyznaczenie energii i jej odchylenia standardowego dla
deskryptora HTD oraz elementéw deskryptora TPD. W dalszych rozwazaniach pominigto
wartosci wyznaczone dla TBD jako mniej istotne. W trakcie testow okazalo sig, ze warto$¢
stata czegsci rzeczywistej wspotczynnikéw funkcji Gabora ma znikomy wplyw na wartos$ci

elementéw deskryptora (warto$ci sa sobie réwne do 5-6 miejsca po przecinku).

Na rysunkach ponizej (Rysunek 7.3 i Rysunek 7.4) widoczny jest rozrzut migdzy warto$ciami
sredniej intensywnosci pikseli i odchylenia standardowego oraz ptaski przebieg wykreséw dla

wartosci energii i jej odchylenia standardowego.
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Rysunek 7.3 Srednia intensywnos¢ pikseli dla deskryptora HTD dla serii 35 obrazéw angiograficznych.

i Odchylenie standardowe
energii
Odchylenie standardowe )
1 1 1 1 1 El’1eI‘gla’l
0 5 10 15 20 25 30 35

Rysunek 7.4 Przyktadowe wyniki HTD dla serii 35 obrazéw angiograficznych: odchylenie standardowe
(czerwona linia), energia (modul, zielona linia) oraz odchylenie standardowe energii (modul, niebieska linia)
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W trakcie testow badany byl roéwniez rozbudowany deskryptor, powstaly w wyniku
polaczenia deskryptora tekstury jednorodnej HTD oraz deskryptora przegladania tekstury
TBD. Przypomnijmy, ze deskryptor TPD sktada si¢ z 3 lub 5 elementéw: regularno$ci wzorca
oraz jednego lub dwdch kierunkéw dominujacych i przypisanych do nich skal (zob. 2.2.3).
Testy wykazaly nieistotny w praktyce wplyw wartosci elementéw tego deskryptora dla
obrazéw angiograficznych, bgdacych giéwnym obiektem badan. Wynika to z tego, ze TPD
stuzy gtéwnie do zgrubnej klasyfikacji ([1]) i nie przenosi w sobie zbyt szczegdtowych
informacji. Dlatego tez w przypadku obrazéw bardzo do siebie podobnych wizualnie, jak ma
to miejsce w przypadku obrazéw angiograficznych, jego wplyw jest niewielki lub Zaden.
Znaczenie mial w tym przypadku réwniez fakt, ze w testach wykorzystano obrazy jednego
typu, czyli przedstawiajace angiogenez¢ w zarodku kurzym. W przypadku, gdyby rowazane
byly obrazy przedstawiajace rézne typy angiogenezy, wartosci elementéw TPD miatyby

wigksze znaczenie.

7.2.2 Wektory cech oparte o PCA

Do wyznaczania cech tekstury mozna réwniez zastosowac przeksztalcenie PCA (zobacz
rozdziat 3.1). W tym przypadku jako elementy wektora cech traktowane sa sktadowe giéwne

dla przeksztalconego obrazu.

Do testéw wykorzystano obrazy w skali szarosci, o rozmiarach 64 x 64 pikseli. Do
wyznaczenia wektora cech wybrano algorytm SVD (ang. singular value decomposition),

ktory przeksztatca dane wejsciowe X (macierz o rozmiarach m x n) do postaci:

X=U*S*V’ (7.1)

Macierz U ma rozmiary m X n, pozostate dwie - n X n. Macierz V zawiera skladowe gtéwne,
natomiast macierz S jest diagonalna a jej niezerowe warto$ci sa warto$ciami wtasnymi
danych wejsciowych. Przyjmuje si¢, ze wartosci wlasne sortowane sa w porzadku malejacym
— pozwala to na wybranie tylko k najwigkszych wartosci, a wigc ograniczenie rozmiaru

wektora wyjsciowego.
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W przypadku obrazéw testowanych na potrzeby niniejszej pracy maksymalny rozmiar
wektora testowego wynosil 64 (tyle, ile wymiary danych wejsciowych). Ponizsza tabela

przedstawia przyktady obrazéw uzyskanych po ograniczeniu liczby sktadowych:

Obraz ryginalny

5 pierwszych A 10 pierwszych A 20 pierwszych A
A =545 A =404 A=275

30 pierwszych A 40 plerwszych A 50 piewszych A
A=2,05 A=1,58 A=1,22

Rysunek 7.5 PCA: Przykladowe obrazy uzyskane dla okreslonej liczby najwyzszych warto$ci wlasnych A.

Rysunek 7.5 zawiera réwniez informacje o bigdach dla obrazéw po przeksztatceniach. Jako
btad A przyjeto wartos¢ oczekiwana réznicy migdzy obrazem oryginalnym i obrazem po

przeksztatceniach. Mniejsza warto$¢ bigdu oznacza lepsza jako$¢ odtworzonego obrazu.
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Rysunek 7.6 Wartos¢ btedu dla obrazéw uzyskanych w przeksztatceniu PCA dla pierwszych 50 najwigkszych
wartosci wlasnych. Wyznaczone dla przyktadowych obrazéw angiograficznych.

Przyjmujac jako kryterium minimalizacj¢ wartosci oczekiwanej réznicy migdzy obrazem
oryginalnym a obrazem po przeksztalceniach (rozumianej jako btad), mozna zauwazy¢, ze nie

jest konieczne uwzglednianie wszystkich sktadowych w dalszym przetwarzaniu.

7.2.3 Wektory cech oparte o ICA

Do uzyskania warto$ci elementéw tego wektora cech (wspdtczynnikéw w przeksztatceniu

ICA) wykorzystano autorskie podejScie przedstawione w rozdziale 4.2.2 [95].

Podobnie jak dla omawianych do tej pory metod, materialem testowym byty obrazy
angiograficzne, przedstawiajace proces angiogenezy w zarodku kurzym. Dla poréwnania
wykonano réwniez testy przyktadowych tekstur z albumu Brodatza. Wyniki te zostana
wykorzystane w wyznaczeniu i porownianiu wartosci dyskryminanu Fishera dla wektorow

cech wyznaczonych r6znymi metodami (zobacz nastgpny rozdziat).
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Rysunek 7.7 Wektory bazowe dekompozycji ICA, przedstawione w postaci obrazéw dla prébki uczacej (obrazy
angiograficzne).

d

UL ]
+.
3
-

Rysunek 7.8 Wektory bazowe dekompozycji ICA, przedstawione w postaci obrazéw, dla wybranych
przyktadow tekstur z albumu Brodatz'a

Przy zastosowaniu metody ICA wektor cech wyznaczono jako zbiér elementéw macierzy
wymieszania — zostalo to oméwione w rozdziale 4.3. Przypomnijmy, ze dane wejSciowe
traktowane sa jako mieszanina ré6znych sygnatléw. ICA wyznacza macierz wspotczynnikow

niezaleznych oraz macierz wymieszania. Podobnie jak w przypadku metody PCA, mozna
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rowniez ograniczy¢ rozmiary danych (np. wyznaczajac tylko wspolczynniki dla n

najwigkszych wartosci wtasnych).

Tak jak oczekiwano, algorytm ICA daje bardziej zréznicowane wyniki (zob. rozdziat 7.3), co
utatwia odpowiednig klasyfikacj¢ obrazéw jednego typu. W przypadku wektora cech opartego
o filtry Gabora nie dato si¢ w petni wykorzysta¢ jego mozliwosci wtasnie ze wzgledu na duze

podobienstwo migdzy analizowanymi obrazami.

Ponizszy rysunek przedstawia przyktadowe wyniki obrazy odtworzone na podstawie danych

wyznaczonych za pomoca ICA dla ograniczonej liczby sktadowych niezaleznych.

Obraz ryginalny
(150 IC)

h it
i O )

gt U S AT el
10 pierwszych IC 20 pierwszych IC 30 pierwszych IC 40 pierwszych IC
A=332 A=127) A= 1420 A= 1325
" e T
: e e T - ]
L %aT ; A T - L
50 pierwszych IC 60 pierwszych IC 70 pierwszych IC 80 pierwszych IC
A = 10,64 A=15,18 A =10,55

<1650

5 i

90 piersi_ych IC 100 piewszych IC 110 piewszych IC

120 pierwszych
A=10,83 A=1,78 A=2,59 IC
A=1,15
Rysunek 7.9 ICA: Przyktadowe obrazy uzyskane dla ograniczonej liczby najwyzszych sktadowych
niezaleznych.
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Jako kryterium ograniczania liczby sktadowych niezaleznych wybrano minimalizacjg
sredniego btedu przeksztatcenia, traktowanego jako réznic¢ miedzy obrazem oryginalnym i
obrazem odtworzonym. Jak wynika z powyzszego rysunku, mozna ograniczy¢ liczbe
sktadowych niezaleznych, niemniej jednak wymaga to wczesniejszych testow — zbyt
ograniczona liczba sktadowych niezaleznych moze doprowadzi¢ do powstania biedow w

pézniejszym przetwarzaniu danych.

Testy omawiane w rozdziale 8 zakladaja przeprowadzenie klasyfikacji dla wyznaczonych
wektorow cech. Obrazy powinny by¢ rozdzielone pomigdzy cztery klasy. Ponizszy wykres
przedstawia wspoOtczynniki wymieszania dla obrazéw réznych klas (dane obrazow

przeksztatcono do postaci jednowymiarowej).

05 1

05 -1

-1.5 -3
o a0 100 150 0 50 100 150

Rysunek 7.10 ICA: wykres wartosci wspétczynnikéw  Rysunek 7.11 ICA: wykres wartosci wsp6tczynnikéw
wymieszania dla obrazu klasy A. wymieszania dla obrazu klasy B.

“n 50 100 180 ] 50 100 150

Rysunek 7.12 ICA: wykres warto$ci wspétczynnikéw  Rysunek 7.13 ICA: wykres warto$ci wspétczynnikéw
wymieszania dla obrazu klasy C. wymieszania dla obrazu klasy D.
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Dla kazdego typu wektora cech wykonano testy dla obrazéw oryginalnych (tzn. bez

dodatkowej obrobki) oraz dla obrazéw krawedziowych.

Rysunek 7.14 Przyktadowy obraz angiograficzny i odpowiadajacy mu obraz krawgdziowy.

7.3. Porownanie wektorow cech

7.3.1 Kryterium poréwnywania obszaru cech

Liniowa analiza dyskryminacyjna (DA) jest to takie przeksztatcenie przestrzeni, ktére
pozwala na optymalng separacj¢ podobszaréw cech tworzacych rézne klasy — w tym sensie
jest to wigc klasyfikator. Kryterium optymalizacyjnym podlegajacym minimalizacji podczas

wyznaczania DA jest tzw. informacja Fishera (lub dyskryminant Fishera).
Analiza dyskryminacyjna nalezy do rodzaju kryteriéw, dla ktérych nastgpuje maksymalna

koncentracja cech jednej klasy i/lub maksymalne rozdzielenie cech réznych klas. Jesli

przyjmiemy, ze ¢ oznacza wektor cech wyznaczony za pomoca opisanych wczes$niej metod:
¢, =®-f, (1.2)
(gdzie f oznacza informacje poddane analizie, j=1, ..., N) stosowane sg nast¢pujace kryteria:

a) S$redni odstgp kwadratowy jednej wartosci cechy od kazdej innej

1 Q& T
=2l ¢ fle,—c)) (1.3)

2
N i=l j=1

b) s$redni odstep kwadratowy cech jednej klasy od cech innych klas (k — liczba klas)
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5, = 2_ ZK 1 (KC cj)T(l(ci_ﬂcj) (74)

c) Sredni odstgp kwadratowy cech jednej klasy

=

N

S (Fe,~%¢,) (e,=c,) (7.5)

=1

k 1 X
WA

k=2

»I»—*

1

~.

d) kombinacja s> 1 s3 (np. wspomniany dyskryminant Fishera)

Kazde z kryteriéw s; zalezy od macierzy przeksztatcenia ®, czyli si=s;(®). Niech ®” oznacza
macierz optymalizujaca kryterium s;. Macierz optymalizujaca uzyskamy w wyniku obliczenia
wektoréw wiasnych ¢," odpowiedniej macierzy Q. Macierz ta wyznaczana jest na

podstawie rownania:

Q! = AV (7.6)

gdzie " sa wartosciami wtasnymi Q.

Dla maksymalizacji kryteriow s; lub s, nalezy obliczy¢ n wektorow wilasnych ¢,
odpowiadajacych n najwickszym wartosciom wlasnym A, macierzy QY lub Q@
odpowiednio. Natomiast dla minimalizacji s3 nalezy obliczy¢ wektory wlasne odpowiadajace

najmniejszym wartosciom wtasnym macierzy Q.

Uzyskane w ten sposéb wektory @, tworza n wierszy macierz @ :

()T
?

()T
o= (7.7)
)T

?,

Macierze Qm zdefiniowane sa nastgpujaco:

a) dlakryterium s;:
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Q" =R-mm”
1 N
==Y 1]
N JZ_:‘ o (7.8)
1 N
=—> f.
N2
b) dla kryterium s,:
a 1 k N, k- l( )
— m m +m,m
Q kg (k- 1),;“ S
1 &
R - K '1( T
TN L fitt (7.9)
1 &
m_=—)>» "“f
NK = J
c) dlakryterium s3:
1 k
Q¥= >R, ~mm) (7.10)
x=1
gdzie f oznacza informacj¢ poddana analizie.
Zat6zmy, ze istnieje przeksztalcenie y=f(x)=wa, ktére odwzorowuje prébki x;, i=1, ..., d,

nalezace do dwoéch réznych klas €y, k>2. Nalezy znalez¢ taki wektor w, aby punkty dla jedne;j
klasy byty dobrze odseparowane od punktow nalezacych do innej klasy. Miara separacji jest
odleglo$¢ migdzy srednimi wartosciami punktow klas. Jesli przyjmiemy warto$¢ $rednia dla

danej klasy (centrum obszaru) £ jako

|
m, =— >'x (7.11)
dk XLy
oraz
L —
m =— 2 wWX=wm (7.12)

dk xeQy
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to wowczas miara separacji migdzy dwiema klasami moze zosta¢ wyliczona ze wzoru:

i, | =[w” (m, —m ). (7.13)

Miarg rozrzutu warto$ci klas okreslamy jako
~2 _ ~ \2
Si —Z(y—mi) . (7.14)

l o~ . . . . o N ~2
Stad EZSkZ jest oszacowaniem wariancji wektorow cech dla kazdej klasy, za$ ZSkz jest
k k

tacznym rozrzutem w ramach klas.

Liniowy dyskryminant Fishera oznacza taka funkcj¢ liniowa f(x):mex, dla ktérej funkcja

jakos$ci J(w) osiaga swoje maksimum. Definiujemy macierze S; rozrzutu dla kazdej klasy €:

S, =D (x-m)(x-m,)" . (7.15)

xeQ;

Macierz rozrzutéw w ramach klasy zdefiniowana jest jako suma macierzy rozrzutu

wszystkich klas:

d.:

Sy=2.8=>>(x;,-m)x,-m)", (7.16)

i=1 i=l j=1

natomiast macierz rozrzutéw pomigdzy klasami wyznaczana jest wedtug wzoru:

k
Sp =Y (m,—m)(m, -m)", (7.17)
i=1
gdzie m jest centralnym punktem zbioru wszystkich probek.

Funkcja jakos$ci wynosi:
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T
w S,w

J(w) = (7.18)

w'S,w
Poszukiwana jest maksymalizacja stosunku wyznacznika macierzy rozrzutéw pomigdzy
klasami do wyznacznika macierzy rozrzutéw w ramach klas. Relacja ta jest maksymalna, gdy

wektory kolumnowe w, macierzy W sa wektorami wiasnymi macierzy Sw™ Sg.

7.3.2 Wyniki poréwnania obszaréw cech

Ponizsza tabela 1 wykres przedstawiaja wyniki zastosowania dyskryminantu Fishera do
poréwnania jakosci wektorow cech wyznaczonych za pomoca ré6znych algorytméw. Mozna
zaobserwowac istotnag zmiang stosunku wartosci dyskryminatora w zalezno$ci od typu
obrazow testowych. Szczegélnie duze réznice widaé przy zastosowaniu wektora cech
opartego o algorytmy ICA. Dla wektora cech tekstury uzyskanego metoda PCA wartos¢
funkcji jakosci jest wyzsza niz dla wektora opartego o algorytmy MPEG, ale wciaz pozostaje

nizsza niz dla wektora cech ICA.

Tabela 7.2 Dyskryminant Fishera: warto$¢ funkcji jakosci dla wektoréw cech (ograniczonych do pierwszych 62
elementéw) dla obrazéw angiograficznych.

Metoda detekcji cech Wartos$¢
ICA 1,676 - 10
MPEG 3,645 - 107

PCA 9,03-107

Rysunek 7.15 przedstawia zalezno$¢ warto$ci dyskryminantu Fishera dla réznych metod
wyznaczania wektora cech dla obrazéw angiograficznych. Liczbg¢ uwzglednionych elementéw
wektora cech ograniczono do 62 (wektory cech wyznaczone r6znymi metodami moga miec
rozne diugosci). Celem lepszego uwidocznienia réznic migdzy metodami o$ Y wykresu,

odpowiadajaca wartosciom dyskryminantu, przedstawiono w skali logarytmiczne;j.
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Rysunek 7.15 Dyskryminant Fishera: przebieg wartosci funkcji jakosci dla pierwszych 62 elementéw wektoréw
cech wyznaczonych réznymi metodami dla obrazéw angiograficznych.

Przypomnijmy tutaj, ze funkcja jakos$ci zalezy od stosunku wyznacznika rozrzutéw pomigedzy
klasami do wyznacznika rozrzutéw wewnatrz klas (wzér 7.18), a wigc nalezy dazy¢ do
maksymalizacji tego stosunku. Tabela 7.2 pokazuje, ze dla wektora cech zbudowanego z
wspotczynnikéw przeksztatcenia ICA funkcja jakosSci jest najwyzsza w poréwnaniu do
wektoréw opartych o wspéiczynniki PCA czy filtrow Gabora. Jesli porownamy wyniki dla
obrazéw angiograficznych i1 tekstur Brodatz’a, funkcja jako$ci zbioru cech opartego o
wspotczynniki ICA jest wyzsza dla obrazéw angiograficznych (Tabela 7.3). Mozna wigc
stwierdzi¢, ze opis cech w oparciu o algorytm ICA charakteryzuje si¢ najwyzsza funkcja

jakosci sposrdd badanych deskryptoréw.

Tabela 7.3 Dyskryminant Fishera: wartos¢ funkcji jakosci dla wektoréw cech (ograniczonych do pierwszych 62
elementéw) dla obrazéw tekstur z albumu Brodatza.

Metoda detekcji cech Wartos¢
MPEG 7.419 - 10°
PCA 1,601 - 10

ICA 8,15-10™
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Rysunek 7.15 ma taka sama wymowg, jak Tabela 7.2. Warto$¢ dyskryminantu, a wigc funkcji
jakosci, pozostaje najwyzsza dla wektora cech wyznaczonego algorytmem ICA. Wszystkie
wektory cech ograniczono do 62 elementéw, aby poréwnanie miato sens. Wartos¢ funkcji
jakosci maleje wraz ze wzrostem liczby uwzglednianych wspétczynnikéw, ale po
przekroczeniu pewnej liczby wspoétczynnikéw zaczyna utrzymywac si¢ na stalym poziomie.
Mozna to zaobserwowa¢ na ponizszych wykresach. Rysunek 7.16 przedstawia przebieg
warto$ci dyskrymiantu Fishera dla wektora cech wyznaczonego algorytmem ICA w skali
logarytmicznej). Uwzgledniono 150 pierwszych wspoétczynnikéw. Z kolei rys. 2 przedstawia
przebieg warto$ci funkcji jakosci w skali logarytmicznej dla wektora cech opartego o PCA —

uwzgledniono ponad 4000 wspétczynnikow.

DF 4

10

10

10

10

10

10"

=¥

a 20 40 B0 80 100 120 140 160
Rysunek 7.16 Dyskryminant Fishera: przebieg wartosci funkcji jakosci dla 150 wspétczynnikéw wektora cech
wyznaczonego algorytmem ICA dla obrazéw angiograficznych.
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Rysunek 7.17 Dyskryminant Fishera: przebieg wartosci funkcji jakosci dla 4096 wspoétczynnikéw wektora cech
wyznaczonego algorytmem PCA dla obrazéw angiograficznych.

Badane wektory cech réznity si¢ liczba elementéw — dla wektora opartego o standardy MPEG
ilo$¢ elementow jest Scisle okreslona 1 zalezy od rodzaju uzytego deskryptora — na przyktad

dla HTD (ang. Homogeneous Texture Descriptor) wynosi 62.

Dla wektora cech wyznaczanego algorytmem PCA ilo$¢ elementéw zalezy od rozmiaru
obrazu (obrazy testowe miaty rozmiar 64 x 64 pikseli). Jak wspomniano wcze$niej, mozna t¢
ilos¢ ograniczy¢, bazujac na wybranym kryterium poprawnosci przeksztalconego obrazu. W

testach nie ograniczano rozmiaru wektora ze wzgledu na doktadnos$¢ wynikéw.

Liczba elementéw wektora cech wyznaczonego metoda ICA zalezy od ilosci danych (liczby
przetwarzanych sygnatéw). Rowniez w tym przypadku nie ograniczono rozmiaru wektora,

podobnie jak w przypadku PCA kierujac si¢ doktadno$cia wynikéw.
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8. Eksperymenty dotyczace Kklasyfikacji
tekstur

8.1. Zalozenia

Opisane we wczesniejszych rozdziatach sposoby wyznaczania cech tekstury wykorzystano do
klasyfikacji obrazéw testowych. Zastosowano cztery typy klasyfikatora: wedtug najmniejsze;j
odlegtosci, klasyfikator Bayesa, neuronowy i SVM. Celem testow bylo sprawdzenie

skuteczno$ci wybranych algorytméw wyznaczania wektoréw cech.

Do testow wykorzystano obrazy testowe angiograficzne. Obrazy te dzielone sa na cztery
grupy w zaleznos$ci od charakteru przedstawionej na nich siatki naczyn krwionosnych. Testy
wykonane zostaty dla obrazow wedtug skali szaro$ci oraz dla tych samych obrazow

przeksztatconych do postaci krawegdziowej. Wyznaczono nastepujace typy obrazdw:

- obrazy z bardzo rzadka lub stabo widoczna siecia naczyn krwiono$snych (moga by¢

traktowane jako tto)
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- obrazy z fragmentami grubych naczyh krwiono$nych

- obrazy przedstawiajace regularny uktad naczyn

- obrazy przedstawiajace naczynia krete

W grupie testowej znajdowaly si¢ obrazy wszystkich typow.

8.2. Klasyfikator Bayesa

W pierwszej kolejnosci wykorzystano klasyfikator oparty o twierdzenie Bayesa do
sprawdzenia poprawnosci klasyfikowania tekstur w obrazach angiograficznych na podstawie
wektoréw cech wyznaczonych ré6znymi metodami. Jest to optymalny klasyfikator cech, gdy
funkcja kosztu jest zero-jedynkowa i gdy probka uczaca ma charakter reprezentatywny dla

catej dziedziny cech.
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Tabela 8.1 Klasyfikator Bayes'a — odsetek prawidtowo sklasyfikowanych obrazéw w zaleznosci od
zastosowanej metody ekstrakcji cech.

Metoda detekcji Odsetek prawidlowo sklasyfikowanych ol.)razow
. . Obrazy angiograficzne
cech Obrazy angiograficzne .
krawedziowe
ICA 65,064 % 73,076 %
MPEG 64,615 % 60,256 %
PCA 62,820 % 71,154 %

Zaréwno dla zwyklych obrazéw angiograficznych, jak i do obrazéw przeksztatconych do
postaci krawedziowej, wektor cech tekstury oparty o przeksztatcenie ICA uzyskal najlepsze
wyniki. Warto zwrdci¢ uwage na zwigkszenie skutecznosci klasyfikatora w przypadku

obrazéw krawegdziowych.

Istotng informacja jest rowniez skuteczno$¢ klasyfikatora dla kazdej klasy bazowe;.
Przypomnijmy, ze w testach okreslono cztery klasy bazowe, przedstawiajace r6zne uktady

naczyn krwionosnych.

Tabela 8.2 Klasyfikator Bayes’a - odsetek prawidlowo sklasyfikowanych obrazéw pod wzgledem
przynalezno$ci do klasy.

Odsetek prawidlowo sklasyfikowanych obrazow
Klasa Metoda Obrazy angiograficzne Obrazy anglograflczne
krawedziowe
ICA 90,909 % 97,727 %
1 MPEG 15,909 % 18,182 %
PCA 88,636 % 79,545 %
ICA 41,463 % 56,098 %
2 MPEG 53,659 % 21,951 %
PCA 26,829 % 53,659 %
ICA 54,717 % 37,736 %
3 MPEG 71,698 % 90,566 %
PCA 47,170 % 39,623 %
ICA 25,000 % 58,333 %
4 MPEG 91,667 % 75,000 %
PCA 16,667 % 41,667 %

Dla klas 2 i 4 zaobserwowano wzrost skuteczno$ci deskryptora dla obrazéw krawedziowych.
Wynika to tego, ze obrazy tych klas maja wyraznie zaznaczone krawedzie naczyn, a wigc po

przeksztatceniu do postaci krawedziowej informacja nie jest tracona.
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Rysunek 8.1 Przyktady obrazéw krawedziowych réznych klas.

8.3. Klasyfikator NN

W przypadku klasyfikatora NN (,,najblizszego sasiada”) klasyfikacja obrazu przebiega na
wyznaczeniu odlegtosci (w tym przypadku Euklidesowej) do kazdego z obrazéw grupie

obrazéw bazowych i wybranie najmniejsze;j.

Tabela 8.3 Klasyfikator NN — odsetek prawidlowo sklasyfikowanych obrazéw w zaleznosci od zastosowanej
metody ekstrakcji cech.

Metoda detekcji Odsetek prawidlowo sklasyfikowanych ol?razow
. . Obrazy angiograficzne
cech Obrazy angiograficzne .
krawedziowe
ICA 60,897 % 65,705 %
MPEG 59,295 % 64,102 %
PCA 58,230 % 62,500 %

Tabela 8.3 pokazuje skutecznos$¢ klasyfikatora najblizszego sasiada dla wektora cech
zwyklego obrazu angiograficznego, wyznaczonego za pomoca funkcji Gabora oraz z
wykorzystaniem algorytméw PCA 1 ICA. Klasyfikator ten dat bardzo zrownowazone wyniki
dla wszystkich testowanych metod. Roéwniez przeksztatcenie obrazéw do postaci
krawedziowej nie spowodowato duzego zréznicowania wynikéw, jednak tak jak w
poprzednim przypadku (klasyfikator Bayesa) réwniez i klasyfikator najblizszego sasiada

lepiej radzit sobie z obrazami krawedziowymi.

Tabela 8.4 przedstawia odsetek prawidtowo sklasyfikowanych obrazéw pod wzgledem

podziatu na klasy.
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Tabela 8.4 Klasyfikator NN - odsetek prawidtowo sklasyfikowanych obrazéw pod wzglgdem przynaleznosci do

klasy.
Odsetek prawidlowo sklasyfikowanych obrazow
Klasa Metoda Obrazy angiograficzne Obrazy angmgraﬁczne
krawedziowe
ICA 56,818 % 79,545 %
1 MPEG 47,727 % 43,182 %
PCA 52,273 % 72,727 %
ICA 87,805 % 14,634 %
2 MPEG 90,244 % 95,122 %
PCA 75,610 % 12,195 %
ICA 43,396 % 73,585 %
3 MPEG 47,170 % 47,170 %
PCA 56,604 % 71,698 %
ICA 41,667 % 91,667 %
4 MPEG 50,000 % 16,667 %
PCA 33,333 % 91,667 %

Mozna zauwazy¢ wzrost skutecznosci klasyfikatora dla obrazéow klasy 1 i 4 po
przeksztatceniu do postaci krawegdziowej. Przypomnijmy, ze klasa 1 zawiera obrazy mogace
stanowi¢ tto (czyli z nielicznymi lub stabo widocznymi naczyniami), natomiast klasa 4
zawiera wyrazna sie¢ naczyn. Po przeksztalceniu do postaci krawegdziowej informacja o
przebiegu naczyn zostaje uwypuklona (zob. Rysunek 8.1), w zwiazku z czym réznice miedzy

obrazami tych dwdch klas staja si¢ bardziej widoczne.

Klasyfikator najblizszego sasiada dobrze radzi sobie réwniez z obrazami klasy 2 (czyli

zawierajacymi fragmenty naczyn gtéwnych).

8.4. Klasyfikator neuronowy

Klasyfikator neuronowy ustala przynalezno$¢ obrazu testowego poprzez przetworzenie
wektora cech przez sie¢ neuronowa (omdéwiona w rozdziale 6.5.1). Liczba wektoréw
wejSciowych réwna sig liczbie elementéw wektora cech, natomiast liczba wektoréw

wyjsciowych rowna jest liczbie klas obrazéw (w tym przypadku 4).
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Tabela 8.5 Klasyfikator neuronowy — odsetek prawidtowo sklasyfikowanych obrazéw w zaleznosci od
zastosowanej metody wyznaczania cech tekstury.

Metoda detekcji Odsetek prawidlowo sklasyfikowanych ol.)razow
. . Obrazy angiograficzne
cech Obrazy angiograficzne .
krawedziowe
ICA 73,333 % 72,115 %
MPEG 70,513 % 73,718 %
PCA 64,102 % 65,705 %

Réznice w skuteczno$ci klasyfikatora neuronowego dla réznych metod ekstrakcji cech
tekstury nie sa zbyt duze. Warto jednak zauwazy¢, ze po przeksztatceniu obrazéw testowych
do postaci krawedziowej wzrasta skutecznos¢ klasyfikatora. Najlepsze wyniki w przypadku
zwyklych obrazéw angiograficznych uzyskano dla wektora cech opartego o ICA, natomiast

po przeksztatceniu do postaci krawedziowej — dla wektora cech opartego o algorytmy MPEG.

Tabela 8.6 Klasyfikator neuronowy - odsetek prawidtowo sklasyfikowanych obrazéw pod wzgledem
przynaleznosci do klasy.

Odsetek prawidlowo sklasyfikowanych obrazow
Klasa Metoda Obrazy angiograficzne Obrazy angmgraﬁczne
krawedziowe
ICA 40,909 % 77,273 %
1 MPEG 22,727 % 72,727 %
PCA 34,091 % 65,909 %
ICA 51,220 % 17,073 %
2 MPEG 95,122 % 92,683 %
PCA 46,341 % 7,317 %
ICA 77,358 % 96,226 %
3 MPEG 75,472 % 35,849 %
PCA 67,925 % 92,453 %
ICA 91,667 % 66,667 %
4 MPEG 25,000 % 66,333 %
PCA 83,333 % 64,667 %

Podobnie jak w przypadku poprzednich klasyfikatoréw, rowniez klasyfikator neuronowy
okazuje si¢ skuteczniejszy dla wybranych klas obrazéw krawedziowych. Za wyjatkiem
danych klasy 2 klasyfikator ten jest najskuteczniejszy przy zastosowaniu wektora cech

wyznaczonego metoda ICA.
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8.5. Klasyfikator SVM

W przypadku klasyfikatora SVM (maszyny wektoréw nosnych) proces klasyfikacji przebiega
dwustopniowo. Zastosowany zostal algorytm ,,jedna przeciw jednej” (opis metody zawarty
jest w rozdziale 6.4). W pierwszym kroku algorytm poréwnuje obraz testowy do dwoéch
wybranych klas i przyznaje punkt tej klasie, ktéra jest najblizej obrazu testowego. Operacja ta
jest powtarzana dla kazdego obrazu dla kazdego uktadu dwdéch klas bazowych. Punkty dla
kazdej klasy sa sumowane (odrgbnie dla kazdego obrazu testowego). W drugim kroku
algorytm sprawdza, ktdra klasa otrzymata najwigksza ilos¢ punktow — do tej klasy ostatecznie

zostanie przypisany obraz.

Ponizsze tabele przedstawiaja wyniki uzyskane dla takiego klasyfikatora. Zastosowano dwie
grupy obrazow testowych: zwykte obrazy angiograficzne oraz te same obrazy przeksztalcone

do postaci krawedziowe;j.

Tabela 8.7 Klasyfikator SVM — odsetek prawidtowo sklasyfikowanych obrazéw w zaleznosci od zastosowanej
metody ekstrakcji cech.

Metoda detekcji Odsetek prawidlowo sklasyfikowanych ol.)razow
. . Obrazy angiograficzne
cech Obrazy angiograficzne .
krawedziowe
ICA 76,923 % 57,692 %
MPEG 75,320 % 54,487 %
PCA 68,910 % 56,089 %

W przypadku klasyfikatora opartego o maszyng¢ wektorow nosnych najlepsze wyniki dla
zwyklych obrazéw angiograficznych uzyskano dla deskryptora ICA dla zwyktych obrazéw

angiograficznych i dla obrazéw krawgdziowych.

W przypadku obrazéw angiograficznych klasyfikator SVM uzyskat najlepsze wyniki sposréd
wszystkich omawianych klasyfikatoréw. Porownujac jednak z wynikami dla klasyfikatora
neuronowego (Tabela 8.5) charakteryzuje si¢ on slaba skutecznoscia dla obrazéow

krawedziowych.
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Tabela 8.8 Klasyfikator SVM - odsetek prawidtowo sklasyfikowanych obrazéw pod wzgledem przynaleznosci

do klasy.
Odsetek prawidlowo sklasyfikowanych obrazow
Klasa Metoda Obrazy angiograficzne Obrazy anglograflczne
krawedziowe
ICA 95,455 % 95,455 %
1 MPEG 81,818 % 50,000 %
PCA 47,727 % 54,545 %
ICA 56,098 % 63,415 %
2 MPEG 29,268 % 19,512 %
PCA 19,512 % 17,073 %
ICA 84,906 % 81,132 %
3 MPEG 71,698 % 50,943 %
PCA 50,943 % 67,925 %
ICA 75,000 % 83,333 %
4 MPEG 91,667 % 75,000 %
PCA 75,000 % 50,000 %

Klasyfikator SVM wykazal duza skuteczno$¢ dla wszystkich omawianych metod
wyznaczania cech tekstury. W przypadku klasy 1 wysoka skutecznos¢ klasyfikatora ma
znaczenie praktyczne. Mozna stworzy¢ aplikacjg¢, ktérej zadaniem bedzie wsparcie lekarza-
specjalisty. Dziatanie aplikacji bedzie polegato na odrzucaniu (oczywiscie do zatwierdzenia
przez specjalistg) obrazow, ktére nie zawieraja istotnych informacji. Jednak w przypadku
aplikacji majacych zastosowanie w medycynie nie mozna catkowicie (zdaniem autorki)
zrezygnowa¢ z opinii specjalisty 1 powinna ona stanowi¢ jeden z etapow koncowych

przetwarzania danych.
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9. Zakonczenie

W niniejszej pracy przedstawiono podstawowe metody analizy tekstur w obrazach cyfrowych
oraz sposoby klasyfikacji. Szczegdlnym aspektem tej pracy bylo zastosowanie badanych

technik do analizy obrazéw angiograficznych.

Praca sktada sig¢ z dwoch czgsci. W czgsci pierwszej przetestowane zostaly metody ekstrakcji
cech tekstury. Zostaly wybrane trzy metody pozwalajace na utworzenie skutecznych
wektorow cech tekstury. Pierwsza z nich bazuje na filtracji Gabora, a wektor cech zostat
zbudowany w oparciu o modele tzw. deskryptorow w standardzie MPEG-7. Druga metoda
pozwala na utworzenie wektora cech poprzez przeksztalcenie PCA danych. Ostatnia metoda

korzysta z przeksztalcenia ICA.

Praca przedstawia sposéb wykorzystania procesu analizy sktadowych niezaleznych ICA (ang.
Independent Component Analysis) do ekstrakcji cech tekstury obrazéw cyfrowych — jest to
nowe podej$cie na gruncie polskim. Za pomoca tego algorytmu wyznaczane sa wektory
bazowe i odpowiadajaca im przestrzen cech. Wektory bazowe znalezione w procesie ICA sa
statystycznie niezalezne i spetniaja warunek optymalnosci, a przestrzen cech jest dopasowana
do danych uczacych. Inna metoda, optymalizujaca pewne zalezne od danych kryterium, jest
PCA. Z kolei omawiana filtracja Gabora, wykorzystywana w algorytmach MPEG-7, nalezy

do metod o heurystycznie ustalonych wektorach bazowych, niezaleznie od danych testowych.
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Jako kryterium jakosci omawianych metoda detekcji cech tekstury wykorzystano tzw.
dyskryminant (informacja) Fishera. Wartos$¢ informacji Fishera wyraza stosunek rozdzielenia
cech pomiedzy klasami do zwartosci cech probek nalezacych do jednej klasy — im wigksza

wartos$¢, tym lepiej rozdzielone cechy réznych klas i bardziej zwarte cechy tej samej klasy.

Praca zwiera réwniez omoOwienie wybranych typow klasyfikatorow. W trakcie testow
sprawdzana byta skuteczno$¢ stosowanych klasyfikatorow dla kazdego omawianego typu
wektora cech. Przeanalizowane zostaty cztery typy klasyfikatoréw: klasyfikator Bayesa,
najblizszego sasiada, opary o maszyn¢ wektorow nosnych i neuronowy. Klasyfikatory te
zastosowano do uzyskanych wektoréw cech dla obrazéw angiograficznych. Analiza wynikéw
testow obejmowata dwa etapy. W pierwszym etapie poréwnano wyniki dziatania wybranego
klasyfikatora dla wektoréw cech opartych o rézne algorytmy. W drugim etapie dla wybranego
wektora cech, opartego o przeksztalcenie ICA, poszukiwano klasyfikatora o najwigkszej

skutecznosci.

Pierwsza teza tej pracy bylo stwierdzenie, ze odpowiednio dobierajac reprezentacj¢ cech
tekstury do rzeczywistych danych i klasyfikator, dla ktérego okreslono koszty ryzyka bi¢dne;j
klasyfikacji, mozna stworzy¢ narzedzie skuteczne i pomocne w analizie obrazéw. W celu
udowodnienia tej tezy przetestowane zostaty trzy typy wektoréw cech i cztery klasyfikatory.
Dla kazdego wektora cech testowane byly parametry przeksztatcenia, bedacego jego
podstawa. W trakcie testOw wybrano najlepsze parametry, a wyniki sprawdzono postugujac
si¢ metodami statystycznymi (zob. rozdziat 7). Z kolei dla klasyfikatoréw miara przydatnos$ci
byla ich skuteczno$¢ w klasyfikowaniu obrazéw (zob. rozdziat 8). Wyniki testéw wyraznie
wskazuja, ze mozna dobra¢ taka par¢ wektor cech - klasyfikator, by dla danej grupy obrazéw
uzyska¢ najlepsze wyniki. W przypadku ekstrakcji cech tekstury dla obrazéw
angiograficznych w skali szaroSci, dokonanej algorytmem ICA najskuteczniejszym

klasyfikatorem okazat si¢ klasyfikator oparty o maszyng wektoréw nosnych.

Druga teza pracy opiera si¢ na stwierdzeniu, ze wektor cech tekstury okreslony poprzez
przeksztatcenie ICA odznacza si¢ lepsza jakoScia 1 ulatwi poprawna klasyfikacjg. Jakos¢
wektora cech opartego o ICA udowodniono poprzez wyznaczenie jego funkcji jakosci
(dyskryminant Fisher’a — zob. rozdziat 7.3.2). Przeksztatcenie ICA daje lepsze wyniki niz
pozostate omawiane metody. Poréwnujac wyniki dla obrazéw angiograficznych i

standardowych obrazéw tekstur rysunkéw albumu Brodatz’a réwniez mozna stwierdzi¢
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wyzszo$¢ przeksztatcenia ICA w zastosowaniu do obrazéw angiograficznych. Dla potrzeb
klasyfikacji wybrano cztery rézne klasyfikatory 1 testowano ich skuteczno$¢ dla dwoch grup
obrazow angiograficznych — w skali szarosci i krawedziowych. Mozna stwierdzi¢, ze
zastosowanie klasyfikatora neuronowego lub SVM podwyzsza jakos$¢ klasyfikacji dla tekstur
opisanych za pomoca wektora cech powstatego w wyniku przeksztatcenia ICA. Ponadto
zastosowanie obrazéw krawedziowych jako materialu badawczego poprawialo wyniki

klasyfikacji w wigkszo$ci omawianych przypadkow.

Tekstura jest zrédtem waznych informacji o obrazie. Analiza cyfrowych obrazéw
angiograficznych moze by¢ pomocnym narzedziem w diagnostyce medycznej, a omawiane
algorytmy mozna zastosowa¢ do innych typéw obrazéw. Oczywiscie nie mozna tu méwic¢ o
pelnej automatyzacji stawiania diagnozy — zbyt wiele znaczy do$wiadczenie lekarza, by je
pomija¢. Mozna jednak skorzysta¢ z wynikow takiej analizy do ograniczenia zbioru danych i

wstepnej klasyfikacji.
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Podzigkowania

Autorka pracy dzigkuje Panu Doktorowi Habilitowanemu Wtodzimierzowi Kasprzakowi za

trud promowania niniejszej rozprawy i cenne wskazowki.

Autorka chciataby réwniez podzigkowa¢ wszystkim osobom, ktérych pomoc przyczynita si¢

do powstania tej pracy.
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