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1. Wprowadzenie 

1.1. Cel pracy 
Jedn� z metod wykorzystywanych w analizie obrazów cyfrowych ([54], [66], [104]) jest 

analiza tekstury ([7], [105], [112]). Tekstura reprezentuje takie wła�ciwo�ci obrazu jak 

kierunkowo�� (kierunek układania si� wzorca) czy porowato��. Tekstura jest wła�ciwo�ci� 

niejednorodnego obszaru w obrazie. Na tej podstawie mo�na rozró�ni� dwa obrazy od siebie, 

jak równie� wyznaczy� w danym obrazie obszary spełniaj�ce okre�lone warunki. Tekstur� 

obrazu mo�na symbolicznie opisa� poprzez podanie warto�ci dla sko�czonego wektora cech. 

Wymiar tego wektora jest zwykle du�o ni�szy ni� liczba pikseli w opisywanym fragmencie 

obrazu. 

 

Wyszukiwanie w obrazach cyfrowych obszarów o okre�lonych wła�ciwo�ciach mo�e zosta� 

wykorzystane w ró�nych zastosowaniach, np. w celu okre�lenia zmian sceny (monitoring), 

wyszukiwania okre�lonych obrazów z bazy, a tak�e w analizach medycznych. Do okre�lenia 

charakteru tych obszarów stosuje si� ró�ne opisy – od metod czysto statystycznych, poprzez 

detekcj� dyskretnych segmentów, a� po te oparte na ludzkiej percepcji.  

 

Angiografia jest to metoda diagnostyczna wykorzystywana w medycynie, która polega na 

badaniu kontrastowym naczy� krwiono�nych. W przeprowadzonych testach chodzi o 

okre�lenie przyrostu (lub zanikania) naczy� krwiono�nych w tkance pod wpływem badanego 

preparatu. Tego typu diagnoza wykorzystywana jest m. in. w terapii nowotworów. W 
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niektórych przypadkach nie jest konieczne dokładne okre�lenie liczby naczy�, a jedynie 

stwierdzenie zmian. Spodziewamy si�, �e analiza wła�ciwo�ci tekstury poszczególnych 

obszarów pozwoli wykry� i sklasyfikowa� stan naczy� krwiono�nych, co ułatwi dalsz� 

analiz�, dokonywan� przez specjalist�. Poszukujemy takiej reprezentacji, która pozwoli na 

skuteczn� klasyfikacj� obszarów niezale�nie od obrotu obrazu, zakresu intensywno�ci pikseli 

czy skali obrazu. 

 

Kolejnym celem tej pracy jest znalezienie mo�liwie najdokładniejszego klasyfikatora dla 

opracowanej reprezentacji (cech) tekstury, przy czym weryfikacja jego skuteczno�ci b�dzie 

przeprowadzona dla obrazów medycznych. Znane z literatury s� główne trzy typy 

algorytmów: 

- cechy oparte o filtry Gabora (deskryptory tekstury MPEG-7) ([42], [91], [107]), 

- cechy oparte o PCA (analiza składowych głównych – popularny sposób redukcji 

informacji) ([16], [85], [99], [106]), 

- cechy oparte o tzw. macierz spójno�ci jasno�ci (standardowa metoda opisu tekstur w 

obrazach) [29]. 

 

Głównym celem tej pracy jest wykazanie przydatno�ci podej�cia ICA (ang. Independent 

Component Analysis – analiza składowych niezale�nych ([13], [37], [49]) do analizy tekstur, 

w szczególno�ci w przypadku obrazów angiograficznych. Typowe podej�cia do detekcji cech 

– wykorzystywane w problemach reprezentacji lub kompresji obrazu cyfrowego - w oparciu o 

liniowe przekształcenie [75], takie jak Fouriera, Hadamarda, transformata kosinusowa [85] 

czy filtry Gabora ([42], [107]) nie s� dopasowane do konkretnych obrazów danego rodzaju, 

gdy� maj� uniwersalny charakter. W przeciwie�stwie do nich przekształcenia uzyskiwane w 

wyniku analizy PCA (analiza składowych głównych) lub ICA (przewidziana przez nas 

analiza składowych niezale�nych) s� estymowane w oparciu o same dane ucz�ce – przykłady 

obrazów danego rodzaju.  

 

Z tych dwóch metod PCA przeznaczona jest raczej do kompresji – orientuj�c si� na 

podobie�stwa obrazów ró�nych klas – a ICA powinna nadawa� si� do klasyfikacji, gdy� 

orientuje si� na ró�nice pomi�dzy obrazami ró�nych klas [46]. ICA jest odmian� 

statystycznego „projection pursuit”, czyli poszukiwania „ciekawych” (oddaj�cych struktur� 

rozkładów statystycznych) rzutów wielowymiarowych danych. Rozkład Gaussa jest najmniej 

ciekawy, natomiast kierunki najmniej gaussowskie s� „najciekawsze”. Obszary w przestrzeni 
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nie pokrywane przez niezale�ne składowe s� wypełniane przez szum Gaussa - znajduj�c 

kierunki nie-gaussowskie znajdujemy efektywnie niezale�ne składowe, czyli docelowe osie 

przestrzeni cech. Niniejsza praca ma wykaza�, �e odpowiednio dobieraj�c (do próbek danych) 

ju� same przestrzenie cech tekstury (a nie dopiero na pó	niejszym etapie klasyfikacji 

uniwersalnych przestrzeni cech), mo�na stworzy� narz�dzie du�o skuteczniejsze w analizie 

tekstur, ni� dotychczas znane metody.  

 

W skład narz�dzia programowego, wykorzystanego do testów, wchodzi zarówno detekcja 

cech, jak i klasyfikator cech. Badane b�d� podstawowe typy klasyfikatorów: klasyfikator 

Bayesa, klasyfikator SVM (liniowa maszyna wektorów no�nych) i klasyfikator neuronowy 

([22], [73], [82]). Wybrany klasyfikator powinien spełnia� nast�puj�ce warunki: 

- pozwoli� na wyłonienie najwi�kszej liczby klas przy zachowaniu wysokiego stopnia 

poprawno�ci klasyfikacji 

- nie popełnia� krytycznych bł�dów klasyfikacji. 

 

W przypadku obrazów angiograficznych analiza tekstury mo�e stanowi� etap wst�pny do 

bardziej precyzyjnych oblicze�, np. zwi�zanych z kr�to�ci� naczynia. Aplikacja tego typu 

mo�e by� narz�dziem pomocniczym w diagnostyce. Nale�y przede wszystkim wzi�� pod 

uwag� ryzyko zwi�zane z automatyzacj� procesu. Wprawdzie podejmowanie decyzji 

lekarskiej wył�cznie na podstawie wyniki klasyfikatora jest raczej niewskazane, niemniej 

jednak wspomniany program mo�e by� istotnym wsparciem w pracy eksperta, np. jako 

narz�dzie do pre-selekcji. 

 

Tezy rozprawy s� nast�puj�ce: 

1. Odpowiednio dobieraj�c reprezentacj� cech tekstury do rzeczywistych danych i 

klasyfikator, dla którego okre�lono koszty ryzyka bł�dnej klasyfikacji, mo�na 

stworzy� narz�dzie skuteczne i pomocne w analizie obrazów. 

2. Dla wybranego rodzaju obrazów (w tym przypadku obrazy angiograficzne) metoda 

ICA pozwala na lepsz� spójno�� cech tej samej klasy i rozdział cech ró�nych klas (ni� 

inne proponowane podej�cia), a tak�e ułatwia poprawn� klasyfikacj�. 

 

Praca powstała dzi�ki badaniom prowadzonym w ramach grantu KBN nr 7T08A05016, 

dotycz�cego analizy obrazów angiograficznych oraz grantu Ministerstwa Nauki i 

Informatyzacji 3T11A 015 26. 
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1.2. Podstawy analizy tekstur 
1.2.1 Poj�cie tekstury 

Tekstura reprezentuje regularne cechy powierzchni obiektu – patrz�c na obraz mo�emy 

powiedzie�, czy przedstawia on obiekt gładki (np. powierzchnia szyby) lub chropowaty (np. 

kora drzewa), a tak�e czy prezentowany wzorzec jest mniej lub bardziej regularny. Człowiek 

decyduje o rodzaju tekstury na podstawie obserwacji pewnych niewielkich wzorów, których 

regularne rozmieszczenie pozwala na klasyfikacj�. 

 

     
D9 (trawa) D12 (kora) D15 (słoma) D19 (materiał 

wełniany) 
D29 (piasek 

pla�y) 

     
D38 (woda) D68 (słoje 

drzewa) 
D84 (rafia) D94 (ceglana 

�ciana) 
D112 

(plastikowe 
p�cherzyki) 

Rysunek 1.1 Przykłady tekstur z albumu Brodatz’a (	ródło: [7]). 

 

Popularnymi przykładami tekstury, cz�sto wykorzystywanymi w badaniach porównawczych 

metod analizy tekstury s� tekstury z albumu Brodatz’a [7]. Jednak łatwo zauwa�y�, �e obrazy 

angiograficzne, czyli przedstawiaj�ce układ naczy� krwiono�nych, ró�ni� si� tekstur� od 

typowych obrazów Brodatz’a. 

 

   
(a) (b) (c) 

Rysunek 1.2 Przykładowe obrazy angiograficzne: (a) i (b) - tkanka skórna myszy, (c) - zarodek kurzy 
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Aby scharakteryzowa� tekstur� matematycznie, wprowadzono szereg parametrów 

obliczanych na podstawie wła�ciwo�ci obrazu cyfrowego. W literaturze mo�na spotka� 

nast�puj�ce typy parametrów słu��cych do opisu tekstury: 

- statystyczne [27], 

- strukturalne [11], 

- wykorzystuj�ce techniki przetwarzania sygnałów [57], 

- morfologiczne ([12], [64], [68]). 

 

W analizie tekstur stosuje si� technik� zwan� granulometri� morfologiczn� [28]. Obraz 

traktowany jest jako zbiór ziaren, które mog� by� nast�pnie przesiewane przez zwi�kszaj�ce 

si� oka w swego rodzaju „sicie”. Te, które zostan�, mierzone s� jako wielko�ci rozkładu 

granulometrycznego. Dla potrzeb definicji operacji morfologicznych obrazów w skali 

szaro�ci obraz I(i,j) traktowany jest jako funkcja dwóch zmiennych, przyjmuj�ca warto�ci ze 

zbioru liczb rzeczywistych. Z kolei przesiewanie obrazu przez sito o zmieniaj�cych si� 

wielko�ciach oka realizowane jest w praktyce przez operacje morfologiczne obrazu, czyli 

zamykanie i otwieranie odpowiednim elementem strukturuj�cym. Sekwencja obrazów, 

powstaj�cych w wyniku takiego przekształcenia, tworzy ci�g malej�cy. Sekwencj� tego typu 

nazywamy granulometri� [9]. Odwrotno�ci� granulometrii otwieraj�cej jest granulometria 

zamykaj�ca.  

 

Niniejsza praca nie obejmuje metod morfologicznych. Metody morfologiczne nale�� do 

dziedziny segmentacji obrazu, natomiast celem pracy jest analiza metod opartych o 

transformacj� przestrzeni reprezentacji obrazu. 

 

1.2.2 Parametry statystyczne pierwszego rz�du 

Aby ułatwi� opisywanie cech tekstury, wprowadzono szereg parametrów wyliczanych na 

podstawie obrazu cyfrowego [63]. Parametry te odzwierciedlaj� liczbowo wła�ciwo�ci 

tekstury, które mo�na wykorzysta� do analizy i klasyfikowania. 

 

Podstaw� obliczania parametrów statystycznych pierwszego rz�du jest histogram jasno�ci 

obrazu, opisuj�cego liczb� pikseli maj�cych zadan� jasno��. Obraz o N poziomach jasno�ci 
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ma histogram o N pr��kach. Na tej podstawie wyznaczane jest prawdopodobie�stwo 

wyst�pienia danego poziomu jasno�ci w obrazie. 

 

 
n

iH
iP

)(
)( = , (1.1) 

 

gdzie: 

• P(i) – prawdopodobie�stwo wyst�pienia danego poziomu jasno�ci i w obrazie, 

• H(i) – liczba punktów o jasno�ci i w obrazie, 

• n – liczba wszystkich punktów (pikseli). 

 

Na podstawie histogramu mo�na wyznaczy� parametry, które opisuj� globalne cechy obrazu 

w danym obszarze i s� stosunkowo proste do wyznaczenia ([23], [31], [50], [53], [62]). Nie 

mo�na ich jednak wykorzysta� do okre�lenia wygl�du obrazu (np. stopnia porowato�ci). 

 

Jednym z podstawowych parametrów obrazu jest warto�� �rednia (jasno�ci). Okre�la ona 

�redni� jasno�� obrazu lub danego obszaru i wyznaczana jest według wzoru: 

 

 
�
=

=
N

i
iiPm

0
)( . (1.2) 

 

Kolejnym parametrem wyznaczanym na podstawie histogramu jasno�ci jest odchylenie 

standardowe, które okre�la globaln� zmienno�� pikseli danego obrazu. Parametr ten wyznacza 

si� według wzoru: 

 

 
�
=

−=σ
N

i
iPmi

0

2 )()( . (1.3) 

 

Sko�no�� histogramu charakteryzuje stopie� asymetrii rozkładu jasno�ci wokół jego �redniej i 

okre�lana jest mianem współczynnika asymetrii. Sko�no�� dodatnia oznacza rozkład z 

asymetrycznym „ogonem” rozci�gaj�cym si� w kierunku coraz wy�szych warto�ci dodatnich, 

natomiast sko�no�� ujemna – rozkład z asymetrycznym „ogonem” rozci�gaj�cym si� w 

kierunku warto�ci bli�szych zeru. Parametr ten wyznacza si� na podstawie zale�no�ci: 
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1

1
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σ
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�
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−

=

N

i

iPmiS )( . (1.4) 

  

Dwa kolejne parametry nie maj� swoich bezpo�rednich odpowiedników w statystyce 

matematycznej, ale zaliczane s� do opisywanej grupy ze wzgl�du na fakt, �e wyznacza si� je 

na podstawie histogramu jasno�ci i charakteryzuj� one jej rozkład w obrazie. 

 

Energia wyznaczana jest na podstawie wzoru: 

 

 
�
=

=
N

i
iPE

0

2 )( , (1.5) 

 

natomiast entropia – z nast�puj�cego wzoru. 

 

 ( )�
=

⋅−=
N

i
iPiPEnt

0
2 )(log)(  (1.6) 

 

Parametry te charakteryzuj� jedynie globalne wła�ciwo�ci tekstury w obrazie i s� wra�liwe na 

wszelkie szumy i zakłócenia oraz sposób standaryzacji obrazu. 

 

1.2.3 Histogramy sum i ró�nic 

Innym sposobem jest utworzenie histogramów sum i ró�nic par pikseli odległych od siebie 

wzdłu� ró�nych kierunków. Niech fj;k i fj+v1;k+v2 b�d� dwoma pikselami przesuni�tymi o 

wektor v=(v1; v2). Niech suma i ró�nica dla tych pikseli wynosz� odpowiednio: 

 

 
2;1;; vkvjkjkj ffs +++=  oraz 2;1;; vkvjkjkj ffd ++−= . (1.7) 

 

Obliczmy histogramy dla sum i ró�nic: 

 

 ( ) lsflH kjkjs == ;; | , (1.8) 
 ( ) mdfmH kjkjd == ;; | , (1.9) 

 

gdzie |…| oznacza liczb� elementów (moc) zbioru. 
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Nast�pnie histogramy te normowane s� wzgl�dem liczby punktów. 

 

 ( ) ( )
( )�

=

l
s

s
s lH

lH
lh  (1.10) 
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m
d

d
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Dla tak przygotowanych histogramów mo�na wyznaczy� warto�ci cech statystyk opisanych w 

rozdziale 1.2.2. Przykładowy zestaw o�miu cech – po cztery cechy wyliczone na podstawie 

ka�dego histogramu: 
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2. momenty 2-go rz�du 
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3. kontrasty 
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4. entropie 
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W praktyce wyznacza si� pary histogramów dla czterech kierunków wektora v, co daje w 

sumie 32 cechy tekstury. 

 

Liczba cech zale�y od wymaga� u�ytkownika – mog� to by� np. warto�� �rednia, odchylenie 

standardowe, kontrast i energia – zob. przykłady powy�ej. Daje to dwa razy wi�ksz� liczb� 

parametrów do analizy, przy czym ilo�� ta zwi�ksza si� z ka�dym nowym przesuni�ciem v, 

co pozwala na poprawienie wyników. W praktyce cz�sto stosuje si� redukcj� liczby 

poziomów jasno�ci L, np. do L=32. 
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1.2.4 Macierz spójno�ci warto�ci jasno�ci 

Parametry statystyczne drugiego rz�du wyznaczane s� na podstawie specjalnie 

skonstruowanych macierzy opisuj�cych zale�no�ci w przestrzennym rozkładzie jasno�ci par 

pikseli w analizowanym obrazie. Podej�cie to zostało zaprezentowane w pracy [31] i znalazło 

szerokie zastosowanie w analizie obrazów (np. [96]). 

 

Macierz spójno�ci jasno�ci (MSJ) jest postaci G(d; �) = [g
v(d; �)], gdzie element g
v oznacza 

liczb� par pikseli (fij=u, fkl=v), które s� odległe o d i wyznaczaj� kierunek �. Najcz��ciej 

przyjmuje si�, �e ka�dy punkt (piksel) obrazu ma o�miu s�siadów: w kierunku poziomym 

(0˚), pionowym (90˚), diagonalnym (135˚) i przeciwdiagonalnym (45˚): 

 

 
Rysunek 1.3 S�siedztwo punktów (pikseli) oraz kierunki analizy dla macierzy spójno�ci jasno�ci 

 

Przykład 1.1 [47] 

Dla obrazu f o wymiarze 5x5 pikseli i L=4 poziomach jasno�ci mamy macierz MSJ o L2=4x4 

elementach.  

 

�
�
�
�
�
�

	




�
�
�
�
�
�

�



→

22222
03322
02220
01100
01100

f  

��
�
�
�

	




��
�
�
�

�



=

2101
11402
0044
1244

)0;1(G  

 

Dla elementu g00(1;0) mamy: 

 

( ) ),(),,(),,(),,(0,1 101111100001010000 ffffffffg →  
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Otrzymane w ten sposób macierze s� kwadratowe i symetryczne, czyli g
v(d; �) = gvu(d; �). 

Rozmiar takiej macierzy równy jest liczbie poziomów jasno�ci w obrazie. Dla ka�dego 

kierunku analizy buduje si� odpowiedni� macierz. 

Aby wyznaczy� wektor cech, nale�y przeprowadzi� normalizacj� warto�ci MSJ wzgl�dem 

sumy wszystkich jej elementów. Po znormalizowaniu otrzymujemy macierz, której 

elementami s� prawdopodobie�stwa P(u,v) wyst�powania w odległo�ci d pikseli o 

jasno�ciach u i v. Okre�lmy 4 parametry, które b�d� pomocne przy wyznaczaniu cech – s� to: 

 

- suma wierszy znormalizowanej macierzy 

 
�

−

=

=
1

0

N

v
x vuPuP ),()( , (1.16) 

 

- suma kolumn znormalizowanej macierzy 

 
�

−

=

=
1

0

N

u
y vuPvP ),()( , (1.17) 

  

- rozkład sumacyjny znormalizowanej macierzy 

 
��

−

=

−

=
+ =

1

0

1

0

N

u

N

v
yx vuPlP ),()( , gdy lvu =+ , l = 0, 1, …, 2(N-1), (1.18) 

  

- rozkład ró�nicowy znormalizowanej macierzy 

 
��

−

=

−

=
− =

1

0

1

0

N

u

N

v
yx vuPlP ),()( , gdy lvu =− , l = 0, 1, …, 2(N-1). (1.19) 

 

Korzystaj�c z powy�szych parametrów dla znormalizowanej macierzy mo�na wyznaczy� 14 

cech: 

 

1. Drugi moment zwykły 

 [ ]��
−

=

−

=

=
1

0

1

0

2
1

N

u

N

v

vuPf ),(  (1.20) 

 

2. Kontrast 
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N

k
yx kPkf )(  (1.21) 
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3. Korelacja 

 

yx

N

u

N

v
yxvuPvu

f
σσ

µµ��
−

=

−

=

−⋅⋅
=

1

0

1

0
3

),()(
, (1.22) 

gdzie � i � oznaczaj� warto�� �redni� i odchylenie standardowe odpowiednich 

rozkładów brzegowych. 

 

4. Suma kwadratów – wariancja 
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−

⋅−=
1
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1
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N
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vuPvuf ),()(  (1.23) 

 

5. Odwrotny moment ró�nicowy 
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 (1.24) 

 

6. Suma �rednich 
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−

=
+⋅=

)(

)(
12

0
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N

i
yx iPif  (1.25) 

 

7. Entropia sumacyjna 

 [ ]�
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=
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0
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8. Wariancja sumacyjna 
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9. Entropia 
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10. Entropia ró�nicowa 
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10 log
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11. Wariancja ró�nicowa 

 
�

−

=
−⋅−=

)(

)()(
12

0
1011

N

i
yx iPfif  (1.30) 

 

12. Korelacyjne mierniki informacji 

 

( )yx
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= , (1.31) 

 ( )[ ]xyxy hhf −⋅−−= 22exp113 , (1.32) 

gdzie: 

9fhxy = , 
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N

v
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−

=
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1
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log
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[ ]�
−

=
⋅−=

1

0

log
N

u
yyy uPuPh )()( . 

 

13. Maksymalny współczynnik korelacji 

 
max214 λ=f . (1.33) 

 

Symbol �2max oznacza drug� najwi�ksz� warto�� własn� macierzy: 

 

 
�

−

= ⋅
⋅=

1

0

N

k yx uPvP
kvPkuP

vuC
)()(

),(),(),( . (1.34) 

 

Statystyczn� klasyfikacj� mo�na równie� przeprowadzi� bez wyznaczania powy�szych cech, 

na samej macierzy G, u�rednionej po dyskretnych kierunkach. Nie wszystkie cechy maj� 

swoje odzwierciedlenie w wygl�dzie obrazu. Jedn� z cech, która mo�e decydowa� o 

wra�eniach wzrokowych, jest kierunkowy moment drugiego rz�du (f1), który okre�la 

jednorodno�� obrazów (im wi�ksza liczba poziomów jasno�ci, tym mniejsza warto�� cechy, a 

wi�c dla obrazów gładkich o małych wahaniach jasno�ci cecha ta przyjmuje wi�ksze 

warto�ci). Od zakresu poziomów jasno�ci zale�y równie� kontrast (f2) – przyjmuje wi�ksze 

warto�ci dla szerszych zakresów. Entropia za� okre�la stopie� skomplikowania obrazu – im 

wi�cej szczegółów jest widoczne w teksturze, tym wi�ksz� warto�� przyjmuje ta cecha. 
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2. Heurystyczne przekształcenia obrazu 

W tym rozdziale zaprezentowane zostan� podej�cia słu��ce do wyznaczania cech obszaru 

obrazu, nale��ce do grupy przekształce� heurystycznych. Heurystyczne przekształcenia 

przestrzeni wykorzystuj�, dobrze zdefiniowane na potrzeby reprezentacji, funkcje 

matematyczne i bazuj� na zrozumieniu problemu, eksperymentach i do�wiadczeniu. Metody 

te jednak nie optymalizuj� �adnego kryterium zale�nego od danych reprezentowanych w tych 

przestrzeniach.  

2.1. Heurystyczne liniowe przekształcenia wzorca 
2.1.1 Baza ortogonalna 

Przekształcenie ortogonalne odpowiada rozwini�ciu wzorca f(x) w ortogonalnym systemie 

funkcji �v(x) lub rozwini�cie wektora pomiarowego f w ortogonalnej przestrzeni wyznaczonej 

przez wektory �v ([52], [67]). 

 

 �==
j

jvj
T
vv fc ϕϕ f  lub f�c ⋅=  (2.1) 

 

Mo�na powiedzie�, �e wymiar wektora c jest mniejszy lub równy wymiarowi wektora f, ale w 

procesie detekcji cech d��ymy do sytuacji, gdy wymiar wektora c b�dzie du�o ni�szy ni� 

wymiar wektora pomiarowego. 
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Załó�my, �e istnieje przekształcenie „pseudo-odwrotne” wyra�aj�ce si� wzorem: 

 

 
�

=
=Φ=

n

v
vv

T c
1

ϕcf̂ , gdzie I=ΦΦT  (2.2) 

 

D��ymy to takiej postaci �, dla której nast�puje minimalizacja bł�du �redniokwadratowego 

aproksymacji f przez f̂ : 

 

 ( ) ( )f̂ff̂f −−=
T

ε  (2.3) 

 

Jednym ze sposobów na wyprowadzenie powy�szego jest zastosowanie zasady 

ortogonalno�ci ([52], [67]). W tym przypadku otrzymujemy: 

 

 ( )

fc

fc

cf
T

T

Φ=
Φ=⋅ΦΦ

=Φ−Φ
,

,0

 (2.4) 

 

Ostatnie przekształcenie wynika z ortonormalno�ci wektorów bazowych: 

 

�
�
� =

=⋅
przeciwnie

vT
v 0

1 µ
ϕϕ µ  

 

Wektory bazowe s� wprawdzie uporz�dkowane, ale ich wyznaczenie nie zale�y od 

konkretnych danych, nie jest wi�c zupełnie prawdziwe stwierdzenie, �e n pocz�tkowych 

współczynników rozwini�cia stanowi najlepsze (lub najgorsze cechy). Znanych jest wiele 

przekształce� ortogonalnych, np. Fouriera, Hadamarda-Walsha, Haara [67]. 

 

2.1.2 Transformata Fouriera (DFT) 

Dwu-wymiarowa dyskretna transformata Fouriera przedstawia si� nast�puj�co ([85], [100]): 

 

 [ ]{ } � �
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−
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x yM
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j
iffDFTF

µπµ exp~~
, 

gdzie 
, �=0, ±1, ±2, … 

(2.5) 
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Dla przypadku wektorowych próbek rozpatrzona zostanie 1-wymiarowa DFT, dla której 

funkcja wykładnicza we wzorze (2.5) zostanie oznaczona jako �
�

�
�
�

�−=
M
i

WM

π2exp . Wówczas 

1-wymiarowa DFT wynosi: 

 

 
�

−

=

=
1

0

M

j

jv
Mjv WfF  (2.6) 

 

Przyjmuj�c nast�pnie wektor ( )TvM
M

v
M

v
MMv WWWW )(,...,,, 120 −=ϕ  mo�na zauwa�y�, �e zachodzi 

fF T
vv ϕ= , co jest zgodne ze wzorem (2.1). 

 

Aby okre�li� cechy w przestrzeni jednowymiarowej DFT, przyjmujemy moduły 

współczynników przekształcenia Fouriera jako warto�ci rzeczywiste: 

 

 *
vvvv FFFc == 2

 (2.7) 
 

2.1.3 Przekształcenie Walsha-Hadamarda 

Ci�głe funkcje Walsha definiowane s� rekursywnie jako: 
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dla j = 0, 1, 2, … oraz p = 0,1. 

(2.8) 

 

Funkcje zdefiniowane powy�ej ograniczone s� do dziedziny (-0.5, 0.5). Funkcje Walsha s� 

ortogonalne, tzn.: 

 

 
( ) ( )

�
�
� =

=�− przeciwnie

kj
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0
1

2
1

2
1 ;;  (2.9) 
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Przykładem dyskretnej wersji funkcji Walsha jest przekształcenie Walsha-Hadamarda ([74], 

[84]). Wektory �v otrzymujemy poprzez próbkowanie funkcji Walsha w przedziale (-0.5, 

0.5), w wyniku czego otrzymywane jest M=2q wektorów próbek. 

 

Macierz przekształcenia o rozmiarze M2 mo�na obliczy� rekursywnie z macierzy Hadamarda  

�
�

�
�
�

�

−
=

11
11

2H  

22 H...HHHHH 22/2 ⊗⊗⊗=⊗= MM  (q czynników). 
 

Symbol ⊗  oznacza produkt Kroneckera dwóch macierzy. 

 

Przykład 2.1 

Dla macierzy A o wymiarach M2 i macierzy B o wymiarach m2 otrzymujemy macierz (Mm)2, 

np. dla H8: 
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Uporz�dkowane macierz� Hadamarda przekształcenie Walsha-Hadamarda HWH 

zastosowane dla wzorca f o M elementach dostarcza wektor cech 

 

 ( )ffHc HWHM ==  (2.10) 
 

Własno�ci przekształcenia HWH: 

- wymagane s� jedynie operacje dodawania i odejmowania na argumentach 

rzeczywistych, 

- wynikiem przekształcenia s� tylko warto�ci rzeczywiste, 
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- istnieje szybki algorytm obliczenia tego przekształcenia (szybka transformata 

Walsha [74]) – podobnie jak w przypadku FFT uzyskana przez faktoryzacj� 

macierzy HM. 

 

2.1.4 Transformata falkowa 

Transformata falkowa [86] (ang. wavelet) funkcji f(t) w oparciu o baz� *(.) w czasie ci�głym 

dana jest wzorem: 

 

 ( ) ( ) dt
t

tfCWT � �
	



�
�

 −=
α

τψ
α

ατ *, 1
, (2.11) 

 

gdzie: 

- � oznacza współczynnik przesuni�cia falki (wpływa na poło�enie na osi czasu), 

- � oznacza współczynnik skali falki (wpływa na czas trwania) 

-  oznacza funkcj� falki bazowej. 

Współczynniki � i � interpretuje si� jako miar� podobie�stwa do danego fragmentu 

analizowanego sygnału. Czynnik 
α
1

 normalizuje wyniki tak, aby na ka�dym poziomie 

ka�dy transformowany sygnał miał t� sam� energi�. 

 

W odró�nieniu od wcze�niej wspomnianych transformat Fouriera i Walsha-Hadamarda, które 

charakteryzuj� si� równomiernym podziałem płaszczyzny spektrogramu, transformata 

falkowa dzieli przestrze� wyznaczon� przez czas i cz�stotliwo�� w sposób logarytmiczny. 

 

 
Rysunek 2.1 Podział płaszczyzny spektogramu w przekształceniach: (a) - DFT, (b) - WT. 
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Transformata odwrotna dla wzoru (2.11) wygl�da nast�puj�co: 

 

 
( ) ( )� �

∞

∞−

∞

∞−

�
	



�
�

 −=
2

11
α

ατ
α

τψ
α

ατ
ψ

ddt
CWT

c
tf ,  (2.12) 

 

Mo�na powiedzie�, �e f(t) jest splatana z funkcj� 	. Funkcja 	(t) musi spełnia� nast�puj�cy 

warunek zwi�zany z jej transformat� Fouriera �(�): 

 

 ( )
∞<

Ψ
= �

∞

∞−

ω
ω
ω

ψ dc
2

 (2.13) 

 

Warunek ten jest spełniony, je�li �(0)=0 lub równowa�nie ( ) 0=�
∞

∞−

dttϕ . 

 

W celu uzyskania dyskretnej transformaty falkowej, współczynniki � i � s� próbkowane tak, 

aby falka bazowa mogła by� skalowana i przesuwana tylko w dyskretnych krokach. W 

rezultacie otrzymujemy dla jednowymiarowej dyskretnej transformaty falkowej: 

 

 
( ) �

�
	



�
�
�

 −
Ψ= � j

j

n
j

kn
nxkjDWT

0

00

0

1
α

ατ

α
),( , (2.14) 

 

gdzie i oraz j s� liczbami całkowitymi dodatnimi. 

 

Schemat tworzenia 2-wymiarowej dyskretnej transformaty falkowej DWT wygl�da 

nast�puj�co: 

1. Przy pomocy 1-wymiarowej DWT przekształcane s� wszystkie wiersze obrazu. W ten 

sposób powstan� dwa bloki współczynników o tej samej liczbie wierszy i połowie 

kolumn, co oryginalny obraz. 

2. Wszystkie kolumny obu bloków współczynników przekształcane s� przez 1-wymiarow� 

DWT. W ten sposób powstaj� 4 bloki współczynników, ka�dy o połowie liczby wierszy i 

kolumn oryginalnego obrazu. 

3. Proces przekształcania opisany w punktach 1. i 2. nale�y powtarza� do uzyskania 4 

bloków o tylko jednym współczynniku. 
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Powy�szy proces mo�na zacz�� poprzez przekształcenie kolumn oryginalnego obrazu i dalej 

post�puj�c analogicznie. 

 

Przykłady zastosowa� falek w analizie tekstur mo�na znale	� w [81] oraz [90]. Dla obrazów 

w skali szaro�ci wła�ciwo�ci tekstury okre�lane s� na podstawie warto�ci energii dyskretnej 

transformaty falkowej. Technika ta mo�e by� równie� rozszerzona na obrazy barwne. 

 

2.1.5 Funkcje Gabora 

Funkcja Gabora to liniowe przekształcenie obrazu x o postaci: 

 

 

[ ]),(),...,,(H
,xHŝ

yxhyxh n1=
⋅=

 (2.15) 

 

Funkcje bazowe dla i = 1, …, n dane s� jako: 

 

 ( ) ( )[ ] ( )( )yxqfyxwyxqgyxhi ,cos,,,),( 02π= , (2.16) 
 

gdzie: 
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�
+−= 2

2

2

2

2
1

yx

yx
yxg

σσ
exp, , 

( ) ( ) ( )yxyxq 00 Φ+Φ= sincos, , 
( ) ( ) ( )yxyxw 00 Φ+Φ−= cossin, . 

(2.17) 

 

W powy�szych wzorach �0 oznacza k�t obrotu wzgl�dem osi X, natomiast f0 – cz�stotliwo�� 

podstawow�, a �rodek oscylacji znajduje si� w �rodku przekształcanego obszaru obrazu. 

 

Mo�na interpretowa� funkcje Gabora jako detektory kraw�dzi o ró�nych (dyskretnych) 

orientacjach i ró�nych cz�stotliwo�ciach. Funkcje Gabora przyjmowane s� uniwersalnie – 

niezale�nie od zastosowania, w tym równie� w analizie tekstur [114]. 
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2.2. Opis tekstury w MPEG-7 (deskryptory) 
W tym rozdziale zostanie zaprezentowane podej�cie do opisu tekstury bazuj�ce na funkcjach 

Gabora, a przewidziane w standardzie MPEG-7, zgodnie z dokumentami [18] oraz [116].  

 

Celem MPEG-7, znanego równie� jako „Multimedia Content Description Interface”, jest 

standaryzacja opisu obiektów multimedialnych. MPEG-7 proponuje trzy podej�cia do opisu 

tekstury (tworzenia tzw. „deskryptorów”). Wynikaj� one z ró�nych sposobów interpretacji 

danych obrazu, st�d te� znajduj� zastosowanie w odmiennych przypadkach. Podstaw� 

wyznaczania ich parametrów s� funkcje Gabora.  

 

1. Deskryptor tekstury jednorodnej, dalej oznaczany jako HTD (Homogeneous Texture 

Descriptor), opiera si� na wła�ciwo�ciach statystycznych obrazu, reprezentowanych jako 

62-elementowy wektor. Wektor ten wyznaczany jest na podstawie odpowiedzi filtru 

Gabora dla 30 kanałów cz�stotliwo�ci obrazu. 

2. Kolejny deskryptor standardu – deskryptor przegl�dania tekstury TBD (Texture Browning 

Descriptor) równie� wyznacza si� na podstawie odpowiedzi filtrów Gabora dla kanałów 

cz�stotliwo�ci. Jego parametry za� odpowiadaj� percepcyjnemu, zbli�onemu do 

ludzkiego, postrzeganiu tekstury. W testach wykorzystywany jest tzw. PBD – Perceptual 

Browning Descriptor, który zawiera informacj� o regularno�ci, kierunkowo�ci i 

porowato�ci wzorca.  

3. Trzeci z proponowanych przez MPEG-7 deskryptorów, deskryptor histogramu kraw�dzi 

EHD (Edge Histogram Descriptor) to 80-punktowy histogram reprezentuj�cy rozkład 

kraw�dzi w obrazie. Wykorzystywany jest przewa�nie do analizy zmian sceny w 

sekwencji obrazów. 

 

Podczas wcze�niejszych prac autorka przebadała u�yteczno�� tych trzech deskryptorów. W 

wyniku testów stwierdzono, �e deskryptory HTD, PBD lub ich kombinacje s� u�ytecznym 

narz�dziem w analizie tekstur. Deskryptor EHD pomini�to jako daj�cy najmniej istotne 

wyniki. Badania nad wykorzystaniem wła�ciwo�ci deskryptorów MPEG-7 były prowadzone 

w ramach grantu KBN nr 7TO8A05016 ([91], [92]). 
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2.2.1 Wyznaczanie energii 

Poszczególne elementy deskryptorów tekstury wyznaczane s� na podstawie rozkładu 

cz�stotliwo�ci w analizowanym obrazie. Przestrze� cz�stotliwo�ci dzielona jest na równe 

obszary o szeroko�ci 30 stopni w kierunku k�towym i oktawy w kierunku biegunowym. 

Obszary te nazywane s� kanałami własno�ci. Podyktowane to jest sposobem postrzegania 

przez mózg, który dokonuje dekompozycji całego spektrum na pasma percepcji. 

 

 
Rysunek 2.2 Schemat rozkładu cz�stotliwo�ci dla 30 kanałów. 

 

W przestrzeni znormalizowanej cz�stotliwo�ci �rodkowe ka�dego kanału wyznaczane s� 

według wzoru ro
r ×=θ 30 , gdzie 0 � r � 5 jest indeksem k�towym, natomiast szeroko�� 

k�towa wszystkich kanałów jest równa 30 stopniom. W kierunku biegunowym cz�stotliwo�ci 

k�towe wyra�ane s� zale�no�ci� s
s

−⋅ω=ω 20 , 0 � s � 4, �0=3/4.  

 

Do ka�dego z kanałów stosowana jest dwuwymiarowa funkcja Gabora: 
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gdzie s- indeks kanału w kierunku biegunowym, r – indeks kanału w kierunku k�towym. 

Zmienne �
s i ��r oznaczaj� standardowe odchylenie w kierunku k�towym lub biegunowym, w 

miejscu zetkni�cia si� s�siednich filtrów w połowie maksimum. W kierunku k�towym 



E. Snitkowska Analiza tekstur w obrazach cyfrowych 

- 24 - 

odchylenie standardowe ma stał� warto�� równ� 
2ln2

15°=σθr
, natomiast w kierunku 

biegunowym dana jest zale�no��: 

 

 

2ln22
sB

s
=σρ  (2.19) 

 

gdzie s
s BB −⋅= 20 , B0 = 1/2 jest szeroko�ci� pasma kanału w kierunku biegunowym. 

 

Na podstawie rozkładu cz�stotliwo�ci i funkcji Gabora wyznaczana jest energia ei i-tego 

kanału własno�ci: 
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oraz odchylenie standardowe energii 
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(2.21) 

 

gdzie P(�,�) oznacza transformat� Fouriera obrazu w biegunowej dziedzinie cz�stotliwo�ci 

[75]. 

 

2.2.2 Deskryptor tekstury jednorodnej 

Deskryptor ten opisuje wła�ciwo�ci statystyczne tekstury i wyznaczany jest według schematu 

omówionego w poprzednim punkcie. Deskryptor ten mo�e składa� si� z 32 lub 62 elementów, 

w zale�no�ci od tego, czy brana jest pod uwag� podstawowa płaszczyzna własno�ci czy 

płaszczyzna rozszerzona. 

 

 HTD=[a, sd, e1, e2, ..., e30, ed1, ed2, ..., ed30] (2.22) 
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Pierwsze dwa reprezentuj� �redni� intensywno�ci pikseli obrazu a z zakresu 0 – 255 oraz 

odchylenie standardowe sd. Nast�pne stanowi� 30-elementow� tablic� zawieraj�c� warto�ci 

energii ei wyznaczone dla ka�dego z kanałów własno�ci. Ostatnie 30 elementów to tablica 

warto�ci odchylenia standardowego energii edi dla kanałów własno�ci. Warto�ci te 

wyznaczane s�, gdy brana jest pod uwag� rozszerzona płaszczyzna własno�ci. 

 

Deskryptor HTD wykorzystywany jest przy wyszukiwaniu precyzyjnym. Podobie�stwo 

mi�dzy obrazami mierzone jest jako odległo�� mi�dzy wektorami własno�ci: 
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 (2.23) 

 

gdzie �(k) jest odchyleniem standardowym TDdatabase(k) dla danej bazy (mo�e by� równie� 

ustalane). 

 

Proponowane s� cztery sposoby porównywania [59]: 

- niezale�ne od intensywno�ci – z wektora własno�ci HTD usuwany jest pierwszy 

element; 

- niezale�ne od rotacji – wektor własno�ci obrazu obróconego jest przesuni�t� k�towo 

wersj� dla obrazu referencyjnego; wówczas odległo�� wyznaczana jest jako 

najmniejsza z otrzymanych w wyniku przesuni�cia; 

- niezale�na od skali – dla N mo�liwych wersji przeskalowanego czynnika odległo�� 

wyznaczana jest jako najmniejsza z uzyskanych; 

- niezale�ne od obrotu i skalowania – odległo�� wyznaczana jest jako najmniejsza ze 

wszystkich mo�liwych kombinacji skalowania i obrotu. 

 

Testy przeprowadzone członków grupy MPEG-7 wykazały du�� skuteczno�� tego 

deskryptora ([1], [97]). Jako miar� efektywno�ci stosuje si� ARR (Average Retrieval Rate – 

wska	nik �redniej liczby prawidłowo odnalezionych obrazów). 

 

Prezentowane w dokumencie M5490 ([79]) wyniki utrzymuj� si� na poziomie ARR powy�ej 

70 dla baz zawieraj�cych obrazy ró�nych tekstur zdefiniowanych w MPEG-7 CE (Core 



E. Snitkowska Analiza tekstur w obrazach cyfrowych 

- 26 - 

Experiments). W przypadku, gdy pod uwag� brana jest rozszerzona płaszczyzna własno�ci 

(deskryptor HTD zawiera oprócz energii wektor warto�ci odchylenia standardowego) 

nast�puje poprawa wska	nika ARR. 

 

Dokumenty [76] oraz [115] omawiaj� wyniki eksperymentów dla deskryptora tekstury 

jednorodnej przebrowadzone na bazie 832 obrazów tekstury. Jako zapytanie pobrano 

arbitralnie 52 obrazy, które poddano obróbce, wycinaj�c odpowiedni kształt. W efekcie 

uzyskano dodatkowe trzy zbiory – tekstury o kształcie prostok�ta, rombu (diamentu) i koła. 

Poni�sza tabela przedstawia wyniki trzech eksperymentów. 

 

Tabela 2.1 Przykładowe wyniki testów dla wzorców HTD o ró�nym kształcie (wska	nik ARR) 

Zbiór zapytania Wypełnianie Czarne tło Inna tekstura 
Oryginały 91.03 86.62 86.62 

Kształt prostok�ta 83.97 67.05 45.38 
Kształt koła 81.67 59.36 48.97 

Kształt rombu 78.46 59.36 43.59 
 

Kolumny odpowiadaj� kolejnym eksperymentom. W pierwszym tło obrazów zostało 

wypełnione danymi ze �rodka obszaru tekstury. W drugim pozostało one czarne. W trzecim 

eksperymencie tło zostało wypełnione inna tekstur�. Przedstawiaj� to rysunki poni�ej: 

 

      
(ITD.) (b) (c) (d) (e) (f) 

Rysunek 2.3 Przykłady wzorców o ró�nych kształtach: (a) - oryginał, (b) - wzorzec prostok�tny na 
czarnym tle, (c) - wzorzec prostok�tny na tle wypełnionym zawarto�ci� tektury wzorca, (d) -  wzorzec 

prostok�tny na tle wypełnionym inn� struktur�, (e) - wzorzec okr�gły, (f) - wzorzec romboidalny. 

 

Najlepsze wyniki uzyskano dla obrazów oryginalnych – warto�� wska	nika ARR 

utrzymywała si� powy�ej 85. Dla wszystkich typów obrazów pogorszenie nast�piło przy 

zmianie tła, przy czym najgorsze wyniki dało wypełnienie tła inn� tekstur� – dla tekstur o 

wyznaczonych kształtach wska	nik ARR spadł poni�ej 50. Pogorszenie wyników 

spowodowane jest faktem wykonywania operacji filtrowania na granicach obszarów. 
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2.2.3 Deskryptor przegl	dania tekstury 

Deskryptor ten odpowiada percepcyjnemu, zbli�onego do ludzkiego, charakteryzowaniu 

tekstury. Operuje takimi terminami jak regularno��, porowato��, kierunkowo��. 

Wyznaczanie, podobnie jak w przypadku HTD, odbywa si� poprzez filtracj� za pomoc� 

filtrów Gabora, przy czym mamy 4 zamiast 5 indeksów s. Wykonywana jest dekompozycja 

obrazu – ka�dy z otrzymanych w jej wyniku obrazów zawiera informacj� w okre�lonej skali i 

kierunku. Na tej podstawie wyznaczany jest wektor TBC ( Texture Browsing Component), 

okre�laj�cy regularno�� lub jej brak we wzorcu. 

 

Kolejne elementy wektora  

 

 TBC = [v1 v2 v3 v4 v5] (2.24) 
 

oznaczaj�: 

- regularno�� v1 – reprezentuje stopie� regularno�ci obrazu (im wi�ksza warto��, tym 

bardziej regularny wzorzec); 

- kierunkowo�� (v2, v4) – dwa kierunki dominuj�ce tekstury; 

- skala (v3, v5) – dwie dominuj�ce warto�ci, zale�ne od stopnia regularno�ci wzorca. 

 

Kierunkowo�� oparta jest na histogramach wyznaczanych ze zbioru przefiltrowanych 

obrazów w ró�nych skalach, zdefiniowanych wzorem: 

 

 

�
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ksN

ksN
ksH  (2.25) 

 

dla s = 0,...,3 i k = 0,...,5. N(s, k) oznacza liczb� pikseli w filtrowanym obrazie w skali s i 

kierunku k, których nat��enie jest wi�ksze ni� dany próg ts. Jako kierunek (kierunki) 

dominuj�cy wybierany jest ten, którego wierzchołek jest w H(s, k), równie� dla s�siednich 

warto�ci skali. Jako elementy wektora TBC zapisywane s� dwa kierunki DO1 i DO2 

najwi�kszego kontrastu (w niektórych przypadkach mo�e by� okre�lony tylko jeden 

kierunek). 
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W celu wyznaczenia skali okre�lane s� dwie projekcje ([58], [60]) dla ka�dego 

przefiltrowanego obrazu Wmn(x, y) wzdłu� kierunków dominuj�cych DO1 i DO2: 

 

 �� −θ+θδ dxdylyxyxWlP DODOmn
mn

H )sincos(),()( 11  (2.26) 

 �� −θ+θδ dxdylyxyxWlP DODOmn
mn

V )sincos(),()( 22  (2.27) 

 

Nast�pnie dla ka�dej ze zbioru projekcji (dla obu kierunków dominuj�cych) wyznaczana jest 

znormalizowana funkcja autokorelacji NAC (Normalized Autocorrelation Function) [60]: 
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gdzie P(l) oznacza wybran� projekcj� dla danego kierunku dominuj�cego. Niech M i N – 
maksima i minima funkcji NAC(k), natomiast p_magn(i) oraz v_magn(i) (i=1,2, …, M) -  
warto�ci lokalnych minimów i maksimów.Wówczas 
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wyznacza kontrast.  

 

Na podstawie sekwencji wierzchołków p_pos(i) wyznaczane s� odległo�ci mi�dzy 

wierzchołkami dis oraz odchylenie standardowe std. Niech  = std/dis. Je�li warto�� ta jest 

mniejsza od zało�onego progu, dan� projekcj� uwa�a si� za regularn�. Po usuni�ciu 

pozostałych wyznacza si� projekcje o najwi�kszym kontra�cie. Przyjmuj�c m*(H) jako indeks 

skali projekcji o najwi�kszym kontra�cie i m*(V) – skala projekcji o najmniejszym kontra�cie, 

elementy wektora TBC wyznaczane s� jako: 

 

 v3 = m*(H)  
oraz  

v5 = m*(V) 
(2.30) 

 

Przy wyznaczaniu regularno�ci stosowane s� specjalne zało�enia dla tych projekcji, które 

przeszły test regularno�ci omawiany powy�ej. Dla tekstur jednorodnych kandydaci 
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(projekcje) s� s�siadami w danej przestrzeni. Kandydatów dzieli si� na trzy grupy i przydziela 

si� im na tej podstawie kredyty V. Pierwsza grupa okre�la tych, dla których mo�na znale	� co 

najmniej jednego innego kandydata odpowiadaj�cego w s�siedniej skali lub kierunku. Kredyt 

wynosi wówczas V1=1.0. Nast�pn� grup� stanowi� projekcje, dla których istnieje odpowiedni 

kandydat dla takiej samej skali lub kierunku, ale nie ma ich dla skali (kierunków) s�siednich. 

Grupie tej przyznaje si� kredyt V2=0.5. Ostatni zbiór to kandydaci, którzy s� jedyni dla swojej 

skali i kierunku – przyznany kredyt wynosi V3=0.2. Jako warunek okre�laj�cy regularno�� 

przyjmuje si� sum� kredytów dla zbioru kandydatów w obu dominuj�cych kierunkach: 

 

 
�

=

∗=
3

1i
ii VNM  (2.31) 

 

gdzie Ni okre�la liczb� kandyduj�cych projekcji. Wówczas 

 

v1 = 0 je�li M < 5, 
v1 = 1 je�li  5 � M <10, 
v1 = 2 je�li  10 � M <20, 

 

v1 = 3 je�li  M � 20 

(2.32) 

 
Im wy�sza warto�� parametru v1, tym bardziej regularna struktura. Poni�szy rysunek 
przedstawia przykładowe tekstury dla okre�lenia stopnia regularno�ci. 
 

   
 

 
v1=3 v1=2 v1=1 v1=0 

Rysunek 2.4 Przykłady tekstur o ró�nym stopniu regularno�ci wzorca (od lewej - zmniejszaj�cy si� stopie� 
regularno�ci) 

 

TBD wykorzystywany jest do zgrubnego wyszukiwania obrazów o podobnych 

wła�ciwo�ciach, mo�e wi�c słu�y� do tworzenia zbioru kandydatów przy wyszukiwaniu 

precyzyjnym. Z tego wzgl�du u�ywa si� go w kombinacji z deskryptorem tekstury 

jednorodnej HTD. 

 

Wyznaczanie podobie�stwa dla obrazów z baz MPEG-7 XM omawia dokument M5092 [59]. 

Podane wyniki dotycz� deskryptora, który oprócz wektora TBC zawiera wektor SRC, o 

elementach okre�laj�cych pierwszy i drugi moment przefiltrowanych obrazów. Osi�gni�to 
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wyniki powy�ej 70% prawidłowo odnalezionych obrazów, przy czym porównania obrazu 

zapytania samego z sob� były pomijane. Dla tekstur z albumu Brodatz'a osi�gni�to wynik 

99.96%.  

 

Dokument M5449 omawia wyniki przeszukiwania dla podobnie zbudowanego deskryptora 

(zawieraj�cego wektory TBC i SRC). Baz� stanowiły wzorce z albumu Brodatz'a. Ka�dy ze 

166 wzorców został podzielony na 4 podobrazy, obrócony. Obrazy podzielone zostały na 

dwie grupy – w okre�lonymi dwoma kierunkami dominuj�cymi i z jednym kierunkiem 

dominuj�cym. Podział taki słu�ył zbadaniu, jak detekcja kierunku wpływa na ludzka 

percepcj�. W przypadku pierwszej grupy lepsze wyniki (98 % znalezionych) osi�gni�to przy 

porównywaniu dla pierwszego kierunku dominuj�cego (88% dla drugiego). Dla drugiej 

grupy, z pojedynczym kierunkiem dominuj�cym osi�gni�to wynik 100% (zobacz [76]). 

 

2.2.4 Deskryptory tekstury w analizie obrazów 

Na potrzeby pracy wykonano seri� testów dotycz�cych analizy tekstury w obrazach 

angiograficznych. Zastosowano poł�czenie omawianych deskryptorów ([61], 

[78]).Szczegółowe wyniki zostan� omówione w dalszych rozdziałach. 

 

Ze wzgl�du na precyzj� wyszukiwania przyj�to pełne wersje deskryptorów, to jest 62 

elementowy deskryptor tekstury jednorodnej (dodatkowe wyznaczanie odchylenia energii) 

oraz 5-elementowy deskryptor przegl�dania tekstury (dwa kierunki dominuj�ce zamiast 

jednego). W tej sytuacji funkcja podobie�stwa rozumiana jako odległo�� mi�dzy elementami 

poszczególnych zbiorów cech wygl�da nast�puj�co (indeks „q” – zapytanie, indeks „db” – 

wzorzec): 

 

- dla deskryptora tekstury jednorodnej 
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(2.33) 

 

gdzie i=s+r+2; j=s+r+32; 
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- dla deskryptora przegl�dania tekstury 
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Warto�ci elementów tablic współczynników m i d we wzorze (2.32) okre�lone s� w kodzie 

MPEG-7 Experimentation Model, podobnie jak pozostałe wagi we wzorach (2.32) i (2.33). 

Symbol TDdb okre�la wektor cech (tzw. „deskryptor”) referencyjny, TDq – wektor cech 

obszaru analizowanego, natomiast abs oznacza warto�� bezwzgl�dna wyra�enia podanego 

jako parametr. Indeksy okre�laj� kolejno�� elementów w wektorze cech (62 dla deskryptora 

tekstury jednorodnej i 5 dla deskryptora przegl�dania tekstury). Warto�ci distHTD i distTBD s� 

nast�pnie sumowane i porównywane do warto�ci progowej �. Warto�� ta nale�y do przedziału 

(0.5, 0.8), wyznaczonego w trakcie eksperymentów. 
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3. Analityczne przekształcenia obrazu 

Rozdział ten omawia trzy główne sposoby pozyskiwania przekształce� przestrzeni 

reprezentacji obrazu, które, kryteria odró�nieniu od przedstawionych w rozdziale 2 

przekształce� heurystycznych, optymalizuj� kryteria oparte na próbkach (danych) ucz�cych 

charakteryzuj�cych dziedzin� zastosowania. 

3.1. Przekształcenie PCA 
Po fazie ekstrakcji otrzymujemy pewne skupisko punktów. Jednym ze sposobów jego 

reprezentacji jest rzutowanie ortogonalne na podprzestrze� liniow�. Analiza składowych 

głównych PCA (ang. Principal Component Analysis) polega na przetworzeniu du�ej ilo�ci 

informacji zawartej we wzajemnie skorelowanych danych wej�ciowych na zbiór nowych, 

ortogonalnych wzgl�dem siebie cech [99]. W niektórych opracowaniach nazywana jest ona 

równie� (dyskretn�) transformat� Karhunena-Loevego. Dla wektora cech NR∈x  znajdowana 

jest baza podprzestrzeni, dla której warto�� oczekiwana normy ró�nicy mi�dzy wektorem x a 

jego rzutem na t� podprzestrze� osi�ga minimum. Innymi słowy, przekształca dany wektor x 

na wektor KRy ∈  za po�rednictwem macierzy NKRW ×∈ , K<N. Nowa przestrze� o 

zredukowanym wymiarze zachowuje informacje dotycz�ce procesu, zatem metoda PCA mo�e 

by� uznana za form� kompresji danych ([86], [103], [108]). Wektory macierzy W nazywane 

s� inaczej składowymi głównymi, a ich liczba jest równa wymiarowi szukanej podprzestrzeni 

liniowej. 
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Warunkiem na to, by zbiór wektorów skupiska X tworzył podprzestrze� liniow� jest odj�cie 

od ka�dego wektora warto�ci �redniej tego zbioru, czyli spełnienie warunku: 

 

 [ ] 0=XE  (3.1) 
 

Dla danego skupiska X o wymiarze N szukana jest podprzestrze� S o wymiarze 0 < K < N 

taka, �e oczekiwana warto�� długo�ci ró�nicy wektora (skupiska) X i jego rzutu jest 

minimalna: 

 

 ( ) min=− 2
XPXE S , (3.2) 

 

gdzie PS(x) oznacza projekcj� wektora x na podprzestrze� S ([87], [88]). Mo�na zauwa�y�, �e 

poszukiwanie podprzestrzeni minimalizuj�cej oczekiwany bł�d projekcji (3.2) jest 

równowa�ne poszukiwaniom podprzestrzeni maksymalizuj�cej wariancj� projekcji [26]: 

 

 ( )
[ ] ( ) [ ] 22

2

XEXPEXEXE

XPXE

S

S

−−−

=−
, (3.3) 

 

Niech X=[x1, x2, …, xn]T oznacza wektor losowy o zerowej warto�ci �redniej, a Rxx=E[xxT] – 

warto�� �redni� macierzy autokorelacji po wszystkich wektorach x. Niech Wi=[Wi1, Wi2, …, 

WiN], i=1, 2, …, N oznacza ortogonalne wektory własne odpowiadaj�ce warto�ciom własnym 

λi macierzy Rxx. Mo�na zdefiniowa� przekształcenie PCA 

 

 y=Wx (3.4) 
 

poprzez uszeregowanie warto�ci własnych macierzy kowariancji malej�co λ1<λ2<…< λN �0 i 

wybór z tej grupy jedynie K najwi�kszych warto�ci macierzy W. 

 

Minimalizacj� warto�ci oczekiwanej bł�du rekonstrukcji otrzymuje si� dla bazy przestrzeni, 

której wektory w spełniaj� warunek: 

 

 
iii wwX λ=⋅)cov( , 

i = 1, …, N 
λ1<λ2<…< λN 

(3.5) 
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gdzie cov(X) jest macierz� kowariancji skupiska X, a λi – i-t� warto�ci� własn� tej macierzy. 

Mo�na wyznaczy� równie� wektory własne macierzy kowariancji bez wyznaczania samej 

macierzy kowariancji. Metoda ta korzysta bezpo�rednio z wektorów wej�ciowych (skupiska)  

([16], zobacz tak�e [83], [89]).  

 

 
Rysunek 3.1 PCA: Składowa główna próbek w dwuwymiarowej przestrzeni cech. Linia wskazuje kierunek 

pierwszej składowej głównej, druga składowa główna jest prostopadła (w ogólno�ci - ortogonalna). 

 

3.2. ICA 
Podstawowym zastosowaniem metody ICA (ang. independent component analysis) jest 

estymacja wielu sygnałów 	ródłowych jedynie na podstawie obserwacji ich mieszanin. Nie 

jest wymagana �adna informacja ani o kierunku 	ródła, ani o warunkach pomiaru. Zakłada 

si�, �e obserwowany n-wymiarowy sygnał wektorowy x(t) jest wynikiem "punktowego" 

(nieznanego) wymieszania m niezale�nych statystycznie (nieznanych) sygnałów 	ródeł s(t) 

([34], [35]): 

 

 
�

=

+=+=
m

i

T
ii ttsttt

1

)(na)()(n)(As)(x , (3.6) 

 

gdzie T
ia  oznacza i-ty wiersz macierzy A. 

 

Celem ICA jest jednoczesna estymacja nieznanych 	ródeł i m×n – wymiarowej macierzy 

separuj�cej W(t) takiej, e m-wymiarowy wektor: 
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 y(t) = W(t) x(t) (3.7) 
 

staje si� (z dokładno�ci� do skali i permutacji sygnałów) aproksymacj� nieznanych 	ródeł. Z 

punktu widzenia zapisu matematycznego wykorzystuje ona równie� liniowe przekształcenie 

przestrzeni wektorowej, podobnie jak transformata Fouriera, Hadamarda, transformata 

kosinusowa itp. Jednak w ICA nast�puje ka�dorazowa estymacja przekształcenia w oparciu o 

same dane pomiarowe - uzyskane w ten sposób przekształcenie jest dopasowane do 

aktualnego problemu (zastosowania). 

 

Znanych jest szereg algorytmów do ICA. Zasadnicze kryteria ich zró�nicowania to:  

- algorytm pracuj�cy w trybie "wsadowym" lub adaptacyjny algorytm typu "on-line", 

- algorytm wymagaj�cy obróbki wst�pnej lub algorytm jedno-przebiegowy. 

 

Najbardziej znane algorytmy do ICA to:  

- C. Jutten, 1990 (historycznie 1-szy algorytm oparty jedynie o dekorelacj� wy�szego 

rz�du) [44],  

- P. Common, 1994 (definicja poj�cia “ICA”) [19],  

- J. Cardoso, 1989-95 (algorytm “Jade ICA” - "wsadowy") ([9], [10]),  

- Cichocki et al., 1994 (adaptacyjny algorytm typu „on-line”) ([14], [15], [17]),  

- T. Bell & T. Sejnowski, 1995 (algorytm “Infomax ICA”) ([5], [6]),  

- S. Amari et al., 1995-96 (adaptacyjny algorytm “Natural gradient ICA”) ([2], [3]),  

- Hyvarinen, E.Oja, J. Karhunen, 1998-2000 (algorytm „Fast ICA” - "wsadowy") ([71], 

[72]). 

 

W dalszej cz��ci pracy omawiany b�d� jedynie przypadki liniowe ICA, cho� w literaturze 

mo�na spotka� przykłady nieliniowych zastosowa� ICA ([19], [44]). Pomini�te zostan� 

równie� przypadki sygnałów zaszumionych. Podstawy (warunki) modelu ICA s� nast�puj�ce 

[36]: 

 

1. Wszystkie komponenty niezale�ne si musz� mie� rozkład nie-Gaussowski z 

dokładno�ci� do jednego elementu. 

2. Liczba obserwowanych mieszanin liniowych m musi by� co najmniej równa liczbie 

komponentów niezale�nych n, czyli m � n. 
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3. Je�eli macierz mieszaj�ca A ma wymiary m × n, to musi by� rz�du n. 

 

Dodatkowo zakłada si�, �e wektory x i s s� wy�rodkowane (mo�na to uzyska� poprzez 

odj�cie warto�ci �redniej wektora). 

 

Definicja ICA, w odró�nieniu od PCA, nie zakłada sortowania składowych niezale�nych, ale 

mo�na takie sortowanie zastosowa� (np. wykorzystuj�c normy kolumn macierzy 

mieszaj�cej).  

 

Niech p(y1,y2) oznacza g�sto�� rozkładu ł�cznego zmiennych y1 i y2, a p1(y1) i p1(y1) – g�sto�� 

rozkładu brzegowego dla y1 i dla y2 odpowiednio. Zmienne losowe y1 i y2 s� niezale�ne wtedy 

i tylko wtedy, gdy: 

 

 p(y1,y2) = p1(y1) p2(y2). (3.8) 
 

Dla dwóch funkcji niezale�nych zmiennych losowych h1 i h2 zachodzi:  

 

 { } { } { })()()()( 22112211 yhEyhEyhyhE = . (3.9) 
 

Dwie zmienne y1 i y2 s� zdekorelowane, je�li ich kowariancja jest zerowa: 

 

 { } { } { } 02121 =− yEyEyyE . (3.10) 
 

Zmienne niezale�ne s� jednocze�nie zdekorelowane, ale nie na odwrót. Np. niech (y1,y2) s� 

dyskretnymi zmiennymi o prawdopodobie�stwie 1/4 dla warto�ci (0,1), (0,-1), (1,0), (-1,0). 

Wtedy y1 i y2 s� zdekorelowane. Ale jednocze�nie zachodzi { } { } { }2
2

2
1

2
2

2
1 4

1
0 yEyEyyE =≠= , 

czyli zmienne nie s� niezale�ne. 

 

Dwie zmienne Gaussowskie nie mog� by� odseparowane w modelu ICA. Mieszaniny dwóch 

zmiennych Gaussa wymieszane ortogonaln� macierz� zachowuj� rozkłady Gaussa. G�sto�� 

rozkładu ł�cznego dwóch mieszanin jest wtedy w pełni symetryczna - nie zawiera ona �adnej 

informacji o kierunku wektorów w macierzy mieszaj�cej. Taka macierz nie mo�e zosta� 

znaleziona w analizie ICA i jest to podstaw� warunku numer 1. 
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Dla sygnałów niezaszumionych ICA mo�e by� uznana za przypadek „projection pursuit” – 

oznacza wtedy wyszukiwanie pewnych interesuj�cych projekcji, które mog� estymowa� 

składowe niezale�ne ([25], [32], [98]). Równie du�e podobie�stwo mo�na znale	� w 

przypadku �lepego rozplatania ([15], [48]) oraz analizy czynnikowej (rozdział 3.3). 

 

Mo�na te� zauwa�y� powi�zania z analiz� składowych głównych, niemniej jednak nie nale�y 

uznawa� ICA za „rozszerzenie” PCA. PCA ma du�e znaczenie w przypadku redukcji 

wymiarów, natomiast w przypadku ICA mo�emy mie� do czynienia zarówno z redukcj�, 

zwi�kszeniem lub brakiem zmian, je�li chodzi o wymiary wektorów. Powi�zania z innymi 

metodami przedstawia poni�szy rysunek [36]: 

 

 
Rysunek 3.2 Linie przedstawiaj� powi�zania mi�dzy wybranymi metodami. Opisy obok linii mówi� o 

wymaganiach, które musz� by� spełnione, by relacja była prawdziwa. 

 

Klasycznym przykładem zastosowa� ICA jest �lepe rozplatanie wzorców (blind source 

separation) [46]. 

 

3.3. Analiza czynnikowa (factor analysis) 
Analiza czynnikowa (ang. factor analysis) to metoda słu��ca do odnajdywania struktur w 

zbiorze zmiennych losowych ([30], [51]). Celem analizy czynnikowej jest zredukowanie 

du�ej liczby zmiennych do mniejszego zbioru. Istniej� dwa podej�cia: 

- eksploracyjna analiza czynnikowa EFA (Exploratory Factor Analysis): czynniki s� 

pocz�tkowo nieznane i zostaj� wyodr�bnione dzi�ki analizie warto�ci zmiennych 

- konfirmacyjna analiza czynnikowa CFA (Confirmatory Factor Analysis) – zakładamy 

istnienie pewnego okre�lonego zbioru czynników i dzi�ki analizie warto�ci zmiennych 
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losowych badamy zasadno�� naszego przypuszczenia i estymujemy parametry 

modelu. 

 

Zakładany jest nast�puj�cy model danych: 

 

 x = As + n, (3.11) 
 

gdzie x jest wektorem obserwowanych zmiennych, s – wektorem ukrytych zmiennych 

(czynników), których nie mo�na zaobserwowa�. A jest macierz� o wymiarach m × n, a 

wektor n reprezentuje szum. Wektory x i n maj� ten sam wymiar n, natomiast zazwyczaj 

zakłada si�, �e s ma wymiar ni�szy od x. Porównuj�c wzory (3.11) i (3.6) łatwo zauwa�y� 

powi�zanie z ICA, natomiast bior�c pod uwag� redukcj� wymiarów mo�na porównywa� 

analiz� czynnikow� z PCA. 

 

Istniej� dwie główne metody analizy czynnikowej. Pierwsz� z nich jest analiza czynników 

głównych PFA (Principal Factor Analysis), która stanowi modyfikacj� PCA. Idea polega na 

zastosowaniu PCA do danych x w taki sposób, by uwzgl�dni� wpływ zaszumienia. Innymi 

słowy zakłada si�, �e macierz kowariancji szumu jest znana. Czynniki znajdowane s� poprzez 

wykonanie PCA z wykorzystaniem zmodyfikowanej macierzy kowariancji powstałej w 

wyniku odj�cia od macierzy kowariancji x macierzy kowariancji n. W ten sposób wektor s 

uzyskuje si� jako wektor składowych głównych x po usuni�ciu szumu. Druga popularna 

metoda mo�e by� sprowadzona do wyznaczania składowych głównych na zmodyfikowanej 

macierzy kowariancji. 
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4. Detekcja cech dzi�ki dekompozycji ICA 

W tym rozdziale przedstawiona zostanie autorska metoda detekcji cech tekstury 

wykorzystuj�ca dekompozycj� przestrzeni reprezentacji znalezion� dzi�ki przekształceniu 

ICA 

4.1. Opis metody 
Podstaw� stosowania algorytmów ICA w analizie obrazów jest zało�enie, �e dany obraz 

mo�na przedstawi� w postaci sumy wa�onej obrazów składowych ([31], [43], [113]). Obrazy 

składowe s� statystycznie niezale�ne. 

 

 

    xi                           s1                            s2                              sm 

ai1 ai2 aim 

 
Rysunek 4.1 Ilustracja składania tekstury obrazu z niezale�nych składowych: xi - obserwowany i-ty blok 

obrazu; ai współczynniki wymieszania 	ródeł (tu: warto�ci cech obserwowanego bloku obrazu); s1, s2 ,...,  sm,  - 
	ródła w ICA (ich 2-wymiarowa ilustracja) niezale�ne składowe (wektory bazowe) 

 

Prostok�tne bloki obrazu (ka�dy o rozmiarze k × l = N) traktowane s� jako mieszaniny m 

niezale�nych składowych (	ródeł w modelu ICA). Bloki te s� skanowane w ustalonym z góry 

porz�dku do postaci sygnałów xi(t) (i = 1,..., n; t = 1,..., N). Zakładamy, �e te sygnały 

(zebrane w wektor x(t) ) spełniaj� model punktowego mieszania przyj�ty w ICA: 
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a)()(As)(x . (4.1) 

 

Czyli x(t) jest wektorow� reprezentacj� obserwowanych bloków obrazów (jest to wektor n 

sygnałów, ka�dy z nich o długo�ci N = k ×l, jako wynik skanowania bloków obrazu). {ai} to 

n wektorów cech (ka�dy o długo�ci m) tworz�cych wiersze macierzy (mieszaj�cej) A (ka�dy 

wiersz stanowi warto�ci cech, poszukiwane dla opisu tekstury w obserwowanym bloku 

obrazu). {si} to m N-elementowych sygnałów 	ródeł jak na rysunku powy�ej. 

 

Dysponuj�c obserwacjami danymi w postaci kolejnych bloków obrazu xi(t) stosujemy 

algorytm ICA pozwalaj�cy na jednoczesn� estymacj� nieznanych niezale�nych składowych s 

i pewnej macierzy W. Po "zamro�eniu" macierzy W okre�lany jest ostateczny wektor 

wyj�ciowy y taki, �e: 

 

 xWyŝ ⋅==  
1−≈ AW  

(4.2) 

 

Macierz W znaleziona w procesie „nauczenia” systemu składowych niezale�nych nie jest 

dalej brana pod uwag�. Dopiero w fazie aktywnej pracy systemu detekcji cech tekstury celem 

jest ustalenie dla ka�dego analizowanego bloku obrazu jego wektora cech ai. Ten problem 

sprowadza si� do standardowego problemu identyfikacji kanału przesyłowego o wej�ciu s i 

wyj�ciu x. 

 

Podsumowuj�c własno�ci metody ICA w procesie opisu tekstury obrazu: 

- ICA znajduje najbardziej „nie-Gaussowsk�” dekompozycj� obrazu; 

- funkcje bazowe (	ródła s) s� dopasowane do konkretnej klasy obrazów; 

- wektory si posiadaj� naturaln� interpretacj� po przekształceniu ich w bloki obrazu - s� 

detektorami kraw�dzi w obrazie - interesuj�cy aspekt dla „biologicznych bada� 

percepcji człowieka”. 

 

Aby uzyska� redukcj� rozmiaru przestrzeni cech w stosunku do rozmiaru oryginalnego bloku 

obrazu, nale�y zastosowa� obróbk� wst�pn� typow� dla kompresji obrazu, np. w postaci 

PCA. Dla przykładu blok o rozmiarze 12 x 12 prowadzi do wektora obserwacji o długo�ci 
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144; w procesie PCA mo�na wybra� np. 50 najwi�kszych składowych głównych, dokona� 

kompresji wektorów x do rozmiaru 50 x 1 i znale	� w procesie ICA macierz W o rozmiarze 

50 x 50. Oczywi�cie w celu 2-wymiarowej ilustracji wektorów bazowych (wierszy macierzy 

W) nale�y najpierw przywróci� ka�dy 50-elementowy wektor do postaci 144-elementowego 

wektora i dopiero wtedy zamienia� je na bloki 12 x 12-elementowe 

4.2. Proces uczenia wektorów bazowych 

4.2.1 Przetwarzanie wst�pne 

Przypomnijmy, �e w przypadku algorytmów ICA mówimy o zmiennych niezale�nych (zob. 

rozdział 3.2). Dwie zmienne Gaussowskie nie mog� by� odseparowane w modelu ICA. 

Mieszaniny dwóch zmiennych Gaussa wymieszane ortogonaln� macierz� zachowuj� rozkłady 

Gaussa. G�sto�� rozkładu ł�cznego dwóch mieszanin jest wtedy w pełni symetryczna - nie 

zawiera ona �adnej informacji o kierunku wektorów w macierzy mieszaj�cej. Taka macierz 

nie mo�e zosta� znaleziona w analizie ICA. 

 

W celu uproszczenia algorytmów ICA stosuje si� usuwanie warto�ci �redniej. Niech m b�dzie 

wektorem warto�ci �rednich wektora obserwacji x(t). Po estymacji sygnałów wyj�ciowych w 

ICA ich wymagane warto�ci �rednie mog� zosta� odtworzone jako: 

 

 mA 1− , (4.3) 
 

gdzie A-1 jest odwrotno�ci macierzy mieszaj�cej (okre�lonej w procesie ICA). 

 

Stosowane jest równie� „wybielanie” (ang. „whitening”, ortogonalizacja). Jest to liniowe 

przekształcenie wektora tak, aby poszczególne składowe obserwowanego wektora były 

nieskorelowane i posiadały jednostkowe wariancje: 

 

 [ ] I~~ =TxxE . (4.4) 
 

Wybielenie próbek mo�na przeprowadzi� np. dzi�ki dekompozycji na wektory własne 

macierzy kowariancji próbek (EVD). 
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 [ ] TT EDExxE =  
( )ndddiagD ,...,1=  

(4.5) 

 

Nowy wektor pomiarowy otrzymujemy wyznaczaj�c: 

 

 xEEDx T2
1−=~ . (4.6) 

 
Proces ten przeprowadza macierz mieszaj�c� w macierz ortogonaln� 

 

 sAAsEEDx T ~~ == − 2
1

 
[ ] [ ] I~~~~~~ === TTTT AAAssEAxxE  

(4.7) 

 
Po przeprowadzeniu "wybielenia" obserwacji w procesie ICA zamiast estymacji n2 

elementów (swobodnej) macierzy wystarczy teraz estymacja n(n-1)/2 elementów macierzy 

ortogonalnej. W graficznej interpretacji dla 2-wymiariowego rozkładu (po „wybieleniu” 

uzyskujemy rozkład próbek w obszarze kwadratu) wystarczy teraz znalezienie jednego k�ta 

obrotu, aby boki kwadratu były równoległe do osi układu współrz�dnych. Mo�liwa te� staje 

si� ewentualna redukcja rozmiaru macierzy - wtedy, gdy pewne warto�ci własne λj s� ju� zbyt 

małe. 

 

Przetwarzanie wst�pne jest istotnym etapem przekształcenia ICA – pozwala na zmniejszenie 

liczby wykonywanych operacji oraz przygotowuje dane do dalszego przetwarzania.  

 

 
Rysunek 4.2 Graficzna interpretacja procesu wybielania - po wybieleniu uzyskujemy kwadratowy rozkład 

próbek, wystarczy wi�c znalezienie jednego k�ta obrotu. 
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4.2.2 Algorytm ICA 

Do testów wykorzystano algorytm "FastICA", opracowany przez Hyvarinena, Karhunena i 

Oj� ([33], [39]). Pracuje on w trybie wsadowym i dlatego te mo�liwe jest zastosowanie 

kroków wst�pnej obróbki danych, które przyspieszaj� i ułatwiaj� proces zbiegania si� procesu 

uczenia wag macierzy W. Ten algorytm oparty jest na iteracyjnej regule modyfikacji 

macierzy wag i takim kryterium kosztu, które wymusza takie warto�ci macierzy W, przy 

których nast�puje maksymalizacja niegaussowskiego charakteru wektora wyj�ciowego y = 

Wx. Ten niegaussowski charakter jest wyra�ony np. przez dywergencj� Kulbacka-Leiblera 

("negentropi�"): 
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(4.8) 

 

Pierwszy składnik wyra�a entropi� rozkładu ł�cznego, a drugi - sum� entropii 1-

wymiarowych rozkładów brzegowych. Warto�� KL(W) jest minimalna wtedy, gdy 

poszczególne zmienne s� wzajemnie niezale�ne. Poniewa� bezpo�rednie obliczenie KL(W) 

jest zbyt zło�one, w praktyce stosuje si� aproksymacje rozkładów przy pomocy momentów 

wy�szego rz�du i nieliniowych funkcji. Sam proces iteracji, którego celem jest minimalizacja 

kryterium kosztu KL(W), jest zbli�ony do metody Newtona. 

 

Przed wykonaniem algorytmu wymagana jest obróbka wst�pna sygnału wektorowego, a wi�c 

usuni�cie warto�ci �redniej wektora obserwacji oraz wybielenie obserwacji. 

 

Pierwszym etapem algorytmu „FastICA” jest inicjalizacja macierzy wag W dowolnymi 

niezerowymi warto�ciami. Nast�pnie dla wyj�� p = 1, ..., n wykonywane s� kroki (2-4): 

 

1. Obliczany jest zmodyfikowany wektor: 

 

 ( ){ } ( ){ } wxw'xwxw ⋅−⋅=+ TT gEgE , (4.9) 
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gdzie g jest funkcj� nieliniow� , g' jej pierwsz� pochodn� wzgl�dem czasu. 

2. Uzyskany w punkcie 1. wektor jest normalizowany do wektora o długo�ci jednostkowej : 

 

 
+

+

=
w
ww . (4.10) 

 

3. Aby zapobiec zd��aniu poszczególnych wektorów do tego samego maksimum nale�y 

dokonywa� dekorelacji kolejnego wektora wzgl�dem poprzednich wektorów wag. 

Mo�liwy jest tu np. schemat deflacji oparty na dekorelacji Grama-Schmidta (od 

aktualnego wektora odejmij sum� rzutów poprzednich "ustalonych" wektorów, a 

nast�pnie znormalizuj tak otrzymany nowy wektor): 
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(4.11) 

 

Je�li nie chcemy nadawa� okre�lonej kolejno�ci wektorom wag, to mo�liwa jest te� 

symetryczna dekorelacja „macierzowa”: 

 

 
TWW

WW = . (4.12) 

 

4. Je�li zbie�no�� W nie wyst�piła to algorytm jest powtarzany od kroku 1. 

 

Przekształcenia uzyskiwane w wyniku analizy ICA s� estymowane w oparciu o same dane 

ucz�ce – przykłady obrazów danego rodzaju ([38], [40], [41], [55]). ICA powinna dobrze 

spełnia� rol� klasyfikatora, gdy� orientuje si� na ró�nice pomi�dzy obrazami ró�nych klas 

([45], [56]).  

4.3. Detekcja cech a analiza obrazu i klasyfikacja. 
Opisywany algorytm „FastICA” wykorzystano do testów przydatno�ci deskryptora opartego o 

współczynniki przekształcenia ICA w klasyfikacji tekstur dla obrazów cyfrowych. W testach 
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wykorzystano obrazy angiograficzne oraz, celem porównania, obrazy z albumu tekstur 

Brodatz’a. 

 

Algorytm „FastICA” pozwala na okre�lenie warunków wyznaczania współczynników. 

Testowano nast�puj�ce parametry algorytmu: 

1. sposób estymacji składowych niezale�nych w procesie dekorelacji:  

- symetryczny (jeden po drugim), 

- równoległy; 

2. funkcja nieliniowa do wyznaczania wektora we wzorze 4.9: 

- 3
1 uug =)( , 

- )tanh()( uug =2 , 

- ��
	



��
�

 −⋅=
2

2

3

u
uug exp)( , 

- 2
4 uug =)( . 

 

Badane były mo�liwe kombinacje tych parametrów. W niektórych przypadkach dla testów 

funkcji nieliniowej nie udało si� osi�gn�� zbie�no�ci algorytmu. Taka sytuacja miała miejsce 

dla zastosowanych funkcji g2(u), g3(u) oraz g4(u), dlatego te� w testach klasyfikatorów 

wykorzystano tylko deskryptory wyznaczone z wykorzystaniem funkcji g1(u). 

 

Schemat działania aplikacji testowej przedstawiony jest poni�ej: 
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Rysunek 4.3 Schemat działania aplikacji testowej. 

 

Do testów wybrano obrazy w skali szaro�ci, o wymiarach 64 × 64 pikseli. Taki dobór 

parametrów obrazu umo�liwia szybsze działanie algorytmu bez utraty istotnych informacji. 

 

W wyniku działania przekształcenia ICA otrzymuje si� zestaw informacji, składaj�cy si� z 

macierzy składowych niezale�nych, macierzy wag W oraz macierzy A, b�d�cej odwrotno�ci� 

macierzy W (zob. wzór 4.2), a zawieraj�cej warto�ci cech obrazu, które b�d� nast�pnie 

wykorzystywane w procesie klasyfikacji. Rozmiary tych macierzy zale�� od liczby próbek 

podlegaj�cych przetwarzaniu – jak wspomniano wcze�niej, na etapie przetwarzania 

wst�pnego mo�liwe jest ograniczenie rozmiarów macierzy poprzez wybranie odpowiednio 

wysokich warto�ci własnych. W najprostszym przypadku, kiedy nie stosujemy �adnych 

ogranicze�, liczba próbek jest równa rozmiarowi macierzy reprezentuj�cej obraz. Je�li 

natomiast stosuje si� ograniczenie liczby próbek, nale�y pami�ta� o konieczno�ci zachowania 

tej samej liczby próbek dla ka�dego obrazu testowego, aby proces klasyfikacji na podstawie 

wektora cech, zbudowanego z współczynników przekształcenia ICA, przebiegał prawidłowo. 

Wymaga to wi�c wcze�niejszych testów, w trakcie których mo�na okre�li� dopuszczaln� 

minimaln� ilo�� próbek. 
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Rysunek 4.4 Na podstawie takiego wykresu mo�na odrzuci� te warto�ci własne, które nie przekraczaj� pewnego 

progu. Dla obrazu tekstury z albumu Brodatz’a o rozmiarach 128 × 128, dla którego wykonano ten wykres, 
mo�na ograniczy� rozmiar do (na przykład) 80 próbek bez ryzyka utraty istotnych informacji. 

 

Po wyznaczeniu macierzy A, z jej elementów tworzony jest wektor cech dla danego obrazu. 

W procesie klasyfikacji wektory cech ró�nych obrazów s� porównywane z wykorzystaniem 

ró�nych typów klasyfikatorów.  
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5. Obrazy angiograficzne 

Angiografia to metoda diagnostyki medycznej, która pozawala na wizualizacj� naczy� 

krwiono�nych (w tym ubytków) poprzez podanie �rodka kontrastowego. Badania tego typu 

wykorzystywane s� w na przykład w kardiologii w celu okre�lenia ryzyka zawału lub zmian 

chorobowych (np. retinopatii cukrzycowej [70]). 

 

 
Rysunek 5.1 Obraz naczy� krwiono�nych w mózgu (angiogram). 

 

Typow� procedur� w przypadku obrazów angiograficznych jest substrakcja. Zapami�tywany 

jest obraz przed podaniem �rodka kontrastowego, który nast�pnie odejmowany jest od 

kolejnych obrazów wykonywanych w trakcie badania [24]. Najcz��ciej spotykane aplikacje 
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dotycz� wyznaczania konturów w obrazach, przy czym prezentowane s� ró�ne podej�cia 

([69], [111]). 

 

W testach przeprowadzonych dla potrzeb niniejszej pracy wykorzystano obrazy 

przedstawiaj�ce proces angiogenezy. Angiogeneza, czyli tworzenie si� nowych naczy�, 

stanowi wa�ny składnik wielu procesów fizjologicznych, takich jak organogeneza 

(wykształcanie si� narz�dów) czy gojenie si� ran. Nadmierna, patologiczna angiogeneza 

stanowi podło�e wielu chorób, np. przewlekłych chorób zapalnych tkanki ł�cznej, retinopatii 

cukrzycowej1 i nowotworów [93]. Angiogeneza nowotworowa, czyli tworzenie si� nowych 

naczy� w obr�bie guza, jest procesem niezb�dnym dla jego wzrostu i progresji przerzutów. 

Cz��� obrazów wykorzystanych w omawianych testach pochodzi z bada� nad inhibitorami 

(czynnikami hamuj�cymi wzrost) procesu angiogenezy [4]. 

 

 
Rysunek 5.2 Proces angiogenezy w tkance skórnej myszy. Zaznaczony obszar to miejsce wstrzykni�cia 

preparatu. 

 

                                                 
1 Retinopatia cukrzycowa – powikłanie cukrzycy, najcz�stsze schorzenie oka, polegaj�ce na uszkodzeniu małych 
naczy� krwiono�nych siatkówki, prowadz�ce do uszkodzenia wzroku oraz �lepoty. 
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Rysunek 5.3 Proces angiogenezy w zarodku kurzym. 

 

Analizuj�c tego typu obrazy angiograficzne mo�na bra� pod uwag� zarówno długo�� naczy�, 

jak te� ich �rednic�. W przypadku angiogenezy istotna te� jest ocena ilo�ci naczy� w danym 

obszarze. Wykorzystuj�c metody analizy tekstur w obrazach cyfrowych mo�na 

przeprowadzi� analiz� porównawcz� obrazów badanych wobec kontrolnych (stwierdzi�, czy 

nast�pił przyrost naczy�, czy te� ich ubytek). 
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6. Klasyfikatory cech 

 

6.1. Problem klasyfikacji 
W dziedzinie rozpoznawania wzorców proces klasyfikacji polega na przypisaniu wektora 

cech c, reprezentuj�cego badany wzorzec, do pewnej dyskretnej klasy �i ze zbioru klas �. 

Wymagany wektor cech jest wynikiem przekształcenia całego wzorca (w tym przypadku 

obrazu) w wyniku transformacji przestrzeni reprezentacji lub segmentacji obrazu. Dobry 

proces detekcji cech powinien doprowadzi� do sytuacji, gdy cechy wzorca tej samej klasy 

zajmuj� „zwarty” obszar w przestrzeni cech, a obszary cech wzorców ró�nych klas mog� by� 

od siebie odseparowane. Klasyfikacja wzorca wymaga podj�cia decyzji. Decyzja 

podejmowana jest zarówno na podstawie obserwacji danego wektora cech, w oparciu o 

wiedz� nabyt� na podstawie zbioru ucz�cego. 

 

Kryteria oceny jako�ci (optymalnej) klasyfikatora mo�na definiowa� na ró�ne sposoby. Pod 

uwag� mo�na bra� takie aspekty jak: 

- warto�� prawdopodobie�stwa bł�dnej klasyfikacji, koszt ryzyka, 

- zło�ono�� obliczeniowa, 

- zdolno�� do uczenia reguł, 

- zdolno�� do uogólnienia dla nieznanych próbek. 

 



E. Snitkowska Analiza tekstur w obrazach cyfrowych 

- 52 - 

Statystyczna ocena klasyfikatora obejmuje trzy zagadnienia. Pierwszy stanowi opis 

statystycznych własno�ci analizowanych wzorców. Po wielu decyzjach mo�liwe jest 

oszacowanie prawdopodobie�stwa bł�dów przekształce�. W drugim etapie obliczane jest 

ryzyko (koszty) podj�cia decyzji. Koszty powstaj�, gdy wzorzec zostanie zaklasyfikowany 

bł�dnie do klasy � i zamiast � j. Trzecie zagadnienie wi��e si� z tym, czy poziom bł�du ma 

charakter reprezentacyjny dla cało�ci obszaru cech, czy te� ogranicza si� do obszaru 

pokrytego przez próbki ucz�ce. W przypadku, gdy wybierana jest dokładnie jedna spo�ród K 

mo�liwych klas, to najcz��ciej stosuje si� zero-jedynkow� funkcj� kosztu: 

 

 rkk = 0, 
rik = 1 dla i � k oraz i,k = 1, …, K (6.1) 

 

W takim przypadku optymalny jest klasyfikator Bayesa jako osi�gaj�cy najmniejsze 

prawdopodobie�stwo bł�du [112], je�li taki bł�d mo�e zosta� oszacowany. W praktyce jest to 

prawda, gdy zbiór próbek ucz�cych ma charakter reprezentatywny dla całej dziedziny cech. 

W przeciwnym razie mo�emy wiarygodnie oszacowa� jedynie tzw. bł�d empiryczny. Bł�d 

empiryczny jest minimalizowany najlepiej przez klasyfikator SVM. 

 

Podstawowe zało�enia konstrukcyjne klasyfikatora s� nast�puj�ce: 

- je�li wektory cech nale�� do tej samej klasy, odległo�� mi�dzy nimi jest mała, 

- je�li wektory cech nale�� do ró�nych klas, odległo�� mi�dzy nimi jest du�a. 

Odległo�ci mi�dzy wektorami cech mo�na wyznaczy� korzystaj�c z funkcji g�sto�ci 

prawdopodobie�stwa, odległo�ci Euklidesowej lub metryki modułowej. 

 

6.1.1 Podstawowe typy klasyfikatorów numerycznych 

Przykłady klasyfikatorów numerycznych najcz��ciej wyst�puj�ce w literaturze [103]: 

 

1. Klasyfikator statystyczny 

Rozkład prawdopodobie�stwa klas nad przestrzeni� cech ma znan� posta�, a zadaniem 

procesu uczenia jest wyznaczenie parametrów tego rozkładu dla ka�dej z rozpatrywanych 

klas. Zakłada si�, �e próbki ucz�ce maj� charakter reprezentatywny dla cało�ci rozkładu. 

Klasyfikator statystyczny mo�e dysponowa� parametryczn� lub nie-parametryczn� 

funkcj� g�sto�ci. Do tej grupy zalicza si� klasyfikator Bayesa i jego uproszczone formy – 
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klasyfikator najwi�kszej wiarygodno�ci i klasyfikator geometryczny według najmniejszej 

odległo�ci. 

 

2. Klasyfikator SVM (maszyna wektorów no�nych) 

Zakłada si�, �e próbki ucz�ce maj� sko�czony charakter, a wi�c nie s� reprezentatywne 

dla cało�ci rozkładu. Klasyfikacja K klas ma charakter wielokrotnej klasyfikacji binarnej. 

 

3. Klasyfikator według funkcji potencjału 

Dla danego zbioru próbek okre�lana jest rodzina funkcji potencjału zgodna z jego 

charakterem (np. funkcja liniowa, wielomian). Pojedyncza funkcja jest zwi�zana z klas� 

poprzez odpowiedni zestaw parametrów, a klasyfikacja odbywa si� zgodnie z 

maksymaln� warto�ci� funkcji potencjału dla danego wektora cech. Klasyfikator ten 

został jednak wykorzystany w testach, poniewa� zdecydowano si� na bardziej optymaln� 

SVM. 

 

4. Klasyfikator neuronowy 

Sieci neuronowe wykorzystywane s� do aproksymacji funkcji rozdzielaj�cych lub reguł 

decyzyjnych. W celu klasyfikacji wektora cech najcz��ciej u�ywa si� sieci typu 

„wielowarstwowy perceptron”. 

 

5. Klasyfikator k-s�siadów 

W procesie uczenia okre�la si� podział przestrzeni cech, a ka�da próbka ucz�ca jest 

pojedynczym reprezentantem danej klasy. W procesie klasyfikacji 1 lub wi�cej 

reprezentantów s�siaduj�cych z aktualnie klasyfikowan� próbk� rywalizuje w głosowaniu 

za swoj� klas�. 

6.2. Klasyfikator statystyczny Bayesa 
Niech  

- x – zmierzony (wykryty) wektor cech, który powinien zosta� przypisany do pewnej 

klasy 

- Ck – klasa cech tekstury, k=1, …, K. 
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Prawdopodobie�stwo warunkowe a priori przynale�no�ci wektora x do klasy Ck okre�la si� 

wzorem:  
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∩= . (6.2) 

 

Przekształcaj�c powy�szy wzór i korzystaj�c z własno�ci prawdopodobie�stwa warunkowego 

otrzymujemy nast�puj�c� równo��: 

 

 )|()()( kikik CxPCPxCP ⋅=∩ . (6.3) 
 

Te dwa prawdopodobie�stwa mog� i powinny by� okre�lone na etapie uczenia 

(projektowania) klasyfikatora. Mamy wi�c: 

- P(Ck) – prawdopodobie�stwo a priori wyst�powania klasy k-tej, k=1, …, K 

- P(xi|Ck) – prawdopodobie�stwo warunkowe a priori wektora cech xi dla klasy Ck. 

 

6.2.1 Uczenie klasyfikatora 

W przypadku uczenia rozkładów prawdopodobie�stwa mówimy o dwóch modelach funkcji 

g�sto�ci prawdopodobie�stwa p(X|Ck): 

- nieparametryczny, dla którego stosuje si� dyskretne prawdopodobie�stwa (np. 

histogramy), 

- parametryczny, polegaj�cy na zało�eniu rodziny funkcji g�sto�ci i szacowaniu 

parametrów na podstawie próbek ucz�cych, zwykle przy zało�eniu statystycznej 

niezale�no�ci elementów wektora cech. 

 

W przypadku parametryzacji g�sto�ci rozkładu prawdopodobie�stwa dla d-wymiarowego 

wektora cech o rozkładzie normalnym stosuje si� d-wymiarow� funkcj� g�sto�ci: 
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W procesie uczenia klasyfikatora warto�ci parametrów �k i �k, dla ka�dej klasy Ck, gdzie )(k
ix  

jest próbk� klasy Ck, mog� by� oszacowane według metody najwi�kszego 

prawdopodobie�stwa: 
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6.2.2 Reguła decyzyjna 

Poszukujemy warto�ci P(Ck|xi) - prawdopodobie�stwo warunkowe a posteriori klasy Ck dla 

wektora xi takie, �e  

 

 )|(maxarg ik
K

xCP . (6.7) 

 

Dla oznacze� jak powy�ej (xi – wektor cechy, Ck – klasa) twierdzenie Bayesa jest postaci: 
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Oznaczenie: Ck|xi – zdarzenie „obiekt nale�y do klasy Ck, je�li zmierzona cecha ma warto�� 

xi”. W liczniku wyra�enia (6.5) wyst�puj� oba prawdopodobie�stwa a priori. 

 

Prawdopodobie�stwo bł�dnej klasyfikacji jest najmniejsze, je�li wybrana zostanie klasa Ck, 

dla której prawdopodobie�stwo warunkowe a posteriori (6.5) jest najwi�ksze. 

 

Poniewa� mianownik wyra�enia (6.5) ma tak� sam� posta� przy wyznaczaniu tego 

prawdopodobie�stwa dla ka�dej klasy, mo�na pomin�� jego warto�ci w funkcji decyzyjnej. 

 

Reguła decyzyjna klasyfikatora Bayesa to: 

 

 ( ) ( ) ( ) ( )kk
k

k
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CXpCpXCpX || argmaxargmax ==ς  (6.9) 
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Dla jednorodnego rozkładu klas (równe prawdopodobie�stwa dla wszystkich par klas) reguła 

decyzyjna Bayesa sprowadza si� do reguły decyzyjnej najwi�kszej wiarygodno�ci: 

 

 ( ) ( ) ( ) ( )k
k

kk
k

CXpCXpCpX || argmaxargmax ==ς  (6.10) 

 

Je�li prawdopodobie�stwa a priori ustalone s� w sposób reprezentacyjny dla całego wektora 

klas, to prawdopodobie�stwo bł�du klasyfikatora Bayesa pB stanowi doln� granic� bł�du 

dowolnego klasyfikatora [67]. 

 

W cz��ci eksperymentalnej zastosowany zostanie klasyfikator Bayesa, dla którego w procesie 

uczenia zastosowano funkcj� g�sto�ci dla rozkładu normalnego – wzór (6.4). 

 

6.2.3 Klasyfikator według minimalnej odległo�ci 

Podstaw� klasyfikacji minimalnoodległo�ciowej jest zało�enie, �e zbiór wektorów cech 

tworzy obszary skupie� w swojej przestrzeni [85]. Dla tego typu klasyfikatora oblicza si� dla 

ka�dej klasy Ck odległo�� wektora cech od �rodka danej klasy. Dokładno�� i czas 

rozpoznawania zale�� od wybranej metryki przestrzeni cech. Jedn� z popularniejszych i 

stosowanych w tej pracy jest metryka Euklidesowa, dla której miara odległo�ci wyra�a si� 

wzorem 
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21

0
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−

=
−=

N

j
jj xxd '  (6.11) 

 

gdzie: 

- N – liczba wyznaczonych cech 

- x, x' – warto�ci charakteryzuj�ce cechy dla wektora cech i �rodka klasy. 

 

Reguła podejmowania decyzji w tym przypadku oznacza, �e nieznany obiekt zostanie 

zakwalifikowany do tego obszaru, do którego �rodka jest najbli�ej w przestrzeni cech. Jest to 

specyficzny przypadek klasyfikatora Bayesa. Na przykład dla dwóch klas reguła decyzyjna 

porównuje kwadratowe miary odległo�ci Euklidesowej aktualnego wektora cech od �rodków 

rozkładów klas (reguła decyzyjna według minimalnej odległo�ci): 
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Po uproszczeniu tej reguły otrzymujemy reguł� decyzyjn� według minimalnej odległo�ci: 

 

 ( ) ( ) ( ) ( )j
T

ji
T

i xxxx µµµµ −−<−− , 
22

ji xx µµ −<− . 
(6.13) 

 

Reguła (6.12) powstaje z reguły klasyfikatora Bayesa przy zało�eniu, �e p(Ci) = p(Cj) dla 

i,j=1,…,K oraz normalizacji przestrzeni cech �i = 1, i=1,…,K. 

6.3. Klasyfikator „k najbli�szych s	siadów” 
W przypadku klasyfikatora k-NN („k najbli�szych s�siadów”) wymagany jest zbiór próbek 

wektorów cech xi nale��cych do klas Ci. Reguła decyzyjna polega na przypisaniu nowego 

wektora cech do tej klasy, do której nale�y wi�kszo�� spo�ród k jego najbli�szych s�siadów 

[80]. 

 

W przypadku, gdy rozwa�amy tylko jednego s�siada (a wi�c klasyfikator według najbli�szego 

s�siada – klasyfikator NN), reguła decyzyjna ma posta�: 

 

 { }Kixx i
Ck

,...,,,minarg 21=− , (6.14) 

 

gdzie x oznacza nowy wektor. Zbiór punktów, dla których najbli�szym s�siadem jest xi, 

nazywany jest komórk� Voronoi’a dla xi. W ten sposób dzielona jest cała przestrze� cech.  
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Rysunek 6.1 Przykładowy zbiór Voronoi'a. 

 

Je�li przyjmiemy jako pB prawdopodobie�stwo bł�du klasyfikatora Bayesa (zob. rozdział 

6.2), to prawdopodobie�stwo bł�dnej klasyfikacji dla klasyfikatora NN dla K klas mo�na 

oszacowa� jako: 
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�
�



−
−≤≤

1
2

K
K

pppp BBNNB  (6.15) 

 

W przypadku klasyfikatora k-NN reguła decyzyjna polega na wybraniu klasy najlepszej 

w�ród k najbli�szych s�siadów. Prawdopodobie�stwo bł�dnej klasyfikacji dla klasyfikatora k-

NN zbiega do prawdopodobie�stwa bł�du klasyfikatora Bayesa wraz ze wzrostem próbek 

ucz�cych i warto�ci k. 

6.4. Klasyfikator SVM 
Algorytm klasyfikacji SVM (Support Vector Machine) przedstawiony został m. in. w pracach 

[109] i [110]. W algorytmie tym przyjmuje si� sko�czony charakter próbek ucz�cych. 

Problem sprowadza si� do wielokrotnej decyzji pomi�dzy dwiema klasami (lub grupami klas) 

(oznaczanymi zwykle jako „+1”, „-1”). Podczas uczenia maszyny poszukuje si� optymalnej 

hiper-płaszczyzny (dla przypadku liniowego) lub hiper-powierzchni (dla „nieliniowej” 

maszyny) [67]. Algorytm SVM z powodzeniem stosuje si� w dziedzinie rozpoznawania 

twarzy czy znaków [21]. 
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Dla binarnej maszyny SVM mo�na wybra� jedn� ze strategii klasyfikacji k klas: 

- jedna przeciw wszystkim pozostałym: klasyfikator decyduje o przynale�no�ci próbki 

do danej klasy lub do pozostałych (k-1) klas, 

- jedna przeciw jednej: dla ka�dego binarnego klasyfikatora wybrana klasa uzyskuje 

punkt, a decyzja k-klasowa polega na wyborze klasy o najwi�kszej liczbie punktów, 

- jedna przeciw pozostałym: po uporz�dkowaniu klas w szereg, realizuje si� (k-1) 

klasyfikatorów binarnych dla odró�nienia pojedynczej klasy od pozostałych, 

nast�pnych w szeregu. 

 

Do testów wybrano podej�cie „jedna przeciw jednej”. 

 

6.4.1 Funkcje kosztu empirycznego 

Załó�my, �e zadaniem maszyny jest przypisanie pewnych danych xi (reprezentowanych jako 

wektor) do pewnej klasy okre�lanej za pomoc� yi. Dla danych ucz�cych istnieje te� pewna 

nieznana funkcja prawdopodobie�stwa P(x, y). Próbki rozdzielane s� pomi�dzy klasami za 

pomoc� funkcji rozdzielaj�cej f(x, 
), gdzie 
 jest parametryzatorem. �redni koszt (ryzyko) 

takiej klasyfikacji okre�lamy jako: 

 

 ( ) ( ) ( )� −= ydPfyR ,x,x αα
2
1

. (6.16) 

 
Funkcja P(x, y) jest nieznana, wi�c powy�szy wzór nale�y zast�pi� oszacowaniem ryzyka 

empirycznego. Dla N próbek ucz�cych oszacowanie takie przyjmuje posta�: 

 

 ( ) ( )�
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−=
N

i
iie xfy

N
R

12
1 αα , . (6.17) 

 

Wielko�� ( )α,ii xfy −
2
1

 nazywana jest strat� [8]. 

 

Dla ka�dej funkcji rozdzielaj�cej f i dla ka�dego N >h zachodzi z prawdopodobie�stwem 1-� 

zale�no�� [109]: 
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Warto�� � mo�na okre�li� nast�puj�co: załó�my, ze zadaniem maszyny jest przypisanie 

obrazu do jednej z dwóch klas. Wówczas strata mo�e przyj�� tylko dwie warto�ci – 0 albo 1. 

W takim przypadku 0 � � � 1. Z kolei parametr h nazywany jest rozmiarem Vapnika-

Chervonenkisa lub krótko – rozmiarem VC.  

 

Rozmiar VC, we wzorze (6.27) oznaczony jako h, jest miar� zbioru funkcji rozdzielaj�cych. 

Dla problemu dwóch klas h wyznacza maksymaln� liczb� wzorców, które mog� by� 

rozdzielone we wszystkie mo�liwe sposoby – liczba takich podziałów wynosi 2h. Wystarczy 

przy tym, aby dla ka�dego sposobu podziału istniał przynajmniej jeden zbiór wzorców o 

mocy h, tzn. istnieje wtedy przynajmniej jedna prawidłowa funkcja rozdzielaj�ca. 

 

Specyficznym zbiorem funkcji rozdzielaj�cych jest zbiór zorientowanych hiperpłaszczyzn 
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. (6.19) 

 

Za pomoc� tych płaszczyzn okre�lamy, czy wynik le�y po „dodatniej” czy po „ujemnej” 

stronie płaszczyzny, lub te� na płaszczy	nie rozdzielaj�cej. Rozmiar VC zbioru 

zorientowanych hiper-płaszczyn w przestrzeni ℜn wynosi k = n +1 [8]. 

 

Celem SVM jest minimalizacja oszacowania ryzyka empirycznego. 

 

6.4.2 Próbki separowalne liniowo 

Zakładamy, �e dwie klasy mo�na dokładnie rozdzieli� za pomoc� hiperpłaszczyzny 
, 

zdefiniowanej jak (6.19). Wówczas dla ka�dej próbki mo�emy otrzyma� yi = 1 lub yi = -1. 

Zachodzi: 

 

 10 +≥+ �T
x  (6.20) 
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gdy yi = 1 oraz 

 

 10 −≤+ �T
x  (6.21) 
 

gdy yi = -1. 

 

„Pozytywna” odległo�� danego punktu od hiperpłaszczyzny zachodzi, gdy punkt le�y w 

kierunku wektora normalnego do powierzchni. Dla przypadku, gdy yi mo�e przyjmowa� tylko 

dwie warto�ci (próbki klasyfikowane „pozytywnie”: yi = 1 i „negatywnie”: yi = -1) otrzymamy 

dwie hiperpłaszczyzny odległe od siebie o α/2  (tzw. margines), pomi�dzy którymi nie le�� 

�adne próbki ucz�ce. Sensownym kryterium podlegaj�cym optymalizacji jest maksymalizacja 

odst�pu lub minimalizacja |a|2.  

 

Wektorami no�nymi nazywamy te z próbek ucz�cych, które le�� dokładnie na 

hiperpłaszczyznach. Obecno�� wektorów no�nych jest warunkiem wystarczaj�cym i 

koniecznym do wyznaczenia hiperpłaszczyzny optymalnej H*. 

 

 
Rysunek 6.2 Optymalna hiperpłaszczyzna rozdzielaj�ca H* dla dwóch klas próbek. 

 

Optymalny liniowy klasyfikator wyznaczany jest przez hiperpłaszczyzn� H* zdefiniowan� 

jako: 

 



E. Snitkowska Analiza tekstur w obrazach cyfrowych 

- 62 - 

 00 =+= α
x)
~,x(:* T
nfH . (6.22) 

 

Hiperpłaszczyzn� (6.22) uzyskuje si� dzi�ki minimalizacji kryterium |a|2 oraz przy 

spełnionych warunkach 
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dla ka�dego z N wektorów x. Wówczas reguła decyzyjna ma posta�: 
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Definicja (6.24) odpowiada problemowi optymalizacji metod� wypukłego oprogramowania 

kwadratowego z nierówno�ciowymi ograniczeniami liniowymi. 

 

Aby zredukowa� warunki dodatkowe (6.23), wprowadza si� mno�niki Lagrange’a 

( )T
Nϑϑϑ ,...,1= . Otrzymujemy w ten sposób funkcjonał 
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który nale�y minimalizowa� wzgl�dem 
 i �0 do momentu, gdy nie zanikn� pochodne 

wzgl�dem ϑ . Dla optymalizacji funkcjonału L okre�lone s� warunki konieczne i 

wystarczaj�ce (Karush-Kuhn-Tucker): 
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dla n = 1, …, N. 

 

W przypadku maszyn SVM przekształca si� problem (6.25) w dualny problem 

maksymalizacji funkcjonału z warunkiem dodatkowym o zanikaniu pochodnych 
 i �0. Je�li 

do wzoru (6.25) wstawimy pochodne (6.26) i (6.27), otrzymamy dualny problem postaci 

Wolfa: 
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Zadaniem uczenia maszyny SVM jest maksymalizacja funkcjonału Ld wzgl�dem ϑ  przy 

podanych warunkach dodatkowych, które s� niezale�ne od 
 i �0. Po wyznaczeniu ϑ  warto�ci 

uzyskujemy korzystaj�c ze wzorów (6.26) i (6.27). 

 

Korzystaj�c z definicji (6.25) mo�na przekształci� definicj� (6.22) do postaci: 
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Na podstawie (6.30) mo�na stwierdzi�, �e do wyznaczenia optymalnej hiperpłaszczyzny 

wystarcz� wektory cech, dla których mno�nik Lagrange’a wynosi 0>nϑ  (wektory no�ne). 

 

6.4.3 Próbki nie separowalne liniowo 

Je�li przypadek omawiany w rozdziale 6.4.2 uogólnimy na próbki, których nie da si� liniowo 

odseparowa�, wówczas w równaniach okre�laj�cych przypisanie próbki do klasy trzeba 

uwzgl�dni� pewn� zmienn� �i>0, która okre�la wzajemne „przebicie” obszarów próbek.  

 

Zachodzi: 

 

 δ−+≥+ 10�
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gdy yi = 1 oraz 

 

 δ+−≤+ 10�
T
x  (6.32) 

 

gdy yi = -1. 

 

Bł�d klasyfikacji próbki i-tej za pomoc� hiperpłaszczyzny powstaje wówczas, gdy �i>1. 

Oszacowaniem takich bł�dów b�dzie wówczas suma �i iδ , która równie� powinna by� 

minimalizowana. 

6.5. Klasyfikator neuronowy 
Je�eli nie zakładamy okre�lonej (zadanej) postaci funkcji rozdzielaj�cych, funkcji potencjału 

lub funkcji rozkładu prawdopodobie�stwa, to mo�emy zastosowa� klasyfikator zbudowany w 

oparciu o sieci neuronowe. W przypadku u�ywania sieci neuronowej jako klasyfikatora, 

sygnałami wej�ciowymi s� wykryte wcze�niej cechy obrazu. Liczba neuronów wej�ciowych 

jest równa liczbie analizowanych cech, natomiast wyj�� jest tyle, ile klas obrazów ([20], 

[101], [102]). Popularnym klasyfikatorem jest wielowarstwowa sie� jednokierunkowa MLP 

(perceptron). 

 

W sieci jednowarstwowej neurony uło�one s� w jednej warstwie [73]. Poł�czenie wektora 

wej�ciowego neuronami warstwy wyj�ciowej jest zwykle pełne, to znaczy ka�dy w�zeł 

wej�ciowy jest poł�czony z ka�dym neuronem wyj�ciowym. Poł�czenia reprezentowane s� 

przez macierz wag poł�cze� W. 
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Rysunek 6.3 Sie� neuronowa jednokierunkowa jednowarstwowa. 

 

W sieciach jednokierunkowych sygnały wej�ciowe s� przesyłane od wej�cia do warstwy 

wyj�ciowej poprzez poł�czenia pobudzaj�ce. Funkcja pobudzania neuronu wyj�ciowego ma 

posta�: 

 

 y = W · x (6.33) 
 

Istniej� równie� sieci rekurencyjne, które posiadaj� jedynie poł�czenia hamuj�ce mi�dzy 

neuronami warstwy, zebrane w postaci macierzy wag H. Dla takiej sieci funkcja pobudzenia 

neuronów wygl�da nast�puj�co: 

 

 y = x – H · y (6.34) 
 

W stanie ustalonym liniowa sie� rekurencyjna jest równowa�na liniowej sieci 

jednokierunkowej o postaci: 

 

 y = (I + H)-1 · x (6.35) 
 

gdzie I oznacza macierz jednostkow�. 

 

Typow� stosowan� funkcj� aktywacji f(yi) w sieci MLP jest funkcja sigmoidalna unipolarna 
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gdzie � jest zadanym parametrem, a sygnał wyj�ciowy neuronu przyjmuje warto�ci z 

przedziału [0, 1], lub funkcja bipolarna 
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gdzie � jest zadanym parametrem, a sygnał wyj�ciowy neuronu przyjmuje warto�ci z 

przedziału [-1, 1]. 

 

W przypadku sieci wielowarstwowych wyst�puje jedna lub wi�cej warstw ukrytych, oprócz 

warstwy wej�ciowej i neuronów wyj�ciowych ([65], [96]).  

 

Dla ka�dej warstwy l = 0, 1, 2, … przyjmujemy funkcj�: 

 

 [ ])()()()( yy ll
i

ll
i W Θ−= −1ψ , (6.38) 

 

przy czym y0=x. Indeks i oznacza i-te wyj�cie w ramach warstwy, natomiast indeks l jest 

indeksem warstwy. W powy�szym wzorze 	[] oznacza nieliniow� funkcj� aktywacji, 

zazwyczaj sigmoidaln� funkcj� postaci: 
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o ci�głej pochodnej wynosz�cej: 
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. (6.40) 

 

Oznaczenie �i to wektor dodatkowych wej��, który wyznacza warto�� progow� dla „szumów 

pomiarowych”. 

 

W przypadku klasyfikatorów opartych na sieciach neuronowych mamy do czynienia z 

uczeniem z lub bez nauczyciela [102]. Dla uczenia z nadzorem stosuje si� reguł� Widrofa-

Hoffa („delta”), która mówi, �e waga wej�ciowa i-tego neuronu poł�czenia z j-tym neuronem 

wyj�ciowym jest wzmacniana proporcjonalnie do ró�nicy po��danej i rzeczywistej aktywacji. 



E. Snitkowska Analiza tekstur w obrazach cyfrowych 

- 67 - 

Dla sieci MLP stosuje si� uogólnion� reguł� „delta”, czyli reguł� „wstecznej propagacji 

bł�du” w perceptronie: 

 

 ( )Tl
i

ll )()()( ydW 1−=∆ η  (6.41) 

 

gdzie y0=x, a d(l) jest wektorem korekcji wag dla neuronów l-tej warstwy. 

 

Dla uczenia bez nadzoru mamy reguł� Hebba wzgl�dnie anty-Hebba [66], która mówi, �e 

waga łuku pobudzaj�cego wzgl�dnie hamuj�cego jest wzmacniana, gdy aktywacje obu 

poł�czonych neuronów s� skorelowane (np. PCA lub ICA dla sieci rekurencyjnej). Inaczej 

mówi�c, je�li aktywny neuron A jest cyklicznie pobudzany (lub hamowany) przez neuron B, 

to staje si� on jeszcze bardziej czuły na pobudzenie tego neuronu. 

 

6.5.1 Klasyfikator zastosowany w testach 

Na potrzeby testów zastosowano neuronow� sie� konkurencyjn� (ang. competitive). 

Podstawowa sie� konkurencyjna składa si� z dwóch warstw – warstwy obliczaj�cej 

podobie�stwo i warstwy konkurencyjnej. 

 

Warstwa wyznaczaj�ca podobie�stwo zawiera macierz wag W, o rozmiarach m × p. Ka�dy 

wiersz macierzy W powi�zany jest z jednym neuronem. Zadaniem warstwy jest 

wygenerowanie sygnałów d(n), które okre�laj� podobie�stwo (odległo��) mi�dzy wektorem 

wej�ciowym x(n) a ka�dym z wektorów wi(n). Z kolei warstwa konkurencyjna generuje m 

sygnałów binarnych yi. Sygnał taki przyjmuje warto�� „1” dla neuronu, dla którego sygnał 

odległo�ci di jest najmniejszy. Innymi słowy yi=1 oznacza, �e i-ty wektor wi(n) jest 

najbardziej podobny do sygnału wej�ciowego x(n). 

 

W przypadku sieci konkurencyjnej wagi modyfikowane s� w odpowiedzi na sygnały 

wej�ciowe – jest to uczenie bez nadzoru. Sama warstwa konkurencyjna jest sieci� 

rekurencyjn� ze zdefiniowan� macierz� poł�cze� M: 
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gdzie �<1 jest pewn� warto�ci� stał�. Macierz M okre�la odpowied	 do pozostałych 

neuronów o sile – �. 

 

Uczenie w przypadku sieci konkurencyjnej zakłada, �e dane wej�ciowe s� podzielone na 

klastry (w przypadku testowanych obrazów angiograficznych b�d� to ró�ne klasy 

obserwowanych naczy�). Zatem ka�dy z m wektorów wagowych w reprezentuje �rodek 

klastra. Zadaniem uczenia konkurencyjnego jest kwantyzacja przestrzeni wektorów 

wej�ciowych. 

 

W testach zastosowano metody dost�pne w module sieci neuronowych programu MATLAB. 

Schemat działania jest nast�puj�cy: 

 

• Zainicjuj wektory wagowe (np. losowo wybranymi wektorami wej�ciowymi). 

 

• Dla ka�dego wektora wej�ciowego x 

- na podstawie odległo�ci mi�dzy wektorem wagowym w a wektorem wej�ciowym 

x okre�l neuron najbli�szy wektorowi wej�ciowemu 

- przekształ� zwyci�ski wektor w, by był jak najbli�szy wektorowi wej�ciowemu x 

(nie modyfikuj pozostałych wektorów w): 

 

 ( ) ( ) ( )[ ]nnnynn j
T

jj wx)()(w −=∆ η  (6.42) 
 

• W celu osi�gni�cia statycznego wyniku krok uczenia powinien by� zmniejszany o pewn� 

stał� warto��, np. ( ) �
	



�
�

 −=
N
n

n 110.η . 
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7. Eksperymenty dotycz	ce detekcji cech 
tekstur 

7.1. Obrazy testowe 
Do testów omawianych metod analizy tekstury wybrano dwie grupy obrazów. Pierwsz� 

stanowił tradycyjny zbiór tekstur z albumu Brodatz’a [7], natomiast drug� – obrazy 

angiograficzne. 

 

7.1.1 Tekstury z albumu Brodatz’a 

Album Brodatz’a jest podstawowym 	ródłem obrazów tekstur dla wielu aplikacji zwi�zanych 

z t� tematyk�. Zawiera zbiór obrazów przedstawiaj�cych tekstury ró�nych typów: o ró�nym 

stopniu porowato�ci, regularno�ci wzorca itp. Przykłady tekstur z albumu Brodatz’a 

przedstawia poni�szy Rysunek 7.1. 
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Rysunek 7.1 Przykłady tekstur z albumu Brodatz'a 

 

Tekstury te posłu�yły za punkt odniesienia dla bada� nad obrazami angiograficznymi i do 

testów poprawno�ci implementowanych algorytmów. 

 

7.1.2 Obrazy angiograficzne 

Aplikacja wyszukuje w badanym obrazie obszary zawieraj�ce okre�lone informacje. Dla 

potrzeb testów odpowiednie obszary zostały oznaczone i opisane przez specjalistów lekarzy 

bior�cych udział w grancie 7T08A05016 realizowanym przez autork� ([4], [93]). Obszary te 

wykorzystano w niniejszej pracy w procesach uczenia klasyfikatorów. Obszary te zawieraj� 

nowo powstałe naczynia krwiono�ne b�d�ce odgał�zieniami ju� istniej�cych „głównych” 

naczy�. O ile za pomoc� deskryptora tekstury trudno okre�li� długo�� i kr�to�� naczynia, o 

tyle deskryptor ten mo�e przenosi� wystarczaj�co du�o informacji, by wyró�ni� klasy 

obszarów zawieraj�ce tak�e naczynia. Takie podej�cie pozwala na wyró�nienie obrazów 

zawieraj�cych okre�lone obszary lub te� na porównanie obrazów jednej serii (np. zdj�cia 

tkanki pacjenta wykonane w pewnych odst�pach czasu). 
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Rysunek 7.2 Przykłady obrazów angiograficznych (zarodek kurzy) 

7.2. Wyniki detekcji cech 
7.2.1 Wektory cech oparte o filtry Gabora 

Jako metod� wyznaczania wektorów cech wykorzystano w tym przypadku deskryptory 

tekstury opisane w standardzie MPEG-7 (zob. 2.1.5). Po testach wst�pnych zadecydowano, �e 

zastosowany zostanie deskryptor poł�czony, składaj�cy si� z deskryptora tekstury jednorodnej 

HTD i deskryptora przegl�dania tekstury TBD. Takie podej�cie zostało podyktowane faktem, 

�e sam deskryptor przegl�dania tekstury dawał zbyt podobne wyniki, by mo�na było 

przeprowadzi� klasyfikacj�. Mo�na to łatwo wytłumaczy� tym, �e TBD jest bardziej ogólny, 

poniewa� operuje na bardziej percepcyjnych wła�ciwo�ciach obrazu. Wykorzystana seria 

zawierała bardzo podobne wizualnie obrazy – zdj�cia zarodka kurzego, st�d tak zbli�one 

wyniki. Natomiast w poł�czeniu z deskryptorem tekstury jednorodnej otrzymano bardziej 

zró�nicowane wyniki. Dlatego te� TBD mo�e by� wykorzystany do rozró�nienia obrazów 

ró�nych typów (np. obrazy przedstawiaj�ce angiogenez� w tkance skórnej i angiogenez� w 
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zarodku kurzym), natomiast HTD słu�y do rozró�niania obrazów nale��cych do tego samego 

typu. 

 

Deskryptor tekstury jednorodnej mo�e składa� si� z 32 lub 62 elementów i zawiera �redni� 

warto�� pikseli i odchylenie standardowe dla nich oraz tabel� warto�ci energii dla 30 kanałów 

wynikaj�cych z podziału obszaru cz�stotliwo�ci obrazu. W wersji 62-elementowej zawiera 

dodatkowo tablic� odchyle� standardowych energii dla 30 kanałów cz�stotliwo�ci. Tabela 7.1 

przedstawia �rednie wyniki dla deskryptora tekstury jednorodnej. Testy wykonano dla 

obrazów w skali szaro�ci, o rozmiarach 64 × 64 pikseli. Badania przeprowadzono dla serii 

zdj�� przedstawiaj�cych rozwój naczy� krwiono�nych w zarodku kurzym (obrazy 

angiograficzne), dla tych samych obrazów przekształconych do postaci kraw�dziowej oraz 

tekstur z albumu Brodatz’a.  

 

Tabela 7.1 �rednie wyniki dla deskryptora tekstury jednorodnej. Oznaczenia: 
 – �rednia intensywno�� pikseli, 
� - odchylenie standardowe, |e| - energia (moduł), |�e| - odchylenie standardowe energii (moduł) 

�rednie warto�ci �  |e| |e| 

Obrazy angiograficzne 102.0058 2.7855 1.7383 3.6106 

Obrazy angiograficzne kraw�dziowe 28.5703 8.6174 2.1531 4.0427 

Tekstury Brodatz’a 151.9115 4.4093 2.2922 4.1044 

 

Tabela 7.1 przedstawia �rednie wyniki dla deskryptora tekstury jednorodnej. W trakcie testów 

zastosowano dwa podej�cia dla wyznaczania energii – z uwzgl�dnieniem warto�ci stałej dla 

cz��ci rzeczywistej współczynników funkcji Gabora i bez uwzgl�dnienia tej warto�ci. 

Współczynniki te pozwalaj� na wyznaczenie energii i jej odchylenia standardowego dla 

deskryptora HTD oraz elementów deskryptora TPD. W dalszych rozwa�aniach pomini�to 

warto�ci wyznaczone dla TBD jako mniej istotne. W trakcie testów okazało si�, �e warto�� 

stała cz��ci rzeczywistej współczynników funkcji Gabora ma znikomy wpływ na warto�ci 

elementów deskryptora (warto�ci s� sobie równe do 5-6 miejsca po przecinku).  

 

Na rysunkach poni�ej (Rysunek 7.3 i Rysunek 7.4) widoczny jest rozrzut mi�dzy warto�ciami 

�redniej intensywno�ci pikseli i odchylenia standardowego oraz płaski przebieg wykresów dla 

warto�ci energii i jej odchylenia standardowego.  
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Rysunek 7.3 �rednia intensywno�� pikseli dla deskryptora HTD dla serii 35 obrazów angiograficznych. 
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Rysunek 7.4 Przykładowe wyniki HTD dla serii 35 obrazów angiograficznych: odchylenie standardowe 

(czerwona linia), energia (moduł, zielona linia) oraz odchylenie standardowe energii (moduł, niebieska linia) 

Odchylenie standardowe 
energii 

Odchylenie standardowe Energia 
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W trakcie testów badany był równie� rozbudowany deskryptor, powstały w wyniku 

poł�czenia deskryptora tekstury jednorodnej HTD oraz deskryptora przegl�dania tekstury 

TBD. Przypomnijmy, �e deskryptor TPD składa si� z 3 lub 5 elementów: regularno�ci wzorca 

oraz jednego lub dwóch kierunków dominuj�cych i przypisanych do nich skal (zob. 2.2.3). 

Testy wykazały nieistotny w praktyce wpływ warto�ci elementów tego deskryptora dla 

obrazów angiograficznych, b�d�cych głównym obiektem bada�. Wynika to z tego, �e TPD 

słu�y głównie do zgrubnej klasyfikacji ([1]) i nie przenosi w sobie zbyt szczegółowych 

informacji. Dlatego te� w przypadku obrazów bardzo do siebie podobnych wizualnie, jak ma 

to miejsce w przypadku obrazów angiograficznych, jego wpływ jest niewielki lub �aden. 

Znaczenie miał w tym przypadku równie� fakt, �e w testach wykorzystano obrazy jednego 

typu, czyli przedstawiaj�ce angiogenez� w zarodku kurzym. W przypadku, gdyby rowa�ane 

były obrazy przedstawiaj�ce ró�ne typy angiogenezy, warto�ci elementów TPD miałyby 

wi�ksze znaczenie. 

 

7.2.2 Wektory cech oparte o PCA 

Do wyznaczania cech tekstury mo�na równie� zastosowa� przekształcenie PCA (zobacz 

rozdział 3.1). W tym przypadku jako elementy wektora cech traktowane s� składowe główne 

dla przekształconego obrazu.  

 

Do testów wykorzystano obrazy w skali szaro�ci, o rozmiarach 64 × 64 pikseli. Do 

wyznaczenia wektora cech wybrano algorytm SVD (ang. singular value decomposition), 

który przekształca dane wej�ciowe X (macierz o rozmiarach m × n) do postaci: 

 

 TV*S*UX =  (7.1) 
 

Macierz U ma rozmiary m × n, pozostałe dwie - n × n. Macierz V zawiera składowe główne, 

natomiast macierz S jest diagonalna a jej niezerowe warto�ci s� warto�ciami własnymi 

danych wej�ciowych. Przyjmuje si�, �e warto�ci własne sortowane s� w porz�dku malej�cym 

– pozwala to na wybranie tylko k najwi�kszych warto�ci, a wi�c ograniczenie rozmiaru 

wektora wyj�ciowego. 
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W przypadku obrazów testowanych na potrzeby niniejszej pracy maksymalny rozmiar 

wektora testowego wynosił 64 (tyle, ile wymiary danych wej�ciowych). Poni�sza tabela 

przedstawia przykłady obrazów uzyskanych po ograniczeniu liczby składowych: 

 

 

 

Obraz oryginalny 

 

   
5 pierwszych � 
� � 5,45 

10 pierwszych � 
� � 4,04 

20 pierwszych � 
� � 2,75 

   
30 pierwszych � 
� � 2,05 

40 pierwszych � 
� � 1,58 

50 pierwszych � 
� � 1,22 

Rysunek 7.5 PCA: Przykładowe obrazy uzyskane dla okre�lonej liczby najwy�szych warto�ci własnych �. 

 

Rysunek 7.5 zawiera równie� informacje o bł�dach dla obrazów po przekształceniach. Jako 

bł�d � przyj�to warto�� oczekiwan� ró�nicy mi�dzy obrazem oryginalnym i obrazem po 

przekształceniach. Mniejsza warto�� bł�du oznacza lepsz� jako�� odtworzonego obrazu. 
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niebieski 

 
zielony 

 
 

czerwony 
Rysunek 7.6 Warto�� bł�du dla obrazów uzyskanych w przekształceniu PCA dla pierwszych 50 najwi�kszych 
warto�ci własnych. Wyznaczone dla przykładowych obrazów angiograficznych. 

 

Przyjmuj�c jako kryterium minimalizacj� warto�ci oczekiwanej ró�nicy mi�dzy obrazem 

oryginalnym a obrazem po przekształceniach (rozumianej jako bł�d), mo�na zauwa�y�, �e nie 

jest konieczne uwzgl�dnianie wszystkich składowych w dalszym przetwarzaniu.  

 

7.2.3 Wektory cech oparte o ICA 

Do uzyskania warto�ci elementów tego wektora cech (współczynników w przekształceniu 

ICA) wykorzystano autorskie podej�cie przedstawione w rozdziale 4.2.2 [95].  

 

Podobnie jak dla omawianych do tej pory metod, materiałem testowym były obrazy 

angiograficzne, przedstawiaj�ce proces angiogenezy w zarodku kurzym. Dla porównania 

wykonano równie� testy przykładowych tekstur z albumu Brodatza. Wyniki te zostan� 

wykorzystane w wyznaczeniu i porównianiu warto�ci dyskryminanu Fishera dla wektorów 

cech wyznaczonych ró�nymi metodami (zobacz nast�pny rozdział). 
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Rysunek 7.7 Wektory bazowe dekompozycji ICA, przedstawione w postaci obrazów dla próbki ucz�cej (obrazy 

angiograficzne). 

 

 
Rysunek 7.8 Wektory bazowe dekompozycji ICA, przedstawione w postaci obrazów, dla wybranych 

przykładów tekstur z albumu Brodatz'a 

 

Przy zastosowaniu metody ICA wektor cech wyznaczono jako zbiór elementów macierzy 

wymieszania – zostało to omówione w rozdziale 4.3. Przypomnijmy, �e dane wej�ciowe 

traktowane s� jako mieszanina ró�nych sygnałów. ICA wyznacza macierz współczynników 

niezale�nych oraz macierz wymieszania. Podobnie jak w przypadku metody PCA, mo�na 
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równie� ograniczy� rozmiary danych (np. wyznaczaj�c tylko współczynniki dla n 

najwi�kszych warto�ci własnych). 

 

Tak jak oczekiwano, algorytm ICA daje bardziej zró�nicowane wyniki (zob. rozdział 7.3), co 

ułatwia odpowiedni� klasyfikacj� obrazów jednego typu. W przypadku wektora cech opartego 

o filtry Gabora nie dało si� w pełni wykorzysta� jego mo�liwo�ci wła�nie ze wzgl�du na du�e 

podobie�stwo mi�dzy analizowanymi obrazami.  

 

Poni�szy rysunek przedstawia przykładowe wyniki obrazy odtworzone na podstawie danych 

wyznaczonych za pomoc� ICA dla ograniczonej liczby składowych niezale�nych. 

 

 
Obraz oryginalny 

(150 IC) 

   

    
10 pierwszych IC 

� � 3,32 
20 pierwszych IC 
� � 12,72 

30 pierwszych IC 
� � 14,20 

40 pierwszych IC 
� � 13,25 

    
 50 pierwszych IC 

� � 16,50 
 60 pierwszych IC 

� � 10,64 
70 pierwszych IC 
� � 15,18 

80 pierwszych IC 
� � 10,55 

    
90 pierwszych IC 
� � 10,83 

100 pierwszych IC 
� � 1,78 

110 pierwszych IC 
� � 2,59 

120 pierwszych 
IC 

� � 1,15 
Rysunek 7.9 ICA: Przykładowe obrazy uzyskane dla ograniczonej liczby najwy�szych składowych 

niezale�nych. 
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Jako kryterium ograniczania liczby składowych niezale�nych wybrano minimalizacj� 

�redniego bł�du przekształcenia, traktowanego jako ró�nic� mi�dzy obrazem oryginalnym i 

obrazem odtworzonym. Jak wynika z powy�szego rysunku, mo�na ograniczy� liczb� 

składowych niezale�nych, niemniej jednak wymaga to wcze�niejszych testów – zbyt 

ograniczona liczba składowych niezale�nych mo�e doprowadzi� do powstania bł�dów w 

pó	niejszym przetwarzaniu danych. 

 

Testy omawiane w rozdziale 8 zakładaj� przeprowadzenie klasyfikacji dla wyznaczonych 

wektorów cech. Obrazy powinny by� rozdzielone pomi�dzy cztery klasy. Poni�szy wykres 

przedstawia współczynniki wymieszania dla obrazów ró�nych klas (dane obrazów 

przekształcono do postaci jednowymiarowej). 

 

 
Rysunek 7.10 ICA: wykres warto�ci współczynników 

wymieszania dla obrazu klasy A. 

 

 
Rysunek 7.11 ICA: wykres warto�ci współczynników 

wymieszania dla obrazu klasy B. 

 
Rysunek 7.12 ICA: wykres warto�ci współczynników 

wymieszania dla obrazu klasy C. 

 
Rysunek 7.13 ICA: wykres warto�ci współczynników 

wymieszania dla obrazu klasy D. 
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Dla ka�dego typu wektora cech wykonano testy dla obrazów oryginalnych (tzn. bez 

dodatkowej obróbki) oraz dla obrazów kraw�dziowych. 

 

  
Rysunek 7.14 Przykładowy obraz angiograficzny i odpowiadaj�cy mu obraz kraw�dziowy. 

 

7.3. Porównanie wektorów cech 
7.3.1 Kryterium porównywania obszaru cech 

Liniowa analiza dyskryminacyjna (DA) jest to takie przekształcenie przestrzeni, które 

pozwala na optymaln� separacj� podobszarów cech tworz�cych ró�ne klasy – w tym sensie 

jest to wi�c klasyfikator. Kryterium optymalizacyjnym podlegaj�cym minimalizacji podczas 

wyznaczania DA jest tzw. informacja Fishera (lub dyskryminant Fishera).  

 

Analiza dyskryminacyjna nale�y do rodzaju kryteriów, dla których nast�puje maksymalna 

koncentracja cech jednej klasy i/lub maksymalne rozdzielenie cech ró�nych klas. Je�li 

przyjmiemy, �e c oznacza wektor cech wyznaczony za pomoc� opisanych wcze�niej metod: 

 

 
jj fc ⋅=� , (7.2) 

 

(gdzie f oznacza informacje poddane analizie, j=1, …, N) stosowane s� nast�puj�ce kryteria: 

 

a) �redni odst�p kwadratowy jednej warto�ci cechy od ka�dej innej 
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N

j
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T
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1 1
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1 cccc  (7.3) 

 

b) �redni odst�p kwadratowy cech jednej klasy od cech innych klas (k – liczba klas) 
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c) �redni odst�p kwadratowy cech jednej klasy 
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d) kombinacja s2 i s3 (np. wspomniany dyskryminant Fishera) 

 

Ka�de z kryteriów si zale�y od macierzy przekształcenia �, czyli si=si(�). Niech �(i) oznacza 

macierz optymalizuj�c� kryterium si. Macierz optymalizuj�c� uzyskamy w wyniku obliczenia 

wektorów własnych ��(i) odpowiedniej macierzy Q(i). Macierz ta wyznaczana jest na 

podstawie równania: 

 

 )()()()(Q iiii
υυυ ϕλϕ =  (7.6) 

 

gdzie ��(i) s� warto�ciami własnymi Q(i). 

 

Dla maksymalizacji kryteriów s1 lub s2 nale�y obliczy� n wektorów własnych ��, 

odpowiadaj�cych n najwi�kszym warto�ciom własnym �� macierzy Q(1) lub Q(2) 

odpowiednio. Natomiast dla minimalizacji s3 nale�y obliczy� wektory własne odpowiadaj�ce 

najmniejszym warto�ciom własnym macierzy Q(3).  

 

Uzyskane w ten sposób wektory ��(i) tworz� n wierszy macierz � (i): 
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Macierze Q(i) zdefiniowane s� nast�puj�co: 

 

a) dla kryterium s1: 
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b) dla kryterium s2: 

 

 ( )

�

�

� ��

=

=

=

−

=

=

=

+
−

−=

κ

κ

κ

κ

κ
κ

κκ

κ
κ

κ κ

κ

λ
κλλκκ

N

j
j

N

j

T
jj

k N
TT

f
N

ff
N

kkk

1

1

2

1

1

1

1

1

1
11

m

R

mmmm
)(

RQ )(

 (7.9) 

 

c) dla kryterium s3: 
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gdzie f oznacza informacj� poddan� analizie. 

 

Załó�my, �e istnieje przekształcenie y=f(x)=wTx, które odwzorowuje próbki xi, i=1, …, d, 

nale��ce do dwóch ró�nych klas �k, k�2. Nale�y znale	� taki wektor w, aby punkty dla jednej 

klasy były dobrze odseparowane od punktów nale��cych do innej klasy. Miar� separacji jest 

odległo�� mi�dzy �rednimi warto�ciami punktów klas. Je�li przyjmiemy warto�� �redni� dla 

danej klasy (centrum obszaru) �k jako 
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to wówczas miara separacji mi�dzy dwiema klasami mo�e zosta� wyliczona ze wzoru: 

 

 ( )ji
T

ji mmwm~m~ −=− . (7.13) 
 

Miar� rozrzutu warto�ci klas okre�lamy jako 
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St�d �
k

ks
d

21 ~  jest oszacowaniem wariancji wektorów cech dla ka�dej klasy, za� �
k

ks 2~  jest 

ł�cznym rozrzutem w ramach klas. 

 

Liniowy dyskryminant Fishera oznacza tak� funkcj� liniow� f(x)=wm
Tx, dla której funkcja 

jako�ci J(w) osi�ga swoje maksimum. Definiujemy macierze Si rozrzutu dla ka�dej klasy �k: 
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Macierz rozrzutów w ramach klasy zdefiniowana jest jako suma macierzy rozrzutu 

wszystkich klas: 
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natomiast macierz rozrzutów pomi�dzy klasami wyznaczana jest według wzoru: 
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gdzie m jest centralnym punktem zbioru wszystkich próbek.  

 

Funkcja jako�ci wynosi: 
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Poszukiwana jest maksymalizacja stosunku wyznacznika macierzy rozrzutów pomi�dzy 

klasami do wyznacznika macierzy rozrzutów w ramach klas. Relacja ta jest maksymalna, gdy 

wektory kolumnowe wm macierzy W s� wektorami własnymi macierzy SW
-1 SB. 

 

7.3.2 Wyniki porównania obszarów cech 

Poni�sza tabela i wykres przedstawiaj� wyniki zastosowania dyskryminantu Fishera do 

porównania jako�ci wektorów cech wyznaczonych za pomoc� ró�nych algorytmów. Mo�na 

zaobserwowa� istotn� zmian� stosunku warto�ci dyskryminatora w zale�no�ci od typu 

obrazów testowych. Szczególnie du�e ró�nice wida� przy zastosowaniu wektora cech 

opartego o algorytmy ICA. Dla wektora cech tekstury uzyskanego metod� PCA warto�� 

funkcji jako�ci jest wy�sza ni� dla wektora opartego o algorytmy MPEG, ale wci�� pozostaje 

ni�sza ni� dla wektora cech ICA. 

 

Tabela 7.2 Dyskryminant Fishera: warto�� funkcji jako�ci dla wektorów cech (ograniczonych do pierwszych 62 
elementów) dla obrazów angiograficznych. 

Metoda detekcji cech Warto�� 

ICA 1,676 · 10-4 

MPEG 3,645 · 10-5 

PCA 9,03 · 10-5 

 

Rysunek 7.15 przedstawia zale�no�� warto�ci dyskryminantu Fishera dla ró�nych metod 

wyznaczania wektora cech dla obrazów angiograficznych. Liczb� uwzgl�dnionych elementów 

wektora cech ograniczono do 62 (wektory cech wyznaczone ró�nymi metodami mog� mie� 

ró�ne długo�ci). Celem lepszego uwidocznienia ró�nic mi�dzy metodami o� Y wykresu, 

odpowiadaj�c� warto�ciom dyskryminantu, przedstawiono w skali logarytmicznej. 
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Rysunek 7.15 Dyskryminant Fishera: przebieg warto�ci funkcji jako�ci dla pierwszych 62 elementów wektorów 

cech wyznaczonych ró�nymi metodami dla obrazów angiograficznych. 

 

Przypomnijmy tutaj, �e funkcja jako�ci zale�y od stosunku wyznacznika rozrzutów pomi�dzy 

klasami do wyznacznika rozrzutów wewn�trz klas (wzór 7.18), a wi�c nale�y d��y� do 

maksymalizacji tego stosunku. Tabela 7.2 pokazuje, �e dla wektora cech zbudowanego z 

współczynników przekształcenia ICA funkcja jako�ci jest najwy�sza w porównaniu do 

wektorów opartych o współczynniki PCA czy filtrów Gabora. Je�li porównamy wyniki dla 

obrazów angiograficznych i tekstur Brodatz’a, funkcja jako�ci zbioru cech opartego o 

współczynniki ICA jest wy�sza dla obrazów angiograficznych (Tabela 7.3). Mo�na wi�c 

stwierdzi�, �e opis cech w oparciu o algorytm ICA charakteryzuje si� najwy�sz� funkcj� 

jako�ci spo�ród badanych deskryptorów. 

 

Tabela 7.3 Dyskryminant Fishera: warto�� funkcji jako�ci dla wektorów cech (ograniczonych do pierwszych 62 
elementów) dla obrazów tekstur z albumu Brodatza. 

Metoda detekcji cech Warto�� 

MPEG 7,419 · 10-6 

PCA 1,601 · 10-4 

ICA 8,15 · 10-4 
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Rysunek 7.15 ma tak� sam� wymow�, jak Tabela 7.2. Warto�� dyskryminantu, a wi�c funkcji 

jako�ci, pozostaje najwy�sza dla wektora cech wyznaczonego algorytmem ICA. Wszystkie 

wektory cech ograniczono do 62 elementów, aby porównanie miało sens. Warto�� funkcji 

jako�ci maleje wraz ze wzrostem liczby uwzgl�dnianych współczynników, ale po 

przekroczeniu pewnej liczby współczynników zaczyna utrzymywa� si� na stałym poziomie. 

Mo�na to zaobserwowa� na poni�szych wykresach. Rysunek 7.16 przedstawia przebieg 

warto�ci dyskrymiantu Fishera dla wektora cech wyznaczonego algorytmem ICA w skali 

logarytmicznej). Uwzgl�dniono 150 pierwszych współczynników. Z kolei rys. 2 przedstawia 

przebieg warto�ci funkcji jako�ci w skali logarytmicznej dla wektora cech opartego o PCA – 

uwzgl�dniono ponad 4000 współczynników. 

 

 
Rysunek 7.16 Dyskryminant Fishera: przebieg warto�ci funkcji jako�ci dla 150 współczynników wektora cech 

wyznaczonego algorytmem ICA dla obrazów angiograficznych. 

 



E. Snitkowska Analiza tekstur w obrazach cyfrowych 

- 87 - 

 
Rysunek 7.17 Dyskryminant Fishera: przebieg warto�ci funkcji jako�ci dla 4096 współczynników wektora cech 

wyznaczonego algorytmem PCA dla obrazów angiograficznych. 

 

Badane wektory cech ró�niły si� liczb� elementów – dla wektora opartego o standardy MPEG 

ilo�� elementów jest �ci�le okre�lona i zale�y od rodzaju u�ytego deskryptora – na przykład 

dla HTD (ang. Homogeneous Texture Descriptor) wynosi 62.  

 

Dla wektora cech wyznaczanego algorytmem PCA ilo�� elementów zale�y od rozmiaru 

obrazu (obrazy testowe miały rozmiar 64 × 64 pikseli). Jak wspomniano wcze�niej, mo�na t� 

ilo�� ograniczy�, bazuj�c na wybranym kryterium poprawno�ci przekształconego obrazu. W 

testach nie ograniczano rozmiaru wektora ze wzgl�du na dokładno�� wyników. 

 

Liczba elementów wektora cech wyznaczonego metod� ICA zale�y od ilo�ci danych (liczby 

przetwarzanych sygnałów). Równie� w tym przypadku nie ograniczono rozmiaru wektora, 

podobnie jak w przypadku PCA kieruj�c si� dokładno�ci� wyników. 
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8. Eksperymenty dotycz	ce klasyfikacji 
tekstur 

8.1. Zało�enia 
Opisane we wcze�niejszych rozdziałach sposoby wyznaczania cech tekstury wykorzystano do 

klasyfikacji obrazów testowych. Zastosowano cztery typy klasyfikatora: według najmniejszej 

odległo�ci, klasyfikator Bayesa, neuronowy i SVM. Celem testów było sprawdzenie 

skuteczno�ci wybranych algorytmów wyznaczania wektorów cech.  

 

Do testów wykorzystano obrazy testowe angiograficzne. Obrazy te dzielone s� na cztery 

grupy w zale�no�ci od charakteru przedstawionej na nich siatki naczy� krwiono�nych. Testy 

wykonane zostały dla obrazów według skali szaro�ci oraz dla tych samych obrazów 

przekształconych do postaci kraw�dziowej. Wyznaczono nast�puj�ce typy obrazów: 

 

- obrazy z bardzo rzadk� lub słabo widoczn� sieci� naczy� krwiono�nych (mog� by� 

traktowane jako tło) 
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- obrazy z fragmentami grubych naczy� krwiono�nych 

 
 

- obrazy przedstawiaj�ce regularny układ naczy� 

 
 

- obrazy przedstawiaj�ce naczynia kr�te 

 
 

W grupie testowej znajdowały si� obrazy wszystkich typów. 

8.2. Klasyfikator Bayesa 
W pierwszej kolejno�ci wykorzystano klasyfikator oparty o twierdzenie Bayesa do 

sprawdzenia poprawno�ci klasyfikowania tekstur w obrazach angiograficznych na podstawie 

wektorów cech wyznaczonych ró�nymi metodami. Jest to optymalny klasyfikator cech, gdy 

funkcja kosztu jest zero-jedynkowa i gdy próbka ucz�ca ma charakter reprezentatywny dla 

całej dziedziny cech. 
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Tabela 8.1 Klasyfikator Bayes'a – odsetek prawidłowo sklasyfikowanych obrazów w zale�no�ci od 
zastosowanej metody ekstrakcji cech. 

Odsetek prawidłowo sklasyfikowanych obrazów Metoda detekcji 
cech Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 65,064 % 73,076 % 

MPEG 64,615 % 60,256 % 
PCA 62,820 % 71,154 % 

 

Zarówno dla zwykłych obrazów angiograficznych, jak i do obrazów przekształconych do 

postaci kraw�dziowej, wektor cech tekstury oparty o przekształcenie ICA uzyskał najlepsze 

wyniki. Warto zwróci� uwag� na zwi�kszenie skuteczno�ci klasyfikatora w przypadku 

obrazów kraw�dziowych. 

 

Istotn� informacj� jest równie� skuteczno�� klasyfikatora dla ka�dej klasy bazowej. 

Przypomnijmy, �e w testach okre�lono cztery klasy bazowe, przedstawiaj�ce ró�ne układy 

naczy� krwiono�nych. 

 

Tabela 8.2 Klasyfikator Bayes’a - odsetek prawidłowo sklasyfikowanych obrazów pod wzgl�dem 
przynale�no�ci do klasy. 

Odsetek prawidłowo sklasyfikowanych obrazów 
Klasa Metoda Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 90,909 % 97,727 % 

MPEG 15,909 % 18,182 % 1 
PCA 88,636 % 79,545 % 
ICA 41,463 % 56,098 % 

MPEG 53,659 % 21,951 % 2 
PCA 26,829 % 53,659 % 
ICA 54,717 % 37,736 % 

MPEG 71,698 % 90,566 % 3 
PCA 47,170 % 39,623 % 
ICA 25,000 % 58,333 % 

MPEG 91,667 % 75,000 % 4 
PCA 16,667 % 41,667 % 

 

Dla klas 2 i 4 zaobserwowano wzrost skuteczno�ci deskryptora dla obrazów kraw�dziowych. 

Wynika to tego, �e obrazy tych klas maj� wyra	nie zaznaczone kraw�dzie naczy�, a wi�c po 

przekształceniu do postaci kraw�dziowej informacja nie jest tracona. 
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Rysunek 8.1 Przykłady obrazów kraw�dziowych ró�nych klas. 

8.3. Klasyfikator NN 
W przypadku klasyfikatora NN („najbli�szego s�siada”) klasyfikacja obrazu przebiega na 

wyznaczeniu odległo�ci (w tym przypadku Euklidesowej) do ka�dego z obrazów grupie 

obrazów bazowych i wybranie najmniejszej. 

 

Tabela 8.3 Klasyfikator NN – odsetek prawidłowo sklasyfikowanych obrazów w zale�no�ci od zastosowanej 
metody ekstrakcji cech. 

Odsetek prawidłowo sklasyfikowanych obrazów Metoda detekcji 
cech Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 60,897 % 65,705 % 

MPEG 59,295 % 64,102 % 
PCA 58,230 % 62,500 % 

 

Tabela 8.3 pokazuje skuteczno�� klasyfikatora najbli�szego s�siada dla wektora cech 

zwykłego obrazu angiograficznego, wyznaczonego za pomoc� funkcji Gabora oraz z 

wykorzystaniem algorytmów PCA i ICA. Klasyfikator ten dał bardzo zrównowa�one wyniki 

dla wszystkich testowanych metod. Równie� przekształcenie obrazów do postaci 

kraw�dziowej nie spowodowało du�ego zró�nicowania wyników, jednak tak jak w 

poprzednim przypadku (klasyfikator Bayesa) równie� i klasyfikator najbli�szego s�siada 

lepiej radził sobie z obrazami kraw�dziowymi.  

 

Tabela 8.4 przedstawia odsetek prawidłowo sklasyfikowanych obrazów pod wzgl�dem 

podziału na klasy. 
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Tabela 8.4 Klasyfikator NN - odsetek prawidłowo sklasyfikowanych obrazów pod wzgl�dem przynale�no�ci do 
klasy. 

Odsetek prawidłowo sklasyfikowanych obrazów 
Klasa Metoda Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 56,818 %  79,545 % 

MPEG 47,727 % 43,182 % 1 
PCA 52,273 % 72,727 % 
ICA 87,805 % 14,634 % 

MPEG 90,244 %  95,122 % 2 
PCA 75,610 % 12,195 %  
ICA 43,396 % 73,585 % 

MPEG 47,170 % 47,170 % 3 
PCA 56,604 % 71,698 % 
ICA 41,667 % 91,667 % 

MPEG 50,000 % 16,667 % 4 
PCA 33,333 % 91,667 % 

 

Mo�na zauwa�y� wzrost skuteczno�ci klasyfikatora dla obrazów klasy 1 i 4 po 

przekształceniu do postaci kraw�dziowej. Przypomnijmy, �e klasa 1 zawiera obrazy mog�ce 

stanowi� tło (czyli z nielicznymi lub słabo widocznymi naczyniami), natomiast klasa 4 

zawiera wyra	n� sie� naczy�. Po przekształceniu do postaci kraw�dziowej informacja o 

przebiegu naczy� zostaje uwypuklona (zob. Rysunek 8.1), w zwi�zku z czym ró�nice mi�dzy 

obrazami tych dwóch klas staj� si� bardziej widoczne. 

 

Klasyfikator najbli�szego s�siada dobrze radzi sobie równie� z obrazami klasy 2 (czyli 

zawieraj�cymi fragmenty naczy� głównych). 

8.4. Klasyfikator neuronowy 
Klasyfikator neuronowy ustala przynale�no�� obrazu testowego poprzez przetworzenie 

wektora cech przez sie� neuronow� (omówiona w rozdziale 6.5.1). Liczba wektorów 

wej�ciowych równa si� liczbie elementów wektora cech, natomiast liczba wektorów 

wyj�ciowych równa jest liczbie klas obrazów (w tym przypadku 4).  
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Tabela 8.5 Klasyfikator neuronowy – odsetek prawidłowo sklasyfikowanych obrazów w zale�no�ci od 
zastosowanej metody wyznaczania cech tekstury. 

Odsetek prawidłowo sklasyfikowanych obrazów Metoda detekcji 
cech Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 73,333 % 72,115 % 

MPEG 70,513 % 73,718 % 
PCA 64,102 % 65,705 % 

 

Ró�nice w skuteczno�ci klasyfikatora neuronowego dla ró�nych metod ekstrakcji cech 

tekstury nie s� zbyt du�e. Warto jednak zauwa�y�, �e po przekształceniu obrazów testowych 

do postaci kraw�dziowej wzrasta skuteczno�� klasyfikatora. Najlepsze wyniki w przypadku 

zwykłych obrazów angiograficznych uzyskano dla wektora cech opartego o ICA, natomiast 

po przekształceniu do postaci kraw�dziowej – dla wektora cech opartego o algorytmy MPEG. 

 

Tabela 8.6 Klasyfikator neuronowy - odsetek prawidłowo sklasyfikowanych obrazów pod wzgl�dem 
przynale�no�ci do klasy. 

Odsetek prawidłowo sklasyfikowanych obrazów 
Klasa Metoda Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 40,909 % 77,273 % 

MPEG 22,727 % 72,727 % 1 
PCA 34,091 % 65,909 % 
ICA 51,220 % 17,073 % 

MPEG 95,122 % 92,683 %  2 
PCA 46,341 % 7,317 % 
ICA 77,358 % 96,226 % 

MPEG 75,472 % 35,849 % 3 
PCA 67,925 % 92,453 % 
ICA 91,667 % 66,667 % 

MPEG 25,000 % 66,333 % 4 
PCA 83,333 % 64,667 % 

 

Podobnie jak w przypadku poprzednich klasyfikatorów, równie� klasyfikator neuronowy 

okazuje si� skuteczniejszy dla wybranych klas obrazów kraw�dziowych. Za wyj�tkiem 

danych klasy 2 klasyfikator ten jest najskuteczniejszy przy zastosowaniu wektora cech 

wyznaczonego metod� ICA. 
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8.5. Klasyfikator SVM 
W przypadku klasyfikatora SVM (maszyny wektorów no�nych) proces klasyfikacji przebiega 

dwustopniowo. Zastosowany został algorytm „jedna przeciw jednej” (opis metody zawarty 

jest w rozdziale 6.4). W pierwszym kroku algorytm porównuje obraz testowy do dwóch 

wybranych klas i przyznaje punkt tej klasie, która jest najbli�ej obrazu testowego. Operacja ta 

jest powtarzana dla ka�dego obrazu dla ka�dego układu dwóch klas bazowych. Punkty dla 

ka�dej klasy s� sumowane (odr�bnie dla ka�dego obrazu testowego). W drugim kroku 

algorytm sprawdza, która klasa otrzymała najwi�ksz� ilo�� punktów – do tej klasy ostatecznie 

zostanie przypisany obraz. 

 

Poni�sze tabele przedstawiaj� wyniki uzyskane dla takiego klasyfikatora. Zastosowano dwie 

grupy obrazów testowych: zwykłe obrazy angiograficzne oraz te same obrazy przekształcone 

do postaci kraw�dziowej. 

 

Tabela 8.7 Klasyfikator SVM – odsetek prawidłowo sklasyfikowanych obrazów w zale�no�ci od zastosowanej 
metody ekstrakcji cech. 

Odsetek prawidłowo sklasyfikowanych obrazów Metoda detekcji 
cech Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 76,923 % 57,692 % 

MPEG 75,320 % 54,487 % 
PCA 68,910 % 56,089 % 

 

W przypadku klasyfikatora opartego o maszyn� wektorów no�nych najlepsze wyniki dla 

zwykłych obrazów angiograficznych uzyskano dla deskryptora ICA dla zwykłych obrazów 

angiograficznych i dla obrazów kraw�dziowych.  

 

W przypadku obrazów angiograficznych klasyfikator SVM uzyskał najlepsze wyniki spo�ród 

wszystkich omawianych klasyfikatorów. Porównuj�c jednak z wynikami dla klasyfikatora 

neuronowego (Tabela 8.5) charakteryzuje si� on słab� skuteczno�ci� dla obrazów 

kraw�dziowych. 
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Tabela 8.8 Klasyfikator SVM - odsetek prawidłowo sklasyfikowanych obrazów pod wzgl�dem przynale�no�ci 
do klasy. 

Odsetek prawidłowo sklasyfikowanych obrazów 
Klasa Metoda Obrazy angiograficzne Obrazy angiograficzne 

kraw�dziowe 
ICA 95,455 % 95,455 % 

MPEG 81,818 % 50,000 % 1 
PCA 47,727 % 54,545 % 
ICA 56,098 % 63,415 % 

MPEG 29,268 % 19,512 % 2 
PCA 19,512 % 17,073 % 
ICA 84,906 % 81,132 % 

MPEG 71,698 % 50,943 % 3 
PCA 50,943 % 67,925 % 
ICA 75,000 % 83,333 % 

MPEG 91,667 % 75,000 % 4 
PCA 75,000 % 50,000 % 

 

Klasyfikator SVM wykazał du�� skuteczno�� dla wszystkich omawianych metod 

wyznaczania cech tekstury. W przypadku klasy 1 wysoka skuteczno�� klasyfikatora ma 

znaczenie praktyczne. Mo�na stworzy� aplikacj�, której zadaniem b�dzie wsparcie lekarza-

specjalisty. Działanie aplikacji b�dzie polegało na odrzucaniu (oczywi�cie do zatwierdzenia 

przez specjalist�) obrazów, które nie zawieraj� istotnych informacji. Jednak w przypadku 

aplikacji maj�cych zastosowanie w medycynie nie mo�na całkowicie (zdaniem autorki) 

zrezygnowa� z opinii specjalisty i powinna ona stanowi� jeden z etapów ko�cowych 

przetwarzania danych.  
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9. Zako�czenie 

W niniejszej pracy przedstawiono podstawowe metody analizy tekstur w obrazach cyfrowych 

oraz sposoby klasyfikacji. Szczególnym aspektem tej pracy było zastosowanie badanych 

technik do analizy obrazów angiograficznych. 

 

Praca składa si� z dwóch cz��ci. W cz��ci pierwszej przetestowane zostały metody ekstrakcji 

cech tekstury. Zostały wybrane trzy metody pozwalaj�ce na utworzenie skutecznych 

wektorów cech tekstury. Pierwsza z nich bazuje na filtracji Gabora, a wektor cech został 

zbudowany w oparciu o modele tzw. deskryptorów w standardzie MPEG-7. Druga metoda 

pozwala na utworzenie wektora cech poprzez przekształcenie PCA danych. Ostatnia metoda 

korzysta z przekształcenia ICA. 

 

Praca przedstawia sposób wykorzystania procesu analizy składowych niezale�nych ICA (ang. 

Independent Component Analysis) do ekstrakcji cech tekstury obrazów cyfrowych – jest to 

nowe podej�cie na gruncie polskim. Za pomoc� tego algorytmu wyznaczane s� wektory 

bazowe i odpowiadaj�ca im przestrze� cech. Wektory bazowe znalezione w procesie ICA s� 

statystycznie niezale�ne i spełniaj� warunek optymalno�ci, a przestrze� cech jest dopasowana 

do danych ucz�cych. Inn� metod�, optymalizuj�c� pewne zale�ne od danych kryterium, jest 

PCA. Z kolei omawiana filtracja Gabora, wykorzystywana w algorytmach MPEG-7, nale�y 

do metod o heurystycznie ustalonych wektorach bazowych, niezale�nie od danych testowych. 
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Jako kryterium jako�ci omawianych metoda detekcji cech tekstury wykorzystano tzw. 

dyskryminant (informacja) Fishera. Warto�� informacji Fishera wyra�a stosunek rozdzielenia 

cech pomi�dzy klasami do zwarto�ci cech próbek nale��cych do jednej klasy – im wi�ksza 

warto��, tym lepiej rozdzielone cechy ró�nych klas i bardziej zwarte cechy tej samej klasy.  

 

Praca zwiera równie� omówienie wybranych typów klasyfikatorów. W trakcie testów 

sprawdzana była skuteczno�� stosowanych klasyfikatorów dla ka�dego omawianego typu 

wektora cech. Przeanalizowane zostały cztery typy klasyfikatorów: klasyfikator Bayesa, 

najbli�szego s�siada, opary o maszyn� wektorów no�nych i neuronowy. Klasyfikatory te 

zastosowano do uzyskanych wektorów cech dla obrazów angiograficznych. Analiza wyników 

testów obejmowała dwa etapy. W pierwszym etapie porównano wyniki działania wybranego 

klasyfikatora dla wektorów cech opartych o ró�ne algorytmy. W drugim etapie dla wybranego 

wektora cech, opartego o przekształcenie ICA, poszukiwano klasyfikatora o najwi�kszej 

skuteczno�ci. 

 

Pierwsz� tez� tej pracy było stwierdzenie, �e odpowiednio dobieraj�c reprezentacj� cech 

tekstury do rzeczywistych danych i klasyfikator, dla którego okre�lono koszty ryzyka bł�dnej 

klasyfikacji, mo�na stworzy� narz�dzie skuteczne i pomocne w analizie obrazów. W celu 

udowodnienia tej tezy przetestowane zostały trzy typy wektorów cech i cztery klasyfikatory. 

Dla ka�dego wektora cech testowane były parametry przekształcenia, b�d�cego jego 

podstaw�. W trakcie testów wybrano najlepsze parametry, a wyniki sprawdzono posługuj�c 

si� metodami statystycznymi (zob. rozdział 7). Z kolei dla klasyfikatorów miar� przydatno�ci 

była ich skuteczno�� w klasyfikowaniu obrazów (zob. rozdział 8). Wyniki testów wyra	nie 

wskazuj�, �e mo�na dobra� tak� par� wektor cech - klasyfikator, by dla danej grupy obrazów 

uzyska� najlepsze wyniki. W przypadku ekstrakcji cech tekstury dla obrazów 

angiograficznych w skali szaro�ci, dokonanej algorytmem ICA najskuteczniejszym 

klasyfikatorem okazał si� klasyfikator oparty o maszyn� wektorów no�nych. 

 

Druga teza pracy opiera si� na stwierdzeniu, �e wektor cech tekstury okre�lony poprzez 

przekształcenie ICA odznacza si� lepsz� jako�ci� i ułatwi poprawn� klasyfikacj�. Jako�� 

wektora cech opartego o ICA udowodniono poprzez wyznaczenie jego funkcji jako�ci 

(dyskryminant Fisher’a – zob. rozdział 7.3.2). Przekształcenie ICA daje lepsze wyniki ni� 

pozostałe omawiane metody. Porównuj�c wyniki dla obrazów angiograficznych i 

standardowych obrazów tekstur rysunków albumu Brodatz’a równie� mo�na stwierdzi� 
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wy�szo�� przekształcenia ICA w zastosowaniu do obrazów angiograficznych. Dla potrzeb 

klasyfikacji wybrano cztery ró�ne klasyfikatory i testowano ich skuteczno�� dla dwóch grup 

obrazów angiograficznych – w skali szaro�ci i kraw�dziowych. Mo�na stwierdzi�, �e 

zastosowanie klasyfikatora neuronowego lub SVM podwy�sza jako�� klasyfikacji dla tekstur 

opisanych za pomoc� wektora cech powstałego w wyniku przekształcenia ICA. Ponadto 

zastosowanie obrazów kraw�dziowych jako materiału badawczego poprawiało wyniki 

klasyfikacji w wi�kszo�ci omawianych przypadków. 

 

Tekstura jest 	ródłem wa�nych informacji o obrazie. Analiza cyfrowych obrazów 

angiograficznych mo�e by� pomocnym narz�dziem w diagnostyce medycznej, a omawiane 

algorytmy mo�na zastosowa� do innych typów obrazów. Oczywi�cie nie mo�na tu mówi� o 

pełnej automatyzacji stawiania diagnozy – zbyt wiele znaczy do�wiadczenie lekarza, by je 

pomija�. Mo�na jednak skorzysta� z wyników takiej analizy do ograniczenia zbioru danych i 

wst�pnej klasyfikacji. 
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